IMPLEMENTACION Y EVALUACION DE UN ALGORITMO DE
CLUSTERING EN UN ESTIMADOR DE ANCHO DE BANDA DISPONIBLE

DIXON DAVID SALCEDO MORILLO

Ingeniero de Sistemas

UNIVERSIDAD AUTONOMA DE BUCARAMANGA
Maestria en Software
Bucaramanga, Colombia
UNIVERSIDAD OBERTA DE CATALUNYA
Espana

2011



IMPLEMENTACION Y EVALUACION DE UN ALGORITMO DE
CLUSTERING EN UN ESTIMADOR DE ANCHO DE BANDA DISPONIBLE

DIXON DAVID SALCEDO MORILLO
Mat. U00052901

Trabajo de grado elaborado como requisito para optar por el titulo de:
Magister en Software Libre

Director
Dr. CESAR DARIO GUERRERO SANTANDER

Universidad Autonoma de Bucaramanga
Colombia
UNIVERSIDAD AUTONOMA DE BUCARAMANGA UNAB
Maestria en Software Libre
Bucaramanga, Colombia
UNIVERSIDAD OBERTA DE CATALUNYA
Espana
2011



Nota de aceptacion:

Firma del presidente del jurado

Firma del jurado

Firma del jurado



DEDICATORIA

A Dios, a mi madre, Nancy Maria Morillo, a mi familia y hermanos que son la

verdadera razon e inspiracion para la consecucion de mis éxitos.

A los pocos amigos y a aquellas personas que de una u otra manera han

colaborado para que este logro sea una realidad.
A Tono, George, Cristopher, Carlos y Goyo; amigos del alma que desde su
omnipresencia, estan siempre en esos recuerdos que inspiran en momentos,

que las circunstancias quieren vencernos.

Dixon David



AGRADECIMIENTOS

Infinitamente a Dios.

A la constancia, paciencia y sabios consejos del Dr. Cesar Dario Guerrero

Santander, quien es forjador de este trabajo.

A la Universidad Autonoma del Caribe, en donde he recibido el apoyo

necesario para que mis estudios de maestria fueran una realidad.

Dixon David



CONTENIDO

Pag.
INTRODUCCION 13
1. CONTEXTO DE LA INVESTIGACION 15
1.1 Tema 15
1.2 Definicién del problema 15
1.3 Objetivos 17
2. ESTADO DEL ARTE 18
3. FUNDAMENTOS TEORICOS 23
3.1 Ancho de banda, Bandwidth en inglés 23
3.1.1 Definicion 23
3.1.2 Ancho de Banda Disponible 23
3.1.3 Ancho de banda disponible de extremo a extremo (end to end) 25
3.2 Técnicas de estimaciéon de ancho de banda disponible 27
3.2.1 Métodos PRM (packet rate method) 27
3.2.2 Métodos PGM (packet gap method) 28
3.3 Herramientas de estimacién de ancho de banda Disponible (ABETT’S) 31
3.4 Modelo de las cadenas ocultas de markov aplicadas a las
herramientas de estimacion de ancho de banda (HMM) 33
3.4.1 Definicion 33
3.4.2 Aplicaciones 35
3.5 Algoritmos de clustering y sus aplicaciones 38
3.5.1 Definicion 38
3.5.2 Algoritmos de agrupamiento 38
3.5.3 Aplicabilidad 39
3.5.4 APRENDIZAJE DE MAQUINA. 39
3.5.4.1 Aprendizaje supervisado 40
3.5.4.2 Aprendizaje no supervisado 40
3.5.5 K-means 41
3.5.5.1Inconvenientes 43



3.5.6 Aplicacion real de los algoritmos de clustering en herramientas de

estimacion de ancho de banda disponible
3.6 Testbed

3.6.1 Definicion

4. METODOLOGIA APLICADA

4.1 Clustering

4.1.1 Clustering Probabilistico

4.1.2 Métodos de los k-vecinos (k-medoids)
4.1.3 Algoritmo Basado en Densidad

4.1.4 Método de las k-medias (K-means)

4.1.4.1Descripcion del algoritmo K-means estandar

4.2 Algoritmo a utilizar dentro del estimador
4.2.1 Implementacién del algoritmo

4.2.2 Operatividad del k-means en el Traceband

IMPLEMENTACION DE LA SOLUCION

5.1 Instalacién las herramientas

5.1.1 MGEN

5.1.2 Traceband

5.2 Descripcion del testbed

5.3 Disenio de los experimentos

5.4 Métricas utilizadas

5.4.1 Tiempo de estimacion

5.4.2 Overhead

5.4.3 Error de estimacion

5.4.4 Ancho de banda disponible con K-means

5.5 Procesamiento de la informacién

6. RESULTADOS

44
45
45

48

48
50
52
54
55
56
58
62
62

66

66
66
68
70
72
73
73
73
73
73
74

76



7. CONCLUSIONES
7.1 Traceband con HMM
7.2 Traceband con K-means

7.3 Traceband con HMM vs Traceband con K-means

8. REFERENCIAS BIBLIOGRAFICAS

87

87

88

89

91



LISTA DE TABLAS

Pag.

Tabla No. 1. Caracteristicas principales de los algoritmos de Clustering particional 58

Tabla No 2. Escenarios definidos para los experimentos 72



LISTA DE FIGURAS

Pag.
Figura. 1. Representaciéon grafica del ancho de banda disponible 23
Figura. 2. Enlace Angosto y Apretado 24

Figura 3. Ancho de banda disponible en un periodo promedio de la escala de tiempo 26

Figura 4. Probe GAP Model (PGM) 29
Figura 5. Pseudo codigo del receptor Traceband 33
Figura 6. Matriz de probabilidades de transicion 34
Figura 7. Modelo de Markov para AB. 37
Figura 8. Representacion de una agrupacion con 2 clusters. 42
Figura 9. Pseudocédigo K-means. 46
Figura 10. Testbed utilizado para evaluacion de desempeno de herramientas de estimacion
de ancho de banda disponible. 47
Figura 11. Clustering jerarquico. Dendograma. 52
Figura 12. Clustering basado en Medoids. 353
Figura. 13 Clustering basado en densidad. 54
Figura 14. Algoritmo estandar de K-means. 57
Figura 15. Algoritmo estandar para K-means. 60
Figura 16. Codigo en lenguaje C para K-means, Parte 1. 63
Figura 16. Codigo en lenguaje C para K-means, Parte 2. 64
Figura 17: Operatividad del K-means en el Traceband_rcv. 65
Figura 18. Mgen Listen. 67
Figura 19. Mgen Sender. 67
Figura 20. Salida del make para instalar Traceband. 68

10



Figura 21.
Figura 22.
Figura 23:
Figura 24.
Figura 25.
Figura 26.
Figura 26.
Figura 27.
Figura 28.
Figura 29.
Figura 30.
Figura 31.
Figura 32.
Figura 33.
Figura 34.
Figura 35.

Figura 36.

Ejecucién de Traceband sender.

Ejecucién de Traceband receiver.

Testbed de red

Traceband_rcv

Traceband_snd

Funcioén error_bytool.m. Parte 1

Funcioén error_bytool.m. Parte 2

Error de estimacion sin Trafico

Error de estimacion con Trafico Periodic al 30%
Error de estimacion con Trafico Periodic al 50%
Error de estimacion con Trafico Periodic al 70%
Error de estimacién con Trafico Poisson al 30%
Error de estimacion con Trafico Poisson al 50%
Error de estimacion con Trafico Poisson al 70%
Error de estimacion con Trafico Burst al 30%
Error de estimacion con Trafico Burst al 50%

Error de estimacion con Trafico Burst al 70%

11

69

69

70

74

75

76

77

77

78

79

80

81

82

83

84

85

86



Ecuacioén 1.

Ecuacioén 2.

Ecuacion 3.

Ecuacion 4.

Ecuacion 5.

Ecuacién 6.

LISTA DE ECUACIONES

Formula del ancho de banda disponible

Formula del ancho de banda promedio disponible
Escala de tiempo promedio

Capacidad no utilizada promedio

Capacidad no utilizada minima

Ancho de banda disponible

12

Pag.
24
25
25
26
27

29



INTRODUCCION

Este proyecto esta enmarcado dentro de la linea de investigacion en
Telematica del grupo de investigacion en tecnologias de la informacion de la
UNAB se planteo como objetivo implementar en lenguaje C un algoritmo de
clustering en el estimador de ancho de banda Traceband y evaluar impacto
del algoritmo en cuanto a la exactitud en la estimacion comparada con el
programa original, en un escenario controlado que emule el comportamiento
de una red en la internet. Para lograr esto, primero se aborda el estudio de
mecanismos de clustering y asi determinar el que mas se ajuste a la
problematica de estimacion de ancho de banda disponible, después se
estudiara el codigo de Traceband, tanto en el Sender como el Receiver, para
determinar el punto en el cual de tiene que aplicar la técnica de clustering
seleccionada. Después de tener definido lo anterior, se implementara el
codigo de clustering en lenguaje C y probar la estimacion sobre un testbed
de evaluacion; y asi observar la efectividad del algoritmo implementado
haciendo pruebas con diferente tipo y cantidad de trafico cruzado. Para las
pruebas, se crea una infraestructura de red que permite evaluar
estimadores de ancho de banda disponibles simulando el comportamiento
del internet (Testbed). En dicha infraestructura, se evalua, el Traceband con

y sin el K-means, utilizando Mgen para la generacion de trafico.

El estimar el ancho de banda disponible es un problema estudiando por
investigadores a nivel mundial dada la necesidad de contar con esta
informacion para mejorar la operacion de varias aplicaciones de red tales
como el cumplimiento de los acuerdos de nivel de servicio, gestion de redes,

ingenieria de trafico y en tiempo real de los recursos de aprovisionamiento,
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control de flujo y congestion, la deteccion rapida de fallas, ataques de red y

control de admision [3].

La implementacion del K-means en el Traceband, permite determinar, de
que manera la agrupacion de los datos de la estimacion, puede ayudar a
mejorar la exactitud de la estimacion del ancho de banda disponible en una
infraestructura de red. Adicionando los beneficios que provee, el poder
conocer y administrar estos factores criticos, que son relevantes en el

rendimiento de la red y los servicios que ésta brinda.

Actualmente dentro de la bibliografia revisada, no se encuentra registro de
la implementacion de una técnica de clustering, dentro de una herramienta
de estimaciéon de ancho de banda disponible, como Traceband. Esto
contrasta con la gran cantidad de trabajos y contribuciones realizados, en la
implementacion y uso de las técnicas de clustering en varias areas de la

ciencia; siendo muy efectivas a la hora del analisis de los resultados.

14



1. CONTEXTO DE LA INVESTIGACION.

1.1. TEMA.

El proyecto de investigacion se enmarca dentro de una serie de
investigaciones realizadas aproximadamente desde el 2006 por el Director
del mismo, respecto a estimadores de ancho de banda disponible; donde se
incluye el diseno y evaluacion de la herramienta Traceband, tema central de
investigacion. El objeto principal es, implementar en lenguaje C un
algoritmo de clustering en el estimador de ancho de banda Traceband y
evaluar impacto del algoritmo en cuanto a la exactitud en la estimacion

comparada con el programa original.

Adicionalmente este proyecto es desarrollado bajo el aval del semillero de
investigacion de la UNAB (Universidad Auténoma de Bucaramanga),
siguiendo los lineamientos del grupo de investigacion “Tecnologias de

Informacion”.

1.2. DEFINICION DEL PROBLEMA.

El estudio y medicion del rendimiento de las redes tipo WAN, siendo Internet
la mas representativa, ha tenido un gran interés, por parte de la comunidad
de investigadores, enfocandose en un aspecto llamado ancho de banda
disponible; debido a las multiples aplicaciones en diferentes areas como: el

cumplimiento de los acuerdos de nivel de servicio, gestion de redes,
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ingenieria de trafico y en tiempo real de los recursos de aprovisionamiento,

control de flujo y congestion.

Este trabajo es inherente al trabajo de investigacion desarrollado por el tutor
[3], en base a estimaciones de ancho de banda disponible, usando una
herramienta llamada Traceband. Actualmente existen otras herramientas
de estimacion de ancho de banda disponible que han sido evaluadas usando
métodos como el PGM, PRM, SloPS, entre otros; éstas son probadas sobre
diferentes ambientes reales (testbeb) con condiciones que simulan
diferentes comportamientos de una red. Las mediciones permiten evaluar
diferentes aspectos de las herramientas, como el error de estimacion, tiempo

de respuesta y nivel de congestion generada en la red.

Traceband es una herramienta que usa el PGM y adiciona un componente
totalmente nuevo, el HMM (Cadenas Ocultas de Markov), que permite
establecer diferentes estados del ancho de banda disponible durante la
estimacion, para determinar como influye el estado del ancho de banda para
la medicion que se desea realizar, logrando ciertas mejoras como el aumento
de la cantidad de estimaciones por minuto y la disminuciéon del nivel de
congestion generada en la red, frente a otras herramientas; pero el nivel de
error en la estimacion sigue siendo muy alto. Una posible solucion para
lograr un mejor rendimiento de la herramienta en estudio, es tratar de
agrupar una serie de ruidos que pueden estar afectando el estado del ancho
de banda disponible durante la estimacion, la técnica a probar es una
aplicacion del aprendizaje de maquina, conocida Clustering. Este algoritmo
se codifica en lenguaje C, y se introduce en el codigo del Traceband, para
probar como influye en ésta. La prueba se hicieron Las pruebas se haran

sobre una infraestructura de red (testbed) con variables controladas.

16



Es necesario destacar que dentro de la referencia consultada no aparece
registro de la aplicacion la técnica de Clustering en este tipo de
herramientas, lo que hace el trabajo de investigacion mas importante
porque adiciona un alto componente de innovacion por ser pionero en la
implementacion de la técnica, sin dejar de lado los resultados de la
estimacion, que se espera sean de gran contribucion para el rendimiento del

Traceband.

1.3. OBJETIVOS.

La investigacion pretende implementar en lenguaje C un algoritmo de
clustering en el estimador de ancho de banda Traceband y evaluar impacto
del algoritmo en cuanto a la exactitud en la estimacion comparada con el
programa original. Para conseguir esto se hace necesario estudiar y analizar
los diferentes mecanismos de clustering y determinar el que mas se ajuste a
la problematica de estimacion de ancho de banda disponible, estudiar el
codigo de Traceband y determinar el punto en el cual aplica la técnica de
clustering seleccionada, implementar el codigo de clustering en lenguaje Cy
probar la estimacion sobre un testbed de evaluacion y por ultimo evaluar la
efectividad del algoritmo implementado haciendo pruebas con diferente tipo

y cantidad de trafico cruzado.
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2. ESTADO DEL ARTE

Dentro del contexto de los objetivos del proyecto, existen tres ejes tematicos
fundamentales, Ancho de banda disponible, Herramientas de estimacion de
acho de banda disponible y Aprendizaje de maquina (K-means - algoritmos

de Clustering).

En diferentes investigaciones [4], [13] y [14], describen y coinciden en que el
estudio del ancho de banda disponible, es muy importante sobre todo en el
ambito de administracion de redes, donde los servicios de clientes necesitan
altas prestaciones (redes de distribucion de contenido), entre ellos las
aplicaciones multimedia (streaming) en redes virtuales superpuestas, entre

otros.

El monitoreo y estimacion de ancho de banda disponible, ha pasado de ser
una simple actividad de un administrador de redes (especializado o
aficionado), ha ser toda una tecnologia documenta y estandarizada; donde
podemos encontrar y diferenciar de manera clara las métricas, modelo
matematico o estadistico aplicado, herramientas, técnicas y algoritmos

implementados, para la implementacion del mismo.
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Actualmente éste conjunto es conocido como las “ABET’s!” Técnicas de
Medicion De Ancho de Banda Disponible [4]. Las “ABET’s” son utilizadas
para diferentes propositos, Prasad et al. [5], afirma que pueden ser usadas
para optimizar el funcionamiento de transporte en caminos end to end, el
enrutamiento en redes superpuestas, y la distribucion de archivos en red
peer to peer. Guerrero en [3] y [4], indica un amplio espectro de utilidades
como: soporte en areas para medir el cumplimiento de acuerdos de nivel de
servicio, administracion de redes, la ingenieria de trafico y el
aprovisionamiento de recurso en tiempo real, el flujo y el control de
congestion, la construccion de redes superpuestas, la deteccion rapida de

fallos, ataques a la red y el control de admision.

Para realizar las estimaciones y lograr explotar al maximo las bondades de
las ABET’s, se han creado diferentes herramientas conocidas como IGI,
Traceband, Pathload, PatchChirp, y Spruce. Estudios recientes [3], [4], [5],
[11] y [13] describen brevemente los métodos (Probe Gap Model (PGM) y
Probe Rate Model (PRM)) y la métrica utilizada por cada una de las
herramientas. Luego de diferentes pruebas en escenarios simulados y
reales; coinciden en afirmar que de las anteriores, las herramientas mas

representativas son: Pathload, Spruce y Traceband, ofreciendo mayor

! En inglés, Available Bandwidth Estimation Techniques and Tools (ABETT’s)
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numero de estimaciones por minuto, los mas bajos niveles de paquetes

cargados a la red y de error estimado.

Las “ABET’s”, no solo son usadas en caminos end to end u otros descritos
anteriormente. Diferentes estudios han mostrado grandes adelantos de
éstas técnicas y herramientas como en [2], que las usa sobre enlaces Cable
modems y 802.11a. También puede ser utilizada en escenarios como donde
se cuenta con un sistema multiplexor donde varios flujos de datos
comparten una unica salida, es de interés conocer cuantos recursos

requiere cada flujo del sistema [12].

La herramienta Traceband [3], es un estimador (realizado en lenguaje ANSI
C [8]) de ancho de banda disponible, y utiliza el concepto de las Cadena
Ocultas de Markov, que permiten definir estados de rendimiento para luego
medirlos. [12] utiliza ampliamente este concepto como eje fundamental
aplicandolo a una herramienta de estimacion. Traceband utiliza el método
PGM (Modelo de separacion de pruebas), para hacer sus estimaciones, el
cual tiene entre sus desventajas. Guerrero [3], explica ampliamente que la el
método es la fuente de posibles de errores cuando usado en verdaderas

redes.

Dentro las posibles soluciones a estos errores del método, esta el de

implementar un algoritmo de Clustering que permita disminuir la cantidad
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del error estimado generado solo por el método, sin incluir los generados por
cada escenario en donde se prueba la herramienta. Los algoritmos de
clustering, tienen su aplicacion mas importante en el aprendizaje de
maquina en muchas areas de la ciencia [9]. Samptur [14] usa el clustering,
basandose en algoritmos distribuidos para deducir el AB entre cualquier par
de nodos en una red grande basada en medidas realizadas sobre un
subconjunto de caminos end to end. También es usado para la estimacion
de coste en el desarrollo de software [1]. El k-means [7], segun la literatura
referenciada aun no ha sido implementado en estimadores de ancho de
banda disponible, éste utiliza la técnica del clustering combinada con el
aprendizaje no supervisado, que actualmente es aplicada en tecnologias de
ultima generacion como (Compresion de voz e imagen, Reconocimiento de
formas, Pre-procesamiento de datos, Fusion sensorial y el Procesamiento de

imagen).

En [38], encontramos que K-means, puede ser usado en muchas
aplicaciones diferentes, incluyendo la mineria de datos y descubrimiento de
conocimiento, la compresion de datos y la cuantificacion de vectores, y
reconocimiento de patrones y clasificacion de patrones. Existen muchos
enfoques, incluida la division y la fusion de métodos tales como ISODATA,
los enfoques aleatorios como CLARA y CLARANS, y métodos basados en

redes neuronales.
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Otras aplicaciones mas especificas del K-means, como el mejoramiento y
pixelado de imagenes, donde es usado para segmentar una imagen por
color, clasificando los pixeles que tienen colores parecidos en un mismo
grupo [39]. En [40] se usa el “filtro k-means” aplicado en un proyecto
robotico, para agrupar cada sector de la imagen en k cluster, para ello se usa
la imagen en color RGB y se crean tantos cluster distintos como le
indiquemos al algoritmo (si indicamos solo un cluster todos los pixeles
perteneceran al mismo sector, con dos cluster el algoritmo agrupara los
pixeles en dos grupos distintos, y asi sucesivamente). Mediante este
algoritmo se pierden gran cantidad de detalles en la imagen, pero se

simplifica el procesamiento de la misma.
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3. FUNDAMENTOS TEORICOS.

3.1. Ancho de banda, Bandwidth en inglés.

3.1.1. Definicion.

En sistemas digitales, el ancho de banda digital es la cantidad de datos que
pueden ser transportados por algiin medio en un determinado periodo de
tiempo (generalmente segundos). Por lo tanto a mayor ancho de banda,

mayor transferencia de datos por unidad de tiempo (mayor velocidad).?

3.1.2. Ancho de Banda Disponible.

El ancho de banda Disponible (AB) es la capacidad no utilizada en el enlace.
Ver fig. No. 1[16].

Figura. 1. Representacion grafica del ancho de banda disponible. Fuentes.

Non-utilized capacity AN

/\/\/\/\j\/ Capacity consumed

by cross traffic

>

{

El cual estara dado por la siguiente expresion:

2 http://www.alegsa.com.ar/Dic/ancho%20de%20banda.php.

3C;GUERRERO .Traceband: Available Bandidth Estimation based on a Hidden Markov Mode 1
Septiembre 23 de 2009.Disponible desde internet en:

<http:/ /www.renata.edu.co/index.php/renata-en-vivo/632-23092009-traceband-estimacion-de-ancho-de-band
a-basado-en-un-modelo-escondido-de-markov.html.
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Ecuacion 1. Formula del ancho de banda disponible. Fuentes.

AB,= C,;—(Cross traffic),

El enlace con la tasa de transmision minima determina la capacidad del
camino (Enlace estrecho — Narrow link), mientras que el enlace con el
minimo de capacidad no utilizada (enlace apretado — Tight link) limita la

capacidad del ancho de banda disponible [3]. Ver figura. 2 [16].

Figura. 2. Enlace Angosto y Apretado.

Enlace , .
. Tight link
Narrow link Enlace apretado

Fuente. Carrasquilla Marin, Ulloque Rodriguez, Guerrero Cesar, “Evaluacion de técnicas de
medicion de ancho de Banda disponible “abet’s”

http:/ /www.colombiaaprende.edu.co/html/mediateca/ 1607 /articles-109353_archivo.pdf
#page=86

Para AB, el minimo de todos los anchos de banda disponibles, es igual a AB

en el enlace apretado, y se puede denotar por [3]:
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3.1.3. Ancho de banda disponible de extremo a extremo (End to End).

Ecuacion 2. Formula del ancho de banda promedio disponible. Fuente3

ABpath = mm(AB;‘) = ABtight link

El minimo de todas las capacidades de enlace no utilizadas en toda la ruta
de comunicacion se llama ancho de banda disponible de extremo a extremo.

Esta es una meétrica variable en el tiempo que esta relacionada con la
utilizacion individual de cada enlace en toda la ruta. Definiendo a T como la
escala de tiempo promedio del ancho de banda disponible, la utilizacion
promedio del enlace i para una muestra de tiempo T, se obtiene por medio

de la ecuacion de la Ecuacion 3.

Ecuacion 3. Escala de tiempo promedio.

t+t
ﬁf:?f u,-(s)dS. OSﬁ,S:l
t

Fuente. Lopez Yoel, “Evaluacion de técnicas de estimacién de ancho de banda disponible en
una red de computadoras”. Mayo de 2010. [Archivo PDF]. [Consultado: 20 de mayo de
2010].
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Figura 3. Ancho de banda disponible en un periodo promedio de la escala de tiempo.
1
451 |

Capacily (C)

A N
\ o El'l / || ™\ Hi I'.

ﬂ | \ x'/ EI'I "f\x_/; | / \/ f

\/ || /

|/

4
¢

Fuente. Lopez Yoel, “Evaluacion de técnicas de estimaciéon de ancho de banda disponible en una red
de computadoras”. Mayo de 2010. [Archivo PDF]. [Consultado: 20 de mayo de 2010].

Para un enlace i con una capacidad Ci, el ancho de banda disponible del

enlace en el intervalo (t, t + T) se puede definir como la capacidad no

utilizada promedio durante el tiempo T (ver ecuacion 4).

Ecuacion 4. Capacidad no utilizada promedio.

A= ¢ [1-1u]

Fuente. Lopez Yoel, “Evaluacion de técnicas de estimacion de ancho de banda disponible en

una red de computadoras”. Mayo de 2010. [Archivo PDF]. [Consultado: 20 de mayo de
2010].

Para una ruta de extremo a extremo con H saltos, el ancho de banda

disponible durante T lo da el enlace con la capacidad no utilizada minima de
todos los saltos, (ver ecuacion 5).
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Ecuacion 5. Capacidad no utilizada minima.

A= mini—q g (I‘Ti)

Fuente. Lopez Yoel, “Evaluacion de técnicas de estimacion de ancho de banda disponible en
una red de computadoras”. Mayo de 2010. [Archivo PDF]. [Consultado: 20 de mayo de
2010].

Tal como aparece en la ecuacion 5, el enlace con la capacidad minima se
conoce como el narrow link (enlace angosto) y el enlace con el minimo ancho
de banda disponible se conoce como el tight link (enlace estrecho) (ver figura
2), el cual se considera el cuello de botella de la ruta y el enlace que

determina el ancho de banda disponible de extremo a extremo.

3.2. Técnicas de estimacion de ancho de banda disponible.

Las técnicas que mas se utilizan actualmente son el ProbeGAP Model - PGM
(modelo de separacion de pruebas) y el Probe Rate Model - PRM (modelo de
velocidad de prueba), ambas son enfoques validos y actualmente son
implementadas en la mayoria de las herramientas vigentes para realizar

estimaciones de ancho disponibles.

3.2.1. Métodos PRM (Packet Rate Method).

Basado en los conceptos de congestion auto inducida; PRM se basa en la
siguiente consideracion, si se envia trafico de prueba a una razéon mas baja
que el ancho de banda disponible a través de un enlace, entonces, la razén
de llegada del trafico de prueba debe coincidir con la razén a la cual fue

enviado. Por el contrario, si la razoén a la que se envia el trafico de prueba es
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mayor que el ancho de banda disponible, se crea una cola en la red y el
trafico de prueba debe presentar retardo. Como resultado, la razén de los
paquetes de prueba en el receptor, debe ser menor que la de envio. De esta
manera, se puede medir el ancho de banda disponible, localizando el punto
de retorno, en el cual los paquetes de prueba enviados y los recibidos,

comienzan a coincidir [13].

Las herramientas basadas en este método como el Pathload, PTR, Pathchirp

y TOPP se basan en las siguientes observaciones [2]:

v Un tren de paquete de prueba enviados a una velocidad menor que el
ancho de banda disponible deberia ser recibido a la misma velocidad
enviada (en promedio).

v'  Sin embargo si la velocidad a la cual fue enviado excede el ancho de
banda disponible la velocidad de recepcion es menor que la de
trasmision y los paquetes de prueba van a tender a encolarse
provocando retardo en ese sentido (OWD).

v' Por lo tanto el ancho de banda disponible puede ser estimado
mediante la observacion de la velocidad de trasmision en la cual

sucede una transicion entre estos dos comportamientos.

3.2.2. Métodos PGM (Packet Gap Method).

Este modelo hace uso de la informacion del espacio de tiempo entre la
llegada sucesiva de dos paquetes de prueba al receptor. Un par de paquetes
de prueba es enviado con un espacio determinado entre ellos Agntrada ¥ llega
al receptor con una distancia Asaida. Asumiendo un unico cuello de botella y
que la cola no se encuentra vacia entre el envio del primer y el segundo

paquete de prueba, entonces Asaida €s €l tiempo que le toma al cuello de
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botella transmitir el segundo paquete de prueba en el par y el trafico cruzado

que llega durante Agntrada, cOmo se muestra en la Figura 4 [13].

Figura 4. Probe GAP Model (PGM). Modelo para estimacion de ancho de banda disponible.
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Fuente. Carrasquilla Marin, Ulloque Rodriguez, Guerrero Cesar, “Evaluacion de técnicas de
medicion de ancho de Banda disponible “abet’s”

http:/ /www.colombiaaprende.edu.co/html/mediateca/ 1607 /articles-109353_archivo.pdf
#page=86.

De esa forma, tenemos que el tiempo para transmitir el trafico cruzado es
Asalida — AEntrada, Y tenemos que la razon de llegada del trafico cruzado es A

salida — A Entrada x C, C €s la capacidad del cuello de botella.

A Entrada

El ancho de banda disponible esa dado por la ecuacion 6:

Ecuacion 6. Ancho de banda disponible.

A Salida -4 Entrada
A=C X 1-

"j‘ Entrada

Fuente. Carrasquilla Marin, Ulloque Rodriguez, Guerrero Cesar, “Evaluacion de técnicas de
medicion de ancho de Banda disponible “abet’s”
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Adicionalmente, las herramientas basadas en este método como Spruce,
Delphi e IGI envian pares de paquetes de prueba de igual tamano separados
acorde al tiempo de transmision de las pruebas sobre el cuello de botella del
enlace. Si no se inserta “cross-traffic” entre los paquetes de prueba el
espacio entre los paquetes de prueba se mantiene hasta el destino. Por otro
lado, el incremento del espacio entre paquetes de prueba se utiliza para
estimar el volumen del “cross-traffic” el cual luego es restado de la capacidad

estimada para obtener el valor del ancho de banda disponible estimado.

A diferencia de PRM, el PGM asume que el enlace comprometido es el enlace
mas estrecho del camino y es susceptible a retardos por encolamiento en los

enlaces no comprometidos [2].

Ambos modelos usan trenes de paquetes para generar una medicion y

toman como ciertos los siguientes supuestos:

1. La cola en todos los routers es atendida siguiendo el modelo FIFO. (First
in-First out).

2. El trafico cruzado sigue un modelo fluido.

3. Las tazas de transmision del trafico cruzado, cambian lentamente y de

forma constante para cada medicion.

Adicionalmente, el modelo PGM asume un uinico cuello de botella que puede
ser el narrow link o el tight link para cada enlace punto a punto. Estas
consideraciones son necesarias para el analisis del modelo, pero las

herramientas pueden trabajar, aun, si algunas de ellas no se cumplen [13].
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3.3. Herramientas de estimacion de ancho de banda disponible

(ABET’s).

Existen en la actualidad varias herramientas de estimacion de ancho de
banda disponible, entre las mas conocidas podemos citar las siguientes:
Abing, Cprobe, IGI, Pathchirp, Pipechar, pathload, Spruce, Pathload y

Traceband.

Existen dos herramientas para estimar la amplitud de banda disponible de
extremo a extremo, que han sido consideradas como las mas
representativas, por sus rendimientos. La primera es conocida como Spruce
y utiliza el método PGM, la segunda llamada Pathload, ésta utiliza el método

PRM [3].

Otra herramienta importante y la cual es el objeto de estudio en ésta
investigacion, es llamada Traceband; es una herramienta cliente-servidor
escrita en ANSI C que utiliza la representacion oculta descrita en las
cadenas de Markov, en la dinamica de ancho de banda disponible para
proporcionar estimaciones AB, rapidas y continua y precisas. El cliente
Traceband se ejecuta por ciclos de diez estimaciones. En la primera
estimacion la herramienta envia 50 pares de paquetes UDP de1498 bytes de
longitud. Las restantes nueve estimaciones se realizan con 30 pares de
paquetes cada una. Esta reduccion es posible gracias a la introduccion de
HMM, que es capaz de aprender la dinamica AB con una muestra inicial y
mantener el modelo actualizado con muestras de tamano reducido. Lo que
se encontro en la experimentacion, es que el re-aprendizaje de cada una de
las diez estimaciones, fue suficiente para mantener una buena precision con

baja sobrecarga de paquetes. Usando 50 pares de paquetes para entrenar el
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modelo, mostraron los mejores resultados de la estimacion. El trabajo futuro
se estudiar las repercusiones de la precision de la herramienta cuando esta

cantidad de paquetes de sondeo es variada.

El método de estimacion utilizado por Traceband es el Probe GAP Model y
basado en éste, utiliza valores diferentes para las instancias del intra-gap e
inter-gap de los pares de paquetes. El intra-GAP se refiere al tiempo entre los
dos paquetes de cada par de paquetes. El intra-gap o Agntrada S€ especifica el
tiempo en el emisor y es igual al tiempo de transmision de un paquete tinico
en el enlace apretado (Tight link). De esta manera, el par de paquetes sera
capaz de capturar cross-traffic en la cola, si hubiere. El inter-GAP 0 Asalida, S€
refiere al tiempo entre los pares de paquetes de sondeo. Es decir, el tiempo
entre el segundo paquete de sondeo par (i- 1) y el primer paquete de sondeo
par i. Estos tiempos se obtienen utilizando la funcion gettimeofday, y sus
valores son enviados al receptor de la carga util del paquete. Al igual que

Spruce.

Traceband realiza un proceso de muestreo de Poisson del ancho de banda
disponible del camino mediante el uso de una distribucion exponencial de
las instancias del inter-gap. Con el fin de mantenerla controlada la
sobrecarga a niveles bajos. El valor medio del tiempo en el inter-gap, se
calcula de manera que la sobre carga maxima introducida por la
herramienta es de 5% o menos de la capacidad del enlace apretado [3]. El
algoritmo principal del Traceband ejecuta en el receptor es muestra en la

figura. 5.
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Figura 5. Pseudo codigo del receptor Traceband.

Read tm;
Read_HMM(N,M,B);
A=onestep_random(N,N);
Pi=random(N);

do

{

Receive a train of |0|=30 packet pairs;

For each packet pair at time t=1,..,T
{
rel _dispersion.= €, = (Age- By0) / Dins
observ, = & = ceil(M*abs(1-€.));
}
Observ_seq = 0 = {§; &, . E};

HMM=BWelch(HMM, 0);
Q=Viterbi(HMM,0)

Print AB=mean(Q);
} while running_time <= tm;

Fuente. Cesar Guerrero, Miguel A. Labrador, "Traceband: A fast, low overhead and accurate
tool for available bandwidth estimation and monitoring". En: Estados Unidos Computer
Networks-The International Journal Of Computer And Telecommunications Networking,
ISSN: 1389-1286 ed: v.54 fasc.6 p.977 - 990, 2010. [Consultado: 20 de abril de 2010].

3.4. Modelo de las cadenas ocultas de Markov aplicadas a las herramientas de

estimacion de ancho de banda (Hidden Markov Model).

3.4.1. Definicion.

Para entender el modelo primero analicemos lo siguiente: Llamemos Ei,
Eo..., Ex los estados (resultados) exhaustivos y mutuamente excluyentes de
un experimento aleatorio en cualquier tiempo. Inicialmente en el tiempo to,

el sistema puede estar en cualquiera de estos estados. Seaa% (j=0, 1,.. ., k)
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la probabilidad absoluta de que el sistema se encuentre en el estado E;en to.
Definamos pij como la probabilidad de transicién de un paso de ir al estado i
en tn-1, al estado j en tn, es decir, la probabilidad de que en el siguiente
periodo (paso) se encuentre en E;, dado que en el periodo (paso)
inmediatamente anterior estuvo en E;. Supongamos que estas
probabilidades son estacionarias (no cambian) a través del tiempo. Las
probabilidades de transicion del estado E; al estado E; se describen de

manera mas conveniente en forma matricial (ver figura 6):

Figura 6. Matriz de probabilidades de transicion.

Pn P -+ Pis
P P - Pag

_psl psZ pss_

Fuente. R. HERNANDEZ, “Cadenas de MArkov”. [Archivo PDF]. [Consultado: 20 de junio de
2010].Disponible en:simucolas.googlecode.com/svn-history/r10/trunk/apuntes_2-01.pdf.

Por ejemplo P21 es la probabilidad de estar en el estado 1 en el siguiente
paso, dado que en este momento se encuentra en el estado 2. La matriz P se
llama matriz de transicion homogénea porque todas las probabilidades Pj
son fijas, independientes del tiempo. Las probabilidades P; deben satisfacer
las condiciones. Ahora si podemos acercarnos a una definicion mas clara de

lo que es una Cadena de Markov, podemos afirmar que es:
1. Un conjunto de estados Ei, Es..., Ex exhaustivos y mutuamente

excluyentes de un experimento aleatorio en cualquier tiempo.

2. Una matriz de transicion P.
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3. Unas probabilidades iniciales a% (j = O, 1,. . . k).

3.4.2. Aplicaciones.

Las cadenas ocultas de Markov son muy utilizadas, dentro de sus

aplicaciones mas comunes tenemos:

v Fisica.
Las cadenas de Markov son usadas en muchos problemas de la termodinamicay la
fisica estadistica. Ejemplos importantes se pueden encontrar en la Cadena de

Ehrenfest o el modelo de difusion de Laplace.

v'  Meteorologia.

Si consideramos el clima de una region a través de distintos dias, es claro que el
estado actual solo depende del tltimo estado y no de toda la historia en si, de modo
que se pueden usar cadenas de Markov para formular modelos climatolégicos

basicos.

v" Modelos epidemioldgicos.

Una importante aplicacion de las cadenas de Markov se encuentra en el proceso
Galton-Watson. Este es un proceso de ramificacién que se puede usar, entre otras
cosas, para modelar el desarrollo de una epidemia (véase modelaje matematico de

epidemias).

v Internet.

El pagerank de una pagina web (usado por google en sus motores de busqueda) se
define a través de una cadena de Markov, donde la posicion que tendra una pagina
en el buscador sera determinada por su peso en la distribucién estacionaria de la

cadena.
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v Juegos de azar.

Son muchos los juegos de azar que se pueden modelar a través de una cadena de
Markov. El modelo de la ruina del jugador, que establece la probabilidad de que
una persona que apuesta en un juego de azar eventualmente termine sin dinero, es

una de las aplicaciones de las cadenas de Markov en este rubro.

v' Economia y Finanzas.

Las cadenas de Markov se pueden utilizar en modelos simples de valuacion de
opciones para determinar cuando existe oportunidad de arbitraje, asi como en el
modelo de colapsos de una bolsa de valores o para determinar la volatilidad de

precios.

v'  Midsica.
Diversos algoritmos de composicion musical usan cadenas de Markov, por ejemplo

el software Csound o Max.

v" Redes de computadores.

Usadas para simular y comprender el comportamiento de ciertas métricas que
intervienen y afectan de manera directa el “ancho de banda efectivo en el analisis
local de redes y colas de espera”; esto se logra usando un flujo markoviano

modulado por una cadena de Markov con dos estados (Proceso On-Off) [12].

Traceband [3], usa las Cadenas de Markov para lograr introducir una nueva técnica
en la estimacion de ancho de banda disponible, de la siguiente manera: El ancho de
banda disponible en un camino de extremo a extremo puede ser modelado con N
estados, cada uno representando con un cierto nivel de disponibilidad. Por ejemplo,
en la representacion de cinco estados muestra en la figura 7, el AB podria estar en
uno de los siguientes estados de baja (L), Mediano Bajo (ML), Mediano (M), Medio

Alto (MH), y el Alto (H). Es decir, podria estar situada en cualquier de los rangos
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sobrantes utilizados entre [0, 0,2), [0,2, 0,4), [0,4 a 0,6), [0,6, 0,8), o [0,8, 1]. Si
pudiéramos observar la secuencia de los estados que toma durante el tiempo T,
entonces la media de los puntos medios de cada rango de estados, podria ser una
estimacion del ancho de banda disponible durante ese periodo de tiempo. Cuanto
mas grande sea el numero de estados definidos, menor es el rango de AB

representados por cada estado, y mejor sera la precision de la estimacion.

Sin embargo, los estados AB no puede observarse directamente, estan ocultos, ya
que el estimador de extremo a extremo no tiene informacion sobre el consumo de
ancho de banda de los routers intermedios. Mas bien, el estimadores AB muestrea
el camino de la red con paquetes de sondeo que transmiten la informacién del
paquete de dispersion, que puede ser utilizado por un modelo oculto de Markov

para inferir el estado no observable.

Figura 7. Modelo de Markov para AB. Los estados representan el ancho de banda
disponible.
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Fuente. Cesar Guerrero, Miguel A. Labrador, "Traceband: A fast, low overhead and accurate
tool for available bandwidth estimation and monitoring". En: Estados Unidos Computer
Networks-The International Journal Of Computer And Telecommunications Networking,

ISSN: 1389-1286 ed: v.54 fasc.6 p.977 - 990, 2010. [Consultado: 20 de abril de 2010].

Teniendo en cuenta la caracterizacion modelo que figura en [18], este trabajo

implementa un modelo oculto de Markov con la los cinco elementos siguientes:

a. Numero de estados en el modelo (N)

b. Numero de simbolos distintos de observacion por estado (M)
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Cc. Estado de transicion de la matriz de probabilidad (A)

d. Observacion de las probabilidades (B)
e. probabilidades de estado inicial IT

3.5. Algoritmos de Clustering y sus aplicaciones.

3.5.1. Definicion [7].

Para lograr entender en que consiste la técnica de agrupamiento a través de
los Clusters, a continuacion se definen una serie de conceptos y sus

aplicaciones.

Cluster#: es un punto usado para representar un conjunto de valores de
entre todos los iniciales que tienen algo en comun, y se pueden agrupar en

funcion de determinada caracteristica, estado o comportamiento.

3.5.2. Algoritmos de agrupamiento.

Tienen como objetivo devolver al usuario una serie de puntos que en cierto
modo representan al resto de puntos iniciales por su posicion privilegiada
con respecto al total. Las caracteristicas mas importantes del clustering son
[10]:

v' Escalabilidad: normalmente corren con pocos datos.

v' Clusters de formas arbitrarias: lo basados en distancias

numeéricas tienden a encontrar cluster esféricos.

4 La palabra "cluster' viene del inglés y significa agrupacion.
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v' Capacidad de manejar diferentes tipos de atributos: numeéricos (lo
mas comun), binarios, nominales, ordinales, etc.

Capacidad de anadir restricciones.

Manejo de ruido: muchos son sensibles a datos erroneos.

Poder funcionar eficientemente con alta dimensionalidad.

D N N NN

Requerimientos minimos para especificar parametros, como el

numero de clusters.

\

Independientes del orden de los datos.

v" Que los clusters sean interpretables y utilizables.

3.5.3. Aplicabilidad.

Garcia y Gomez, en [10], describen que el objetivo del clustering es
identificar la clasificacion intrinseca de un conjunto de datos no
etiquetados. Los algoritmos de clasificacion de datos tienen numerosas
aplicaciones en distintos ambitos: Biologia, Comercializacion, Biblioteca,
Seguros, Sismologia, Urbanismo; siendo el aprendizaje de maquina una de

sus aplicaciones mas importantes, la cual se describe a continuacion.

3.5.4. Aprendizaje de maquina.

Un método de aprendizaje puede considerarse como una forma determinada
de hacer que un agente (software o hardware) que interactiia con su entorno
cambie sus parametros internos para que pueda solucionar, a la larga, la
tarea que le ha sido encomendada. Segun [9], el aprendizaje de maquina se

clasifica en:
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Aprendizaje supervisado.
Aprendizaje no supervisado.

Aprendizaje por optimizacion estocastica.

DN N NN

Aprendizaje por refuerzo.
De los anteriores los mas significativos son los dos primeros, pero para el
objeto de investigacion, el mas relevante y de sumo interés en el no

supervisado.

3.5.4.1. Aprendizaje supervisado.

En este caso el agente cuenta con la respuesta correcta para un cierto
numero de situaciones como realimentacion, es decir, con un conjunto de
datos de entrenamiento, entendido como una coleccion de ejemplos donde
cada ejemplo comprende una situacion determinada y la respuesta correcta

que un “supervisor” brinda para dicha situacion.

3.5.4.2. Aprendizaje no supervisado.

El agente no cuenta con ningun tipo de realimentacion. Se espera que éste
haga una clasificacion de un conjunto de datos, asignando cada uno de ellos
a una determinada categoria con alguna clase de valor semantico. Entre las
aplicaciones mas comunes de aprendizaje no supervisado tenemos:
Compresion de voz e imagen, Reconocimiento de formas, Pre-procesamiento

de datos, Fusion sensorial, Procesamiento de imagen, entre otras.

Sanchez en [7], clasifica los diferentes métodos (algoritmos) para aplicar el

aprendizaje de maquina, los mas representativos son:
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K-means clustering.

Fuzzy c-means clustering.

Grupos proximos a un entorno (nearest neighborhood clustering).
Redes de aprendizaje competitivo.

Clustering Around Netroids (CAN).

D N N N N NN

Mapas auto-organizados.

Uno de los objetos de investigacion es introducirle al Traceband una de las
técnicas de agrupamiento, para lograr optimizarlo, siendo el K-means, el
cual explicaremos brevemente a nivel teérico, para analizar como puede
ajustarse a la herramienta de estimacion de ancho de banda disponible en

estudio.

3.5.5. K-Means.

En [7], encontramos claridad respecto a muchos aspectos del algoritmo

K-Means.

El algoritmo K-means, creado por MacQueen en 1967 es el algoritmo de
clustering mas conocido y utilizado ya que es de muy simple aplicacion y
eficaz. Sigue un procedimiento simple de clasificacion de un conjunto de
objetos en un determinado numero K de clusters, K determinado a

priori.
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Figura 8. Representacion de una agrupacion con 2 clusters.
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Fuente. Cristina Garcia Cambronero, Irene Gomez Moreno, “Algoritmos de aprendizaje:
KNN & KMEANS”. 14/12/2008. [En linea]. Disponible:
www.it.uc3m.es/jvillena/irc/practicas/08-09/06.pdf [Consultado: 20 de mayo de 2010].

El nombre de K-means viene porque representa cada uno de los clusters por
la media (o media ponderada) de sus puntos, es decir, por su centroide. La
representacion mediante centroides tiene la ventaja de que tiene un
significado grafico y estadistico inmediato. Cada cluster por tanto es
caracterizado por su centro o centroide (ver figura 8) que se encuentra en el
centro o el medio de los elementos que componen el cluster. K-means es
traducido como K-medias. O un conjunto de objetos Dn = (x1, x2..., xn),
para todo el i, xi reales y k, v1, los centros de los K cluster. El algoritmo del

K-means se realiza en 4 etapas:
Etapa 1: Elegir aleatoriamente K objetos que forman asi los K

clusters iniciales. Para cada cluster k, el valor inicial del centro es x;,

con los (xj)unicos objetos de Dn pertenecientes al cluster.
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Etapa 2: Reasigna los objetos del cluster. Para cada objeto x, el
prototipo que se le asigna es el que es mas proximo al objeto, segin

una medida de distancia, (habitualmente la medida euclidiana).

Etapa 3: Una vez que todos los objetos son colocados, recalcular los

centros de K cluster. (Los baricentros).

Etapa 4: Repetir las etapas 2 y 3 hasta que no se hagan mas
reasignaciones. Aunque el algoritmo termina siempre, no se garantiza
el obtener la solucion 6ptima. En efecto, el algoritmo es muy sensible a
la eleccion aleatoria de los K centros iniciales. Esta es la razén por la
que, se utiliza el algoritmo del K-means numerosas veces sobre un
mismo conjunto de datos para intentar minimizar este efecto,
sabiendo que a centros iniciales lo mas espaciados posibles dan

mejores resultados.

3.5.5.1. Inconvenientes.

» Uno de los inconvenientes principales del K-means, ademas del
hecho de que sea necesario realizar en sucesivas ocasiones el
algoritmo para asi tener el resultado mas optimo posible, es la
necesidad de inicializar el numero de prototipos al principio de la
ejecucion. Esto perjudica la eficacia del algoritmo ya que en la
practica, no se conoce a priori el numero de cluster final. Este
defecto le perjudicara al compararlo con otros algoritmos, ya que
en muchos la inicializacion del numero de clusters no es

necesaria.
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» K-means es susceptible a valores extremos porque distorsionan

la distribucion de los datos.

El algoritmo K-means lo puede ver en la figura 9.

3.5.6. Aplicacion real de los algoritmos de clustering en herramientas de

estimacion de ancho de banda disponible.

Seetharam [14], realizé un gran avance de la implementacion de algoritmos
de clustering en una herramienta de estimacion de ancho de banda
disponible. En este se examina un algoritmo de agrupamiento distribuido
(CAN), para inferir el AB entre cualquier par de nodos en una gran red
basada en las mediciones realizadas en un subconjunto de rutas de extremo
a extremo. El algoritmo ha sido validado en el planeta-Lab y para algunos
nodos, el 80% de las inferencias se encontraban dentro del 50% del valor

real.

Los resultados encontrados no fueron lo esperado, pero dieron sus frutos.
Dado que el algoritmo de inferencia descrito es de tipo nodo-céntrico, los
resultados fueron mixtos basados en pruebas realizadas en un conjunto de
nodos. El nimero de mediciones de éxito fue sélo alrededor del 50% después

de repetidos intentos por problemas de topologia de red.

El objeto de introducir el k-means en la herramienta de estimacion de ancho
de banda disponible Traceband, es el de tomar esas ventajas de
agrupamiento de caracteristicas similares (cercanas) o diferentes (lejanas) y
lograr definirlas como los ruidos que estan afectando el rendimiento de las

estimaciones de la herramienta.
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3.6. TestBed.

3.6.1. Definicion.

Un banco de pruebas (testbed) es una plataforma para experimentacion de
proyectos de gran desarrollo. Los bancos de pruebas brindan una forma de
comprobacion rigurosa, transparente y repetible de teorias cientificas,

elementos computacionales, y otras nuevas tecnologias.

El término se usa en varias disciplinas para describir un ambiente de
desarrollo que esta protegido de los riesgos de las pruebas en un ambiente
de produccion. Es un método para probar un modulo particular (funcion,
clase, o biblioteca) en forma aislada. Un banco de pruebas se usa cuando un
nuevo modulo se prueba aparte del programa al que luego sera agregado

[11]. Existen varios testbed como: PLANETLAB, MODELNET y WEB100.

El testbed usado por Traceband [3] se muestra en la Figura 10. Este es un
ambiente totalmente controlado con un 10 Mbps de capacidad del enlace
estrecho. El Cross-traffic se genera a partir del anfitrion llamado US. al host
llamado China y la estimacion se lleva a cabo del emisor al receptor. El
Multi-generador se utiliza para generar rafagas de Poisson y experimentos
Cross-traffic, sino que permite el envio de Cross-traffic a velocidades

diferentes y con diferentes distribuciones de probabilidad.
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Figura 9. Pseudocédigo K-means.

function [nuevos] = k mean(X_tr,k)
perm = randperm(length(X tr)):

% Cojo los ko primeros centroides

centroides = X tripermil:kj,:);
pos_centroides = zeros(length(X tr),1);
nuewos = zZerosik,2);

p = 0O;iguales = 0O;
while (iguales == 0)
if p==
nuevos(l:k,:) = centroides(l:k,:):
p = 1:
end

% Loz centroides actuales seran los gue

% zZe habian obtenido en la iteracidn anterio

centroides(l:k,:) = nuevos(l:k,:):

&% Page 2

for i = 1l:length(X tr)
distancia = sumi((repmwat (X tr(i, )k, 1))
—centroides) ."2,2):
[minimo pos_min] = min(distancia);
pos_centroides (i) = pos_min:

end

5 Pago 3

for j = l:size(centroides,1)
Veotor = j == pos_centroides:
nuevos(j, ) = sum(X trivector,:))./

Sum (wector)
end
% 531 los centroides calculados son iguales a
% lo=Z anteriores va tenemoszla condicidn de
% parada
if (isequal (centroides, nuevos) )
iguales = 1:
end
end

Fuente. Cristina Garcia Cambronero, Irene Gémez Moreno, “Algoritmos de
aprendizaje: KNN & KMEANS”. 14/12/2008. [En linea]. Disponible:
www.it.uc3m.es/jvillena/irc/practicas/08-09/06.pdf [Consultado: 20 de mayo de
2010].
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Figura 10. Testbed utilizado en la evaluaciéon del desempefio de las herramientas de

tcpdump !ll

/ Receiver
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mp
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Switch Switch
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Router Cisco 2514

=]
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]

us China

Fuente. Lopez Yoel, “Evaluacion de técnicas de estimaciéon de ancho de banda disponible en
una red de computadoras”. Mayo de 2010. [Archivo PDF]. [Consultado: 20 de mayo de
2010].

Dentro de las posibilidades, para la evaluacion del desempeno de las
herramientas de estimacion de ancho de banda disponible, que es objeto de
este proyecto, se utilizara un testbed muy aproximado en arquitectura, con
algunas modificaciones de acuerdo al tipo de estimacion que se vaya a

realizar.
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4. METODOLOGIA APLICADA.

Para la consecucion de los objetivos del proyecto, es necesario abordar las
herramientas brindadas por la investigacion cualitativa, que permite
recoger, procesar y analizar datos cuantitativos o numeéricos sobre variables
previamente determinadas. Esto nos permitira construir un informe final

para asi determinar el alcance (aciertos y desaciertos) de la investigacion.

El desarrollo de la investigacion, se hara por etapas de acuerdo a cada

objetivo planteado.

4.1. Clustering [1].

“El clustering representa la division de datos en grupos de objetos similares

llamados clusters” [22].

El proceso de Clustering consiste en la division de los datos en grupos de
objetos similares. Para medir la similaridad entre objetos se suelen utilizar
diferentes formas de distancia: distancia euclidea, de Manhatan, de
Mahalanobis, etc. El representar los datos por una serie de clusters,
conlleva la pérdida de detalles, pero consigue la simplificacion de los
mismos. Clustering es una técnica mas de Machine Learning, en la que el
aprendizaje realizado es no supervisado (unsupervised learning). Desde un
punto de vista practico, el clustering juega un papel muy importante en
aplicaciones de Data Mining, tales como exploracion de datos cientificos,
recuperacion de la informacion y mineria de texto, aplicaciones sobre bases

de datos espaciales (tales como GIS o datos procedentes de astronomia),
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aplicaciones Web , marketing, diagnéstico médico, analisis de ADN en
biologia computacional, y muchas otras. En el presente trabajo lo
utilizaremos como complemento a los modelos matematicos, en la

estimacion de coste software.

Una gran variedad de algoritmos de clustering han surgido en los ultimos

anos, los cuales se pueden clasificar en:

> Métodos Jerarquicos:

7

s Algoritmos Aglomerativos.

% Algoritmos Divisivos.

»  Meétodos de Particionado y Recolocacion:

%  Clustering Probabilistico.

s Meétodos de los k-vecinos (k-medoids).

% Meétodos de las k-medias.

%  Algoritmos Basados en Densidad:

v" Clustering de Conectividad Basada en Densidad Density-Based.

v' Connectivity Clustering Clustering basado en Funciones de

Densidad.
> Métodos Basados en Rejillas.
> Meétodos Basados en la Co-Ocurrencia de Datos Categoricos:

% Clustering Basado en Restricciones.

% Algoritmos para Datos de Grandes Dimensiones.

Nuestra investigacion se centra en el estudio de los algoritmos de
Particionado y recolocacion [A. Jain et al], Un algoritmo de clustering
particional obtiene una sola particion de los datos en lugar de una
estructura de agrupacion, como el dendograma producido por una técnica
jerarquica. El método particional tiene ventajas en aplicaciones con grandes

conjuntos de datos para los que la construccion de un dendograma es
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prohibitiva computacionalmente. Un problema que acompana a la
utilizacion de un algoritmo particional es la eleccion del numero de grupos
de salida deseada. Un trabajo similar de Dubes et al [44], ofrece orientacion
sobre esta decision, clave para el diseno. Las técnicas particionales suelen
producir grupos mediante la optimizacion de una funciéon criterio definido
de forma local (en un subconjunto de los patrones) o global (definida sobre
todos los patrones). La busqueda combinatoria del conjunto de posibles
etiquetas para el valor 6ptimo de un criterio, es claramente prohibitiva
computacionalmente. En la practica, por lo tanto, el algoritmo normalmente
se ejecuta varias veces con diferentes estados de partida, y la mejor
configuracion obtenida de todas las ejecuciones se usa como salida de la

agrupacion.

Los algoritmos mas conocidos, que usan éste método, se describen a

continuacion:

4.1.1. Clustering Probabilistico [19].

El clustering probabilistico también parte de la representacion del
documento como un vector, como en el caso del Espacio del Modelo Vector.
La agilidad de este método se basa en comparar el vector de busqueda con
las clases de documentos en lugar de hacerlo con cada uno de los vectores
individualmente. Por ello se requiere una clasificacion previa de éstos. Este
método ofrece dos ventajas: la primera, que la consulta tiene que ser
comparada con un numero limitado de "clusters" representativos de la
coleccion de documentos lo que hara que el tiempo de busqueda sea menor

y, la segunda, que la busqueda sera mas efectiva dado que los documentos
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contenidos en los clusters seleccionados seran los mas parecidos (similares)

a la consulta realizada.

Existe un gran numero de algoritmos de clustering en el campo de la
Estadistica. El éxito del sistema dependera de la eleccion del algoritmo que
mejor conjunto de clusters cree respecto al coste computacional que
requiera. Tradicionalmente los algoritmos mas eficientes en la generacion de
clusters, como los métodos aglomerativos jerarquicos (hierarchic
agglomerative methods), son los menos eficientes computacionalmente, ya
que requieren calcular la matriz de similaridad entre todos los documentos
de la coleccion. Cuando la coleccion de documentos es grande, de orden n,
estos algoritmos llevan consigo una complejidad de O(n2) hasta O(n5) en

tiempo y O(n2) en espacio de memoria.

La ventaja principal de estos métodos es que estan perfectamente definidos
y existe literatura disponible tanto en el ambito teérico como practico. En
este contexto, existen otros tipos de algoritmos, basados en particion, cuyo
objetivo es la division de la coleccion en conjuntos planos de documentos
mas que en clases relacionadas jerarquicamente. Estos algoritmos tienen
una complejidad en tiempo proporcional al tamano de la coleccion. Si
aplicamos el Algoritmo aglomerativo jerarquico podemos obtener los

siguientes clusters, como lo muestra la figura 11.
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Figura 11. Clustering jerarquico. Dendograma.
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M. Zorrilla, “Procesamiento Paralelo y Distribuido Aplicado al Almacenamiento y
Recuperacion de Informacion Documental”, 2001. [En linea]. Disponible:
http:/ /www.tesisenred.net/TESIS_UC/AVAILABLE/TDR-0927110-130601/TesisMZP.pdf

4.1.2. Métodos de los k-vecinos (k-medoids) [21]

El algoritmo de k-medoids es un algoritmo de agrupamiento relacionado con
el algoritmo de k-medias y el algoritmo medoidshift. Tanto el k-medias y
algoritmos medoids k son particional (rompiendo el conjunto de datos en
grupos) y tanto intento de minimizar el error al cuadrado, la distancia entre
los puntos de la etiqueta de estar en un grupo y un punto designado como el
centro de ese grupo (ver figura 12). En contraste con el algoritmo k-medias,

k-medoids elige puntos de datos como centros (medoids o ejemplares).
K-medoids es una técnica clasica division de la agrupacion que agrupa el

conjunto de datos de n objetos en k grupos conocidos a priori. Una

herramienta util para la determinacion de k es la silueta.
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Es mas robusto al ruido y valores atipicos en comparacion con el k-medias,
ya que minimiza la suma de diferencias en vez de una suma de los

cuadrados de las distancias euclidianas.

Medoids se puede definir como el objeto de un cluster, cuyo promedio de
disimilitud de todos los objetos en el grupo es minima, es decir que es un

punto mas céntrico en el conjunto de datos dado.

Figura 12. Clustering basado en Medoids.
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Fuente. K-Mediods. Disponible en internet: <http://en.wikipedia.org/wiki/K-medoids>

La realizacion mas comun de la agrupacion k-medoid es la creacion de

Partitioning Around Medoids (PAM) y el algoritmo es el siguiente:

1. Dar formato: Aleatoriamente seleccione k de los n puntos de datos como

medoids.
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Asociar cada punto de datos al medoid a la mas cercano. ("Mas cercanos"

aqui se define utilizando cualquier métrica de distancia valida, mas la

distancia euclidea, distancia de Manhattan o la distancia de Minkowski).

Por cada m medoid:

a. Para cada punto sin medoid un dato o

b. Intercambie m y o y calcule el costo total de la configuracion.

Seleccione la configuracion con el costo mas bajo.

Repita los pasos 2-5 hasta que no haya cambio en el medoid.

4.1.3. Algoritmo Basado en Densidad [22].

Los algoritmos basados en densidad obtienen clusters basados en regiones

densas de objetos en el espacio de datos que estan separados por regiones

de baja densidad (estos elementos aislados representan ruido). En la figura

13, se muestra un ejemplo de Clustering basado en densidad

Figura. 13 Clustering basado en densidad.
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Fuente. E. Hernandez, “Algoritmo de clustering basado en entropia para descubrir grupos
en atributos de tipo mixto”, agosto de 2006. [En linea]. Disponible:
http:/ /www.cs.cinvestav.mx/Estudiantes/TesisGraduados /2006 /tesisEdnaHernandez.p

df. Consultado: [5 de enero de 2011].
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Este tipo de métodos es muy util para filtrar ruido y encontrar clusters de
diversas formas. La mayoria de los métodos de particionamiento, realizan el
proceso de Clustering con base en la distancia entre dos objetos [20]. Estos
métodos pueden encontrar solo clusters esféricos y se les dificulta hallar

clusters de formas diversas.

Algunos algoritmos de clustering que pertenecen a esta clasificacion son:
DBSCAN (Density-Based Spatial Clustering of Aplications with Noise),
OPTICS (Ordering Points To Identify the Clustering Structure) y DENCLUE
(DENSsity-based CLUstEring).

4.1.4. Método de las k-medias (K-means) [23].

El problema de agrupacion de objetos de acuerdo a sus atributos ha sido
ampliamente estudiado debido a sus aplicaciones en areas como
aprendizaje de maquina [35], mineria de datos y descubrimiento de
conocimiento [34, 36|, reconocimiento y clasificacion de patrones [33]. El
objetivo del agrupamiento es particionar un grupo de objetos, los cuales
tienen asociados vectores multidimensionales de atributos en grupos
homogéneos, tales que los patrones en cada grupo sean similares. Varios
algoritmos de aprendizaje no supervisado han sido propuestos, los cuales
particionan el conjunto de objetos en un determinado numero de grupos de
acuerdo a un criterio de optimizacion. Uno de los métodos de agrupacion
mas popular y ampliamente utilizado es K-means [32]; particularmente,
porque su implementacion es relativamente simple. Sin embargo, el

algoritmo K-means tiene los siguientes inconvenientes:
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»  El agrupamiento final depende de los centroides iniciales.
» La convergencia en el optimo global no esta garantizada, y para
problemas con muchos ejemplares, requiere de un gran numero

de iteraciones para converger.

En la siguiente seccion se describe el algoritmo K-means tradicional.

4.1.4.1. Descripcion del algoritmo K-means estandar

De acuerdo a la literatura especializada [24, 25, 26, 27, 28, 29, 30] se

pueden identificar cuatro pasos en el algoritmo:

v' Paso 1. Inicializacion: Se definen un conjunto de objetos a particionar, el
numero de grupos y un centroide por cada grupo. Algunas
implementaciones del algoritmo estandar determinan los centroides
iniciales de forma aleatoria; mientras que algunos otros procesan los datos

y determinan los centroides mediante de calculos.

v' Paso 2. Clasificacion: Para cada objeto de la base de datos, se calcula su
distancia a cada centroide, se determina el centroide mas cercano, y el

objeto es incorporado al grupo relacionado con ese centroide.

v Paso 3. Calculo de centroides: Para cada grupo generado en el paso

anterior se vuelve a calcular su centroide.

v' Paso 4. Condicion de convergencia: Se han usado varias condiciones de
convergencia, de las cuales las mas utilizadas son las siguientes: converger
cuando alcanza un numero de iteraciones dado, converger cuando no
existe un intercambio de objetos entre los grupos, o converger cuando la
diferencia entre los centroides de dos iteraciones consecutivas es mas
pequeno que un umbral dado. Si la condicion de convergencia no se

satisface, se repiten los pasos dos, tres y cuatro del algoritmo.
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La figura [14], muestra la secuencia de los pasos de la ejecucion del
algoritmo estandar del K-means.

Figura 14. Algoritmo estandar de K-means.
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Fuente: K-Mediods. Disponible en internet:

http:/ /en.wikipedia.org/wiki/K-means_clustering

Existen otros algoritmos que implementan la técnica de Particionado y
recolocacion, los cuales aparecen en la tabla 1 [22]. En donde podemos
observar las principales caracteristicas de éstos y a simple vista definir su
funcionalidad y criterios de complejidad, parametros de entrada y salida,

entre otros.
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Tabla No. 1. Caracteristicas principales de los algoritmos de Clustering particional.

Nombre Tipo de Complejidad  Geometria  Ruido Pardmetros Resultado Criterio de

dato de entrada clistering

K-mean Numérico O(n) Formas no No Nimero de Centros de E=Y .k:I
complejas. cliisters clisters. SRy P (zp,v,)

K-mode  Categorico O(n) Formasno  No Niimero de Modas de B=%5
complejas. clisters clisters. Yo d(X1,Q))

d(X;,Q,) distancia
categdrica entre

X1y Q.
PAM Numérico  O(k(n—k)?) Formas no No Niimero de Medias de TO: = \:j Cish
complejas. clisters chisters. min(TC,;)
CLARA Numérico  O(k(40 + k)?>  Formas no No Niimero de Medias de TCii = \:J Cijh
+k(n—k))  complejas. clisters clisters. min(TC,;)
CLARANS  Numérico O(kn?) Formas no No Nimero de Medias de TCin = \:) Cish
complejas. clisters, maximo  clisters. min(TC,})
mimero de
vecinos.
FCM Numérico O(n) Formas no No Niimero de Centros de  miny ;. v, (Jm(U,V))
complejas. clisters, clisters.
creencia.
Fuzzy Im(U,V) = A:,kzn
C-means Dt U™ d?(z,,v,)

*Aqui n es el nimero de puntos en el datasets a consideracién. C,;, = costo de reemplazar el centro i con h tan lejos
como O, permita.

Fuente: E. Hernandez, “Algoritmo de clustering basado en entropia para descubrir grupos
en atributos de tipo mixto”, agosto de 2006. [En linea]. Disponible:
http:/ /www.cs.cinvestav.mx/Estudiantes/TesisGraduados /2006 /tesisEdnaHernandez.p

df. Consultado: [5 de enero de 2011].

4.2. Algoritmo a utilizar dentro del estimador.

Existen varios algoritmos de aprendizaje no supervisado han sido

propuestos, los cuales particionan el conjunto de objetos en un determinado
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numero de grupos de acuerdo a un criterio de optimizacion. Uno de los
métodos de agrupacion mas popular y ampliamente utilizado es K-means®
[32]; particularmente, porque su implementacion es relativamente simple.
Y podemos afirmar que esto se debe a que podemos modificar los siguientes

criterios (parametros) que determinan al final su complejidad y eficiencia
[37]:

v' El criterio para medir la distancia entre la matriz de datos y los

centroides (la medida implicita es la norma euclidea).

v' La forma en que se establecen las condiciones iniciales de los
centroides (de forma predeterminada escoge como valores

iniciales a muestras pertenecientes a la matriz de datos).

v' Numero de iteraciones en la busqueda de los centroides (el valor

implicito es 100).

Sin embargo, el algoritmo K-means tiene los siguientes inconvenientes [32]:

» El agrupamiento final depende de los centroides iniciales.

» La convergencia en el optimo global no esta garantizada, y para
problemas con muchos ejemplares, requiere de un gran numero

de iteraciones para converger.

Ademas no solo estos pros y contras logran ser suficientes para tener claro

que K-means es el algoritmo a aplicar dentro del Traceband; encontramos

5 Ver Figura 15, Algoritmo estandar del k-means.
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multiples aplicaciones de éste algoritmo con muchas variaciones

(caracteristica principal de K-means) en diferentes areas de la ciencia.

Figura 15. Algoritmo estandar para K-means.
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Fuente: Google imagenes, [Documento en linea]. Disponible en:
<http:/ /www.google.com.co/imgres?imgurl=http: / /bp0.blogger.com/_FZfs7LCzurk/RbW
gQZCO04NI/AAAAAAAAADA/8v2zl6wbIB4/s400/flowchart.jpg>

En [26], encontramos que K-means, puede ser usado en muchas

aplicaciones diferentes, incluyendo la mineria de datos y descubrimiento de
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conocimiento, la compresion de datos y la cuantificacion de vectores, y
reconocimiento de patrones y clasificacion de patrones. Existen muchos
enfoques, incluida la division y la fusion de métodos tales como ISODATA,
los enfoques aleatorios como CLARA y CLARANS, y métodos basados en

redes neuronales.

Otras aplicaciones mas especificas del K-means, como el mejoramiento,
segmentacion y pixelado de imagenes [20], [39] y [40]; donde su aplicacion
ha sido de gran ayuda, sobre todo en el area de la medicina (diagnostico a
través de imagenes 3D). También se ha usado en aplicaciones de Bases de
Datos de Cancer [23], donde se usa para particular en el problema de
encontrar patrones de agrupamiento de municipios con afinidad en los
parametros de localizacion y tasas de mortalidad por cancer de pulmoén y

estomago.

R. Zhang [43], presenta una implementacion del algoritmo K-means, en
Lenguaje C (ver figura [xx]), el cual sera introducirlo en el Traceband. La

implementacion del método trabaja de la siguiente manera:

Inicio
1.- Condiciones iniciales: Definir el nimero de centroides c y los
centroides iniciales (v), basado en la matriz de datos (z).
Desde i=1 hasta criterio de parada  {
2.- Calcular la matriz de distancias
3.- Calcular el error de acuerdo a la matriz de distancias
4.- Actualizar la matriz de centroides (labels)

}

Fin (Condicion de parada)
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Para calcular la distancia se utiliza la ecuacion (ver Ecuacion [7]) euclidiana
cuadrada, aunque se pueden usar otras formulas como medida de

distancias entre cada elemento de la muestra y los centroides [42].

Ecuacion 7. Distancia euclidiana cuadrada.

d; = ﬁ:l(zkj _vki)z

Fuente: O. Sanchez, Algunos métodos para medir distancias a los centroides, [En linea].
Disponible: http://omarsanchez.net/Documents/distancias_totales.pdf [Consultado: 22
de diciembre de 2010].

El algoritmo se repite desde el paso dos hasta que se cumpla la condicion de
parada; que puede dar por un punto de convergencia en la distancia (Poca o
ninguna variacion en la matriz de clusters respecto a las ultimas distancias
halladas) o por un nimero minimo de iteraciones (el valor por default es de
100), ambas condiciones son establecidas por el usuario de acuerdo a las

necesidades y a la aplicacion que se le esté dando al algoritmo.

4.2.1. Implementacion del algoritmo

Debido a que el estimador Traceband, se encuentra codificado en Lenguaje
C, la implementacion de k-means se hara en C, el coédigo de la funcion

aparece en la figura 16.

4.2.2. Operatividad del k-means en el Traceband.
Otro inconveniente planteado después de implementado el K-means, es el

siguiente ¢En que punto exacto (linea) del codigo del Traceband, se debe

insertar el llamado a la funcion K-means? Para determinar se inspecciono6
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detalladamente el funcionamiento del estimador, tanto del lado del Enviador
(Traceband_snd), como del Receptor (Traceband_rcv). Se determinéd que en el
receptor es donde se debe ejecutar el K-means, teniendo en cuenta que en

éste, es donde finalmente se hacen los calculos para la estimacion.

Traceband_rcv utiliza dos estructuras (vectores), una llamada Sign que
guarda el signo de la estimacion hecha y la otra Symbol que contiene los

datos leidos en la estimacién de un nimero de paquetes recibidos.

Figura 16. Codigo en lenguaje C para K-means, Parte 1.

int*k_means(double **data, int n, int m, int k, double t, double **centroids)
{
/* output cluster label for each data point */
int *labels = (int*)calloc(n, sizeof(int);
inth,i, j; /* loop counters, of course ;) */
int *counts = (int*)calloc(k, sizeof(int)); /* size of each cluster */
double old_error, error= DBL_MAX; /* sum of squared euclidean distance */
double **c = centroids ? centroids : (double**)calloc(k, sizeof(double*));
double **c1 = (double**)calloc(k, sizeof(double*)); /* temp centroids */
fprintf(stdout, "n=%i, m=%i, k=%i, t=%f \n", n, m, k, t);
assert(data && k>0 && k<= n && m>0 && t>=0); /* for debugging */
/] for (i=0; i<(n/2); i++) printf("data[%i][0] = %.0f, data[%i][1] = %.0f\n", i, data[i][0], i, data[i][1]);
/* initialization */
for(h=i=0;i<k;h+=n/k,i++){
cl[i] = (double*)calloc(m, sizeof(double));
if (!centroids) c[i] = (double*)calloc(m, sizeof(double));
/* pick k points as initial centroids */
for (j=m; j-- > 0; c[il[j] = data[h][j]);
//printf("cl%il[%i1=data[%i][%i]=%.0f\n", i, }, h,j, data[n][j]);
//printf("h=%i, i=%i, j=%i, k=%i ", h, i, j, k);
}

Fuente: El autor. Adaptado de < http://cs.smu.ca/~r_zhang/>
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Figura 16. Cédigo en lenguaje C para K-means, Parte 2.
/™ mainloop ¥/
dof
/* save error from last step */
old_error=error, error=0;
/* clear old counts and temp centroids */
for (i=0;i<k; counts[i++] = 0) {
for (i =0; j <m; cl[il[j++] = 0);
}
for(h=0; h<n; h++){
/* identify the closest cluster */
double min_distance = DBL_MAX;
for(i=0;i<k;i++) {
double distance = 0;
for (j = m; j-- > 0; distance += pow(data[hl[j] - <[il[j], 2));
if (distance < min_distance) {
labels[h] = i;
min_distance = distance;
}

}
/* update size and temp centroid of the destination cluster */

for (i = m; j-- > 0; c1[labels[h]][j] += data[h][j]);
counts[labels[h]]++;

/* update standard error */

/™ main loop */
dof
/* save error from last step */
old_error=error, error=0;
/* clear old counts and temp centroids */
for (i = 0;i < k; counts[i++] = 0) {
for(j=0;j <m;cl[il[j++] = 0);
}
for(h=0; h<n; h++){
/* identify the closest cluster */
double min_distance = DBL_MAX;
for(i=0;i<k;i++) {
double distance = 0;
for (j = m; j-- > 0; distance += pow(data[h][j] - c[il[j], 2));
if (distance < min_distance) {
labels[h]=i;
min_distance = distance;
H
}
/* update size and temp centroid of the destination cluster */
for (j = m; j-- > 0; cl[labels[hll[jl += data[h]Ij]);
counts[labels[h]]++;

/* update standard error */

Fuente: El autor. Adaptado de < http://cs.smu.ca/~r_zhang/>
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Como al K- means hay que entregarle la matriz inicial de datos, no se
pueden enviar por separado sign y symbol por lo tanto hay que unirlos en
una sola estructura de datos (matriz), la cual recibe el nombre de
signedsymbols. Después que el K-means se ejecuta devuelve los clusters
(puntos representativos del conjunto de datos) obtenidos en una estructura
llamada nwsignedsymbols, la que hay que dividir en dos vectores, uno para
los clusters como tal (nsymbol) y otro para el signo de cada cluster (nsign), la
figura 17, muestra el punto exacto donde se hace el llamado a la function y

last areas que se realizan antes y después del agrupamiento.

Figura 17: Operatividad del K-means en el Traceband_rcv.

Read_HMM(N,M,B);

A=onestep_random(N,N);

Pi=random(N);

do symbol:

{ e[ plell s PP T RRRTTRT
Receive a train of |0] packet pairs; % T .
For each packet pair at time t=1,..,T ‘1 ‘ 1 ‘_1|1M1‘1‘1|1 M

Antes de ejecutar el k-means se crea la matriz de datos signedsymbols

signedsymbols

rel dispersion= € = (B~ Byy) / By

observ, = & = cell(Wabs(i-¢;)); Después de ejecutar el k-means dividimos el nwsignedsymbol para

} crear los nuevos nsign y nsymbol

Observ_seq = 0 = {&, &, ., &} nsymbol:

/* Update A, Pi: */ musignedsymbals 9|5|9|1a|s|9|9|s|10|10|
Hi=BiieLch (M, 0); [s]s]s[us]o]s s u]u]"

/¥ Find the state sequence: ¥/ e

Q=Viterbi(Hi,0) tfafafafaeaa]e]t]

/* Creates the array of data being sent fo the k-means:

'
/* Run the k-means: */
k_means(signedsymbels, *pair cnt, 2, clusters, 0.0001, nwsignedsymbols);
/* Establishing the new Sign and Symbol after running the k-means: */

Print AB=mean(Q/N)*C;; /* AB estimation */
} until last_estimation signal;

Fuente: <El Autor> Adaptado <C;GUERRERO .Traceband: Available Bandidth Estimation
based on a Hidden Markov Mode 1 Septiembre 23 de 2009.Disponible desde internet en:
<http:/ /www.renata.edu.co/index.php/renata-en-vivo/632-23092009-traceband-estimac
ion-de-ancho-de-banda-basado-en-un-modelo-escondido-de-markov.html
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5. IMPLEMENTACION DE LA SOLUCION

Para lograr evaluar los efectos del K-means en el Traceband se seleccionaron
10 escenarios diferentes para cada una, 1 sin trafico y 3 con trafico sintético
Periodic, Poisson y Burst al 30%, 50% y 70% respectivamente, usando la

herramienta MGEN [43] como generador de trafico sintético.

Una vez puesta a punto la infraestructura de red, se instalo el Traceband, en
las maquinas 192.168.0.2 (COLOMBIA) y 192.168.1.2 (CUBA), de igual
manera, en las maquinas 192.168.0.3 (USA) y 192.168.1.3 (CHINA), se

instalo el generador de trafico sintético, para mas ilustracion, ver figura 23.
Para el montaje de las herramientas se busco en diferentes sitios en internet
en los que se puede encontrar facilmente los archivos para su descarga y
posterior montaje. Traceband, fue facilitada por el Director de proyecto® y la
herramienta generadora de trafico puede ser descargada en [43].

5.1. Instalacion las herramientas.

Los procedimientos de instalacion de cada una de las herramientas

son los siguientes:

5.1.1. MGEN.

» Primero se descomprime el archivo descargado.

6 Cesar Dario Guerrero Santander. PhD.
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» En la maquina servidor se compila la herramienta de la siguiente

manera, ver figura 18:
#./mgen event "listen udp 5010" output log.drc

Figura 18. Mgen Listen.

en event "listen udp S010" output log.dre &

xiste el fichero i directorio

vent "listen udp S5010" output log.drce  (wd

1t "listen udp S010" output log.dro &

i myen: version 5.01b

Fuente: <E1 Autor>

> En la maquina cliente se compila la herramienta de la siguiente

manera, ver figura 19:
# ./mgen event "ON 1 UDP DST <ipaddress>/<port> <tipo de trdfico> [<# de
paquetes> <cantidad de bits>]" INTERFACE ethO

Figura 19. Mgen Sender.

# dixon@cesar-USA:; ~/MGEN
ent "OM 1 UDP DST 192.168.1.3/5010 PERIODIC [ADO& 1457)" INTERFACE ethO ¢

W4 moen: version 5.01b

J168.1.3/5010

Fuente: <E1 Autor>
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5.1.2. Traceband.

Para el montaje de esta herramienta se le cre6 un makefile, debido a que no
contaba con esta facilidad de montaje. La herramienta make es usada para
en las labores de creacion de ficheros ejecutables o programas para su
instalacion, la limpieza de los archivos temporales en la creacion del fichero,
todo ello especificando los parametros iniciales que deben estar en el

makefile al este ser ejecutado.

» Se descomprime en cada una de las maquinas cliente y servidor, se
accede a la carpeta a través de la consola y se ejecuta el comando
make, éste comando genera los ejecutables traceband_snd y

traceband_rcv, ver figura 20.

» En la maquina servidora se ejecuta el software de la siguiente

manera, ver figura 21.

# ./traceband_snd —s [ipaddress] —c [Path capacity] M

Figura 20. Salida del make para instalar Traceband.

£ dixon@cesar-Cuba: ~fwith-k-means

and snd  -lm

=lm
and fn.o hmm.o

Fuente: <El Autor>
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Figura 21. Ejecucién de Traceband sender.

inl i '
Z* dixon@cesar-Colombia: ~fwith-k-means

ar-Colombias ~/vith-k-means$
nd snd:
ata to IF : 192,

000 hps Time: 6

Colombia:~/with-k-means$

Fuente: <El Autor>

» En la maquina cliente se ejecuta el software de la siguiente manera,

ver figura 22:

# traceband_rcv <trace file name>

Figura 22. Ejecucién de Traceband receiver.

£ dixon@cesar-Cuba: ~fwith-k-means

, k=150,

1= 1, new ayvbola[0] [O]
; 1111]

Fuente: <El Autor>
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5.2. DESCRIPCION DEL TESTBED.

El testbed que se implementé cuenta con 5 computadores de recursos
medios, procesador Pentium 4 y memoria RAM entre 512 mb y 1 Gb. Se
instalo en cada una de las cinco computadoras el sistema operativo Linux,
especificamente la distribucion Ubuntu 9.04. Las maquinas se conectan a
través de un router cisco serie 1800 y dos switches 3 COM, (ver Figura 23)
Las maquinas cuentan con la herramienta de estimacion instalada para
hacer correr los experimentos y las respectivas evaluaciones, Spruce,
Igi-Ptr, Traceband, Pathchrip y Yaz, con MGEN como generador de trafico

sintético o artificial.

Figura 23: Testbed de red.

- Tcpdump -
L= 192.168.1.5 L
Estimador Estimador
. (In:lha-tr:te)02 (receptor)
olombia_| Cuba 03
192.168.0.2 @4@—%—@ 192.168.1.2
. Hub i
Switch 3COM Enrutador Cisco Switch 3COM
Jupiter
FE_0: 192.168.0.1
FE_1:192.168.1.0
Origen de trafico Receptor de
sintético trafico sintético
USA_01 China_04
192.168.0.3 192.168.1.3

Fuente: Lopez Yoel, “Evaluacion de técnicas de estimacion de ancho de banda disponible en
una red de computadoras”. Octubre de 2010. [Archivo PDF]. [Consultado: 4 de enero de
2010].

Las maquinas Estimador (cliente) y Estimador (receptor) fueron utilizadas

para las estimaciones, mientras que las maquinas Origen y Receptor de
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trafico sintético fueron utilizadas para la generacion de trafico sintético o
artificial en la red. El equipo Tcpdump fue el encargado en capturar las
trazas para hacer los calculos de overhead y error en las estimaciones, ya
que solo Traceband brinda toda la informacion a tener en cuenta para hacer

las evaluaciones.

Se establecié comunicacion con el enrutador por la consola de un ordenador
a través de Minicom por el puerto serie, donde se configuraron las interfaces
Fast Ethernet para tener comunicacion entre las dos redes que se crearon,

la 192.168.0.0/24 y la 192.168.1.0/24.

El testbed construido tiene la siguiente funcionalidad. Las maquinas
denominadas 192.168.0.2 y 192.168.1.2 se utilizan para mantener la
herramienta de estimacion a evaluar. Por esa razon se indica una como
cliente y la otra como receptor de los paquetes de prueba que son enviados
por la herramienta. La maquina con tcpdump se utiliza para capturar trazas
del trafico que pasa en el enlace inmediatamente posterior al enrutador. Ese
enlace va a ser el cuello de botella en la comunicacion entre las maquinas de
dos diferentes redes. Lo anterior dado que el enrutador Cisco posee
interfaces que operan a 1Gbps y el hub puede soportar como maximo 100
Mbps de capacidad de enlace. Finalmente, las maquinas denominadas
192.168.0.3 y 192.168.1.3 son las encargadas de generar y recibir trafico
sintético y por lo tanto albergan los generadores de trafico (MGEN u otro que

se utilice).
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5.3. DISENO DE LOS EXPERIMENTOS

Para evaluar la funcionalidad del k-means en el Traceband, se disenaron un
grupo de escenarios con diferentes tipos de trafico, dado que la herramienta

generadora de trafico MGEN cuenta con esta capacidad.

De acuerdo con €l tipo y la cantidad de trafico (ver Tabla 2), se disenaron 10
escenarios de pruebas, donde se corrieron 5 experimentos para cada
herramienta. Es decir, que en total se realizaron 5 experimentos x 10
distintos escenarios x 7 herramientas de estimacion. Esto implica un total

de 350 experimentos.

Tabla 2. Escenarios definidos para los experimentos.

SIN TRAFICO
Periodico 30% 50% 70%
Poisson 30% 50% 70%
Burst 30% 50% 70%

Fuente: <E1 Autor>

El trafico Periédico consiste en el envio constante de paquetes por segundo.
El trafico Poisson corresponde a una mejor aproximacion a lo que es el
trafico que se observa en un sistema de comunicaciones. En este los tiempos

entre paquetes se distribuyen de manera exponencial.

El trafico Burst consiste en el envio de paquetes por rafagas; en cada rafaga

los tiempos entre paquetes son en forma exponencial.
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5.4. METRICAS UTILIZADAS.

Para evaluar el impacto de la operacion del K-means con Traceband, se

tuvieron en cuenta tres métricas tiempo de estimacion, overhead y el error

de estimacion.

5.4.1.

5.4.2.

5.4.3.

5.4.4.

Tiempo de estimacion. Esta definido como el tiempo, medido en
segundos, que se toma la herramienta desde que es llamada hasta

que se arroja un resultado.

Overhead. Es la cantidad de bits por unidad de tiempo que debe
insertar el estimador para hacer la estimacién. Se mide en bits por

segundo (bps).

Error de estimacion. Se define como la relacion entre el valor
estimado y el valor real y se mide en términos porcentuales: (Ancho

de banda real - Ancho de banda estimado)/Ancho de banda real.

Ancho de banda disponible con K-means. Se define como el
porcentaje representativo de la estimacion, usando la técnica de
clustering, respecto a la estimacion realizada sin usar la misma,
teniendo en cuenta que deben ser bajo las mismas condiciones de
Trafico y Ancho de banda real: (Ancho de banda con K-means/

Ancho de banda sin K-means).
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5.5. PROCESAMIENTO DE LA INFORMACION.

El procesamiento de la informacion se logré haciendo el envio de paquetes
entre la maquina Cliente (Cuba) y la maquina Servidora (Colombia), en las
cuales se ejecuta el Traceband_rcv y Traceband_snd respectivamente. En el
Traceband_rcv, se realizan los procesos mas importantes y al final es donde
se realizan las estimaciones y muestra los valores para 10 estimaciones,
tanto para Traceband con HMM como para Traceband con K-means (ver
figura 24). Enel Traceband_snd, ademas de enviar los paquetes, al final de
la estimacion visualiza el valor de la estimacion u otros datos como, el

tiempo y el overhead, (ver Figura 25).

Figura 24. Traceband_rcv.

#2 dixon@cesar-Cuba: ~fwith-k-means

ith-k-mes i g hrminitfile.M10M10
ting for X g 3 04

100
100

Fuente: <El Autor>

74



Figura 25. Traceband_snd.

~ dixon@cesar-Colombia: ~/fwith-k-means

2 -o 100M -t 10

Time:
Time:
Time:
Time:
Time:
Time:
Time:
Time:
ith-k-

Fuente: <E1 Autor>
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6. RESULTADOS

Para hacer el analisis de los datos obtenidos en los experimentos realizados,
primero se tabularon en Microsoft Excel los datos obtenidos de las
estimaciones para Traceband con HMM y Traceband con K-means; lo cual
permitié obtener el error estimado de cada estimacion. Para graficar y lograr
un mejor analisis de los mismos, se implementé una funcion en Matlab?,
error_bytool.m, la cual procesa los datos de las estimaciones de cada
herramienta, obtenida en la captura de las trazas desde la maquina con
traceband_rcv. A esta informacion tabulada en Excel se le aplicé una
t-Student® implementada en la funcion error_bytool.m (ver Figura 26) para
obtener un intervalo de confianza, que permita medir la precision de la
estimacion, esta funcion permite generar una grafica por cada uno de los

experimentos, de acuerdo a cada tipo de trafico cruzado.

Figura 26. Funcion error_bytool.m. Parte 1.

clear; clc;

clozse all;

alpha = 0.05;

error=load('data/error_sin_trafico.txt');

tools = {'"Traceband con HMM'; 'Tracelband con K—heans'};

set (0, 'DefaultAxesFontSize',12);

orient portrait;

for k=l:length(tools)
avgl(k)=mean (error (k,1:2)1);
[h,p,ci]l=ttest(error(k,1l:5),avg(k),alpha);
devikl=ci(Z2)-avglk);

end

Fuente: <Cesar Guerrero PhD.>

"Aabreviatura de MATrix LABoratory, "laboratorio de matrices") es un software matematico que ofrece un entorno
de desarrollo integrado (IDE) con un lenguaje de programacion propio (lenguaje M).
8 Determina las diferencias entre medias muéstrales, para la construccion del intervalo de confianza.
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Figura 26. Funcion error_bytool.m. Parte 2.

P=errorkar (avg*100,dev*100, "xr" ) ;
seti(Q, 'LineWidth', Z);

seti(Q, 'MarkerSize', 10);

setiQ, 'Color', 'b');

set(gca, "XTick™, [1:7])

set (gca, 'XTickLakel ™, tools)

set (gca, 'Yorid', Ton')

xlabel (" {\bf Herramienta de estimaciénl}', 'FontSize',1l6);
yvilabel ("{\bf Error de Estimacion (%)}', 'FontSize',16);

print -djpeg 'figuras/error sin trafico.]jpg' -r600;

Fuente: <Cesar Guerrero PhD.>

Figura 27. Error de estimacion sin Trafico.

0.6 ]

0.4 .

0.2+ X

Error de Estimacion (%)
o
p 4
b 4

1 1
Traceband con HMM Traceband con K-means
Herramienta de estimacion

Fuente: <E1 Autor>

Para esta medicion ambas herramientas se comportan de manera excelente,

sin presentar error durante la estimacion, es decir, es igual a la esperada,
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ver figura 27. Este comportamiento es el esperado dado que Traceband se
caracteriza por estimar con cero errores, el ancho de banda de un canal

vacio.

Figura 28. Error de estimacion con Trafico Periodic al 30%.

x 10"

Error de Estimacion (%)

Traceband con HMM Traceband con K-means
Herramienta de estimacion

Fuente: <El Autor>

En la figura 28, observamos que al introducir un trafico cruzado del 30%,
tipo Periodic, al testbed de red, encontramos que Traceband con HHM, tiene
una media aceptable acercandose su estimacion a la real, pero tiene un
intervalo de confianza es muy amplio, lo que muestra inestabilidad en la

medicion. Para Traceband con K-means, la media es igual al que con HMM,
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pero con un intervalo de confianza menor, lo que indica mayor precision en

la estimacion.

Figura 29. Error de estimacion con Trafico Periodic al 50%.

9

10
8 : ,
6 - aud
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0
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E
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[<}}
=]
S of 1
P =
e
i
oL 1 |
1 1
Traceband con HMM Traceband con K-means

Herramienta de estimacion

Fuente: <E1 Autor>

Cuando se introduce trafico cruzado del 50%, tipo Periodic, encontramos
que tanto Traceband con HHM y Traceband con K-means; mantiene un
comportamiento parecido al observado con trafico Periodic del 30%, ver
figura 29. En este caso se observa sin embargo una leve mejoria en el valor

medio de la estimacion.
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Figura 30. Error de estimacion con Trafico Periodic al 70%

x 10"

Error de Estimacion (%)
N

1

1
Traceband con HMM Traceband con K-means
Herramienta de estimacion

Fuente: <E1 Autor>

De acuerdo a la figura 30, Traceband con HMM, tiene una media aceptable,
pero muestra mucha inestabilidad para realizar la estimacion. Todo lo
contrario se observa en la estimacion realizada por Traceband con K-means,
con un intervalo de confianza es relativamente pequeno, con una estimacion

muy cerca del valor esperado; mostrando precision en la estimacion.
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Figura 31. Error de estimacion con Trafico Poisson al 30%.

Error de Estimacion (%)

| |
Traceband con HMM Traceband con K-means

Herramienta de estimacion

Fuente: <El Autor>

Con trafico Poisson al 30%, ver la figura 31, muestra que Traceband con
HMM, tiene una media aceptable, pero muestra sigue teniendo inestabilidad
para realizar la estimacion. Traceband con K-means, sigue mostrando un
intervalo de confianza relativamente pequeno y con una estimacion muy

cerca del valor esperado; mostrando precision en la estimacion.
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Figura 32. Error de estimacion con Trafico Poisson al 50%
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Fuente: <E1 Autor>

La estimacion con trafico tipo Poisson al 50%, ver la figura 32, muestra que
Traceband con HMM, tiene una media exacta, con un intervalo de confianza
ideal, éste comportamiento de la media, que se observa en la figura 32, no
corresponde a los datos q arroja la estimacion, por que nunca el error
estimado estos se acercan a cero (0), siendo el intervalo de confianza mas
acertado. Para Traceband con K-means, la media es aceptable, pero su

intervalo de confianza nos muestra inestabilidad en la estimacion.
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Figura 33. Error de estimacioén con Trafico Poisson al 70%.

10

x 10

Error de Estimacion (%)

1

Traceband con HMM Traceband con K-means
Herramienta de estimacion

Fuente: <E1 Autor>

La figura 33, muestra que Traceband con HMM, tiene una media aceptable,
pero muestra mucha inestabilidad, es decir, poca precision, cuando realiza
estimacion con trafico cruzado al 70%. Por otro lado para éstas mismas
condiciones, Traceband con K-means, realiza una estimacion con una
media muy cercana a cero (0), indicando que esta muy cerca del valor
esperado; su pequeno intervalo de confianza, confirma lo real y precisa que

esta la estimacion.
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Figura 34. Error de estimacioén con Trafico Burst al 30%
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Para esta medicion, con tipo de trafico Burst al 30%, ambas herramientas se
comportan de manera similar, presentan una media aceptable, pero su
intervalo de confianza, es muy amplio lo que indica que ambas estimaciones

son muy inestables con estas condiciones, ver figura 34.
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Figura 35. Error de estimacion con Trafico Burst al 50%.
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La figura 35, muestra para este trafico Burst al 50%, muestra que
Traceband con HMM, tiene una media muy aceptable, pero muestra sigue
teniendo inestabilidad para realizar la estimacion. Traceband con K-means,
sigue mostrando un intervalo de confianza relativamente pequeno y con una
estimacion muy cerca del valor esperado; mostrando precision en la

estimacion.
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Figura 36. Error de estimacion con Trafico Burst al 70%.
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Por ultimo la figura 36, muestra que Traceband con HMM, tiene una media
aceptable, pero muestra mucha inestabilidad, es decir, poca precision,
cuando realiza estimacion con trafico cruzado al 70%. Por otro lado para
éstas mismas condiciones, Traceband con K-means, realiza una excelente
estimacion, presentando una media casi de cero (0), indicando que esta muy
cerca del valor esperado; su pequeno intervalo de confianza, confirma lo real

y precisa que esta la estimacion.
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7. CONCLUSIONES

Después de un minucioso analisis de la informacion arrojada por los
experimentos realizados, se hara un resumen individual de los resultados
obtenidos por cada herramienta, para luego establecer un comparativo
general, que permita determinar la herramienta que tiene mejor

comportamiento para los distintos escenarios definidos.

7.1. Traceband con HMM

El comportamiento mostrado en la figura 1, confirma una de las principales
caracteristicas de Traceband con HMM, que siempre arroja estimaciones

con cero error, para el ancho de banda de un canal vacio.

Cuando se le introduce trafico cruzado de tipo Periodic al 30%, 50% y 70%,
ver figuras 28, 29 y 30; la herramienta presenta mucha inestabilidad para
realizar estimaciones homogéneas, respecto a la media, su valor es muy

aceptable con valor maximo aproximado del 20%.

La herramienta, cuando realiza estimaciones, y se le aplica trafico cruzado
tipo Poisson al 30% y 70%, ver figuras 31 y 32; presenta una media que
alcanza aproximadamente el 30% de error, lo cual es normal y aceptable,
pero con un amplio intervalo confianza, lo que muestra lo heterogeneidad en

las estimaciones.
Traceband con HMM, presenta mucha imprecision a la hora de realizar

estimaciones, cuando se le genera trafico tipo Burst, de cualquier nivel

porcentual, aunque su error medio es bueno, alcanzando el 20%, que se
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introduce; su intervalo de confianza es grande indicando que sus
estimaciones son muy diferentes con éste tipo de trafico, ver figuras 34, 35y
36.

7.2. Traceband con K-means

El comportamiento mostrado en la figura 1, confirma una de las principales
caracteristicas de Traceband con K-means, que siempre arroja estimaciones

con cero error, para el ancho de banda de un canal vacio.

Cuando se le introduce trafico cruzado de tipo Periodic al 30%, 50% y 70%,
ver figuras 28, 29 y 30; la herramienta presenta una leve inestabilidad para
realizar estimaciones homogéneas, pero su media para el error, se
encuentra cerca del cero, con valor maximo aproximado del 10%, indicando

buena precision con este tipo de trafico.

La herramienta, cuando realiza estimaciones, y se le aplica trafico cruzado
tipo Poisson al 30% y 70%, ver figuras 31 y 33; presenta una media que es
cercano a cero (0), lo cual muestra que las estimaciones estan cerca de los
valores esperados. Aun mejor se observa un estrecho intervalo confianza, lo

que muestra la precision de las estimaciones.

Traceband con K-means, con un intervalo de confianza relativamente
pequeno, muestra que es muy preciso a la hora de realizar estimaciones,
cuando se le genera trafico tipo Burst, al 50% y 70%, con un error medio
cercano a cero (0), confirma la excelente estimacion hecha por la

herramienta.
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7.3. Traceband con HMM vs Traceband con K-means

El comportamiento general de la herramienta es bueno debido a que la
media del error, se mantiene en un nivel aceptable de aproximadamente el
20% (ver figuras del 28 al 36), para las dos técnicas de estimacion, en los

diferentes experimentos realizados.

Traceband con HMM: presenta imprecision en la estimacion, producto de los
valores heterogéneos obtenidos en las diferentes estimaciones, cuando el
trafico cruzado de la red aumenta, sobre todo si alcanza niveles del 70%. Sin
embargo, su error medio, es de maximo el 20%, asegurando que esos valores
no estan lejos de los resultados esperados, respecto al ancho disponible del

canal (ver figuras del 28 al 36).

Traceband con K-means: su intervalo de confianza, permite asegurar, la en
gran capacidad para realizar estimaciones con valores homogéneos, con un
error medio de +/- el 10% (ver figuras del 28 al 36), lo que indica precision en
la estimacion. Pero el rendimiento maximo de la herramienta se da cuando
el trafico cruzado aumenta al 70% (ver figuras del 30, 33 y 36), donde el
error medio obtiene un nivel aproximado de 0.5, demostrando que sus
estimaciones son practicamente iguales al ancho disponible del canal. Mejor
aun sus intervalos de confianza, donde en el caso del trafico Burst (ver
figura 36), éste puede considerase como el ideal, asegurando que la

estimacion ademas de ser exacta es precisa.
Con lo anterior se comprueba que, Traceband con HMM, debido a la

cantidad de datos heterogéneos que usa para realizar el calculo de la

estimacion, genera ruido, que al final se refleja en el valor que arroja la
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herramienta, el cual tiende a ser impreciso, ademas éste comportamiento se
acentua mas cuando el trafico cruzado de la plataforma de red en mas alto
(70%). Mientras que Traceband con K-means, toma esa cantidad de datos
que normalmente son heterogéneos, los agrupa y genera los datos
representativos de ese conjunto de datos, llamados clusters, lo que al final
termina siendo un papel determinante para obtener estimaciones con
precision y exactitud, atiin cuando el trafico sea de niveles del 70%, que es

donde K-means da mejores resultados.
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