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Glosario

Indicación: Es una señal que es registrada por un sistema de inspección en ĺınea de trans-
porte de hidrocarburos. Una indicación puede clasificarse o caracterizarse como una anomaĺıa,
imperfección, o componente.

Anomaĺıa: Una desviación sin examinar en el material de la tubeŕıa, los recubrimientos
y soldaduras.

Imperfección: Una anomaĺıa cuyas caracteŕısticas no exceden los ĺımites aceptables.

Defecto: Una anomaĺıa examinada f́ısicamente con dimensiones o caracteŕısticas que su-
peran los ĺımites aceptables.

Caracteŕıstica: Cualquier objeto f́ısico detectado por un sistema de inspección en ĺınea.
Las caracteŕısticas pueden ser anomaĺıas, componentes, soldaduras, accesorios o algún otro
elemento.

Técnica MFL: Consiste en crear un campo magnético temporal en la tubeŕıa usando
imanes a medida que la herramienta se desplaza, con el fin de medir los cambios en el campo
magnético en la pared de la tubeŕıa, donde se supone es uniforme si no existen defectos.
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Índice de Tablas

3.1. Atributos seleccionados según criterio expertos CIC. . . . . . . . . . . . . . . . 23
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de transporte registrado por el sensor giroscopio. . . . . . . . . . . . . . . . . . 44

4.6. Efecto del paso de la herramienta por una válvula ubicada en los extremos de
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Introducción

Hoy en d́ıa, las ĺıneas de transporte de hidrocarburos son consideradas la forma más efi-
ciente para llevar fluidos (petróleo y gas) por largas distancias [3]. A medida que pasan los
años, la integridad de este tipo de infraestructura se vuelve un motivo de preocupación para
las empresas, principalmente porque una gran parte de las tubeŕıas va llegando al final de su
vida útil o como en el caso de Colombia [4], son v́ıctimas de atentados terroristas, operaciones
incorrectas o vandalismo, lo cual afecta su funcionamiento.

En consecuencia, es necesario supervisar, evaluar y garantizar la confiabilidad de las tu-
beŕıas, para prevenir la aparición de fugas, fallas y de esta forma evitar catástrofes que im-
pacten el medio ambiente y la población. Debido a los antecedentes mencionados, la industria
ha desarrollado una serie de técnicas y ensayos denominados no destructivos o invasivos, los
cuales permiten revisar tanto interna como externamente el estado de la tubeŕıa sin necesidad
de detener la operación.

Dentro de los ensayos más utilizados se encuentra la inspección de tubeŕıa con herramientas
inteligentes. Una herramienta de inspección inteligente de tubeŕıas (Ver figura 1) como se
define en [5] es un dispositivo que insertado dentro de un ducto, viaja a través de su extensión,
impulsado por el propio fluido y puede realizar varias funciones, tales como:

Eliminar los residuos presentes.

Medir las condiciones de operación.

Detectar defectos y/o anomaĺıas.

Por medio de una serie de sensores que se encuentran integrados en su interior. Los datos
que se recopilan de una herramienta de inspección inteligente son procesados y analizados a
partir de técnicas de inteligencia artificial y como resultado se obtiene, la identificación de
posibles sitios dentro de la tubeŕıa con presencia de defectos, anomaĺıas o la localización de
elementos propios de las ĺıneas como soldaduras, válvulas, cruces y puntos bajos, las cuales
son decisivos para el funcionamiento del negocio.

Una de las técnicas de inteligencia artificial empleada es la mineŕıa de datos que se refiere
a un conjunto de técnicas encaminadas a la extracción de conocimiento procesable, impĺıcito
en las bases de datos o en un simple archivo.

En este contexto, el propósito de este trabajo de tesis consiste en aplicar una serie de
técnicas de inteligencia artificial a los datos provenientes de una herramienta de inspección
inteligente construida por la Corporación para la Investigación de la Corrosión (en adelante
CIC) para reconocer patrones que permitan identificar dos fenómenos: soldaduras y válvulas.
Finalmente, las técnicas utilizadas fueron implementadas en un prototipo software denomi-
nado ITIONdF.

El presente trabajo cuenta con los siguientes caṕıtulos:

xv



xvi CAPÍTULO 0. INTRODUCCIÓN

Figura 1: Herramienta de inspección inteligente. Fuente CIC.

Caṕıtulo I. Estado del arte
En este caṕıtulo se describe los trabajos reportados más representativos en el área bajo
tres aspectos, las diferentes técnicas computacionales empleadas para el reconocimien-
to de fenómenos en tubeŕıas, las técnicas de inspección que utiliza la industria y los
fenómenos que hasta el momento se pueden identificar.

Caṕıtulo II. Marco teórico
Se describen los conceptos utilizados para el desarrollo del trabajo haciendo énfasis
en el aprendizaje de máquina y las técnicas de inteligencia artificial. Este caṕıtulo es
muy importante para entender la manera como se abordó el problema. En los caṕıtulos
siguientes se hará referencia a algunos de estos conceptos para lo cual se sugiere una
lectura detallada de cada tema.

Caṕıtulo III. Reconocimiento del fenómeno: soldadura
En este caṕıtulo se define la soldadura, la manera como el experto reconoce el fenómeno
y las técnicas de inteligencia artificial empleadas para identificarla de forma automática,
las pruebas y los resultados obtenidos.

Caṕıtulo IV. Reconocimiento del fenómeno: válvula
En este caṕıtulo se define la válvula, la forma como el experto reconoce el fenómeno y
las técnicas de inteligencia artificial empleadas para identificarla de forma automática,
las pruebas y los resultados obtenidos.

Caṕıtulo V. Conclusiones y recomendaciones
Se mencionan las conclusiones del trabajo con base en los resultados obtenidos. Además,
se hacen recomendaciones de acuerdo con las limitaciones encontradas.

Caṕıtulo VII. Trabajos futuros
Se listan las diferentes acciones que pueden tomarse a futuro para mejorar los resultados
encontrados y se mencionan otros tipos de fenómenos que pueden estudiarse y continuar
aśı dando aportes en esta área de investigación.
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Anexos
Anexo A. Interfase de software
Se describe el prototipo software desarrollado que implementa las técnicas de inteligen-
cia artificial utilizadas durante el desarrollo del proyecto.
Anexo B. Carta de soldaduras
Se muestra el documento que hace referencia a la ubicación de las soldaduras existentes
en el gasoducto, el cual se utilizó para entrenar y validar el modelo propuesto.
Anexo C. Documento de localización de válvulas
Este anexo hace referencia a la ubicación de las válvulas empleadas en la fase de entre-
namiento.
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Caṕıtulo 1

Estado del arte

1.1. Antecendentes

La inspección de tubeŕıas es el proceso por el cual se inserta una herramienta mecánica en
el interior de la tubeŕıa, que viaja a lo largo de su longitud con el fin de limpiar o inspeccionar
la tubeŕıa. Según [6], pese a no conocerse con exactitud la fecha de creación, existen reportes
de inspecciones a tubeŕıas desde finales del siglo XIX, años después que iniciaron operación las
primeras ĺıneas de crudo en los Estados Unidos, las cuales presentaron una disminución en la
velocidad y presión de transporte debido a la acumulación de parafinas y desechos inherentes
generados por el crudo. Durante la primera mitad del siglo XX se construyeron herramien-
tas de inspección equipados con accesorios como cepillos, raspadoras, hojas afiladas y otros
dispositivos de limpieza. A partir de los años 60, producto de los avances en la electrónica se
desarrollaron las primeros equipos de inspección de tubeŕıas [5] con la capacidad de adquirir
datos para medir deformaciones, detectar obstrucciones, corrosión e irregularidades, a este
tipo de herramientas se les denominó marranos inteligentes. Estos equipos se fueron desarro-
llando para cumplir con las siguientes tareas:

Conocer el estado de la geometŕıa del tubo (abolladuras, deformidades entre otros).

Mapear la tubeŕıa (Conocer el trazado de la tubeŕıa, altimetŕıa, movimientos, deforma-
ciones).

Pérdida de Metal (detectar corrosión, medir la pérdida espesor de pared de la tubeŕıa
etc).

Agrietamiento (Medir la fatiga producida por el agrietamiento, fallas en soldaduras entre
otros).

Los primeras herramientas de inspección inteligentes fueron construidos a partir de la
técnica MFL Magnetic Flux Leakage y los datos eran almacenados en una grabadora de
cinta analógica similar a las cajas negras de los aviones, años después se desarrollaron herra-
mientas de inspección inteligente usando las técnicas inercial [7], caliper [8] , rayos X [9] y
de ultrasonido [10]. Al principio, los datos se procesaban y analizaban para medir el diámetro
interno, detectar posibles abolladuras, deformaciones y otros defectos causados en la construc-
ción de la ĺınea de transporte. Sin embargo, la tecnoloǵıa de la época, sumado a las técnicas de
análisis que empleaba la herramienta no permit́ıa encontrar todas las irregularidades correc-
tamente. En los años 90 nuevos adelantos en la electrónica y computación permiten mejorar
la precisión de las técnicas y crear herramientas con capacidad de manejar una gran cantidad
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2 CAPÍTULO 1. ESTADO DEL ARTE

de datos. Lo anterior, facilitó la detección de un mayor número de defectos (geométricos +
mecánicos) y encontrar fenómenos de corrosión.

Hoy en d́ıa, los esfuerzos computacionales se enfocan no sólo en detectar la presencia de
posibles anomaĺıas en la tubeŕıa, también en conocer la forma, longitud, profundidad, ancho,
orientación y ubicación de cada anomaĺıa. La tendencia del mercado es construir equipos que
incorporen varias de las tecnoloǵıas mencionadas. En Colombia este tipo de tecnoloǵıa co-
mienza a implementarse en el año 2003 cuando la compañ́ıa ECOPETROL decide crear un
programa de inspección para revisar 6000 kilómetros de tubeŕıas que llevaban más de 20 años
en funcionamiento [11]. Desde entonces, algunos prototipos y herramientas han sido desarro-
llados en Universidades y centros de investigación del páıs [12], [13], [14].

Entre estos desarrollos se encuentra la herramienta ITION (sigla de tecnoloǵıa para ins-
pección de tendencias inerciales y operacionales de ĺıneas de transporte de hidrocarburos)
desarrollada por la corporación para la investigación de la corrosión (CIC) , la cual, imple-
mentando la técnica inercial permite medir e identificar los datos operacionales de la tubeŕıa,
reconstruir altimetŕıa, planimetŕıa, la trayectoria sobre la topograf́ıa del suelo, localizar defec-
tos, fugas, deformidades y ubicar componentes como válvulas, magnetos entre otros y cuenta
a la fecha con aproximadamente 300 kilómetros de inspección. En el presente trabajo, se plan-
tea tomar los datos recolectados por esta herramienta y emplearlos para identificar dos (2)
tipos de elementos: soldaduras y válvulas.

1.2. Trabajos relacionados

En el campo de la inspección inteligente de tubeŕıas, las técnicas computacionales más
utilizadas para el procesamiento, análisis de datos y reconocimiento de patrones son: filtrado
de señales, modelado por elementos finitos y aprendizaje de máquina ( ver figura 1.1).

Filtrado de señales

El filtrado de señales consiste en tomar una señal analógica o digital y realizar un proce-
samiento matemático para obtener como salida una nueva señal, la cual contiene los cambios
necesarios para el análisis requerido. En este contexto, los datos (señales digitales) registra-
dos por la herramienta de inspección son descargados y almacenados, luego, si se requiere,
se aplica una serie de algoritmos de filtrado como en [3] [15] a las señales con el objeto de
eliminar posibles ruidos e interferencias.

Los filtros digitales más empleados han sido Fourier [3], Kalman [3], Wavelet [15], Savitzky-
Golay [3], mı́nimos cuadrados promedio [15] y respuesta finita al impulso [15]. El tipo de filtro
a emplearse depende de la naturaleza de los datos y el problema que se esté atacando, por
ejemplo en [3] se realizaron pruebas con tres clase de filtros para eliminar el ruido a las señales
y mejorar aśı, los resultados generados por el algoritmo de reconocimiento de soldaduras, para
ese caso, el filtro que generó el mejor rendimiento fue Savitzky-Golay. En [3] además se llega
a la conclusión de que pese a que la eficiencia del modelo mejoran sólo un 5 %, si se reduce
considerablemente el tiempo de entrenamiento, lo cual es de gran importancia si se tiene en
cuenta el volumen de datos a manejar.
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Figura 1.1: Revisión de la literatura.
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Figura 1.2: Trabajos representativos sobre aprendizaje de máquina.

Análisis por elementos finitos

El análisis por elementos finitos es empleado para estudiar el fenómeno de las abolladuras
y el agrietamiento en las paredes de las tubeŕıas, como se menciona en [16], donde por medio
de simulaciones se logra caracterizar la superficie de la tubeŕıa y hallar la orientación, longitud
y profundidad de las grietas a partir de señales registradas por una herramienta de inspección.

Aprendizaje de máquina

El aprendizaje de máquina es una parte importante del proceso de descubrimiento de
conocimiento (o KDD por sus siglas en inglés) que se refiere al proceso no-trivial de descubrir
conocimiento e información potencialmente útil dentro de datos contenidos por un repositorio
de información [1].

Con base en la revisión de la literatura, diferentes técnicas de aprendizaje se han utilizado
para el reconocimiento de patrones en tubeŕıas como en [15] donde se aplicaron técnicas de
clasificación y regresión para reconocer soldaduras. Dichas técnicas de clasificación y regresión
emplean algoritmos de análisis y procesamiento de datos como Kernelization [15], regresión
por mı́nimos cuadrados [15], máquinas de soporte vectorial [15] y redes neuronales artificia-
les [15] con el objeto de reconocer patrones que conlleven a encontrar el fenómeno estudiado.
A continuación (ver figura 1.2) se presenta un mapa que ilustra a nivel mundial los páıses
donde se están trabajando con este tipo de técnicas.

Hacia donde se orienta la investigación

Los trabajos recientes buscan hallar la ubicación, tamaño, profundidad y como lo descri-
be [15] la geometŕıa del defecto. En resumen, en el presente proyecto se construirán modelos
de aprendizaje automático con capacidad de identificar las siguientes anomaĺıas: soldaduras y
válvulas, tomando como referencia las técnicas encontradas en la literatura haciendo las adap-
taciones necesarias. Además, se aplicará una metodoloǵıa de mineŕıa de datos para garantizar
un mejor análisis de la información. Finalmente, se desarrollará un prototipo que implemente
los modelos desarrollados.
Otros tipos de anomaĺıas diferentes a las 2 mencionadas se encuentran fuera del alcance del
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proyecto debido principalmente a limitaciones de tiempo como son las abolladuras, localiza-
ción de puntos bajos y altos y demás accesorios que se encuentran sobre la tubeŕıa. Además,
para el caso de anomaĺıas como pérdida de espesor, defectos por corrosión entre otros , los
datos suministrados por la herramienta ITION en la actualidad no son suficientes para hacer
estudios como los mencionados en la literatura. Una vez la CIC desarrolle una herramienta
con tecnoloǵıa MFL o de ultrasonido se podrá identificar y clasificar estos fenómenos lo cual
abrirá la puerta para trabajos futuros.
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Caṕıtulo 2

Marco Teórico

2.1. Inspección de tubeŕıas

Una herramienta de inspección de tubeŕıas, (en inglés PIG 1 [17], también conocida como
raspatubos [18], diablo [19] o marrano [13]), es un dispositivo mecánico que se inserta y viaja
por el interior a lo largo de la longitud de una ĺınea de transporte de hidrocarburos, agua u
otro fluido con el objeto de limpiar o inspeccionar la tubeŕıa por medio de una serie de acce-
sorios como cepillos, espumas, raspadores entre otros [2]. Adicionalmente, a las herramientas
que se les adapta una serie de sensores electrónicos para registrar el estado de los tubos sin
alterar sus propiedades f́ısicas se les llama industrialmente como herramientas de inspección
inteligente de tubeŕıas 2.

Una herramienta inteligente, como se define en [5] ”es un dispositivo que insertado dentro
de un ducto, viaja a través de su extensión, impulsado por el propio fluido y puede realizar
varias funciones”, tales como eliminar los residuos presentes, medir las condiciones de ope-
ración y detectar defectos y/o anomaĺıas gracias a una serie de sensores que se encuentran
integrados en su interior (Ver figura 2.2).

En Colombia, la CIC Corporación para la Investigación de la Corrosión ha desarrollado
una herramienta de inspección de tubeŕıas denominada ITION “herramienta inteligente para
inspección y diagnóstico de ĺıneas de transporte de hidrocarburos” , la cual está formada por
dos elementos, un raspador convencional de limpieza de tubeŕıas y el dispositivo electrónico
(Ver figura 2.1). El raspador está constituido por un cuerpo metálico en el centro y un cuerpo
blando que contiene 2 grupos de discos elaborados a partir de poliuretano, dentro del centro se
ubica el dispositivo electrónico, el cual, se encuentra protegido por un encapsulado metálico.

2.2. Estudio de irregularidades en tubeŕıas

Los datos que se recogen de una herramienta de inspección inteligente son procesados y
analizados con el objeto de identificar posibles sitios dentro de la tubeŕıa con defectos, ano-
maĺıas y a su vez, ubicar los componentes o accesorios como soldaduras, válvulas y cruces, las
cuales son cruciales para el funcionamiento de la operación. Una anomaĺıa en el contexto de
la inspección de ĺıneas de transporte de hidrocarburos (según la norma API Standard 1163)
se define como una desviación no comprobada de los estándares de operación de un material,

1Pipeline Inspection Gauge
2En inglés se conoce con los nombres de Smart Pigs [20], Intelligent Pigs, Internal Inspection Devices

ó In-Line Inspection Tools [21] y en español con el nombre de marranos inteligentes [13]

7
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Figura 2.1: Herramienta de Inspección Inteligente ITION. Fuente CIC.

Figura 2.2: Herramienta de Inspección Inteligente ITION. Fuente CIC.
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Figura 2.3: Ejemplo de Válvula. Fuente CIC.

Figura 2.4: Ejemplo de Soldaduras. Fuente CIC.

recubrimiento o soldadura aplicada a una tubeŕıa. A su vez, un defecto (lo define la norma
API Standard 1163) es una anomaĺıa examinada f́ısicamente con unas dimensiones o carac-
teŕısticas que exceden los ĺımites aceptables. Existen diferentes tipos de posibles anomaĺıas
que pueden ser reconocidas a partir de los datos suministrados por una herramienta de ins-
pección, algunos de los más importantes son:

Válvula: (ver figura 2.3) es un dispositivo mecánico que sirve para iniciar, regular o de-
tener el paso de fluidos gracias a una pieza movible que permite abrir, detener o cerrar el
orificio donde se transporta el material.

Soldadura: Se le denomina soldadura metálica al metal que se utiliza para unir otros dos
metales base, en el negocio del transporte de hidrocarburos es fundamental para unir tubeŕıa
o accesorios alrededor de una ĺınea (ver figura 2.4).

Abolladura: es un daño que causa un cambio en la curvatura por deformación plástica
permanente en la pared de la tubeŕıa sin reducir el espesor, es decir, no contiene otros de-
fectos ni imperfecciones y es provocada por interferencia externa, por ejemplo golpes durante
la construcción de un ducto, vandalismo, derrumbe de tierra entre otros, ver figura 2.5 [22].
De acuerdo con un estudio realizado en Colombia, por el instituto colombiano de petróleos al
oleoducto Caño Limón Coveñas [4] mostró que el 65 % de los atentados terroristas realizados
a la infraestructura producen abolladuras y fisuras en la unión de las soldaduras en las tu-
beŕıas cercanas al sitio del atentado que de acuerdo con el grado de severidad pueden llegar
a producir fallas y en consecuencia pérdidas económicas.

Actualmente, como lo afirma [15] los avances en esta tecnoloǵıa han logrado no sólo reco-
nocer el defecto, también es posible saber sus dimensiones (largo, ancho, profundidad) y su
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Figura 2.5: Ejemplo de abolladura. Fuente CIC.

forma.

2.3. Reducción de la dimensionalidad

Es una técnica que se emplea para reducir el número de variables de entrada de un modelo
con el objetivo de eliminar posibles correlaciones que afecten el funcionamiento de los algo-
ritmos de aprendizaje. Para el caso de los algoritmos de clasificación, una ventaja de utilizar
está técnica es la disminución en el sobre ajuste, que es un fenómeno en el cual el clasificador
aprende las caracteŕısticas contingentes y no sólo las constitutivas de los datos.

2.3.1. Análisis por componentes principales

Análisis de componentes principales (PCA) es una herramienta estad́ıstica estándar en el
análisis de datos moderno, no paramétrico cuyo propósito es extraer la información relevan-
te de los conjuntos de datos confusos. Consiste en reducir el número de variables perdiendo
la menor cantidad de información posible. Los nuevos componentes serán una combinación
lineal de las variables originales e independientes entre śı y se obtienen en orden decreciente
de importancia. También puede entenderse que el análisis por componentes principales es la
búsqueda del subespacio de mejor ajuste para los datos.

2.4. Selección de atributos

La selección de atributos es una de las técnicas de mineŕıa de datos para seleccionar un
número de variables significativas de un set de datos. La función de la selección de atributos
es elegir un subconjunto de variables de entrada mediante la eliminación de caracteŕısticas
con poca o ninguna información predictiva.

2.4.1. Algoritmo CfsSubsetEval

Este algoritmo evalúa un subconjunto de atributos considerando que estos datos poseen
una habilidad predictiva individual en cada variable. Para ellos se necesitan que los subcon-
juntos de atributos estén muy correlacionados con la clase.
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Figura 2.6: Clasificación de sistemas en Inteligencia Artificial

Figura 2.7: Áreas de investigación de Inteligencia artificial.

2.5. Técnicas de inteligencia artificial

Actualmente no se tiene un concepto sólido sobre la inteligencia, ya que involucra muchos
procedimientos que aún no se comprenden en su totalidad. Dando una definición al término
inteligencia, se describe como la parte del cálculo que tiene la capacidad de cumplir metas,
esta habilidad se puede encontrar en las personas, algunos animales y máquinas. Según [23],
la inteligencia artificial es la ciencia y la ingenieŕıa de hacer máquinas inteligentes o sistemas
especialmente inteligentes.
Según [24], la inteligencia artificial se puede clasificar de acuerdo a la técnica utilizada para
resolver un problema. Ver figura 2.6

Entre las técnicas de inteligencia artificial que se usan en este trabajo se encuentran la
mineŕıa de datos y el aprendizaje de máquina. Ver figura 2.7.
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Figura 2.8: Modelo de KDD. Fuente [1]

2.5.1. Mineŕıa de datos

La mineŕıa de datos es el proceso de encontrar patrones en los datos [25], ya sea de for-
ma automática o semiautomática. En el contexto del análisis de datos para inspecciones de
tubeŕıas se ha aplicado mineŕıa de datos para detectar fugas de crudo [26] o gas [27].

En [26] se utiliza el término Data Mining por primera vez como una solución al análisis
de los grandes volúmenes de datos que son entregados por una herramienta de inspección
que almacenan un gran número de variables que a su vez contribuyen a la ubicación de esos
defectos. En el presente proyecto, para el estudio de cada uno de los patrones se utilizará la
técnica de aprendizaje supervisado porque se cuenta con un conjunto de datos organizados
para entrenamiento, cuya entrada y salida han sido validadas por un experto. Y se empleará la
mineŕıa de datos como apoyo al proceso de reconocimiento de patrones.

La mineŕıa de datos es una parte importante del proceso de descubrimiento de conoci-
miento o KDD, el cual comienza (ver figura 2.8) con obtener los datos originales, a quienes,
se les realiza selección, procesamiento y transformación para obtener unos datos que puedan
ser utilizados por modelos o algoritmos de reconocimiento de patrones aplicando mineŕıa de
datos con el fin de encontrar conocimiento.

2.5.2. Aprendizaje de máquina

Existen diferentes maneras para obtener conocimiento a partir datos, una de las formas
más empleadas es por medio de aprendizaje de máquina, la cual según [28] “puede conside-
rarse como una forma determinada de hacer que un agente que interactúa con su entorno
cambie sus parámetros internos para que pueda adaptarse a nuevas situaciones y solucionar,
a la larga, la tarea que le ha sido encomendada”. También puede entenderse como “aquellos
mecanismos, reglas, enfoques y tecnoloǵıas mediante el cual un agente puede aprender a desa-
rrollar tareas que los seres humanos realizamos de forma natural y rápida”.
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Las técnicas de aprendizaje de máquina disponibles pueden clasificarse en al menos, cuatro
grupos [29]:

Aprendizaje supervisado el cual consiste en crear una función capaz de predecir el
valor correspondiente a cualquier objeto con datos de entrada válidos a partir de datos de
entrenamiento (ejemplos etiquetados) y responder también a situaciones no vistas en el en-
trenamiento, los datos de entrenamiento se organizan por pares de objetos representados por
un conjunto de atributos de entrada y un conjunto de respuesta o salida deseado.

En el aprendizaje no supervisado se crea un modelo a partir de unos datos de entrada,
tratando a los objetos de entrada como un conjunto de variables aleatorias y sin información
validada por un experto.

El aprendizaje por optimización estocástica se refiere a todas aquellas técnicas en
las cuales el desempeño del modelo es calificado con algún ı́ndice y es necesario optimizar el
modelo con alguna heuŕıstica particular de exploración aleatoria en el espacio de soluciones.

Finalmente, el aprendizaje por refuerzo consiste en aprender a decidir, ante una situa-
ción determinada, que acción es la más adecuada para lograr un objetivo.

Redes Neuronales

Las redes neuronales artificiales RNA son modelos matemáticos que se asemejan a la
organización y funcionamiento del cerebro humano. Las ventajas que presenta este tipo de
modelo para el análisis propuesto en este trabajo son:

Aprendizaje Adaptativo: Las neuronas tienen la capacidad de adaptarse a las con-
diciones del entorno, por medio de un entrenamiento.

No linealidad: Pueden ser lineales y no lineales. Esto les permite deducir relaciones
complejas entre datos de entrada y salida.

Tolerancia a fallos: Puede soportar daños parciales en su estructura, sin afectar el
desempeño general.

Paralelismo: Pueden procesar información de forma paralela y en tiempo real, lo cual
las hace sistemas robustas, rápidas y confiables.

Capacidad de generalización: tiene la capacidad de producir respuestas acertadas a
entradas que no fueron suministradas durante el entrenamiento.

La estructura de una red neuronal artificial se compone de tres tipos de capas (Ver figura
2.9)

Capa de entrada:Reciben la información proveniente de fuentes externas a la neurona.

Capa ocultas: Son las capas que reciben de entrada los datos provenientes de capas
anteriores y cuyas salidas pueden servir de entrada a capas posteriores.

Capa de salida:Los valores de salida corresponden a las salidas de toda la red.

Para la resolución de un problema con ayuda de redes neuronales se parte de un conjunto
de datos de entrenamiento significativo, con el cual se hace que la red aprenda automáti-
camente las propiedades deseadas. Para que el entrenamiento tenga éxito, se debe tener en
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Figura 2.9: Gráfica de la estructura de una Red Neuronal.

cuenta la selección del modelo adecuado para la resolución del problema, las variables que
se tendrán en cuenta y el preprocesamiento de la información con la cual se busca formar el
conjunto de entrenamiento.

Perceptrón Multicapa

En este trabajo se utiliza una red neuronal del tipo Perceptrón multicapa. Este tipo de red
tiene la ventaja de resolver problemas en donde las entradas no son linealmente separables.
En la etapa de entrenamiento, realiza una actualización de los pesos de forma proporcional a
la diferencia entre la salida esperada y la salida obtenida. Este tipo de algoritmo también es
conocido como Backpropagation o retropropagación del error.

La retropropagación funciona de la siguiente manera: se aplica el conjunto de entrenamien-
to 3 a la entrada de la red, la cual se propaga por todas las capas hasta llegar a la capa de
salida, alĺı se realiza la comparación de la salida esperada contra la salida obtenida y se calcula
una señal de error para cada una de las salidas. Esta señal se propaga hacia atrás para todas
las neuronas de la capa oculta que contribuyen con la salida. Este proceso continua hasta que
se cumpla una de las siguientes condiciones: El error global es inferior al valor esperado, ó el
número de iteraciones es inferior a un número determinado por el programador. Estos valores
son configurados en el software WEKA junto a otros valores como: Número de neuronas en
la capa oculta, tiempo de entrenamiento, normalización de los datos, etc.

Máquinas de Vectores de Soporte

Las máquinas de soporte vectorial son otro de los algoritmos de aprendizaje supervisado
que se utiliza para clasificar patrones al enfrentar problemas de regresión y clasificación. La
máquina de soporte vectorial mapea los datos a un espacio de caracteŕısticas de n dimensiones,

3Este conjunto de entrenamiento esta formado por datos de entrada de los cuales se conoce su respectiva
salida.
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Figura 2.10: Transformación del espacio de entrada con SVM’s

donde se halla un hiperplano de separación de manera más sencilla. Se lleva a cabo por un
kernel, el cual hace una transformación de espacio de entrada en un espacio de caracteŕısticas
de mayor dimensión. Este hiperplano para el caso del uso de kernel puede ser no lineal.

El hiperplano de separación se calcula maximizando el espacio entre los patrones, este
espacio es llamado margen. Esto ayuda a que la MSV encuentre el hiperplano más óptimo
y aśı pueda tener mayor capacidad de generalización, de tal forma que al ingresar datos
diferentes a los usados durante el entrenamiento, la MSV pueda clasificarlos correctamente.
Ver figura 2.10 4.

2.6. Técnicas de validación de modelos

Para la validación de los modelos y con base en los trabajos previos [3] y [15], se emplearon
las técnicas de validación cruzada y análisis roc. Estas técnicas se apoyan en análisis estad́ısti-
cos y se usan para determinar el algorirmo más apropiado para el aprendizaje de acuerdo con
los datos suministrados.

2.6.1. Validación cruzada

También conocido como cross validation, es un método estad́ıstico que tiene por objetivo
estimar el grado de generalización de un modelo o comparar el rendimiento entre dos o más
algoritmos para encontrar el mejor con base en los datos disponibles. Consiste en subdividir
el conjunto de datos en varias partes, generalmente equivalentes en tamaño, una parte se usa
para pruebas y el restante para entrenamiento. Luego, se definen n validaciones al modelo
(ver figura 2.11) donde a medida que se hace cada validación se intercambia el conjunto de
pruebas con una parte de los de entrenamiento a fin de evaluar todos los datos y se almacena
el error producido. Finalmente, se calcula la media de todos los n errores generados.
La validación cruzada puede ser aplicada para estimar del rendimiento de un modelo, selec-
cionar un modelo o afinar los parámetros de un modelo de aprendizaje. En este proyecto se
utiliza para comparar el mejor entre dos algoritmos de clasificación implementados durante
el reconocimiento de soldaduras y válvulas.

2.6.2. Análisis ROC

Es una medida estad́ıstica que permite comparar el grado de sensibilidad contra la especi-
ficidad a las pruebas realizadas a un algoritmo de clasificación que tiene una salida binaria o

4Tomado de http://ccc.inaoep.mx/ emorales/Cursos/Aprendizaje2/node29.html
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Figura 2.11: Ejemplo Validación Cruzada.

de dos estados. La sensibilidad es la proporción entre el número de pruebas clasificadas como
positivas respecto al total de pruebas reales positivas. En este contexto, la sensibilidad mide
la capacidad de identificar correctamente un fenómeno cuando está presente. La especificidad
indica la probabilidad entre el número de pruebas clasificadas con resultado negativo sobre
el total de pruebas negativas que realmente se presentaron. Para el presente trabajo, la es-
pecificadad está relacionada con la capacidad de descartar correctamente la presencia de un
fenómeno cuando realmente no existe.

Para realizar el cálculo de la sensibilidad y la especificidad generalmente se construyen
seis grupos de variables, los verdaderos positivos (VP) o casos clasificados como éxito por
el algoritmo. Los verdaderos negativos (VN) o rechazos correctos. Falsos negativos (FN) es
decir casos en los que el algoritmo de clasificación definió como positivo y en realidad era
negativo. Falsos positivos (FP) aquellas pruebas donde la salida del algoritmo fue negati-
va pero en la realidad era positiva. Los verdaderos (V) son los casos cuya salida representa
el fenómeno a clasificar y los negativos (N) son los casos cuya salida no representa el fenómeno.

Entonces, la sensibilidad se define como los verdaderos positivos sobre el total de casos
verdaderos y la especificidad es la razón entre los verdaderos negativos sobre el total de casos
negativos.

Sensibilidad =
V P

V
(2.1)

Especificidad =
V N

N
(2.2)

Para dibujar una curva ROC sólo es necesario las razones de Verdaderos Positivos (VPR)
y de falsos positivos (FPR o también su equivalente 1-Especificidad). La VPR mide hasta
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Figura 2.12: Ejemplo de una curva ROC. Fuente [30]

qué punto el clasificador es capaz de detectar o clasificar los casos positivos correctamente, de
entre todos los casos positivos disponibles durante la prueba. La FPR define cuántos resultados
positivos son incorrectos de entre todos los casos negativos disponibles durante la prueba. En
la figura 2.12 se muestra un ejemplo de una gráfica de este tipo.
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Caṕıtulo 3

Reconocimiento del Fenómeno:
Soldaduras.

3.1. ¿Qué es una soldadura?

Descripción de la indicación:

Se le denomina soldadura al proceso mediante el cual se unen dos materiales generalmente
metales por medio de un proceso f́ısico denominado fusión. Los materiales se unen con la ayu-
da de otro tercer componente (también metálico) y como resultado se obtiene una unión fija
y resistente. Al realizar este proceso alrededor de la tubeŕıa se logra una corona o cordón de
soldadura (Figura 2.4) y esto es lo que finalmente busca detectar la herramienta de inspección.
En el negocio del transporte de hidrocarburos es fundamental para unir tubeŕıa o accesorios
alrededor de una ĺınea.

Comportamiento f́ısico:

Cuando la herramienta pasa por la soldadura, ella actúa como un obstáculo e intenta
detener su paso, gracias al fluido con el que viaja, la herramienta toma impulso y continúa
su recorrido. El fenómeno se repite dos veces a medida que cada grupo de discos de la herra-
mienta pasan por el cordón de soldaduras. La distancia entre un grupo de discos y el otro es
de 1 metro. Además en promedio la distancia entre un cordón de soldadura y otro es de doce
(12) metros.

Comportamiento de las señales:

De acuerdo con los expertos de la CIC, existen tres tipos de sensores que sirven para
detectar una soldadura, el acelerómetro, el giroscopio y el micrófono.

El acelerómetro es un dispositivo que mide los cambios de velocidad o aceleración que
experimenta el cuerpo donde esté instalado. Cuando la herramienta pasa por un cordón de
soldadura, inicialmente el sensor de aceleración registra una cáıda en su valor (desaceleración)
producida por el efecto de frenado que ocasiona el choque con la soldadura , después, cuando
el fluido impulsa la herramienta, el sensor registra una ganancia en su valor (aceleración). Los
acelerómetros por su naturaleza son susceptibles a las vibraciones y los impactos, en la herra-
mienta ITION el acelerómetro en el eje Y siempre se encuentra paralelo a la tubeŕıa, es por

19
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Figura 3.1: Efecto del paso de la herramienta a través de tres cordones de soldadura registrado
por el sensor acelerómetro.

esta razón, que al momento de revisar los datos, la magnitud de su valor es más alto que en los
otros dos ejes (x,z). En la figura 3.1, se muestra el comportamiento del sensor acelerómetro en
los tres ejes al pasar por el cordón de soldaduras de 3 tubos. El eje X de la gráfica represen-
ta el número de muestras reportados por el sensor y en el eje Y el valor de la aceleración en lsb.

El giroscopio es un dispositivo que mide los cambios en la velocidad angular que expe-
rimenta el cuerpo donde se instale. En la figura 4.5 se muestra el comportamiento de los
giroscopios en los tres componentes (X,Y,Z), el eje X de la gráfica representa el número de
muestras reportados por el sensor y en el eje Y el valor de la aceleración en lsb.

El micrófono registra los cambios en la intensidad del ruido generado cuando el cuerpo al
que se adhiere toca otras superficies. La herramienta de inspección cuenta con dos micrófo-
nos, los cuales registran el sonido producido cuando los discos de la herramienta atraviesan el
cordón de soldadura. En la figura 3.3 se muestra el comportamiento de la señal al pasar por
las soldaduras de tres tubos. En este caso, AUD1 y AUD2 representa la intensidad del sonido
generado cuando la herramienta choca con el cordón de soldadura, el eje X corresponde al
número de registros entregados por el dispositivo. Por la amplitud de la señal registrada, el
fenómeno se aprecia mejor en el micrófono 1. Lo anterior no significa que esto sea siempre
correcto. Además es importante aclarar que los dos micrófonos están en capacidad de detec-
tar los cambios en la intensidad del ruido al mismo tiempo. Para los expertos de la CIC, este
sensor es el que ofrece la mayor confianza para reconocer la soldadura.

Finalmente, en la figura 3.4 se muestra la combinación de los tres sensores con los mejores
resultados detectados por los sensores de la herramienta.
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Figura 3.2: Efecto del paso de la herramienta por tres soldaduras registrado por el sensor
giroscopio.

Figura 3.3: Efecto del paso de la herramienta por tres soldaduras registrado por el sensor
micrófono.
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Figura 3.4: Efecto del paso de la herramienta por tres soldaduras registrado por tres sensores.
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3.2. Selección y preparación de los datos

Los datos de entrada (atributos) corresponden a una inspección inteligente realizada en 15
de septiembre de 2012 a un gasoducto Colombiano que cuenta con las siguientes caracteŕısticas
técnicas:

Longitud: 36 kilómetros [km].

Diámetro nominal interno: 12 pulgadas [in].

Material de diseño de la tubeŕıa: API 5LX-65.

3000 soldaduras reconocidas por manufactura según el documento denominado “Carta
de soldaduras” (Ver Anexo 2) entregado por el propietario de la tubeŕıa.

Los datos suministrados por la Corporación para la investigación de la corrosión (CIC)
presentan las siguientes caracteŕısticas técnicas:

Extensión del archivo: .ition

Tamaño: 685 Megabyte [Mb].

Número de Registros: 2’150.874.

Tasa de muestreo: 250 registros por segundo.

Variables de entrada: cincuenta y cinco (55) asociados con la información recolectada
por los sensores del dispositivo.

Una tasa de muestreo de 250 registros por segundo significa que a medida que se desplaza
la herramienta, esta es capaz de almacenar entre 4 y 6 registros de datos por cada punto que
inspecciona.

Los atributos utilizados en la etapa de experimentación fueron seleccionados partiendo del
criterio de los expertos CIC y se muestran en la tabla 3.1.

Atributo Notación Tipo dato Unidad Valor máximo Valor mı́nimo

Giroscopio eje x Ghx Numérico lsb 6000 -6000

Giroscopio eje y Ghy Numérico lsb 6000 -6000

Giroscopio eje z Ghz Numérico lsb 6000 -6000

Aceleración eje x Ahx Numérico lsb 5454 -5454

Aceleración eje y Ahy Numérico lsb 5454 -5454

Aceleración eje z Ahz Numérico lsb 5454 -5454

Magnetómetro eje x Mhx Numérico lsb 2500 -2500

Magnetómetro eje y Mhy Numérico lsb 2500 -2500

Magnetómetro eje z Mhz Numérico lsb 2500 -2500

Audio AUD 1 Numérico lsb 99999999 -99999999

Audio AUD 2 Numérico lsb 99999999 -99999999

Distancia DIST Numérico lsb 99999999 -99999999

Tabla 3.1: Atributos seleccionados según criterio expertos CIC.

Los sensores Ahy, Ahx y Ahz corresponden al valor de la aceleración experimentado por la
herramienta en los tres ejes espaciales a medida que se desplaza por la tubeŕıa. Los sensores
Ghx, Ghy, Ghz miden los cambios en la inclinación y las vibraciones en los tres ejes espaciales.
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Figura 3.5: Ejemplo del comportamiento de los datos en presencia de una soldadura.

Los sensores Mhy, Mhx y Mhz miden el cambio en el campo magnético de la tierra en los tres
ejes espaciales. Los sensores AUD1 y AUD2 obtienen el valor del nivel de ruido que se produce
cuando la herramienta choca con la tubeŕıa. El sensor distancia mide el recorrido acumulado
por el dispositivo.

De manera experimental, se analizaron 20 soldaduras aleatoriamente (ver una muestra de
los datos de una soldaduras en la figura 3.5 ) y los siguientes fueron los comportamientos
comunes que se hallaron:

Cuando la herramienta choca con una soldadura, los canales de audio registran una
variación del nivel de ruido más alto que en los demás puntos de cada tubo.

La magnitud de la aceleración es mayor o igual antes de llegar a la soldadura. Esto
comprueba que la herramienta se ”desacelera”justo antes de chocar con la soldadura.

La magnitud de la aceleración es mayor o igual después de pasar por la soldadura. Lo
anterior significa que la herramienta acelera por un instante de tiempo después de cho-
car con la soldadura.

Finalmente, los datos fueron separados en 67 hojas de cálculo, cada hoja con 32000 regis-
tros, las cuales se guardaron en formato xls.
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Figura 3.6: Relación entre los datos de la carta de soldadura y la información suministrada
por la herramienta de inspección.

3.3. Procesamiento

Se realizó un proceso de verificación a cada hoja de cálculo con el fin de eliminar aquellos
registros que tuviesen algún valor fuera del rango de aceptación, no operación de la herra-
mienta o fueran registros duplicados. Luego, con el objeto de crear la etiqueta de clase, se
desarrolló un algoritmo que permitiera relacionar los datos de entrada con la información
suministrada en el documento carta de soldadura comparando el valor de la distancia con la
abscisa donde se localiza la soldadura (ver figura 3.6). La carta de soldadura es un archivo
que suministra el propietario de la ĺınea y contiene los puntos geográficos (en metros) donde
se encuentran las soldaduras. De esta forma, se genera una nueva columna denominada sol-
dadura, la cual, posee dos valores ’S’ si el registro corresponde a una soldadura y ’N’ si no lo
es. El algoritmo encuentra las soldaduras con un margen de error de más o menos 6 cm que es
la mı́nima distancia medida por la herramienta entre un punto y otro. De esta forma, un re-
gistro o instancia lo conforman los 12 atributos definidos por los expertos y la clase soldadura.

Para la fase de modelado y con el objeto de realizar varias pruebas para medir la esta-
bilidad del modelo, se construyen cuatro (4) conjuntos (sets) de datos para el entrenamiento
en formato csv (comma-separated values) con el siguiente número de instancias: 148, 642,
1464 y 1838. Corresponden al 2 %, 11 %, 24 % y 31 % del total de las soldaduras. Cada ar-
chivo, contienen igual número de registros con la etiqueta soldadura y con no soldadura. Las
soldaduras se eligen de forma consecutiva partiendo de la primera soldadura ubicada en la
tubeŕıa mientras las no soldaduras se escogen al azar. También, se crearon 3 conjuntos (sets)
en formato csv para la fase de pruebas usando los mismos criterios y con el siguiente número
de instancias: 138, 434 y 600. Corresponden al 2 %, 7 % y 10 % de las soldaduras disponibles.
Los datos empleados para el entrenamiento son diferentes a los seleccionados para las pruebas,
sin embargo, es importante aclarar que dentro de los datos de entrenamiento el set superior si
contiene los datos de los otros, en ese orden de ideas, el archivo con 1838 instancias contiene
las instancias de los otros archivos (1464, 642 y 148). Ese mismo criterio se aplicó para el caso
de los datos de validación.
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3.4. Modelado

Se eligieron dos técnicas de aprendizaje de máquina: redes neuronales y máquinas de vec-
tores de soporte (para una mayor comprensión de estos modelos favor dirigirse a la sección
2.5.2) con base en lo reportado en la literatura en el campo de la detección automática de
soldaduras. El software seleccionado para realizar el entrenamiento y la validación fue Weka
en su versión 3.7.9 porque es una de las herramientas software más completas para el análisis
de datos gracias a las diferentes técnicas para el pre procesamiento y modelado de datos que
implementa, adicionalmente, es muy portable porque se encuentra desarrollado con tecnoloǵıa
Java lo cual le permite correr en casi cualquier plataforma , está disponible libremente bajo
licencia GNU y sus libreŕıas se pueden integrar fácilmente en otras aplicaciones software.

Los datos para el entrenamiento del modelo se ingresaron al software Weka . Luego, como
lo sugieren los trabajos previos ( [3], [15]), se aplicó una técnica de selección de atributos
espećıficamente el algoritmo cfsSubsetEval (para una mayor comprensión de este algoritmo
dirigirse a la sección 2.4) y una técnica de reducción de la dimensionalidad: análisis por com-
ponentes principales (para una mayor comprensión de este algoritmo dirigirse a la sección 2.3)
creándose aśı dos nuevos conjuntos de datos por cada archivo de entrenamiento y de prue-
bas. En total, dado que por cada uno de los 4 conjuntos de datos originales se aplicaron los
algoritmos cfsSubsetEval y análisis por componentes principales, se construyeron doce (12)
archivos y se guardaron en formato arff (Attribute-Relation File Format).

En la figura 3.7 se muestran los diferentes archivos utilizados durante el entrenamiento,
la técnica de pre-procesamiento y los atributos más relevantes sugeridos por el algoritmo de
pre-procesamiento.

3.5. Pruebas

3.5.1. Pruebas con redes neuronales

Cada archivo se entrenó con una red neuronal del tipo perceptrón multicapa (para ma-
yor referencia acerca de redes neuronales diŕıjase a la sección 2.5.2). Después de realizar 12
pruebas, la configuración que se ajustó mejor a los datos fue la siguiente:

N neuronas en la capa de entrada (con N entre 3 y 12 neuronas).

M neuronas en la capa oculta ( con M entre 6 y 8 neuronas)

2 neuronas en la capa de salida.

En la figura 3.8 se muestra en forma de tabla las pruebas realizadas a cada archivo de
entrenamiento, la técnica de pre-procesamiento y el porcentaje de error alcanzado por el mo-
delo, usando validación cruzada y conjuntos de pruebas. Para el caso de la validación cruzada
se utilizaron 3 tipos de iteraciones (10, 20 y 40), cada tipo de iteración representa un subcon-
junto de los datos de entrenamiento que serán utilizados para validar el modelo mientras que
los conjuntos de pruebas son datos independientes, los cuales no han sido utilizados durante el
entrenamiento ni en validación cruzada, se crearon para medir el comportamiento del modelo
con datos no conocidos. Existen tres conjuntos de datos independientes con 138, 434 y 600
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Figura 3.7: Archivos empleados durante el entrenamiento.
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Figura 3.8: Pruebas realizadas a los datos de entrenamiento y su porcentaje de error.
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instancias.

Se realizaron en total 60 pruebas. Al comparar los resultados obtenidos con la validación
cruzada (cross validation) y los conjuntos de pruebas independientes se puede asegurar que el
modelo reconoce soldaduras de forma más eficiente cuando utiliza como variables de entrada
la aceleración en el eje Y, el campo magnético de la tierra en el eje Y y uno de los audios con
1838 instancias de entrenamiento, porque el porcentaje de error medido durante las pruebas
estuvo en el rango entre 3.54 y 5.15 mientras que con otras instancias como 1434 y la misma
configuración el porcentaje de error para las pruebas estuvo entre 3.21 y 8.76 y utilizando
642 instancias el porcentaje de error fue entre 2.53 y 62.6. Los resultados de estas pruebas
demuestran que el modelo clasifica mejor después de 1434 instancias entrenadas utilizando el
31 % del total de las soldaduras.

En la figura 3.9 se muestran el comportamiento del modelo durante las 60 pruebas validado
a partir de la técnica de análisis ROC. De acuerdo con estos resultados, la mayor efectividad
se obtiene con 1838 instancias usando como entrada las señales de los sensores AHY, MHY y
AUD2 porque la sensibilidad y especificidad los cuales determinan que también se reconoce
una soldadura cuando realmente existe la soldadura o lo contrario está por encima del 95 %.
No ocurre la mismo por ejemplo cuando se evaluó el modelo usando 642 instancias de entre-
namiento donde la especificidad fue inferior al 20 % o con 148 instancias de entrenamiento
donde la sensibilidad fue muy baja, inferior al 10 %. Lo anterior demuestra que es necesario
un set de datos de entrenamiento por encima de 1464 instancias para que el algoritmo de
clasificación reconozca eficientemente los datos. También es posible afirmar con los resultados
que el modelo es más preciso para reconocer soldadura en comparación con la no soldadura
porque en el 87 % de las pruebas realizadas con 1838 instancias entrenadas el valor de la
sensibilidad es mayor o igual al de la especificidad.

En la figura 3.10 se muestra la evolución en el comportamiento del modelo para todas
las instancias entrenadas al evaluarlas con el conjunto de 600 instancias independientes no
empleadas en el entrenamiento ni en validación cruzada. Al principio, cuando se usa 148
instancias de entrenamiento la red neuronal no identifica correctamente la soldadura (sensibi-
lidad del 8.5 %) , al aumentar el número de instancias la red reconoce mejor la soldadura pero
comienza a no reconocer bien las no soldaduras (especificidad del 49 %), finalmente cuando
se llega a las 1838 instancias de entrenamiento y se prueba con el archivo de 600 instancias,
la red identifica sin error las soldaduras y en 6 de los casos la NO Soldadura la clasificó como
soldadura (especifidad del 98 %). Esto comprueba que el modelo es sensible a la cantidad de
datos con la cual se entrene.

3.5.2. Pruebas con máquinas de vectores de soporte

Cada archivo se entrenó usando dos tipos de kernel: Polinomio normalizado de grado 13
y el PUK ó Pearson Universal Kernel (para mayor información sobre estos tipos de kernel
diŕıjase a la sección 2.5.2). Estos kernel se seleccionaron de acuerdo a trabajos encontrados
en la literatura como [15] y [31] donde reportan un buen desempeño de estos algoritmos para
resolver problemas de reconocimiento de defectos en soldaduras a partir de señales suminis-
tradas por herramientas de inspección inteligente.

Se realizaron pruebas con otros tipos de kernel como PolyKernel y RBFKernel que también
se mencionan en esos trabajos, pero al final fueron descartados porque durante el entrena-
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Figura 3.9: Pruebas realizadas a los datos de entrenamiento usando análisis ROC.
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Figura 3.10: Evolución en el rendimiento del modelo a medida que se entrena con más ins-
tancias.
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miento , el porcentaje de error de la salida predicha por el modelo usando estos kernels era
superior al 70 %.

Como se mencionó en la sección 3.4 se formaron inicialmente 4 archivos de datos que
contienen 148, 642, 1466 y 1838 conjuntos de instancias. Posteriormente, fue necesario crear
8 nuevos archivos durante la fase de pre procesamiento, 4 con la técnica de selección de atri-
butos y otros 4 para análisis por componentes principales, cabe aclarar que los datos de los
nuevos archivos son transformaciones de los cuatro archivos originales. Esos 12 archivos son
la entrada para los dos algoritmos de clasificación, los cuales se deferencian por el kernel
que utilizan (PUK y Polinomio normalizado de grado 13). De esta forma se construyen y
entrenan 24 casos (en este contexto, un caso corresponde a un algoritmo de clasificación que
implementa uno de los dos kernels y emplea uno de los 12 archivos de entrada). Para vali-
dar estos 24 casos se utiliza validación cruzada (cross validation) con 10, 20 y 40 iteraciones
y adicionalmente, se ejecutan pruebas con conjuntos de datos independientes los cuales no
fueron usados en el entrenamiento ni forman parte de la validación cruzada. Estos datos inde-
pendientes son archivos que contienen conjuntos de 138, 434 y 600 instancias respectivamente.

En la figura 3.11 se muestran las diferentes pruebas realizadas al modelo y el porcentaje
de error obtenido. De acuerdo con los resultados, el modelo de máquinas de soporte vectorial
reconoce con mayor eficiencia las soldaduras cuando utiliza un conjunto de 1838 instancias
con los atributos AHY, MHY y AUD2 y los kernel PUK y polinomio de grado 13 porque el
porcentaje de error durante las pruebas con validación cruzada se mantuvo entre 2.39 a 2.61
comparado con el 2.6 y 3.14 de las 1464 instancias ó el 2.8 a 3.43 de las 642 instancias. Esta
diferencia es más notoria al validar el modelo con los conjuntos de datos independientes donde
para el conjunto de entrenamiento de 1838 instancias el porcentaje de error estuvo entre el
1.67 al 4.65 comparado con el 49.8 al 50 del conjunto de 1464 instancias ó el 47 al 50 cuando
se evaluó el conjunto con 642 instancias. Lo anterior demuestra que los datos utilizados du-
rante las primeras pruebas no eran suficientes para que el clasificador realizara bien su trabajo.

En la figura 3.12 los mismos casos son analizados con la técnica de análisis ROC. De acuer-
do con estos resultados, la mayor efectividad se obtiene con el conjunto de 1838 instancias
entrenadas usando como entrada las señales de los sensores AHY, MHY y AUD2. El modelo
es más preciso para reconocer soldadura en comparación con la no soldadura y siempre se
presenta un margen de error en la sensibilidad y la especificidad inferior al cinco (5) por ciento
tanto en las pruebas con validación cruzada como con los conjunto de datos independientes.
No ocurre lo mismo por ejemplo, cuando se utilizaron 1464 instancias o 642 y se validaron con
datos independientes. En dichas pruebas, el porcentaje de error de la especifidad fue muy alto
cercano al 100, en consecuencia, el modelo tiene problemas para identificar correctamente las
no soldaduras y se debe probablemente al tamaño de los datos empleados hasta ese momento.

En la figura 3.13 se muestra la evolución en el comportamiento del modelo para todas
las instancias entrenadas frente a las 600 instancias de pruebas. Al usar el conjunto de 148
instancias para el entrenamiento la máquina de soporte vectorial no identifica correctamente
la NO soldadura con una tasa de error del 100 %, al aumentar el número de instancias la
máquina de soporte reconoce mejor la NO soldadura (pasa de 0 a 85 %), finalmente cuando
se llega al conjunto con 1838 instancias de entrenamiento y se prueba con el archivo de 600
instancias, la máquina de soporte identifica las soldaduras correctamente exceptuando un caso
si se utiliza el kernel PUK y dos casos con el kernel polinomio de grado 13. Respecto a las no
soldaduras, se presentan 3 casos donde el clasificador no reconoce correctamente la instancia
para los dos kernels.
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Figura 3.11: Resultados obtenidos para los modelos de máquinas de vectores de soporte.
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Figura 3.12: Pruebas realizadas a los datos de entrenamiento usando análisis ROC.
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Finalmente, si se unen los mejores resultados de cada técnica (ver tabla de la figura 3.14),
se puede concluir que es posible reconocer de forma automática las soldaduras utilizando re-
des neuronales y máquinas de vectores de soporte y el modelo es más eficiente si se reduce el
número de atributos a AHY, MHY y AUD2 comparado con el total de los atributos de entra-
da. Lo anterior contradice la opinión de los expertos quienes también utilizan los giroscopios
como medio para reconocer soldaduras.

3.6. Discusión

- Como se mencionó en la sección anterior, luego de validar los modelos desarrollados con
varios conjuntos de datos, se encontró que para algunas instancias los modelos no identifi-
caron correctamente el fenómeno de la soldadura. En la figura 3.15 se muestra los registros
que fallaron para el conjunto de 600 instancias, la salida real y las salidas predichas por los
modelos. Durante la evaluación de las instancias número 77, 78 y 86 todos los modelos fa-
llaron. La razón más probable para que se presente este error, es porque en esos registros el
valor del audio está más cercano a valores donde se halla ubicada la soldadura que a valores
cuando no hay soldadura (ver tabla figura 3.16). Lo anterior demuestra que los modelos de
identificación de soldaduras son sensibles a la información que la herramienta de inspección
recopila en el sensor audio. Para las instancias 595, 596 y 597 el modelo que utiliza redes
neuronales puede estar clasificando esas instancias como soldaduras porque los valores de
aceleración donde no hay presencia de soldadura se encuentran entre -41 y 90, sin embargo
para estas instancias los valores de la aceleración se encuetran por fuera de este rango donde,
según los datos debeŕıa existir soldadura. Para las instancias 147 y 322 no se encontró por
inspección visual un argumento para explicar porque el modelo de máquinas de vectores de
soporte generó ese resultado generado, lo cual implica que depende de la naturaleza de ca-
da kernel para separar los datos de tal forma que reconozca una soldadura o una no soldadura.

- Con base en los resultados obtenidos, se puede afirmar que los dos modelos desarrollados
permiten reconocer una soldadura de manera eficiente utilizando sólo 3 de los 12 variables
de entrada. Lo anterior implica una reducción en el tiempo de procesamiento y análisis que
será notoria en la medida que se procese una gran cantidad de datos.

- Los atributos que ofrecieron un mejor rendimiento para los modelos desarrollados fueron
la aceleración y la variación del campo magnético en el eje Y aśı como uno de los sensores de
audio. La herramienta de inspección inteligente se encuentra configurada de tal forma que el
eje paralelo a la dirección del fluido es el eje Y. Esto coincide con lo que apriori los expertos
de la CIC hab́ıan identificado. No obstante, a medida que se aumentaba el número de datos,
la información del giroscopio en los tres ejes no fue clasificado por el algoritmo de selección
de atributos como representativa y fue en estos conjuntos donde se obtienen los mejores re-
sultados del modelo. Dicho hallazgo contradice la opinión de los expertos, quienes tienen en
cuenta esta información durante su proceso de análisis. La razón por la cual el modelo sólo
utiliza uno de los sensores de audio se debe a que los dos miden lo mismo y en consecuencia
los valores que almacenan son similares.

- Con base en los resultados, se demuestra que es posible reconocer de forma automática
los sitios donde se localizan las soldaduras en una tubeŕıa, lo anterior permitirá a los experto
de la CIC contar con una herramienta de apoyo que facilite la toma de decisiones. Sin embar-
go, como los modelos desarrollados poseen un margen de error, queda a criterio del experto
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Figura 3.13: Resultados análisis ROC para 600 instancias.
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Figura 3.14: Mejores resultados del modelo aplicando las dos algoritmos de clasificación.
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Figura 3.15: Instancias donde los modelos no reconocieron correctamente la soldadura.

Figura 3.16: Ejemplo de instancias donde se presenta soldadura y no soldadura.
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definir en esos casos de acuerdo con su experiencia y la información de diseño de la ĺınea, si
el punto posee o no soldadura.

- Respecto al estado del arte se puede afirmar que si bien los trabajos de [3] y [15] resuelven
un problema con un contexto diferente y también con otro tipo de tecnoloǵıa, es posible usan-
do la tecnoloǵıa inercial que implementa la herramienta de inspección inteligente desarrollada
por la corporación para la investigación de la corrosión identificar las soldaduras con una tasa
de éxito comparable con la reporta por esos trabajos.

- La industria podrá verse beneficiada de los resultados en la medida que la CIC pueda
entregar los informes de inspección de forma más oportuna. Esta fuera del alcance del presente
trabajo medir el tiempo que se ahorra en el análisis de los datos de la inspección, lo que si se
puede garantizar dado los resultados obtenidos es que el tiempo empleado durante los análisis
de soldaduras será menor al que realiza en la actualidad.
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Caṕıtulo 4

Reconocimiento del Fenómeno:
Válvulas

4.1. ¿Qué es una válvula?

Descripción de la indicación

Una válvula es un dispositivo mecánico que se utiliza para iniciar, regular o detener el
paso de fluidos gracias a una pieza movible la cual facilita la manipulación del orificio donde
se transporta el material. En la industria del transporte de hidrocarburos funcionan diferentes
tipos de válvulas, las más utilizadas en Colombia son las de tipo bola y las de tipo cheque o
anti retorno.

Las válvulas tipo bola poseen un mecanismo de regulación en forma de esfera perforada,
de tal forma que al girar permite el paso del fluido cuando la perforación se encuentra alienada
con la entrada y la salida de la válvula. Las válvulas tipo anti retorno o cheque poseen una
compuerta metálica a la entrada (ver figura 4.1) que abre en el sentido por el que viaja el
fluido que transporta la tubeŕıa y tienen por objeto cerrar por completo el paso del fluido en
circulación en un solo sentido, son útiles para cortar el servicio en caso que se requiera.

Comportamiento f́ısico

Las válvulas de bola por lo general, se encuentran presentes al inicio y final del recorrido
de la inspección, por regulación, si la distancia del recorrido es mayor a 20 km o se presenta
una conexión entre ĺıneas, es posible encontrar al menos otra válvula de este tipo justo en el
punto donde se conectan o en un punto cercano a la mitad de la longitud de la tubeŕıa.

Cuando se instala una válvula de este tipo en la tubeŕıa, debido a que todos sus com-
ponentes son metálicos y ocupan un volumen considerable dependiendo del diámetro de la
tubeŕıa, se genera un aumento en la cantidad de metal que altera las propiedades del campo
magnético de la tierra. Por lo tanto, los sensores magnéticos de la herramienta reconocen
esos cambios y lo registran. Además, para acoplar la válvula a la tubeŕıa se requiere aplicar
soldadura, cuando la herramienta pasa, choca contra las soldaduras y los sensores de audio
registran la variación generada.

El comportamiento de la herramienta es diferente cuando se encuentra con válvulas de
bola ubicadas al inicio y final del recorrido comparado con una válvula de bola ubicada en otra

41
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Figura 4.1: Tipos de válvulas empleadas en la industria del transporte de hidrocarburos. Fuen-
te fotos CIC y esquemas [2]

región de la tubeŕıa debido a las diferencias de presión la cual es más alta en los extremos que
en los demás puntos de la ĺınea. Esto produce un desplazamiento más fuerte en los extremos
y mayor número de vibraciones producto del choque del dispositivo con los componentes que
conforman la válvula.

Cuando la herramienta pasa por una válvula anti retorno, ella actúa como un obstáculo
e intenta detener su paso, gracias al fluido con el que viaja, la herramienta gana impulso y
continúa su recorrido. Si la compuerta se encuentra cerrada, la herramienta necesariamente
debe chocar produciendo un ruido que es captado por el sensor de micrófono, en una magnitud
muy superior al de una soldadura.

Comportamiento de las señales:

De acuerdo con los expertos de la CIC, existen cuatro tipos de sensores que sirven para
detectar una válvula, el acelerómetro, el giroscopio, la presión y el micrófono. Sin embargo,
el comportamiento de la señal es diferente si la válvula se encuentra ubicada en los extremos
o en otro punto de la ĺınea.

El acelerómetro es un dispositivo que mide los cambios de velocidad o aceleración que
experimenta el cuerpo donde esté instalado. Al comparar el comportamiento de la aceleración
cuando la herramienta pasa por válvula que se encuentra en los extremos (ver figura 4.2)
con una válvula ubicada en otro sitio (ver figura 4.2 ), se observa que existen dos tipos de
comportamiento, en el primero se presenta un cambio brusco seguido por pequeñas varia-
ciones por una distancia que sobrepasa la longitud de la válvula, en el segundo en cambio
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Figura 4.2: Efecto del paso de la herramienta a través de una válvula ubicada al inicio o fin
de una ĺınea de transporte registrado por el sensor de aceleración.

Figura 4.3: Efecto del paso de la herramienta a través de una válvula ubicada al inicio o fin
de una ĺınea de transporte registrado por el sensor de aceleración.

se nota claramente cuatro puntos con cambios muy similares sólo sobre la región de la válvula.

El giroscopio es un dispositivo que mide los cambios en la velocidad angular que experi-
menta el cuerpo a medida que se desplaza por la tubeŕıa. Al comparar las figuras (4.4 y 4.5)
se observa que para el caso de la válvula ubicada en un extremo de la ĺınea el comportamiento
es en forma de montaña, el problema es que unos metros después ese mismo comportamiento
se repite de forma más pronunciada, mientras que para el caso de la válvula ubicada a lo largo
de la ĺınea la señal que registra la herramienta es en forma de dos montañas, con la primera
más alta que la segunda.

El micrófono registra los cambios en la intensidad del ruido generado cuando el cuerpo
al que se adhiere toca la superficie de la tubeŕıa. La herramienta de inspección cuenta con
dos micrófonos, los cuales registran el sonido producido cuando los discos de la herramienta
atraviesan la válvula. Al comparar las figuras (4.6 y 4.7) se observa que en el primer caso
existe una variación prolongada de cambios bruscos en la señal, la cual no se debe totalmente
a la presencia de la válvula, mientras en el segundo caso la variación se presenta sólo en el

Figura 4.4: Efecto del paso de la herramienta por una válvula ubicada en un extremo de la
ĺınea de transporte registrado por el sensor giroscopio.
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Figura 4.5: Efecto del paso de la herramienta por una válvula ubicada a lo largo de la ĺınea de
transporte registrado por el sensor giroscopio.

Figura 4.6: Efecto del paso de la herramienta por una válvula ubicada en los extremos de la
ĺınea registrado por el sensor micrófono.

Figura 4.7: Efecto del paso de la herramienta por una válvula ubicada a lo largo de una ĺınea
registrado por el sensor micrófono.
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punto donde está ubicada la válvula.

Partiendo del análisis de las señales con las cuales el experto reconoce una válvula se puede
afirmar que existen dos tipos de comportamientos uno si la válvula se localiza en los extremos
de la ĺınea y otro si la válvula se encuentra a lo largo.

4.2. Selección y preparación de los datos

Los datos de entrada (atributos) corresponden a seis inspecciones inteligentes realizada
durante los años 2009 a 2012 a tres gasoductos colombianos que cuenta con las siguientes
caracteŕısticas técnicas (ver tabla 4.1):

Caracteŕıstica Gasoducto 1 Gasoducto 2 Gasoducto 3

Longitud [km] 35.8 23.8 110.4

Diámetro nominal interno [in] 24 20 20

# Válvulas 3 3 4

Total válvulas registradas 6 6 8

Año inicio operación 1990 2000 2000

Tabla 4.1: Caracteŕısticas de cada gasoducto

Los datos suministrados por la Corporación para la investigación de la corrosión (CIC)
presentan las siguientes caracteŕısticas técnicas (ver tabla 4.2):

Caracteŕıstica Gasoducto 1 Gasoducto 2 Gasoducto 3

Extensión del archivo ition ition ition

Tamaño [Mb] 131 129 685

# Registros 418.363 2’150.874 1’279.886

Variables de entrada 55 55 55

Tabla 4.2: Caracteŕısticas del archivo fuente

Los atributos utilizados en la etapa de experimentación fueron seleccionados partiendo del
criterio de los expertos CIC y se muestran en la tabla 4.3.

Los sensores Ahy, Ahx y Ahz corresponden al valor de la aceleración experimentado por la
herramienta en los tres ejes espaciales a medida que se desplaza por la tubeŕıa. Los sensores
Ghx, Ghy, Ghz miden los cambios en la inclinación y las vibraciones en los tres ejes espacia-
les. Los sensores Mhy, Mhx y Mhz miden el cambio en el campo magnético de la tierra en
los tres ejes espaciales. Los sensores PRES1 y PRES2 registran la presión a la cual viaja la
herramienta. Los sensores AUD1 y AUD2 obtienen el valor del nivel de ruido que se produce
cuando la herramienta choca con la tubeŕıa. El sensor DIS registra el desplazamiento de la
herramienta a lo largo de la tubeŕıa.

Como se mencionó en la sección 4.1 existen dos tipos de comportamientos en los datos.
Sin embargo, después de realizar una revisión a los históricos de inspección suministrada por
la CIC no se encontró suficiente información para generar dos tipos de archivos de datos que
permieran crear dos modelos uno para válvulas en los extremos y otro para válvulas a lo largo
de la ĺınea, por está razón se construyó sólo un archivo de datos.
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Variable Notación Tipo dato Unidad Valor máximo Valor mı́nimo

Aceleración
eje X

Ahx Entero Lsb 5454 -5454

Aceleración
eje Y

Ahy Entero Lsb 5454 -5454

Aceleración
eje Z

Ahz Entero Lsb 5454 -5454

Giroscopio eje
X

Ghx Entero Lsb 6000 -6000

Giroscopio eje
Y

Ghy Entero Lsb 6000 -6000

Giroscopio eje
Z

Ghz Entero Lsb 6000 -6000

Magnetóme-
tro eje X

Mhx Entero Lsb 2500 -2500

Magnetóme-
tro eje Y

Mhy Entero Lsb 2500 -2500

Magnetóme-
tro eje Z

Mhz Entero Lsb 2500 -2500

Presión PRES1 Entero Lsb 2000 0

Presión PRES2 Entero Lsb 2000 0

Audio AUD1 Entero Lsb 99999999 -99999999

Audio AUD2 Entero Lsb 99999999 -99999999

Distancia DIS Flotante m 99999999 0

Tabla 4.3: Atributos seleccionados para reconocer una válvula según criterio de expertos

La información se recolectó de forma secuencial comenzando por los registros ubicados
antes de la válvula, luego los datos correspondientes a la válvula y finalizando con los regis-
tros después de la válvula. Los datos fueron separados en 20 hojas de cálculo (una por cada
válvula) y cada hoja en promedio con 159 registros, las cuales se guardaron en formato xls.

4.3. Procesamiento

Se realizó un proceso de verificación a cada hoja de cálculo con el fin de eliminar aquellos
registros que tuviesen algún valor fuera del rango de aceptación , registros duplicados o regis-
tros cuando la herramienta no se encontrara funcionando. Luego se continuó con la creación
de la etiqueta de clase denominada válvula, la cual se le asignó dos posibles valores ’S’ si el
registro corresponde a la válvula y ’N’ si no lo era. Para asignar el valor a la etiqueta fue
necesario tomar los documentos entregados por el propietario del gasoducto,localizar el punto
donde se encuentra instalada la válvula y marcar con una ’S’ ese registro en el archivo de da-
tos, a los demás registros se marcó con ’N’. Adicionalmente, se asumió un margen de un metro
como la región donde se encuentra la válvula. Lo anterior porque la ubicación suministrada
por el propietario del gasoducto en algunos casos no es exacta, por ejemplo para la empresa la
válvula esta en el posición Km 100+ 50 m. Como la herramienta captura datos cada 6 cm, el
experto no sab́ıa exactamente el punto dentro del Km 100 + 50 m donde está la válvula, pero
de acuerdo con los datos, la region del Km 100 + 50 m al Km 100 + 51m registra cambios
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que son reconocidos de forma visual y permiten reconocer la válvula. También, fue necesario
asumir esta hipótesis para aumentar el número de instancias positivas. Un registro o instancia
para la válvula lo conforman los 14 atributos definidos por los expertos y la clase válvula.

Para la fase de modelado y con el objeto de realizar varias pruebas para medir la estabili-
dad del modelo, se construyen dos (2) conjuntos (sets) para el entrenamiento en formato csv
(comma-separated values) con el siguiente número de instancias: 140, 244. Corresponden al
60 % y 80 % del total de las válvulas. El primer set de datos contiene 46 instancias clasificadas
como válvulas y 94 instancias que son NO válvulas. En el segundo set de datos 87 instancias
se clasifican como válvulas y 157 son NO válvulas. También, se crearon 2 conjuntos (sets) en
formato csv para la fase de pruebas que contienen 60 y 94 instancias distribuido de la siguien-
te forma: El conjunto de 60 instancias contiene 21 registros clasificados como válvulas, 39
clasificados como NO válvulas. El conjunto de 90 instancias contiene 34 registros clasificados
como válvulas y 56 clasificados como NO válvulas.

Los datos empleados para el entrenamiento son diferentes a los seleccionados para las
pruebas, sin embargo, es importante aclarar que dentro de los datos de entrenamiento el set
de 244 si contiene los datos del set de 140. Ese mismo criterio se aplicó para el caso de los
datos de validación.

4.4. Modelado

Se construyen dos modelos para la detección automática de válvulas a partir de la infor-
mación suministrada, aplicando dos técnicas de aprendizaje de máquina: redes neuronales y
máquinas de vectores de soporte (para una mayor comprensión de estos modelos favor diri-
girse a la sección 2.5.2). La razón por la cual se utilizaron estas dos técnicas se debe a que
la información de entrada es casi la misma utilizada para el reconocimiento de soldaduras
donde se obtuvieron buenos resultados, desafortunadamente, en la revisión de la literatura no
se encontraron trabajos relacionados que ofrecieran una gúıa al respecto.

El software seleccionado para realizar el entrenamiento y la validación fue Weka en su ver-
sión 3.7.9 porque es una de las herramientas software más completas para el análisis de datos
gracias a las diferentes técnicas para el pre procesamiento y modelado de datos que implemen-
ta, adicionalmente, es muy portable porque se encuentra desarrollado con tecnoloǵıa Java lo
cual le permite correr en casi cualquier plataforma , esta disponible libremente bajo licencia
GNU y sus libreŕıas se pueden integrar fácilmente en otras aplicaciones software. Los datos
para el entrenamiento y las pruebas se ingresaron al software Weka . Luego, siguiendo el mis-
mo procedimiento utilizado para la detección las soldaduras, se aplicó la técnica de selección
de atributos (aplicando el algoritmo CfsSubsetEval) y reducción de la dimensionalidad (PCA)
creándose aśı dos nuevos conjuntos de datos por cada archivo de entrenamiento y de pruebas.
En total se crearon seis (6) archivos y se guardaron en formato arff (Attribute-Relation File
Format).

La tabla 4.4 se muestran los diferentes archivos utilizados durante el entrenamiento, la
técnica de pre-procesamiento y los atributos de entrada.
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PRUEBA Técnica pre-
procesamiento

Atributos relevan-
tes de acuerdo con
el algoritmo de pre-
procesamiento

140 instancias Ninguno GHX, GHY, GHZ, AHX,
AHY, AHZ MHX, MHY,
MHZ, PRES1, PRES2 ,
AUD1, AUD2.

140 instancias CfsSubsetEval GHY, GHZ, AHY, MHY,
MHZ, AUD1, AUD2.

140 instancias PCA

244 instancias Ninguno GHX, GHY, GHZ, AHX,
AHY, AHZ MHX, MHY,
MHZ, PRES1, PRES2 ,
AUD1, AUD2.

244 instancias CfsSubsetEval GHY, GHZ, AHY, MHY,
MHZ, AUD1, AUD2.

244 instancias PCA

Tabla 4.4: Atributos más relevantes para el reconocimiento de válvulas.

4.5. Pruebas y discusión

4.5.1. Pruebas con redes neuronales

Cada archivo se entrenó con una red neuronal del tipo perceptrón multicapa (para conocer
más acerca de este modelo favor dirigirse a la sección 2.5.2). Después de realizar 6 pruebas,
la configuración que se ajustó mejor a los datos fue la siguiente:

N neuronas en la capa de entrada (con N entre 7 y 14 neuronas).

M neuronas en la capa oculta ( con M entre 4 y 8 neuronas)

2 neuronas en la capa de salida.

En la figura 4.8, se muestra las pruebas realizadas a cada archivo de entrenamiento, la
técnica de pre procesamiento y el porcentaje de error alcanzado por el modelo, usando va-
lidación cruzada y conjuntos de pruebas. Para el caso de la validación cruzada se utilizaron
3 tipos de iteraciones (10, 20 y 40) mientras que los conjuntos de pruebas constan de 60,
94 instancias. El primero contiene 21 instancias clasificadas como válvulas y 39 como NO
Válvulas. En el segundo conjunto independiente posee 34 instancias clasificada como válvula
y 60 instancias como NO válvula.

Partiendo de los resultados obtenidos en la validación cruzada y los conjuntos de pruebas
se puede concluir que el modelo reconoce válvulas de forma más eficiente cuando se aplica
pre procesamiento con las variables de entrada GHY, AHY, MHY, AUD1 y AUD2. Además,
al comparar los resultados por set de datos se aprecia una mejora en la tasa de éxito del cla-
sificador entre el 5 y 20 % cuando se utiliza técnicas de selección de atributos. Esto significa
que existen datos poco representativos los cuales impiden al algoritmo de entrenamiento que
utiliza redes neuronales clasificar correctamente todas las instancias.
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Figura 4.8: Pruebas realizadas a los datos de entrenamiento y su porcentaje de error.
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Figura 4.9: Pruebas realizadas a los datos de entrenamiento usando análisis ROC.
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En la figura 4.9, se muestra el comportamiento del modelo validado a partir de la técnica
de análisis ROC. De acuerdo con estos resultados, la mayor efectividad se obtiene con 244
instancias usando como entrada las señales de los sensores GHY, GHZ, AHY, MHY, MHZ,
AUD1 y AUD2. El modelo es más preciso para reconocer las no válvulas comparado con
las válvulas. Al analizar el comportamiento del modelo con cada conjunto de entrenamiento
usando técnicas de pre procesamiento contra los datos originales, se puede afirmar que el al-
goritmo mejora la especificidad, es decir la probabilidad de encontrar eficientemente los casos
clasificados como negativos, pero disminuye la sensibilidad por tanto la probabilidad de en-
contrar exitosamente los casos catalogados como positivos es menor cuando el modelo pierde
información usando técnicas de selección de atributos o reducción de la dimensionalidad.

En la figura 4.10 se muestra el comportamiento del modelo para todas las instancias entre-
nadas frente a las 94 instancias de pruebas. Al usar las 140 instancias y la técnica de selección
de atributos, la red neuronal sólo identifica en un cincuenta por ciento de forma correcta la
válvula , al aumentar el número de instancias a 244 instancias y la técnica de selección de
atributos se presenta un crecimiento al 61.76 % en la precisión para el reconocimiento de la
válvula, sin embargo este valor sigue estando lejos del 100 %. Para el caso de las no válvulas,
el modelo reconoce las no válvulas con un margen de error entre el 4 y 2 %.

4.5.2. Pruebas con máquinas de vectores de soporte

Cada archivo se entrenó usando dos tipos de kernel: Polinomio normalizado de grado 13
y el PUK ó Pearson Universal Kernel (para mayor información sobre estos tipos de kernel
diŕıjase a la sección 2.5.2)se seleccionaron estos dos kernels con base en los resultados obteni-
dos durante el trabajo realizado para soldaduras tomando como referencia que la información
de entrada era practicamente la misma. También se realizaron pruebas con otros tipos de
kernel(como PolyKernel o RBFKernel)pero los resultados obtenidos no fueron significativos
por lo tanto se descartaron.
Luego se estimó el error del modelo por medio de validación cruzada (cross validation) con
10, 20 y 40 iteraciones y conjuntos de pruebas de 60 y 94 instancias.

En la figura 4.11 se muestran las diferentes pruebas realizadas al modelo y el porcentaje de
error obtenido. De acuerdo con los resultados, el modelo de máquinas de vectores de soporte
clasifica con mayor eficiencia las válvulas cuando utiliza 244 instancias con todos los atribu-
tos utilizando el kernel PUK. Al comparar las pruebas por cada conjunto de datos, se puede
afirmar que en principio si se utilizan técnicas de pre procesamiento y se evalua el algoritmo
con validación cruzada el modelo posee un margen de error más bajo con menos variables de
entrada. Sin embargo, al emplear conjuntos no entrenados los resultados de las pruebas reali-
zadas al algoritmo que ha sido pre procesado son menos eficientes que si se utilizan todas las
variables de entrada. Lo anterior, podŕıa suponer que haŕıa falta más información de entrena-
miento para garantizar que el algoritmo de clasificación funcione mejor usando técnicas de pre
procesamiento. Desafortunadamente, en este momento no se cuenta con los datos necesarios
para validar esta hipótesis.

En la figura 4.12 los mismos resultados son analizados con la técnica de análisis ROC.
De acuerdo con estos resultados, la mayor efectividad se obtiene con 244 instancias usando
todas las variables de entrada. El modelo es más preciso para reconocer una no válvula en
comparación con la válvula porque en el 95 % de las pruebas el valor de la especificidad fue
mayor comparado con la sensibilidad.
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Al comparar los resultados de las pruebas par cada set de entrenamiento, es posible hacer
la siguiente afirmación: usando evaluación cruzada, la sensibilidad y especificidad es mayor
cuando se utilizan técnicas de pre procesamiento. No obstante cuando el modelo se evalua
con datos independientes, el algoritmo de reconocimiento presenta dificultad para identificar
correctamente una válvula y este problema es más notorio cuando se utilizan técnicas de
pre procesamiento. Lo anterior confirma que con la información que se cuenta, no es posible
disminuir el número de variables sin que se pierde eficiencia a la hora de reconocer una válvula.

En la figura 4.13 se muestra la evolución en el comportamiento del modelo para todas
las instancias entrenadas frente a las 94 instancias de pruebas. Al usar las 140 instancias la
máquina de soporte vectorial no identifica correctamente las NO válvulas (especificidad de
65 %), al aumentar el número de instancias a 244 la máquina de soporte reconoce mejor la
NO válvula, aunque se pierde precisión al reconocer la válvula (sensibilidad entre 58 y 85 %
comparado con una sensibilidad entre el 70 y 85 % para el caso de las 144 instancias). Existe
usando todos los atributos y el kernel PUK, 5 casos de falsos negativos, es decir instancias que
están etiquetadas como no válvulas y el modelo las reconoce como válvulas y 3 casos de falsos
positivos, registros etiquetados como NO válvulas y el modelo las reconoce como válvulas.

Finalmente, si al unir los mejores resultados de cada técnica (ver tabla de la figura 4.14), se
puede afirmar que es posible reconocer de forma automática las válvulas utilizando máquinas
de vectores de soporte y el modelo es más eficiente si se emplean todos los atributos de entrada
con un kernel PUK con una sensibilidad del 85.29 % y especificdad del 95 %.

4.5.3. Discusión

- Con base en los resultados obtenidos, se puede afirmar que el modelo que implementa
máquinas de vectores de soporte con kernel PUK posee un mejor desempeño para reconocer
válvulas con una sensibilidad del 85.29 % y especificidad del 95 % comparado con el modelo
de redes neuronales, el cual posee una sensibilidad del 61.78 % y especificidad del 96.6 % .
No obstante, es importante revisar con detalle las pruebas para analizar las instancias que no
fueron clasificadas correctamente. En la figura 4.15 se muestra un ejemplo de una instancia
que fue clasificada como falso negativo, como se aprecia, todos los valores ubicados desde
la posición 17729.2 hasta 17729.9 corresponden a una misma válvula, aśı que si la instancia
ubicada en la posición 17729.77 no fue clasificada correctamente el experto puede asumir sin
llegar a equivocarse que la válvula está en ese punto. Lo anterior, garantiza una mayor con-
fianza en el modelo. No ocurre lo mismo con las instancias catalogadas como falsos positivos.
Es necesario realizar un estudio más profundo sobre este tema una vez se cuenta con más
información para entrenar.

- Con base en los resultados, se demuestra que es posible reconocer de forma automática
los sitios donde se localizan las válvulas en una tubeŕıa, lo anterior permitirá a los experto de
la CIC contar con una herramienta de apoyo que facilite la toma de decisiones. Sin embargo,
como los modelos desarrollados poseen un margen de error, queda a criterio del experto definir
para los puntos donde el modelo clasifica como válvula y no existe registro de la empresa. En
esos casos, el experto podŕıa apoyarse en la forma como se delimitó la válvula en el modelo,
la cual considera la agrupación de varios registros consecutivos.

- La industria podrá verse beneficiada de los resultados en la medida que la CIC mejore
el modelo agregando información de nuevas inspecciones. De acuerdo con estudios realizados
por Ecopetrol el hurto de combustible representa pérdidas anuales de alrededor de 11 millones
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de dólares.
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Figura 4.10: Resultados análisis ROC para 94 instancias.
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Figura 4.11: Resultados obtenidos para los modelos de máquinas de vectores de soporte.
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Figura 4.12: Pruebas realizadas a los datos de entrenamiento usando análisis ROC.
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Figura 4.13: Resultados análisis ROC para 94 instancias.
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Figura 4.14: Mejores resultados RNA y SMO.
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Figura 4.15: Análisis de un caso de falso negativo en la identificación de válvulas.
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Caṕıtulo 5

Conclusiones

A continuación se presentan las conclusiones del trabajo realizado:

Las pruebas realizadas confirman que es posible identificar de forma automática sol-
daduras y válvulas usando técnicas de aprendizaje de máquina y de mineŕıa de datos
logrando una eficiencia entre el 98 al 99 porciento para el caso de las soldaduras y en-
tre el 82 al 90 porciento en las válvulas. Gracias a estos resultados es posible diseñar
herramientas software que implementen dichas técnicas y le sirva como apoyo para el
análisis de datos en menor tiempo eliminando aśı tareas manuales y repetitivas como se
desarrollan en la actualidad.

Con base en los resultados obtenidos se puede concluir que para reconocer una sol-
dadura en tubeŕıas que transportan gas con la herramienta de inspección inteligente
desarrollada por la CIC sólo es necesario las señales obtenidas de los siguientes sensores:
acelerómetro, magnetómetro en el eje Y y uno de los sensores de audio. Para el caso de
la válvula se requiere la información suministrada por el giroscopio, el acelerómetro y
el magnetómetro en el eje Y junto con los dos sensores de audio y los sensores de presión.

Para el caso de la identificación de soldaduras, el uso de algoritmos de selección de
atributos sirvió para reconocer de forma más eficiente el fenómeno. Además,el uso de
este tipo de tecnicas representa un ahorro de operaciones computacionales que puede
ser representativo en la medida que se analicen un gran volumen de datos.

Se desarrolló un modelo para reconocer de forma automática soldaduras y válvulas en
tubeŕıas que transportan hidrocarburos utilizando datos de una herramienta de inspec-
ción inteligente con tecnoloǵıa inercial, de la cual, no se tienen trabajos reportados en
la literatura.
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Caṕıtulo 6

Trabajos Futuros

Como se mencionó en las secciones 3.6 y 4.5.3 se requiere validar los modelos de reco-
nocimiento de soldadura y válvula con datos de nuevas inspecciones donde por ejemplo
exista variación en el diámetro, el material de la tubeŕıa, la edad, el tipo fluido que
transporta entre otros factores para medir el grado de sensibilidad del modelo.

Continuar trabajando en la identificación de otros fenómenos como las abolladuras, fu-
gas, puntos bajos y altos a lo largo de la ĺınea de transporte, magnetos entre otros.
Los cuales son importantes para el correcto funcionamiento de las ĺıneas de transporte
de hidrocarburos y pueden ser reconocidos con la tecnoloǵıa inercial utilizada por la
herramienta de inspección inteligente de la CIC. Adicionalmente se encuentra en fase
de desarrollo una nueva herramienta de inspección que combina las tecnoloǵıas iner-
cial y MFL, lo anterior abre las puertas para que se haga investigación en áreas como
la detección de defectos, pérdida de espesor de pared, problemas de corrosión entre otros.

Para mejorar la eficiencia en el reconocimiento de válvulas se sugiere clasificar las válvu-
las entre las de inicio y fin de la ĺınea de transporte y las del medio y construir modelos
por separado, porque como se menciona en 4.1 y en 4.5.3, el hecho que la herramienta
se comporte diferente y los datos no cumplan con un único patrón representa una di-
ficultad para el modelo actual, si a este problema se añade la falta de datos hace que
en estos momentos no sea posible alcanzar mejores resultados. Entonces es necesario
alimentar el modelo con más información que se obtiene a medida que la CIC realice
nuevas inspecciones. Además, seŕıa interesante que los modelos cuenten con información
de inspecciones realizadas a ĺıneas de crudo o sus derivados, lo anterior con el fin de
revisar la importancia que tienen variables como la presión, la cual para el caso de las
ĺıneas que transportan gas no fue representativa.
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[35] E. B. Marigorta, S. V. Suárez, and J. F. Francos, Sistemas de bombeo. Universidad de
Oviedo, Departamento de Enerǵıa, 1994.
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