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GLOSARIO 

 

 

• ANN: Artificial Neural Network (Red Neuronal Artificial). 

• CAD: Computer-Aided Design (Diseño asistido por ordenador). 

• CNN: Convolutional Neural Network (Red Neuronal Convolucional). 

• CV: Computer Vision (Visión por Computador). 

• DB: Database (Base de Datos). 

• DL: Deep Learning (Aprendizaje Profundo). 

• DT: Decision Tree (Árbol de Decisión). 

• EL: Ensemble Learning (Aprendizaje de Predictores). 

• FCM: Fuzzy C-Means (Agrupamiento difuso). 

• ML: Machine Learning (Aprendizaje de Máquina). 

• MP-MRI: Multiparametric – Magnetic Resonance Imaging (Imagen de Resonancia 

Magnética Multiparamétrica). 

• MPTL: Multiparametric Magnetic Resonance Transfer Learning (Aprendizaje de 

Transferencia de Resonancia Magnética Multiparamétrica). 

• MRI:  Magnetic Resonance Imaging (Imagen de Resonancia Magnética). 

• NB: Naïve Bayes (Clasificador Bayesiano Ingenuo). 

• ODS: Objetivos de Desarrollo Sostenible. 

• ONU: Organización de las Naciones Unidas. 

• PCa: Prostate Cancer (Cáncer de Próstata). 

• PSA: Prostatic Specific Antigen (Antígeno Prostático Específico). 

• SEER: Surveillance, Epidemiology, and End Result program (Programa de 

Vigilancia, Epidemiología y Resultados Finales). 

• SVM: Support Vector Machine (Máquinas de Vectores de Soporte). 

• T2W: T2-Weighted (Ponderación T2, relacionado a imágenes diagnósticas). 

• TL: Transfer Learning (Aprendizaje de Transferencia). 

 

 

 

 

 

 

 

 

 

 

 



RESUMEN 

 

El cáncer de próstata representa el tipo de cáncer más común en hombres colombianos, 

adicionalmente, es la segunda causa de muertes masculinas por cáncer. La mejor 

manera de poder confirmar la existencia de células malignas en la próstata es mediante 

el análisis de resonancias magnéticas y posterior toma de biopsia transrectal; pero, 

debido al tipo de examen, existe la posibilidad de complicaciones posteriores a la toma 

de muestras en pacientes sometidos a biopsia de próstata, desde sangrado y dolor 

pélvico hasta sepsis (respuesta inflamatoria generalizada) debido a infección. Para 

brindar una solución a esta problemática, se plantea una idea de trabajo de grado 

alineado al objetivo de desarrollo sostenible (ODS) número 3: Salud y Bienestar. El 

objetivo de este proyecto es el desarrollo de un modelo clasificador que sugiera la 

presencia de cáncer prostático en pacientes con sospecha de malignidad sin la 

necesidad de toma de biopsia mediante el reconocimiento de imágenes. Para ello se 

entrenó una red neuronal convolucional con imágenes diagnósticas (particularmente, con 

resonancias magnéticas), puesto que las redes neuronales artificiales han sido usadas 

en diversas áreas para resolver problemas de clasificación de imágenes, como en salud 

para diagnóstico de cáncer de mama y para el diagnóstico asistido por ordenador de 

retinopatía. Para este desarrollo se inició con la búsqueda de un conjunto de datos de 

imágenes diagnósticas de cáncer de próstata correctamente etiquetadas, clasificadas y 

documentadas por expertos que lograran entrenar una red neuronal especializada en 

clasificación de imágenes. Seguido a esto se definió un modelo de entrenamiento para 

observar el desempeño de dos redes neuronales especializadas en clasificación, con 

base en los resultados se hizo una elección de una de estas dos redes neuronales. 

Finalmente se desarrolló un prototipo de software web que ofrece a sus usuarios la 

posibilidad de clasificar imágenes de próstata como clínicamente significativas y no 

significativas. Adicionalmente permite a los usuarios almacenar sus resultados en una 

base de datos, además de visualizar y/o convertir sus imágenes médicas. 

 

PALABRAS CLAVE: Aprendizaje automático, Red neuronal convolucional, Cáncer de 

próstata, Small VGG NET, Inception V3. 

 

 

 

 

 

 

 

 

 



ABSTRACT 

 

Prostate cancer represents the most common type of cancer in Colombian men; 

additionally, it is the second cause of male cancer deaths. The best way to confirm the 

existence of malignant cells in the prostate is through the analysis of magnetic resonance 

imaging and subsequent transrectal biopsy; but, due to the type of examination, there is 

the possibility of complications following the sampling in patients undergoing prostate 

biopsy, from bleeding and pelvic pain to sepsis (generalized inflammatory response) due 

to infection. In order to provide a solution to this problem, a degree project idea aligned 

to the Sustainable Development Goal (ODS) number 3: Health and Well-being is 

proposed. The reason for this project is the development of a classifier model that 

suggests the presence of prostate cancer in patients with suspected malignancy without 

the need for biopsy through image recognition. For this purpose, a convolutional neural 

network will be trained with diagnostic images (particularly magnetic resonance imaging), 

since artificial neural networks have been used in several areas to solve image 

classification problems, such as in health for breast cancer diagnosis and for computer-

assisted diagnosis of retinopathy. This development began with the search for a dataset 

of diagnostic images of prostate cancer correctly labeled, classified and documented by 

experts who were able to train a neural network specialized in image classification. 

Following this, a training model was defined to observe the performance of two neural 

networks specialized in classification, based on the results a choice of one of these two 

neural networks was made. Finally, a prototype web software was developed that offers 

its users the possibility to classify prostate images as clinically significant and non-

significant. Additionally, it allows users to store their results in a database, as well as to 

visualize and/or convert their medical images. 

 

KEYWORDS: Machine learning, Convolutional neural network, Prostate cancer, Small 

VGG NET, Inception V3. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



1. INTRODUCCIÓN 

 

 

El cáncer de próstata representa el tipo de cáncer más común en hombres colombianos, 

adicionalmente, es la segunda causa de muertes masculinas por cáncer (Ministerio de 

Salud y Protección Social, 2018). La mejor manera de poder confirmar la existencia de 

células malignas en la próstata es mediante el análisis de resonancias magnéticas y 

posterior toma de biopsia transrectal; pero, debido al tipo de examen, existe la posibilidad 

de complicaciones posteriores a la toma de muestras en pacientes sometidos a biopsia 

de próstata, desde sangrado y dolor pélvico hasta sepsis (respuesta inflamatoria 

generalizada) debido a infección (Perán Teruel et al., 2020). Para brindar una solución a 

esta problemática, se plantea una idea de trabajo de grado alineado al objetivo de 

desarrollo sostenible (ODS) número 3: Salud y Bienestar (Organización de las Naciones 

Unidas, 2015). El objetivo de este proyecto es el desarrollo de un modelo clasificador 

que sugiera la presencia de cáncer prostático en pacientes con sospecha de malignidad 

sin la necesidad de toma de biopsia mediante el reconocimiento de imágenes. Para ello 

se entrenó una red neuronal convolucional con imágenes diagnósticas (particularmente, 

con resonancias magnéticas), puesto que las redes neuronales artificiales han sido 

usadas en diversas áreas para resolver problemas de clasificación de imágenes, como 

en salud para diagnóstico de cáncer de mama (Khan et al, 2019). Para este desarrollo 

se inició con la búsqueda de un conjunto de datos de imágenes diagnósticas de cáncer 

de próstata correctamente etiquetadas, clasificadas y documentadas por expertos que 

lograran entrenar una red neuronal especializada en clasificación de imágenes. Seguido 

a esto se definió un modelo de entrenamiento para observar el desempeño de dos redes 

neuronales especializadas en clasificación, con base en los resultados se hizo una 

elección de una de estas dos redes neuronales. Finalmente se desarrolló un prototipo de 

software web que ofrece a sus usuarios la posibilidad de clasificar imágenes de próstata 

como clínicamente significativas y no significativas. Adicionalmente permite a los 

usuarios almacenar sus resultados en una base de datos, además de visualizar y/o 

convertir sus imágenes médicas. 

 

 

 

 

 

 

 

 

 

 

 

 



2. PLANTEAMIENTO DEL PROBLEMA 

 

 

El cáncer de próstata es la séptima causa de muerte por cáncer masculino en todo el 

mundo (Fitzmaurice et al, 2017), al tener una tasa de mortalidad de 15,04 por cada 

100.000 hombres y ser el tipo de cáncer más frecuente en el territorio colombiano, el 

tumor de próstata representa un problema de salud pública (Ministerio de Salud y 

Protección Social, 2018). Esto quiere decir que alrededor de 15 hombres mueren debido 

al cáncer de próstata en Colombia, por lo cual su diagnóstico temprano es crucial para 

así determinar el mejor tratamiento disponible. El cáncer de próstata se forma cuando 

las células de este órgano mutan y se multiplican sin control, por lo cual, se evidenciará 

un aumento de la actividad de la próstata (Kumar et al, 2013). Estas células pueden hacer 

metástasis (migrar) desde la próstata a otros órganos del cuerpo, especialmente los 

ganglios linfáticos y los huesos (Kumar et al, 2013). Aunque es frecuente, el cáncer de 

próstata es una enfermedad heterogénea, y la mayoría de los hombres con la 

enfermedad morirán en última instancia por otras causas (Tarver, 2012). Por lo tanto, en 

el diagnóstico de cáncer de próstata, un análisis de riesgo individualizado es esencial 

para un manejo clínico óptimo. 

 

Para confirmar la sospecha de cáncer de próstata, los cirujanos extirpan una pequeña 

porción de la próstata (biopsia) y un patólogo la inspecciona al microscopio (Çınar et al, 

2009). También, existe un método para tener un estimado de la actividad de la próstata 

mediante el monitoreo de los valores del PSA en sangre (Correia et al, 2020), donde, un 

nivel alto de PSA puede indicar que el paciente presenta cáncer de próstata. Además de 

los métodos anteriores, existe la resonancia magnética, un método que facilita el 

diagnóstico, pero conlleva mucho tiempo el analizar las imágenes que son resultados de 

esta. La MRI se usa con mayor frecuencia como una modalidad de segunda línea 

después de repetir biopsias guiadas por ecografía transrectal (TRUS), las cuales son un 

estándar de atención para el diagnóstico del cáncer de próstata, pero, muestra una alta 

tasa de resultados incorrectos y un procedimiento doloroso de diagnóstico del cáncer de 

próstata (Costa et al, 2015). Una de las posibles razones por las que la resonancia 

magnética aún no ha progresado a una modalidad de primera línea para el diagnóstico 

del cáncer de próstata es que requiere una experiencia sustancial del radiólogo para leer 

la IRM de la próstata y dicha experiencia no está ampliamente disponible (Litjens et al, 

2014). Lo anterior permite plantear la pregunta de investigación, ¿Cómo facilitar el 

diagnóstico asistido de cáncer de próstata usando imágenes por resonancia magnética 

y visión por computador? 

 

 

 

 



2.1 JUSTIFICACIÓN 

 

Según la ONU, cada 2 segundos alguien entre 30 y 70 años muere prematuramente a 

causa de enfermedades no transmisibles: Enfermedad cardiovascular o respiratoria 

crónica, diabetes o cáncer. Estos datos están estrechamente relacionados con el objetivo 

3 de los ODS, el cual, tiene como propósito luchar contra varias de las principales causas 

de muerte  (Organización de las Naciones Unidas, 2015), para contribuir a este objetivo 

se propone un sistema que permita detectar cáncer de próstata implementando visión 

computacional en imágenes de radiografía magnética, dicho sistema será una aplicación 

web que permite cargar imágenes médicas y por medio de técnicas de inteligencia 

artificial retornará un pronóstico o sugerencia de la existencia de cáncer de próstata en 

la imagen cargada. Aplicar técnicas de inteligencia artificial en el sector de salud, 

representa una novedosa perspectiva que puede reducir los costos, el tiempo e incluso 

los errores médicos. Además, al ser una aplicación web, el usuario, podrá acceder desde 

cualquier lugar con conexión a internet, no tendrá que hacer una instalación del sistema 

y no gastará almacenamiento del equipo usado. El resultado de este proyecto y trabajos 

futuros puede ayudar a disminuir el número de casos confirmados en etapas avanzadas. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



3. OBJETIVOS  

 

 

3.1 OBJETIVO GENERAL 

 

Desarrollar un prototipo de herramienta para el análisis asistido de cáncer de próstata 

mediante la aplicación de redes neuronales convolucionales. 

 

3.2 OBJETIVOS ESPECÍFICOS 

 

• Construir un Dataset de imágenes diagnósticas de cáncer de próstata, que 

permitan el entrenamiento de un modelo aprendizaje automático enfocado en 

clasificación. 

• Adaptar un modelo de aprendizaje automático para sugerir la existencia de cáncer 

prostático en imágenes médicas. 

• Diseñar un prototipo funcional de software clasificador asistido por ordenador, que 

integre un modelo de aprendizaje automático para la clasificación de imágenes 

diagnósticas asociadas a presencia de células cancerígenas. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



4 MARCO REFERENCIAL 

 

 

4.1 MARCO CONCEPTUAL 

 

El marco conceptual del proyecto está desarrollado en torno a los siguientes 

descriptores: Prostate Cancer, Computer Vision, Pattern Recognition, Machine Learning. 

 

4.1.1 PROSTATE CANCER 

El término cáncer, “hace referencia a una lesión que puede invadir y destruir estructuras 

adyacentes y extenderse a zonas alejadas (metastatizar) para causar la muerte.” (Kumar 

et al, 2013). Por lo tanto, se puede definir el cáncer de próstata como una lesión ubicada 

en este órgano con las características descritas. 

 

4.1.2 COMPUTER VISION 

“La visión por computador es el proceso de aplicación de las matemáticas, la informática 

y la programación de software para proporcionar un control de procesos automatizados 

basados en imágenes.” (Okinda et al, 2020). 

 

4.1.3 PATTERN RECOGNITION 

“Reconocimiento de patrones hace referencia a un conjunto de clasificadores 
independientes y una función de combinación de decisiones.” (Sankur et al, n.d.), los 
clasificadores y funciones tiene como objetivo encontrar similitudes entre determinados 
datos y/u objetos. 
 

4.1.4 MACHINE LEARNING 

Es una rama de la inteligencia artificial,  
 

“en la que se asigna un programa de ordenador para realizar algunas tareas y se 
dice que la máquina ha aprendido de su experiencia, si su rendimiento medible en 
estas tareas mejora a medida que adquiere más y más experiencia en la ejecución 
de estas tareas” (Ray, 2019). 

 

 

4.2 MARCO TEÓRICO 

 
A continuación, se pretende explicar de una manera sencilla el proceso normal para la 
detección de cáncer de próstata en un individuo. Iniciando con exámenes de rutina 
(Examen físico y examen de sangre) que usualmente son usados como monitoreo; estos 
exámenes pueden ayudar a un médico a diagnosticar cáncer de próstata de manera 
temprana. 
 



4.2.1 EXAMEN FÍSICO PARA DETECCIÓN DE CÁNCER DE PRÓSTATA 

El examen físico es un examen de rutina realizado por un médico (Kumar et al, 2013), 

también es utilizado en casos de sospecha de cáncer de próstata. Si existen sospechas, 

el médico procederá a hacer preguntas relacionadas con los síntomas (síntomas 

urinarios o problemas sexuales) que puedan ayudar a confirmar la existencia de cáncer. 

Después de estas preguntas el médico procederá a realizar el tacto rectal buscando 

bultos o áreas duras en la próstata. Si las sospechas continúan, el médico realizará 

exámenes complementarios como el antígeno prostático específico en sangre o la 

biopsia de próstata (American Cancer Society, 2017). 

 

4.2.2 ANTÍGENO PROSTÁTICO ESPECÍFICO EN SANGRE 

El PSA es una proteína generada por las células de la próstata, tanto si hay cáncer como 

si no. La mayoría del PSA es líquido seminal, pero hay una porción presente en la sangre. 

El examen de PSA en sangre se usa para pacientes como examen de rutina (Kumar et 

al, 2013), la unidad de medida es de nanogramos por mililitro (ng/mL). La posibilidad de 

tener cáncer aumenta si los niveles de PSA son altos, pero, no es un dato que confirme 

la existencia o ausencia de cáncer de próstata (American Cancer Society, 2017).  

 

Algunos médicos tienen como límite 4ng/mL para decidir si realizan exámenes más 

profundos o no (biopsia) (Kumar et al., 2013).  

• La mayoría de los hombres sin cáncer de próstata tienen valores de PSA debajo 

de los 4ng/mL, sin embargo, un nivel menor a 4 no quiere decir que no haya cáncer 

de próstata (Kumar et al., 2013). 

• Los hombres con valores dentro del rango de 4 y 10ng/mL (en patología llamados 

borderline) tienen un 25% de probabilidades de tener cáncer (Kumar et al., 2013). 

• Aquellos hombres con un PSA mayor a 10 tienen más de un 50% de 

probabilidades de tener cáncer de próstata (Kumar et al., 2013). 

Como se mencionó anteriormente, tener estos niveles de PSA en sangre no son 

confirmatorios para cáncer, sin embargo, es un examen de rutina que el médico tiene a 

la mano para indagar un poco más en el caso.  

 

4.2.3 BIOPSIA DE PRÓSTATA 

Si el PSA o el examen físico (o ambos) sugieren la presencia de cáncer de próstata, el 

siguiente paso es la biopsia de próstata. Una biopsia es un procedimiento en el cual se 

extraen muestras de cualquier tejido, en este caso de la próstata, para ser observados 

al microscopio. Durante el examen, el médico usualmente observa la próstata mediante 

imagenología como el ultrasonido transrectal (Biopsia TRUS) y así el médico introduce 

una pequeña aguja para extraer la muestra de tejido. Este examen puede ser a través 



de la pared del recto (Biopsia transrectal) o a través de la zona media entre el escroto y 

el ano (Biopsia transperineal). Cuando la aguja es extraída trae consigo un ‘cilindro’ de 

tejido prostático, la mayoría de los médicos realizan alrededor de 12 disparos (punciones 

con la aguja) en toda la próstata (American Cancer Society, 2017). 

 

4.2.4 CLASIFICACIÓN DEL CÁNCER DE PRÓSTATA 

Una vez tomada la biopsia y confirmado que el paciente tiene cáncer de próstata, el 

siguiente paso para el personal competente es clasificarlo de acuerdo a su apariencia 

bajo el microscopio, esta clasificación se conoce como el puntaje de Gleason, la cual 

está hecha especialmente para el cáncer de próstata (Alqahtani et al, 2020). 

 

Según la escala de Gleason, el cáncer de próstata se divide en 5 grupos donde el grupo 

1 representa las muestras cuyas células se encuentras bien diferenciadas, es decir, son 

muy parecidas al tejido prostático a pesar de tener células cancerígenas presentes; 

adicionalmente, no existe evidencia de compromiso de la cápsula prostática. Por el 

contrario, el grupo 5 representa las muestras donde las células que se observan tienen 

poco o nulo parecido con las células de próstata normales (llamadas células mal 

diferenciadas), también se observa compromiso de los bordes de la próstata (cápsula) lo 

cual sugiere metástasis (Kumar et al, 2013). 

 

4.2.5 RESONANCIA MAGNÉTICA 

El examen de resonancia magnética ha sido usado como examen no invasivo en la 

glándula prostática desde los años 80 y se usa para ayudar a distinguir entre cáncer 

insignificante y cáncer significante. Para el caso de la próstata consiste en la evaluación 

de la forma mediante secuencias de pulsos ponderados a nivel de la zona superior de la 

columna vertebral, específicamente entre las vértebras T1 y T2 (American College of 

Radiology, 2019). 

 

4.2.6 RESONANCIA MAGNÉTICA MULTIPARAMÉTRICA  

El desarrollo de la tecnología ha hecho posible la existencia de la resonancia magnética 

multiparamétrica la cual combina la imagen anatómica tradicional con la evaluación 

funcional y fisiológica, incluida la imagen ponderada por difusión (DWI) y sus mapas 

derivados del coeficiente de difusión aparente (ADC), la resonancia magnética de 

contraste dinámico (DCE) y a veces otras técnicas como la espectroscopia de protones 

por resonancia magnética en vivo (Vilanova et al, 2010). Este examen ha permitido:  

• Mejorar la detección del cáncer clínicamente significativo, que es fundamental 

para reducir la mortalidad (Vilanova et al, 2010). 

• Aumentar la confianza en las enfermedades benignas y las malignidades latentes, 

que aparentemente no lo son (Vilanova et al, 2010). 



Tanto la secuencia T1 como la T2 deben ser obtenidas para todos los exámenes de 

resonancia magnética de la próstata. Las imágenes T1 se utilizan principalmente para 

detectar hemorragia dentro de la próstata y vesículas seminales, también para delinear 

el contorno de la glándula. Estas imágenes pueden ser útiles para detectar metástasis 

en nodos y hueso, especialmente después de administrar medio de contraste (GBCA) 

(Vilanova et al, 2010). 

 
Figura 1. Ejemplo de Resonancia T1. A) Se muestra reacción al medio de contraste 

normales, próstata sana. B) Se muestra reacción para hemorragia después de biopsia.  

Fuente: Utilidad de la resonancia magnética en el cáncer de próstata (Vilanova et al, 

2010). 
 

Las imágenes T2 son usadas para evaluar la anatomía zonal de la próstata, analizar 

anomalías dentro de la glándula y observar si la vesícula seminal o ganglios linfáticos 

cercanos se encuentren alterados. En estas imágenes (T2), los cánceres clínicamente 

significativos en la zona periférica suelen aparecer como lesiones redondas mal definidas 

(que no se parecen al tejido común). Sin embargo, esta apariencia no es suficiente para 

diagnosticar y puede verse en diversas condiciones no relacionadas a cáncer como 

prostatitis (inflamación benigna de la próstata), hemorragia, atrofia glandular (baja 

actividad), hiperplasia benigna (aumento de tamaño diferente a inflamación) y cicatrices 

relacionadas con la biopsia (American College of Radiology, 2019). 



 
Figura 2. Ejemplo de Resonancia T2. A) Se muestran lesiones no cancerígenas. Relacionadas con 

inflamación benigna de próstata. B) Se muestra cáncer de próstata central. Tumor en la zona 

central izquierda en el corte T2.  

Fuente: Utilidad de la resonancia magnética en el cáncer de próstata (Vilanova et al., 

2010). 

 

4.2.7 VISIÓN POR COMPUTADOR Y REDES NEURONALES 

CONVOLUCIONALES 

Las imágenes, son una representación visual de un elemento real o imaginario, está 
compuesta por puntos o pixeles que contienen información de iluminación y reflectancia 
en este punto, matemáticamente (Cancelas et al, 2016),  
 

“una imagen digital se define como una matriz (o vector) de dimensiones N x M, 
conteniendo en cada elemento de la matriz un valor discreto que cuantifica el nivel 
de información del correspondiente pixel, representado con un número finito de 
bits” (Cancelas et al, 2016),  
 

los elementos de la matriz, se obtienen del resultado de una función bidimensional 
producto de los componentes de iluminación y reflectancia (Ordieres et al, 2006).  
 
Para obtener adquirir, procesar, analizar y obtener información de imágenes, se 
implementa visión por computador. CV se ha expandido a una amplia área de campo 
que va desde el registro de datos en bruto hasta la extracción de patrones de imágenes 
y la interpretación de la información (Wiley & Lucas, 2018), a lo largo de historia se ha 
usado CV para diferentes objetivos, en 2010, fue capaz de realizar tareas como 
“reconocimiento de objetos, detección de rostros, reconocimiento de huellas dactilares, 
procesamiento rápido de imágenes informáticas y navegación robótica” (Vedaldi & 
Fulkerson, 2010). “Los sistemas de visión computarizada pueden proporcionar una 
supervisión no intrusiva, no invasiva, consistente, efectiva y objetiva” (Okinda et al, 
2020), estas características facilitan la implementación procesos de detección y 
clasificación imágenes en diversos servicios, en el caso de este proyecto, salud. 
 
La visión por computador, “es una combinación de Procesamiento de Imágenes y 
reconocimiento de patrones” (Wiley & Lucas, 2018), algunos autores usan procesamiento 
de imágenes y CV como sinónimos, sin embargo, “el propósito principal de CV es crear 
modelos y extractos de datos e información de las imágenes, mientras que el 
Procesamiento de Imágenes consiste en implementar transformaciones 
computacionales para las imágenes, tales como la nitidez, el contraste, entre otros” 



(Wiley & Lucas, 2018). CV presenta cinco etapas para el análisis de imágenes, estos 
son:  
 

“formación de la imagen, en donde se captura y almacena la imagen del objeto; 
procesamiento de la imagen, en el que se mejora la calidad de la imagen para 
realzar el detalle de la misma; segmentación de la imagen, en la que se identifica 
y separa los elementos contenidos en la imagen del fondo de la imagen; medición 
de la imagen, cuantifican rasgos significativos de la imagen y como etapa final, 
interpretación de la imagen” (Wiley & Lucas, 2018). 

 

4.2.8 PROCESAMIENTO DE IMÁGENES 

“La optimización, el filtrado y la restauración de imágenes han sido algunas de las 
aplicaciones importantes del procesamiento de imágenes desde los primeros días del 
campo” (Acharya & Ray, n.d.). En procesamiento de imágenes se transforma la imagen 
en una matriz de dimensiones NxM y se aplican filtros y procesos para obtener 
información de la imagen como detección de bordes y color. 
 
 

• Espacios del color: 
El color en CV es muy importante debido a que puede ayudar a la extracción de 
información e identificación de elementos en la imagen, el color tiene tres componentes 
básicos, la longitud de onda dominante o croma, pureza o saturación y la brillantez o 
intensidad, además, el color posee tres coordenadas - ya sea RGB, HSV, o algún otro 
conjunto - que son esencialmente ortogonales. Un pequeño cambio en una coordenada 
puede representar un pequeño cambio perceptivo, pero resulta en una gran distancia 
entre los colores involucrados. Los cambios de tono no se reflejan necesariamente como 
cambios concomitantes de intensidad (Tobergte & Curtis, 2013). 

 
Figura 3. Diagrama cromático para el sistema RGB. (a) Mezclas de luz. Adición de primarios. (b) 

Mezcla de pigmentos. Sustracción de secundarios.  

Fuente: Visión computacional (Sucar & Gómez, 2011). 
 

 

“Espacio de color rojo, verde y azul (RGB, sigla en inglés de Red, Green, Blue): 
El RGB se utiliza principalmente en casi todos los sistemas informáticos, 
televisores y películas. Es muy simple de aplicar. Aunque está altamente 



correlacionado entre los canales, la importante no linealidad perceptiva a través 
de la observación visual, la dependencia de la máquina y la integración de los 
datos de crominancia y luminancia hacen que el RGB no sea una buena opción 
constructiva para el procesamiento de imágenes en color. Por lo tanto, requiere 
para un color diferente espacios que son muy aptos para el procesamiento” 
(Saravanan et al, 2016). 
 
“Espacio de color tono, saturación y brillo (HSI, sigla en inglés de Hue Saturation 
Intensity) El espacio de color HSI se basa en el modo de percibir los colores que 
tenemos los humanos. Dicho sistema caracteriza el color en términos de tono o 
tinte (hue), saturación (saturation) y brillo (intensity); componentes que se 
muestran favorables de cara a realizar segmentaciones de la imagen en atención 
al tono o tinte del color, con mayor invariancia a la iluminación” (Cancelas et al, 
2016). 

 
“HSV (Hue, Saturation and Value), HSL (Hue, Saturation and Lightness) y HSI son 
modelos asociados que se utilizan frecuentemente en la investigación de 
imágenes y visión por ordenador para el reconocimiento de elementos o la 
segmentación de imágenes. Las aplicaciones de esos instrumentos consisten en 
el reconocimiento de entidades, por ejemplo, en la visión de robots; la 
identificación de entidades, por ejemplo de rostros, texto o matrículas; la 
recuperación de imágenes basadas en el contenido; además de la investigación 
de imágenes médicas” (Saravanan et al, 2016). 
 

• Detección de bordes: 
La detección de bordes en una imagen permite identificar elementos dentro de esta,  
 

“un borde es el límite entre un elemento y el fondo de la imagen, e indica el límite 
entre elementos superpuestos. Esto significa que, si los bordes de una imagen 
pueden ser identificados con precisión, todos los objetos pueden ser localizados, 
y las propiedades básicas como el área, el perímetro y la forma pueden ser 
medidas. Dado que la visión por computador implica la identificación y clasificación 
de los objetos en una imagen, la detección de bordes es una herramienta esencial” 
(Tobergte & Curtis, 2013). 
 

Como ejemplo de detección de bordes en una imagen y su importancia, se muestra en 
la imagen de la Figura 4,  
 

“una fotografía de un corte de un árbol, en ella se ven los anillos de crecimiento 
los cuales son los datos de interés en la imagen. Cada anillo representa un año 
de la vida del árbol, y el número de anillos es, por lo tanto, el mismo que la edad 
del árbol. El realce de los anillos utilizando un detector de bordes, como se 
muestra en la Figura 1b, es todo lo que se necesita para segmentar la imagen en 
primer plano (objetos = anillos) y en segundo plano (todo lo demás)”  (Tobergte & 
Curtis, 2013). 

 



 
Figura 4. La sección transversal de un árbol. (a) Imagen original de nivel de gris. (b) 

Imagen realzada del borde ideal, mostrando los anillos de crecimiento. (c) El realce del 

borde que uno podría esperar usando un algoritmo real.  

Fuente: Algorithms for image processing and computer vision  (Tobergte & Curtis, 

2013). 

 

Filtros usados para detección de bordes 
 

• Filtros realizadores de contorno:  
“Son utilizados para aumentar el marcado de los bordes. Realmente acentúan los puntos 
que más se diferencian de los vecinos, aumentando por lo tanto las altas frecuencias” 
(Ordieres et al, 2006). 

 

• Filtros de búsqueda de gradiente:  
“Las técnicas clásicas de detección de orillas se basan en diferenciar a la imagen, esto 
es, encontrar la derivada respecto a los ejes x y y, o gradiente” (Sucar & Gómez, 2011).  

 
El gradiente viene definido por: 

 

∇𝑓(𝑥, 𝑦) = (
𝜕𝑓

𝜕𝑥
,
𝜕𝑓

𝜕𝑦
) (𝐸𝑐 1. ) 

La magnitud del gradiente (𝛻𝑓) se calcula como: 

|∇𝑓| = √(
𝜕𝑓

𝜕𝑥
)

2

+ (
𝜕𝑓

𝜕𝑦
)

2

  (𝐸𝑐 2. ) 

 
Dando esta función como resultado un vector cuya dirección indica la dirección de 
máxima diferencia entre puntos (la pendiente) y cuyo módulo indica el valor de la 
pendiente en esa dirección.  

 
Para las direcciones horizontal, vertical y diagonales, las matrices son: 

 
 

ℎ𝐺𝐻1 = [
0 0 0

−1 1 0
0 0 0

] ℎ𝐺𝐻2 = [
0 0 0

−1 0 1
0 0 0

] (ℎ𝑜𝑟𝑖𝑧𝑜𝑛𝑡𝑎𝑙𝑒𝑠) 

 



ℎ𝐺𝑉1 = [
0 0 0
0 1 0
0 −1 0

] ℎ𝐺𝑉2 = [
0 1 0
0 0 0
0 −1 0

] (𝑣𝑒𝑟𝑡𝑖𝑐𝑎𝑙𝑒𝑠) 

 

ℎ𝐺𝐷𝐴1 = [
−1 0 0
0 1 0
0 0 0

] ℎ𝐺𝐷𝐴2 = [
−1 0 0
0 0 0
0 0 1

] (𝑑𝑖𝑎𝑔𝑜𝑛𝑎𝑙𝑒𝑠 1) 

 

ℎ𝐺𝐷𝐵1 = [
0 0 0
0 1 0

−1 0 0
] ℎ𝐺𝐷𝐵1 = [

0 0 1
0 0 0

−1 0 0
] (𝑑𝑖𝑎𝑔𝑜𝑛𝑎𝑙𝑒𝑠 1) 

 
 

“Dependiendo de la dirección del gradiente que se quiera acentuar, se utilizarán 
unas matrices u otras. Si se quiere acentuar el gradiente que se produce en varias 
direcciones, se calculará para cada punto el gradiente en cada dirección y 
después se tomará el valor medio, máximo o mínimo de los obtenidos. Los 
gradientes que se obtienen con las matrices de la primera columna generan un 
desplazamiento de medio píxel en la imagen, pero son más fieles al gradiente 
ideal. En cambio, los gradientes de la segunda columna no desplazan la imagen, 
pero no se aproximan tanto al gradiente ideal” (Ordieres et al, 2006). 

 

• Filtro detector de bordes con el operador laplaciano: 
El operador laplaciano se define como: 
 

𝐿[𝑓(𝑥, 𝑦)] = 𝜕2
𝑓(𝑥, 𝑦)

𝑑𝑥2
+ 𝛿2

𝑓(𝑥, 𝑦)

𝑑𝑦2
 (𝐸𝑐 3. ) 

La ventaja del filtro laplaciano es que detecta mejor los bordes cuando las variaciones 
de intensidad de la imagen no son suficientemente abruptas, por otra parte, el problema 
de este filtro es que suelen ser muy sensibles al ruido y la incapacidad de detectar la 
dirección del borde (Cancelas et al, 2016). 
 

• Filtro Desplazamiento y sustracción: 
Si dos píxeles adyacentes tienen valores de intensidad muy diferentes, lo que sucede 
con un píxel situado en un borde y alguno de sus vecinos, su diferencia será alta. Por 
tanto, si a una imagen se le resta ella misma pero desplazada horizontal o verticalmente 
se obtiene como resultado una imagen con los bordes en el eje perpendicular al 
desplazamiento (Cancelas et al, 2016). 
 
 

• Filtro con operadores de Prewitt, Sobel y Frei-Chen: 
Estos operadores calculan una aproximación de las primeras derivadas en los ejes 
x e y. Las máscaras de los tres solo difieren en un par de valores (Ec 4.). Para 

Prewitt k = 1, para Sobel k = 2 y para Frei-Chen k = √2. El operador de Sobel es 
algo más sensible que el de Prewitt a los bordes diagonales. Por otro lado, el 
operador de Frei-Chen presenta el mismo valor para los bordes verticales, 
horizontales y diagonales (Cancelas et al, 2016). 



 

𝑀𝑥 = [
1 0 −1
𝑘 0 −𝑘
1 0 −1

] 𝑀𝑦 = [
−1 −𝑘 −1
0 0 0
1 𝑘 1

] (𝐸𝑐 4. ) 

 
 

• Reducción de ruido: 
“Previo a la obtención de bordes, colores y texturas es, muchas veces, necesario 
“mejorar” la imagen para resaltar aspectos deseados y eliminar los no deseados, tales 
como el ruido” (Sucar & Gómez, 2011). Se conoce como ruido a la variación aleatoria en 
posición y color en la imagen (Cancelas et al, 2016). 

 
Para controlar el ruido en una imagen, se aplican operaciones puntuales como: 
binarización por umbral, en la cual cada pixel puede tomar dos valores (0 y 1 o negro y 
blanco) dependiendo del umbral establecido y transformaciones de intensidad, que 
consiste en mapear los valores de intensidad de cada pixel a otros valores de acuerdo a 
determinada función de transformación (aumento de contraste, aumentar o disminuir 
brillo, obtener el negativo de una imagen, entre otros) (Sucar & Gómez, 2011). 

 
Además de las operaciones mencionadas, se aplican filtros de suavizamiento, estos 
filtros eliminan o reducen altas frecuencias, los más comunes son: promedio o media 
aritmética, se obtiene el promedio de los pixeles vecinos; mediana, se sustituye el valor 
del pixel central por el de la mediana de los valores vecinos y gaussiano, se aproxima a 
una distribución gaussiana en dos dimensiones (Sucar & Gómez, 2011). 

 
Para analizar la información y resolver problemas específicos, se usan “los sistemas 
basados en conocimiento o sistemas expertos” (Sucar & Gómez, 2011),  
 

“los sistemas expertos representan en una forma explícita el conocimiento, 
generalmente sobre un dominio especifico. El conocimiento se puede expresar de 
diferentes formas, entre las más comunes se encuentran: lógica proposicional, 
lógica de predicados, reglas de producción, redes semánticas y frames” (Sucar & 
Gómez, 2011).  

 
Con el desarrollo el fin de automatizar tareas normalmente realizadas por humanos, nace 
Inteligencia Artificial, este campo contiene ML, la cual tiene como objetivo “proporcionar 
a los ordenadores la capacidad de aprender” (Jordi Torres, 2018), además, dentro de 
ML, se presenta DL. DL, es un área emergente de investigación de ML. Comprende 
múltiples capas ocultas de redes neuronales artificiales. La metodología de aprendizaje 
profundo aplica transformaciones no lineales y abstracciones de modelos de alto nivel 
en bases de datos grandes. Los recientes avances en arquitecturas de aprendizaje 
profundo dentro de numerosos campos ya han proporcionado contribuciones 
significativas en inteligencia artificial (Vargas et al, 2018). Una red neuronal artificial, es 
un conjunto de procesadores muy simples (neuronas) interconectados que forman lo que 
se considera un modelo simplificado del cerebro. Una neurona artificial tiene, 
generalmente, varias entradas y una salida. La salida es una función de la suma de las 



entradas, multiplicadas por “pesos” asociados a las interconexiones entre neuronas 
(Sucar & Gómez, 2011). 
 

 
Figura 5. Gráfica simple a una red neuronal artificial.  

Fuente: Deep Learning, Introducción práctica con Keras (PRIMERA PARTE) (Jordi 

Torres, 2018). 

 

En la Figura 5 se presenta una red neuronal artificial con 3 capas: La capa de entrada es 

donde se introducen los datos o variables, mientras que en la capa de salida es donde 

se calculan los resultados finales de la red. Por lo tanto, el número de nodos de entrada 

y de salida depende del número de datos y de las variables objetivo, respectivamente. 

Por último, la capa distinta de las capas de entrada y salida se denomina capa oculta. Es 

en la capa oculta donde se capta la dinámica subyacente entre los datos y las variables 

objetivo (Cabaneros et al., 2019). 

 

En 1988, fue propuesta una estructura de red conocida como CNN, sin embargo, “no se 

utilizó ampliamente debido a los límites del hardware de computación para el 

entrenamiento de la red” (Alom et al, 2018). 

 

“Las CNN tienen muchas aplicaciones como la detección de objetos, el reconocimiento 

de objetos, la segmentación de imágenes, el reconocimiento facial, la clasificación de 

vídeo, la estimación de profundidad y el subtitulado de imágenes” (Krizhevsky et al, 

2012). Las CNN, están compuestas por diferentes capas, algunas de ellas son: Capa 

convolucional, Capa de agrupación y la Capa totalmente conectada (Abbasi et al, 2020). 

 

“La capa convolucional, es el bloque de construcción principal de una red convolucional 

que realiza la mayor parte del trabajo pesado computacional” (Parthy, 2018). Esta capa 

realiza operaciones teniendo en cuenta filtros y retorna un mapa de características con 

las posibles ubicaciones del objeto detectado en la imagen real. Usualmente esta red va 

acompañada de una función de activación. Las funciones de activación se emplean para 



aprender funciones más complicadas. Hay varias funciones de activación pero la más 

popular es ReLU (Rectifier Linear Unit) (Abbasi et al, 2020).  

 

Por otra parte, “la capa de agrupación o submuestreo, consiste en filtros que se mueven 

con un valor predeterminado de pasos para dar una salida” (Goodfellow et al, 2016), en 

esta capa, el número de mapas de características de entrada y salida no cambia.  

 

“Por ejemplo, si hay 𝑁 mapas de entrada, entonces habrá exactamente 𝑁 mapas 

de salida. Debido a la operación de muestreo descendente, el tamaño de cada 

dimensión de los mapas de salida se reducirá, dependiendo del tamaño de la 

máscara de muestreo descendente. Por ejemplo: si se utiliza un núcleo de 

muestreo descendente de 2×2, entonces cada dimensión de salida será la mitad 

de la dimensión de entrada correspondiente para todas las imágenes” (Alom et al, 

2018).  

 

Finalmente, se presenta  

 

“la capa totalmente conectada (FCL) que calcula la puntuación de cada clase a 

partir de los rasgos extraídos de una capa convolucional en los pasos anteriores. 

Los mapas de rasgos de la capa final se representan como vectores con valores 

escalares que se pasan a las capas totalmente conectadas. Las capas neuronales 

de avance totalmente conectadas se utilizan como una capa de clasificación soft-

max. No hay reglas estrictas sobre el número de capas que se incorporan en el 

modelo de red” (Alom et al, 2018).  

 

“Sin técnicas como la conectividad dispersa y el reparto de pesos, las capas 

totalmente conectadas suelen producir una gran matriz de pesos con hasta 

millones de parámetros, ya que tanto la capa de entrada como la de salida están 

formadas por miles de nodos, por lo que la compresión de las capas totalmente 

conectadas suele introducir una enorme reducción del número de parámetros” 

(Chen et al, 2019).  

 

Algunos algoritmos que implementan CV son:  

• YOLO (por sus siglas en inglés You Only Look Once) 

Es un modelo unificado para la detección de objetos y es fácil de construir, se puede 

entrenar directamente en imágenes completas y procesa imágenes en tiempo real a 45 

fotogramas por segundo. A diferencia de los enfoques basados en clasificadores, YOLO 

se entrena en una función de pérdida que corresponde directamente al rendimiento de 

detección y todo el modelo se entrena conjuntamente (Redmon et al, 2016). 

 



• GoogleNet 

Es una arquitectura popular de CNN con 22 capas desarrolladas para superar a las 

arquitecturas existentes de CNN. Se manifestó para ser superior en la percepción de los 

patrones visuales precisamente de la fuente y ganó el desafío ILSVRC en el año 2014 

(Balagourouchetty et al, 2020). 

 

4.3 ESTADO DEL ARTE 

La búsqueda de documentos e información para el desarrollo de este documento fue 
realizada utilizando las siguientes palabras clave: Convolutional Neural Network, 
Machine Learning, Deep Learning, Prostate Cancer, Computing Methodologies, Artificial 
Intelligence, Image Acquisition, Computer Vision. La delimitación por tiempo en la 
búsqueda fue fijada en el período comprendido desde el año 2016 al 2021 ya que a partir 
del año 2016 hubo un aumento de trabajos relacionados a la clasificación de cáncer de 
próstata con técnicas de inteligencia artificial. Esta búsqueda fue realizada el 20 de enero 
del 2021 en donde fueron seleccionados un total de 20 documentos para el desarrollo 
del estado del arte del Proyecto de Investigación. 

 

Tabla 1. Criterios de búsqueda 

Revisión de la literatura 

Palabras Clave 

Convolutional Neural Network, Machine Learning, 
Deep Learning, Prostate Cancer, Computing 
Methodologies, Artificial Intelligence, Image 
Acquisition, Computer Vision 

Bases de datos Consultadas 
IEEE Xplore, ScienceDirect, Microsoft Academy, 
American Association of Physicists in Medicine, Sage 
Journals 

Cantidad de Referencias Recuperadas 20 documentos recuperados 

Fecha de Búsqueda  20 de enero de 2021 

Criterios de Búsqueda 

Rango de Fecha de la Búsqueda:  
entre 2016 y 2021. 

Pertinencia con el tema de investigación:  
● Convolutional Neural Network. 
● Machine Learning. 
● Prostate Cancer. 

Documentos en inglés, publicados en Revistas 
Científicas, libros o Actas de Conferencia. 

 

 

A continuación, es presentada una síntesis de los documentos estudiados, los cuales 
fueron revisados en su totalidad por los autores del proyecto. 
 
Wen et al, 2019, presentaron cuatro métodos de ML (DT, NB y SVM) y se comparó su 
desempeño con una ANN para predecir supervivencia al cáncer de próstata mediante el 
análisis de la base de datos SEER del Instituto Nacional del Cáncer de los Estados 
Unidos. El procedimiento para evaluar consistió en que cada uno de los métodos debía 
clasificar los 348.300 casos disponibles en la DB con respecto a su supervivencia. Los 



autores definieron “supervivencia” si un paciente vive 60 meses o más a partir del día de 
su diagnóstico. En general la ANN tuvo mejor desempeño comparada con los demás 
métodos con una exactitud del 85,64% de aciertos, sin embargo, SVM tuvo buen 
desempeño también con una exactitud del 85,47% de aciertos. DT y NB tuvieron un 
desempeño menor con una exactitud del 84,67%. 
  
Mesrabadi y Faez, 2018, presentaron un estudio donde desarrollaron una ANN para el 
diagnóstico temprano de cáncer de próstata llamada AlexNet. Los autores buscaban 
presentar una solución utilizando DL y ANN. Los autores utilizaron datos de 50 pacientes 
tomados del hospital de Imam Reza y los dividieron en 2 partes, set para entrenar y set 
para evaluar. El set de entrenamiento fue usado para ajustar el error esperado del modelo 
para posteriormente observar los resultados de ajustes con el set de evaluación. Los 
autores demostraron que con características definidas pueden mejorar el desempeño del 
algoritmo de ML y SVM ya que lograron una exactitud del 86.3% de aciertos.  
  
Chen et al, 2019, aplicaron TL para detectar nódulos cancerígenos en próstata 
clasificando MP-MRI. Los autores contaron con dos grupos de datos ofrecidos por una 
institución de salud en Munich, Alemania. Un primer grupo de 204 pacientes cuyos datos 
fueron usados para entrenamiento; el segundo grupo se conformó de 208 pacientes y se 
usó para evaluación del rendimiento. Para cada caso se contó con el apoyo de radiólogos 
expertos que ayudaron con los parámetros de las MRI y así facilitar la visualización de 
nódulos en el órgano. Después de procesar los datos, los autores aplicaron la técnica EL 
que consiste en combinar predicciones de diferentes modelos, esta técnica se usa para 
reducir la varianza de los resultados finales. Los autores demostraron que esta técnica 
tiene un aumento de la precisión en un 8%. Sin esta técnica los resultados fueron 
acertados en un 80% mientras que con la técnica EL fueron de un 88%. 
  
Abbasi et al, en 2020 presentaron una CNN para detectar la existencia de células 
cancerígenas en próstata. Para el entrenamiento y evaluación, los autores usaron un 
dataset públicamente disponible proporcionado por la universidad de Harvard, cuenta 
con datos de 230 pacientes. Se usó una CNN llamada GoogleNet, esta red introduce un 
nuevo nivel de organización y arrojó muy buenos resultados a pesar de requerir mayor 
capacidad de cómputo comparada con otras técnicas de TL. Esto sucede porque 
GoogleNet es más profunda, pero lo compensa debido a que está optimizada dentro de 
la red. Para calibrar la red, los autores tuvieron en cuenta características multimodales 
como la textura, la morfología y la entropía ofrecidos por el dataset de imágenes. Los 
resultados arrojaron una precisión del 100% de aciertos. Adicionalmente arrojó 
especificidad y sensibilidad del 100%. Los autores concluyen que tener en cuenta las 
características mencionadas mejoran considerablemente el desempeño de la CNN. 
 
Cao et al, 2019,  buscaban detectar conjuntamente lesiones de PCa y predecir su 
agresividad utilizando la puntuación Gleason e imágenes por resonancia magnética 
multiparamétrica. Para brindar una solución, proponen una nueva red neuronal 
convolucional multi-clase, FocalNet. Para entrenar FocalNet, los autores usaron un 
conjunto de datos de mp-MRI de próstata de 417 pacientes que se sometieron a 
exámenes de mp-MRI 3T antes de la prostatectomía laparoscópica asistida por robótica. 



Como resultado se logró una sensibilidad del 89,7% y del 87,9% para lesiones de guía y 
lesiones clínicamente significativas en un falso positivo por paciente, respectivamente.  
 
En el artículo presentado por Yuan et al, en 2019  propone un modelo de aprendizaje de 
transferencia de resonancia magnética multiparamétrica junto a una red convolucional 
profunda para clasificar el cáncer de próstata, usaron 144 casos, de los cuales 112 son 
del desafío PROSTATEx-2 y los restantes son de una base de datos propia  para 
entrenar el modelo. Finalmente, el modelo propuesto logró una precisión del 86,92% en 
la clasificación de PCa.  
 
Kirlik et al, en 2018 presentaron un artículo que proporciona un modelo de predicción de 
cáncer de próstata y el nivel de agresividad del cáncer con aprendizaje supervisado, 
imágenes multiparamétricas y el algoritmo AdaBoost. Como resultado en la clasificación 
entre ausencia y presencia de PCa se obtuvo sensibilidad de 0,73 (0,70-0,77), 
especificidad de 0,62 (0,62 0,60-0,68), valor predictivo negativo de 0,73 (0,71-0,76) y 
valor predictivo positivo de 0.65 (0,62-0,68).  
 
Liu et al, 2021, proponen un modelo de aprendizaje profundo para el diagnóstico asistido 
por computadora de cáncer de próstata usando imágenes de ultrasonido de próstata, 
utilizan S-Mask R-CNN para realizar la segmentación precisa de las imágenes de 
ultrasonido de próstata y generar regiones candidatas, además, adoptaron una red 
Inception-v3 para la detección de lesiones teniendo en cuenta un conjunto de datos de 
imágenes ecográficas segmentadas de la próstata. Dentro de los resultados, este modelo 
logró una exactitud de detección de cáncer del 80% y una precisión de hallazgos 
benignos del 76%. 
 
Trivizakis et al, en 2019 presentaron un artículo donde evaluaron técnicas de aprendizaje 
automático; Patrón binario local (LBP), Histograma de gradientes orientados (HOG) y 
Características robustas aceleradas (SURF) con el fin de obtener un método fiable para 
la puntuación de densidad mamaria en mamografías de rutina, utilizaron arquitectura 
CNN y Machine learning basado en modelos previamente entrenados. Los mejores 
resultados se obtuvieron de LBP, con una exactitud del 83,3% y área bajo la curva del 
78%. 
 
En el artículo presentado por A. R. Syafeeza et al, 2015 se propone un esquema de 
reentrenamiento de redes neuronales que busca dar solución al problema que representa 
el reentrenar un algoritmo desde cero ya que esto aumenta el costo y tiempo. Los autores 
demostraron que entrenar una nueva categoría en la red neuronal es 70 veces más 
rápido que reentrenar la arquitectura entera. Al reentrenar 50 sujetos nuevos, la red 
neuronal entera se cumplió el objetivo después de 0,45 segundos, mientras que 
reentrenar la red entera con la misma cantidad de sujetos llevó 35,10 segundos. 
 
Ghosh, 2019,  usaron dos datasets públicos para el entrenamiento y preparación de una 
herramienta de Machine Learning que lograra clasificar imágenes diagnósticas de cáncer 
de mama. El primero de la Universidad de California, Irvine (UCI) Machine Learning 
Repository y el segundo Digital Database for Screening Mammography (DDSM). 



Contaron con la opinión de un radiólogo para aumentar la precisión y mejorar el 
entrenamiento del algoritmo. Se usaron 2 modelos; M1 que tuvo en cuenta la forma de 
la lesión, el margen, la densidad y la edad de los pacientes para el dataset 1 y parámetros 
de la textura de las imágenes para el dataset 2. Y el M2 que usaron los parámetros 
previos y la clasificación BI-RADS dada por los radiólogos. Se entrenaron tres algoritmos 
basados en Machine Learning: Support machine vector (SMV), Artificial neural network 
(ANN), Bayesian network (BN). Dentro de los resultados, la especificidad más alta del 
dataset 1 se obtuvo con SMV con un 83,75%. De igual forma, con el dataset 2, la 
sensibilidad más alta también la obtuvo SMV con un 93,81%.  
 
Van Schie et al, 2013, buscaron crear un sistema de detección asistido por computadora 
capacitado en mamografia 2D usando volúmenes de tomosíntesis, este examen es una 
mamografía digital usada para la detección temprana de cáncer de mama. Dentro de la 
metodología se experimentó para determinar el rendimiento del sistema asistido por 
computadora, el grosor óptimo para las placas de este enfoque y la mejor manera de 
determinar la ubicación en 3D. Se usó una base de datos de 192 pacientes. En 49 
pacientes, había una o más malignidades que se describían como una masa distorsión 
arquitectónica o asimetría. Como resultados, alcanzaron sensibilidades de casos del 
80% y el 90% con 0,35 y 0,99 falsos positivos por volumen, respectivamente. 
 
Thrall et al, 2021, plantean un cuestionamiento sobre la forma como se está abordando 
el entrenamiento de herramientas de inteligencia artificial para la detección y clasificación 
de cáncer y su aplicación en la medicina. Utilizaron herramientas como redes neuronales 
artificiales para poder plantear distintos escenarios y sacar conclusiones respecto a los 
métodos óptimos de entrenamiento y evaluación. Tuvieron en cuenta términos como el 
reentrenamiento y el rendimiento de datasets públicos frente a datasets desarrollados 
por las propias instituciones. Si bien reentrenar un algoritmo es factible, los autores 
demostraron que instituciones con mayor capacidad para generar sus propios datasets 
serán beneficiadas ya que hay mejores resultados si cada institución entrena algoritmos 
con sus propias imágenes. Por otro lado, al expresar los resultados de la predicción como 
una probabilidad continua, es posible identificar subpoblaciones de pacientes con valores 
predictivos altos (positivos o negativos). 
 
Kitamura & Deible, 2020, presentaron un trabajo donde tomaban dos datasets de 
imágenes diagnósticas de tórax. El primero de ellos CXR8 que contenía rayos X de tórax. 
Procedieron a entrenar un algoritmo clasificador con estas imágenes para detectar 
neumotórax. Posteriormente reentrenaron el algoritmo con un dataset propio. Los 
resultados arrojaron mejor rendimiento del algoritmo reentrenado frente al algoritmo sin 
entrenar, teniendo un área bajo la curva de 0,59 sin reentrenar y 0,90 después de 
reentrenar el algoritmo. 
 
Tandon et al, 2021, demostraron que es posible reentrenar un algoritmo para ser eficiente 
en una tarea que no tenía programada. Tomaron un dataset y algoritmo de inteligencia 
artificial que estaban hechos para clasificar el tamaño normal del corazón y lo sometieron 
a reentrenamiento con un dataset desarrollado por ellos con imágenes e información 
sobre Tetralogía de Fallot (ToF), la cual tiene como una característica macroscópica la 



variación del tamaño del corazón. Después de reentrenar el algoritmo lograron evidenciar 
que era posible clasificar imágenes con ToF con resultados prometedores. Dentro de los 
resultados obtuvieron un 88% de efectividad del algoritmo sin reentrenar y un 90% de 
efectividad con el algoritmo reentrenado. 
 
Sammouda et al, 2015, realizan una comparación, usando la prueba T de Student, entre 
dos algoritmos de segmentación de imágenes, algoritmo K-means y fuzzy c-means 
(FCM) aplicados a diagnóstico de cáncer de próstata, teniendo en cuenta un conjunto de 
imágenes ópticas de infrarrojo cercano (NIRF). La investigación concluye que K-means 
es más significativo que FCM para extraer las células cancerígenas debido a la diferencia 
de precisión teniendo en cuenta Pvalue y error estándar, PValue K-means es menor a 
0,0001 y el error estándar = 0,0002, PValue FCM1 < 0,0252 y error estándar = 0,004. 
 
Wang et al, 2018,  presentan una investigación sobre la viabilidad  desarrollar un sistema 
CAD usando aprendizaje profundo para detectar cáncer de próstata, para esto, 
presentan una comparación en el rendimiento con imágenes MP-MRI  e imágenes T2W, 
así mismo, presentan la estrategia de entrenamiento en cascada para entrenar una FCN, 
la segmentación de próstata presenta un coeficiente medio de 0,8818 con imágenes T2W 
y un coeficiente medio de 0,8935 con MP-MRI, en la detección de tumores, mediante la 
estrategia de entrenamiento en cascada de dos etapas, se produce una detección del 
100% con una tasa falsa positiva inferior al 0,2. 
 
Ramirez Perez et al, 2019, desarrollaron sistema de aprendizaje automático para la 
clasificación de cáncer de próstata en imágenes de resonancia magnética en secuencias 
T2, según los modelos de evaluación se logró una exactitud de 0,831 usando regresión 
logística. 
 
Guo et al, 2014, exponen un método de aprendizaje automático basado en Clustering, 
para la segmentación del cáncer de próstata, en el entrenamiento y prueba, se utilizan 
imágenes MP-MRI, como resultados del método propuesto, se obtiene una especificidad 
de 0,97±0,01 y una sensibilidad de 0,75±0,07. 
 
S. Liu et al, 2017 desarrollaron XmasNet, una arquitectura de aprendizaje profundo 
basada en CNN para la clasificación de lesiones de cáncer de próstata utiliza como datos 
IMR 3D, realizan un aumento de datos usando rotaciones 3D y cortes, esta arquitectura, 
logró el segundo lugar en el desafío PROSTATEx con un área bajo la curva de 0,84. 
 
En la Tabla 2, es presentada información relevante de cada uno de los documentos 
estudiados, los cuales fueron desarrollados en escenarios de clasificación de cáncer de 
próstata. 
 
 
 
 



Tabla 2. Análisis de documentos recuperados 

Título Objetivo  
Tipo de 

algoritmo 

Tecnología 

usada 

Métricas de 

calidad 

Comparison of 

four Machine 

Learning 

techniques for the 

prediction of 

Prostate Cancer 

Survivability 

Comparar una red 

neuronal artificial con 

tres métodos de 

aprendizaje de 

máquina tradicionales 

en su desempeño 

con la base de datos 

SEER. 

Aprendizaje 

supervisado. 

Retro 

programación. 

Vectores 

ortogonales, 

perceptrón 

multicapa, uso 

de funciones 

no lineales. 

Exactitud. 

SVM: 85.47% 

DT: 84.97% 

NB:71% 

ANN: 85.64% 

Improving early 

Prostate Cancer 

diagnosis by using 

Artificial Neural 

Networks and 

Deep Learning 

Mejorar el actual 

sistema de 

aprendizaje de 

máquina basado en 

clasificadores para el 

diagnóstico precoz 

del cáncer de 

próstata y así evitar 

toma de biopsia. 

Aprendizaje 

supervisado. 

Retro 

programación. 

Red neuronal 

convolucional 

(AlexNet) 

programada en 

python. 

Sensibilidad 

del 83% 

Especifidad 

del 81.7% 

Exactitud del 

86.3% 

A Transfer 

Learning 

Approach for 

Malignant 

Prostate Lesion 

Detection on 

Multiparametric 

MRI 

Proponer un enfoque 

de aprendizaje 

profundo basado en 

la transferencia, para 

la clasificación de las 

lesiones de la 

próstata en imágenes 

de resonancia 

magnética 

multiparamétrica. 

Transfer 

Learning. 

InceptionV3 y 

VGG-16 

entrenadas con 

el conjunto de 

datos 

ImageNet. 

Exactitud del 

83% 

Detecting prostate 

cancer using deep 

learning 

convolution neural 

network with 

transfer learning 

approach 

Se emplea una 

robusta CNN, 

utilizando el enfoque 

de aprendizaje por 

transferencia para la 

detección del cáncer 

de próstata. 

Aprendizaje 

supervisado. 

Retro 

programación. 

Redes 

neuronales 

convolucionale

s 

(GoogLeNet) 

Se utiliza 

Matlab versión 

2017b. 

Sensibilidad y 

Especifidad 

del 100% 

Joint Prostate 

Cancer Detection 

and Gleason 

Score Prediction 

in mp-MRI via 

FocalNet 

Se busca detectar 

conjuntamente 

lesiones de PCa y 

predecir su 

agresividad utilizando 

la puntuación 

Gleason (GS). Para 

esto, proponen una 

nueva CNN multi-

clase, FocalNet. 

Aprendizaje 

supervisado. 

Redes 

neuronales 

convolucionale

s multi-clase 

 

Deeplab 

TensorFlow 

Sensibilidad 

de 89,7% y 

87,9% para 

las lesiones 

guía y las 

lesiones 

clínicamente 

significativas 

a un falso 

positivo por 



paciente, 

respectivame

nte. 

Prostate cancer 

classification with 

multiparametric 

MRI transfer 

learning model 

Aprender 

características 

discriminatorias en 

las imágenes de 

próstata y ayudar a 

los médicos en la 

clasificación del 

cáncer de próstata 

automáticamente. 

Aprendizaje 

supervisado. 

 

MPTL 

 

Descenso por 

gradiente 

estocástico 

(SGD) 

Imágenes de 

Resolución 

224 en 

formato RGB 

JPEG de 24 

bits  

Precisión del 

86,92% 

A Supervised 

Learning Tool for 

Prostate Cancer 

Foci Detection 

and 

Aggressiveness 

Identification using 

Multiparametric 

magnetic 

resonance 

imaging/magnetic 

resonance 

spectroscopy 

imaging 

Detectar con 

precisión los focos de 

cáncer y su 

agresividad, usando 

aprendizaje 

supervisado con 

imágenes de 

resonancia magnética 

nuclear (RMN) 

Aprendizaje 

supervisado. 

 

Boosting 

AdaBoost 

Sensibilidad 

de 0,73 (0,70-

0,77), 

especificidad 

de 0,62 (0,62 

0.60-0.68), 

valor 

predictivo 

negativo de 

0.73 (0.71-

0.76) y valor 

predictivo 

positivo de 

0.65 (0.62-

0.68) 

Deep learning 

framework based 

on integration of 

S-Mask R-CNN 

and Inception-v3 

for ultrasound 

image-aided 

diagnosis of 

prostate cancer 

Proponer un modelo 

de aprendizaje 

profundo para el 

diagnóstico asistido 

por computadora de 

PCa usando 

imágenes de 

ultrasonido de 

próstata  

Transfer 

Learning. 

S-Mask R-CNN 

& 

Inception-v3  

Exactitud de 

detección de 

cáncer 

Maligno 80% 

y 

cáncer 

benigno 76%  

A novel deep 

learning 

architecture 

outperforming 

‘off‑the‑shelf’ 

transfer learning 

and feature‑based 

methods in the 

automated 

 

Comparan tres 

técnicas de 

aprendizaje 

automático con el fin 

de obtener un modelo 

más fiable para 

densidad mamaria. 

Transfer 

Learning. 

Redes 

neuronales 

convolucionale

s 

LBP: exactitud 

del 83,3% y 

área bajo la 

curva del 

78%. 



assessment of 

mammographic 

breast density 

An Improved 

Retraining 

Scheme for 

Convolutional 

Neural Network 

Plantean un esquema 

de reentrenamiento 

que consta de añadir 

una capa nueva a la 

red para luego 

compararlo con 

reentrenar una red 

neuronal entera. 

Transfer 

Learning 

Redes 

neuronales 

convolucionale

s 

Reentrenar 41 

sujetos. 

Esquema: 

0,15s. 

Reentrenamie

nto entero: 

28,4s. 

Reentrenar 50 

sujetos: 

Esquema: 

0,45s. 

Rentrenamien

to entero: 

35,1s. 

Artificial 

Intelligence Using 

Open-Source BI-

RADS Data 

Exemplifying 

Potential Future 

Use 

Usar dos datasets 

públicos para el 

entrenamiento de 

herramientas de ML: 

Support machine 

vector (SMV), 

Artificial neural 

network (ANN), 

Bayesian network 

(BN).  

Aprendizaje 

supervisado. 

Redes 

neuronales 

artificiales 

Mejor 

sensibilidad y 

especificidad: 

SVM.  

- 83,75% 

Dataset 1.      

- 93,81% 

Dataset 2. 

Mass detection in 

reconstructed 

digital breast 

tomosynthesis 

volumes 

with a computer-

aided detection 

system trained on 

2D mammograms 

Desarrollar un 

sistema asistido por 

ordenador para 

diagnóstico precoz de 

cáncer de mama 

mediante 

mamografías digitales 

modernas, 

tomosíntesis. 

Aprendizaje 

supervisado. 

Redes 

neuronales 

artificiales 

Sensibilidad 

del 80% y 

90%. Falsos 

positivos del 

0,35 y 0,99 

respectivame

nte. 

Rethinking the 

Approach to 

Artificial 

Intelligence for 

Medical Image 

Analysis: 

The Case for 

Precision 

Diagnosis 

Replantear el análisis 

de imágenes médicas 

mediante 

herramientas 

modernas de 

aprendizaje de 

máquina. 

Aprendizaje 

supervisado. 

Redes 

neuronales. 

Instituciones 

con capacidad 

para crear sus 

propios 

datasets 

serán 

beneficiadas 

ya que se 

obtienen 



mejores 

resultados 

frente a las 

que usan 

datasets 

públicos. 

Retraining an 

open-source 

pneumothorax 

detecting machine 

learning 

algorithm for 

improved 

performance to 

medical images 

Se demostró que, 

para un escenario 

real, es preferible 

reentrenar el 

algoritmo con 

imágenes de la 

institución que 

pretenda usar la 

herramienta asistida 

por ordenador. 

Aprendizaje 

supervisado. 

Redes 

neuronales 

convolucionale

s, ResNet-v2-

50. 

Área bajo la 

curva: 

0,59 sin 

reentrenar. 

0,90 

reentrenado. 

Retraining 

Convolutional 

Neural Networks 

for Specialized 

Cardiovascular 

Imaging Tasks: 

Lessons from 

Tetralogy of Fallot 

Tomaron un algoritmo 

entrenado para 

clasificar el tamaño 

normal del corazón y 

lo reentrenaron con 

un dataset de una 

patología conocida 

como ‘Tetralogía de 

Fallot’ y lograron 

hacer que el 

algoritmo la detectara 

después de ser 

reentrenado. 

Aprendizaje 

supervisado. 

Redes 

neuronales 

convolucionale

s. 

88% de 

efectividad del 

algoritmo 

sólo. 90% de 

efectividad del 

algoritmo 

reentrenado. 

Comparison 

between K mean 

and fuzzy C-mean 

methods for 

segmentation of 

near infrared 

fluorescent image 

for diagnosing 

prostate cancer 

Comparar algoritmos 

K mean y fuzzy c-

means (FCM) para la 

segmentación de 

imágenes 

fluorescentes 

infrarrojas cercanas 

para diagnosticar 

cáncer de próstata 

Aprendizaje no 

supervisado,  

Clustering. 

K-means 

Fuzzy c-

means. 

PValue K-

means es 

menor a 

0,0001 y el 

error estándar 

= 0,0002,  

 

PValue fuzzy 

c-means  

< 0,0252 y 

error estándar 

= 0,004 

Fully convolutional 

neural networks 

for prostate 

cancer detection 

using multi-

parametric 

magnetic 

Indagar la viabilidad 

de desarrollar un 

sistema de detección 

asistida por 

computadora (CAD) 

usando aprendizaje 

profundo para la 

Aprendizaje 

supervisado. 

Fully 

Convolutional 

Networks 

(FCN). 

Segmentación 

de próstata: 

Con imágenes 

T2W: 2000 

épocas de 

entrenamiento



resonance 

images: an initial 

investigation 

detección de cáncer 

de próstata en 

imágenes de 

resonancia magnética 

multi-paramétricas 

(mpMRI).  

, coeficiente 

medio 0,8818. 

 

Con imágenes 

mpMRI: 500 

épocas de 

entrenamiento

, coeficiente 

medio 0,8935. 

 

Detección de 

tumores:  

Mediante la 

estrategia de 

entrenamiento 

en cascada 

de dos etapas 

se produce 

una tasa de 

detección del 

100% con una 

tasa falsa 

positiva 

inferior al 0,2. 

Supervised 

Classifiers of 

Prostate Cancer 

from Magnetic 

Resonance 

Images in T2 

Sequences 

Desarrollar un 

sistema para la 

clasificación de 

cáncer de próstata en 

imágenes de 

resonancia 

magnética. 

Aprendizaje 

supervisado. 

Regresión 

logística. 

Exactitud de 

0,831 en 

clasificación 

de cáncer de 

próstata con 

regresión 

logística. 

Prostate cancer 

segmentation from 

multiparametric 

MRI based on 

fuzzy Bayesian 

model 

Presentar un método 

basado en Clustering 

para la segmentación 

de cáncer de próstata 

usando como datos, 

imágenes de 

resonancia magnética 

multi-paramétricas 

(mpMRI). 

Aprendizaje no 

supervisado,  

Clustering. 

FCM. 

Especificidad 

de 0,97±0,01 

y una 

sensibilidad 

de 0,75±0,07.   

 

Prostate cancer 

diagnosis using 

deep learning with 

3D 

multiparametric 

MRI 

Desarrollar una 

arquitectura de 

aprendizaje profundo 

para la clasificación 

de lesiones de cáncer 

de próstata usando 

como datos IMR. 

Aprendizaje 

supervisado. 

CNN 

XmasNet 

Área bajo la 

curva de 0,84 

 



La adquisición de información sobre trabajos previos se realizó teniendo en cuenta los 
métodos y tecnologías usados. De esta investigación, se obtuvieron nuevas ideas 
relacionadas con la solución planteada como la implementación de TL y DL. Además, se 
aborda la posibilidad de aplicar modelos de aprendizaje supervisado con MRI los cuales 
han sido implementados de manera eficiente para cumplir su función (Kirlik et al, 2018) 
y finalmente, está incrementando el uso de redes neuronales convolucionales mediante 
TL para el diagnóstico asistido por computador (Abbasi et al, 2020). 
  
Dentro de esta revisión de artículos términos como DL (Mesrabadi & Faez, 2018) y TL 

(Chen et al, 2019) son importantes gracias al papel que cumplen en la precisión para 

clasificar células cancerígenas evidenciadas en MRI de próstata. Las redes neuronales 

convolucionales, son producto del desarrollo de estos términos (DL y TL), toman 

protagonismo como herramienta confiable para brindar una solución a la problemática 

planteada (Correia et al, 2020). 

 

4.4 MARCO LEGAL 

En el marco legal del presente proyecto se consideraron los siguientes pactos 
estipulados en el Plan Nacional de Desarrollo (PND) 2018- 2022 expedido por la ley 1955 
de 2019.  
 
Inicialmente, el objetivo del proyecto está relacionado con el tercer pacto del PND, Pacto 
por la equidad: política social moderna centrada en la familia, eficiente, de calidad y 
conectada a mercados, este pacto enmarca líneas de desarrollo como: 
 

• Salud para todos con calidad y eficiencia, sostenible por todos: En esta línea, se 
tiene como objetivo desarrollar una “visión de largo plazo del sistema de salud, 
teniendo en cuenta la atención de calidad a los pacientes, una cobertura financiera 
y acciones de salud pública que se adapten a los cambios sociales, demográficos 
y epidemiológicos de Colombia” (Departamento Nacional de Planeación, 2018). 

 

• Dignidad y felicidad para todos los adultos mayores: En este apartado, se propone 
“brindar oportunidades a los adultos mayores para que tenga una vida activa, 
saludable y con seguridad económica” (Departamento Nacional de Planeación, 
2018). 

 
Las líneas anteriormente mencionadas, se relacionan con el proyecto debido a su 
enfoque en salud y en adultos mayores respectivamente. 
 
El quinto pacto, Pacto por la Ciencia, la Tecnología y la Innovación: Un sistema para 
construir el conocimiento de la Colombia del futuro se vincula con la solución planteada 
a la detección de cáncer de próstata. Dentro de este pacto, se exponen las siguientes 
líneas que pueden enlazar con proyecto: 
 

• Más ciencia, más futuro: Compromiso para duplicar la inversión pública y privada 
en ciencia, tecnología e innovación; en esta línea se proponen ideas como: 



aumentar la inversión en ciencia, tecnología e innovación (CTeI) y Mejorar la 
información para la toma de decisiones de política pública de CTeI con el fin de 
promover la innovación y tecnología en Colombia (Departamento Nacional de 
Planeación, 2018). 

 

• Innovación pública para un país moderno: En este apartado se busca impulsar la 
innovación pública en Colombia, para esto, el Departamento Nacional de 
Planeación (2018) plantea objetivos como: Fortalecer el ecosistema de innovación 
pública; robustecer las condiciones institucionales para impulsar la innovación 
pública y remover barreras; promover una mentalidad y cultura afines a la 
innovación; crear mecanismos de apoyo y financiación para materializar la 
innovación; gestionar el conocimiento y los aprendizajes para crear valor público. 

 
El pacto cinco del PND, entra en relación con la solución al problema planteado debido 
a que es una propuesta innovadora por las tecnologías y técnicas que se usaran para 
desarrollar el proyecto y presentan un nuevo camino en el campo de la salud colombiana.  
 
Además de los pactos del PND, se toma en cuenta marco de transformación digital del 

estado, el cual presenta procedimientos a seguir para implementar tecnologías 

emergentes como IA, en entidades públicas. La transformación digital para el estado 

presenta cinco propósitos transversales, de los cuales dos de ellos se aplican al presente 

proyecto: Servicios digitales de confianza y calidad, y decisiones basadas en datos 

(Ministerio de Tecnologías de la Información y las Comunicaciones, 2020). Los 

propósitos mencionados anteriormente, se aplican en puesto que la solución planteada 

es un sistema de diagnóstico de cáncer de próstata, por lo tanto, la decisión está basada 

en un conjunto de datos y debe ser un sistema confiable, es decir, un alto puntaje de 

exactitud en la detección de cáncer de próstata. 

 

Finalmente, se tiene en cuenta los ODS como el objetivo 3: Salud y bienestar 
(Organización de las Naciones Unidas, 2015), que busca garantizar una vida sana y 
promover el bienestar para todos en todas las edades. Adicionalmente, este proyecto 
puede ayudar a cumplir el noveno ODS, Industria, innovación e infraestructura 
(Organización de las Naciones Unidas, 2015) ya que, al ser este tema una tecnología 
emergente, representa una nueva forma de realizar impresiones diagnósticas en el 
campo de la salud. 

 

 

 

 

 

 

 

 



5. METODOLOGÍA 

 

 

Para el desarrollo del proyecto de Trabajo de Grado, se definieron tres etapas 
principales, relacionadas estrechamente con los objetivos específicos del proyecto. A 
continuación, son presentadas las actividades asociadas con cada una de las etapas. 

 

Etapa 1: Construir un Dataset de imágenes diagnósticas de cáncer de próstata, que 
permitan el entrenamiento de un modelo aprendizaje automático enfocado en 
clasificación.  

Las actividades que serán realizadas se presentan a continuación: 

1. Recopilación de imágenes diagnósticas de cáncer de próstata etiquetadas.  

2. Limpieza de las imágenes diagnósticas de cáncer de próstata recopiladas.  

3. Estandarización de las imágenes diagnósticas de cáncer de próstata adquiridas.  

4. Separación de las imágenes resultantes en conjunto de entrenamiento y conjunto 

de prueba de prueba teniendo en cuenta el método ‘holdout’. 

 

Etapa 2: Adaptar un modelo de aprendizaje automático para sugerir la existencia de 
cáncer prostático en imágenes médicas. 

Las actividades que serán realizadas se presentan a continuación: 

5. Comparación de tecnologías permitan el desarrollo de un modelo aprendizaje 

automático enfocado en clasificación de imágenes diagnósticas de cáncer de 

próstata.  

6. Selección de una tecnología que permita el desarrollo de un modelo aprendizaje 

automático enfocado en clasificación de imágenes diagnósticas de cáncer de 

próstata.  

7. Ajuste un modelo de aprendizaje automático que sugiera la existencia de cáncer 

prostático en imágenes médicas.  

8. Evaluación el modelo ajustado con los datos de prueba.  

 

Etapa 3: Diseñar un prototipo funcional de software clasificador asistido por ordenador, 
que integre un modelo de aprendizaje automático para la clasificación de imágenes 
diagnósticas asociadas a presencia de células cancerígenas. 



Las actividades que serán realizadas se presentan a continuación: 

9. Selección de una tecnología de desarrollo web que permita integrar el modelo de 

aprendizaje automático ajustado en la etapa anterior.  

10. Desarrollo de un sistema web que integre el modelo de aprendizaje automático.  

11. Evaluación del sistema desarrollado para la clasificación de imágenes 

diagnósticas de cáncer de próstata.  

 

Para la etapa 3, se usará el modelo de prototipado, también conocido como modelo 

evolutivo. Según (Pressman, 2002), “los modelos evolutivos son iterativos. Se 

caracterizan por la manera en la que permiten desarrollar versiones cada vez más 

completas del software” (pág. 36). El modelo seleccionado se ajusta al desarrollo del 

prototipo sistema web, puesto que tiene en cuenta: análisis de los requerimientos, diseño 

rápido del sistema, construcción del prototipo y retroalimentación que permite reanudar 

el ciclo de desarrollo. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



6. DESARROLLO DEL PROYECTO    

 

6.1 CONSTRUCCIÓN DE UN DATASET DE IMÁGENES DIAGNÓSTICAS DE 

CÁNCER DE PRÓSTATA 

 

Como introducción se presenta la Figura 6, donde se muestra un diagrama con 

información resumida acerca de la construcción del conjunto de datos usado en este 

proyecto. 

 

 
Figura 6. Diagrama resumen del capítulo 

 

 

Debido a la crisis sanitaria por la pandemia de COVID-19 en Colombia, el proceso para 

la obtención de imágenes privadas para construir un conjunto de imágenes ‘propio’ se 

obstaculizó a tal punto que estaba alterando el desarrollo normal del cronograma 

propuesto para el trabajo de grado. Debido a lo anterior, y cumplir con este objetivo, se 

procedió a realizar una búsqueda de imágenes de fuente abierta (open source) que 

mantuvieran en anonimato información sensible de cada uno de los sujetos participantes 

con el fin de no divulgar datos personales. Gracias a herramientas web como Cancer 

Imaging Archive y Kaggle se logró tener disponibles alrededor de ocho Datasets con los 



que se podría iniciar el proyecto, sin embargo, destacan tres conjuntos de datos que 

serán detallados a continuación. 

 

6.1.1 QIN-PROSTATE-REPEATABILITY 

Se trata de un conjunto de datos proveniente de Estados Unidos que contiene MP-MRI 

de próstata desarrollado para evaluar la repetibilidad de las mediciones basadas en la 

resonancia magnética en próstata. Contiene alrededor de 38.000 imágenes diagnósticas 

que muestran cáncer confirmado o sospechoso de 15 pacientes. Para la obtención de 

estos datos se utilizó el protocolo de MP-MRI de próstata implementado por el equipo 

del Brigham and Women's Hospital. Para la de toma de imágenes se usó el nivel vertebral 

T2 en cada uno de los sujetos participantes (Fedorov et al, 2017). Los datos de las 

imágenes se acompañan de los siguientes tipos de datos derivados: 

Segmentaciones manuales de la glándula prostática total, de la zona periférica de la 

glándula prostática, del tumor sospechoso y de las regiones normales. Las 

segmentaciones fueron realizadas por un radiólogo experto en MRI de próstata. 

Tanto las segmentaciones como las mediciones basadas en la segmentación se 

almacenan como objetos DICOM. 

 

Tabla 3. Resumen QIN-PROSTATE-Repeatability  

QIN-PROSTATE-Repeatability 

País de origen Estados Unidos 

Tipo de cáncer Confirmado o sospechoso 

Cantidad de sujetos 15 

Cantidad de imágenes  38500 

Formato de imágenes DICOM 

Tamaño del conjunto de datos 14.86 GB 

¿Etiquetado? Sí 

 

 

6.1.2 PROSTATE-MRI 

Esta colección de datos fue obtenida en Estados Unidos, contiene MRI de próstata a 

nivel vertebral T3. Contiene alrededor de 22.000 imágenes diagnósticas que muestran 

cáncer confirmado. A cada uno de los 26 participantes se le confirmó cáncer mediante 

biopsia y fueron sometidos a cirugía para extraer la próstata. Los datos se generaron en 

el National Cancer Institute, Bethesda, Maryland, USA entre 2008 y 2010. Las imágenes 

se almacenaron como objetos DICOM, adicionalmente, cuenta con las imágenes de 

patología en formato JPEG. Estas imágenes tienen la función de confirmar la existencia 

de cáncer al observar cortes de muestras de tejido al microscopio (Clark et al, 2013). 

 



Tabla 4. Resumen PROSTATE-MRI 

PROSTATE-MRI 

País de origen Estados Unidos 

Tipo de cáncer Confirmado 

Cantidad de sujetos 26 

Cantidad de imágenes  22036 

Formato de imágenes DICOM 

Tamaño del conjunto de datos 3.2 GB 

¿Etiquetado? No 

 

6.1.3 SPIE-AAPM-NCI PROSTATEX CHALLENGES 

Esta colección es un conjunto retrospectivo de estudios de MRI de próstata, todos los 

estudios incluían imágenes a nivel vertebral T2. El desafío PROSTATEx ("SPIE-AAPM-

NCI Prostate MR Classification Challenge") se centró en el análisis cuantitativo de 

imágenes de próstata para la clasificación diagnóstica clínicamente significativa, 

celebrado en el Simposio de Imágenes Médicas de la SPIE de 2017. PROSTATEx se 

llevó a cabo del 21 de noviembre de 2016 al 15 de enero de 2017 (Litjens et al, 2014). 

 

Las MRI de próstata fueron tomadas en el Radboud University Medical Centre 

(Radboudumc) en el Centro de Referencia de MRI de Próstata bajo la supervisión del Dr. 

Barentsz. El Radboudumc está situado en Nijmegen, Países Bajos. El conjunto de datos 

se recopiló y se curó para la investigación en el diagnóstico asistido por ordenador de 

MRI de próstata bajo la supervisión del Dr. Huisman, Radboudumc (Litjens et al, 2014). 

 

El conjunto de datos cuenta con alrededor de 300.000 imágenes de 346 pacientes 

participantes. Las imágenes se almacenaron como objetos DICOM, adicionalmente, 

cuenta con información documentada relacionada a lesiones encontradas y clasificación 

de esas lesiones en dos categorías: Clínicamente significativo y Clínicamente no 

significativo. 

 

Tabla 5. Resumen SPIE-AAPM-NCI PROSTATEx Challenges 

SPIE-AAPM-NCI PROSTATEx Challenges 

País de origen Países Bajos 

Tipo de cáncer Confirmado y sospechoso 

Cantidad de sujetos 346 

Cantidad de imágenes  309251 

Formato de imágenes DICOM 

Tamaño del conjunto de datos 15.1 GB 

¿Etiquetado? Sí 

 



Gracias a lo anteriormente mencionado, el conjunto de datos PROSTATEx, cuenta con 

la información necesaria para poder generar un ‘subconjunto’ de datos, derivados del 

original, para poder probar modelos de aprendizaje profundo y así continuar con el 

proceso de desarrollo del trabajo de grado.  

 

6.1.4 INFORMACIÓN UTILIZADA DE PROSTATEX 

Los datos adicionales de las imágenes fueron documentados en un archivo CSV, a 

continuación, se muestran los datos que fueron usados para la construcción del conjunto 

de datos: 

• ProxID – Identificador de paciente PROSTATEx. 

• fid – Identificador del hallazgo. 

• ClinSig – Identificador disponible en el conjunto de datos que identifica si se trata 
de un hallazgo clínicamente significativo. 

• Pos – Posición del Scanner en el hallazgo. 
 

Sólo se tuvieron estos datos en cuenta para la construcción del conjunto de datos debido 

a que esta información es suficiente para el alcance del proyecto. El dataset construido 

se trata de un conjunto de datos categórico, es decir, las imágenes fueron separadas en 

carpetas indicando cada categoría en la que el algoritmo entrenado clasificará la imagen 

ofrecida por los usuarios. Sin embargo, dentro de esta documentación, se observó que 

algunos pacientes tuvieron más de un hallazgo. En algunos casos los hallazgos del 

mismo paciente clasificaban en la misma categoría, en otros casos, un paciente tenía 

hallazgos que clasificaban para ambas categorías. Con esto en mente, se tuvieron en 

cuenta sólo pacientes que tuviesen un solo hallazgo clasificado. 

 

6.1.5 CLASIFICACIÓN CLÍNICAMENTE SIGNIFICATIVA 

Como se mencionó anteriormente, la información obtenida en el conjunto de datos 

PROSTATEx contiene una clasificación de los hallazgos de cada paciente, esta 

clasificación se da en dos categorías: Clínicamente significativo y Clínicamente no 

significativo. Al tener una imagen clínicamente significativa se está haciendo una 

referencia a un sistema de puntos conocido como Sistema de Información y Datos en 

Imagen de Próstata, abreviado PI-RADS por sus siglas en inglés. Este sistema ayuda a 

determinar la probabilidad de que un hallazgo evolucione a cáncer de próstata de la 

siguiente manera (Weinreb et al, 2016). 

• PI-RADS 1 - Muy bajo: Es muy poco probable que haya un hallazgo clínicamente 
significativo. 

• PI-RADS 2 – Bajo: La presencia de un hallazgo clínicamente significativo es poco 
probable. 

• PI-RADS 3 – Intermedio: La presencia de un hallazgo clínicamente significativo es 
equívoca, sujeta a incertidumbre. 

• PI-RADS 4 – Alto: Es probable que haya un hallazgo clínicamente significativo. 



• PI-RADS 5 – Muy alto: Es muy probable que haya un hallazgo clínicamente 
significativo. 

 

Gracias a la información presente en la documentación del conjunto de datos, se puede 

desarrollar un ‘subconjunto’ de datos que proporcione el entrenamiento necesario para 

que un algoritmo de aprendizaje profundo logre clasificar MRI de próstata. Sin embargo, 

las imágenes sufrieron un proceso para poder ser reconocidas por cualquier herramienta 

de clasificación de imágenes. 

 

6.1.6 ELECCIÓN DE UN PLANO DE TOMA DE IMAGEN 

Dentro de la información ofrecida en PROSTATEx, se contaba con distintos planos de 

toma de imágenes, estos planos pueden ser sagitales, coronarios y transversales. Con 

la finalidad de mejorar la precisión final y preparar de mejor manera el conjunto de datos, 

se usaron las imágenes con un plano transversal ya que permite observar de mejor 

manera la anatomía de la próstata. 

 

 
Figura 7. Resonancias Magnéticas de Próstata. Izquierda: Plano Sagital. Derecha: 

Plano Transversal. Imágenes recuperadas de Litjens et al, 2014. 

 

 

Como se muestra en la Figura 7, se logra observar de mejor manera la anatomía de la 

próstata en un plano transversal, lo cual puede tener un reflejo en el entrenamiento y 

precisión final del algoritmo clasificador. De esta manera fueron recuperadas alrededor 

de 2.310 imágenes diagnósticas en plano transversal de aquellos pacientes que tuviesen 

un solo hallazgo, que esté clasificado en la documentación y así construir el conjunto de 

datos del proyecto. 

 



6.1.7 TRANSFORMACIÓN DE IMÁGENES 

Si bien los datos obtenidos del conjunto fueron almacenados como objetos DICOM, era 

de importancia contar con imágenes en un formato estándar para poder entrenar 

cualquier algoritmo clasificador. Es por esto por lo que se eligió el formato JPEG para la 

transformación y posterior manipulación para así tener el subconjunto de datos definitivo 

para dar por cumplido el objetivo específico. A falta de herramientas gratuitas que 

facilitaran el proceso de conversión, se procedió a desarrollar un programa que realizara 

esta actividad. De esta manera, se logró convertir un total de 1.528 imágenes para el 

conjunto de datos a construir. 

 

6.1.8 CONJUNTO DE DATOS RESULTANTE 

Como se mencionó anteriormente, el conjunto de datos resultante es categórico, es decir, 

las imágenes fueron clasificadas en dos grupos de acuerdo con la documentación 

ofrecida en el conjunto de datos PROSTATEx, estas categorías son Clínicamente 

significativo y Clínicamente no significativo. Así se contó con imágenes diagnósticas de 

64 pacientes, se mantuvo la misma cantidad de imágenes en cada categoría, contando 

así con 764 imágenes en cada una. Adicionalmente, se dividió la cantidad de imágenes 

teniendo en cuenta el método holdout que consiste en separar el total de imágenes en 

un grupo para entrenamiento y otro para validación (Bosch et al, 2011). Finalmente, el 

conjunto de datos construido cuenta con un total de 1.528 imágenes en cada categoría, 

de las cuales 1.069 son para entrenamiento y 459 para validación el cual se encuentra 

disponible aquí. 

 

Tabla 6. Resumen conjunto de datos resultante 

Conjunto de datos resultante 

Categorías 
Clínicamente significativo y Clínicamente no 
significativo 

Cantidad de imágenes 1.528 

Imágenes por categoría 764 

Cantidad de imágenes para 
entrenamiento  

1.072 

Cantidad de imágenes para validación 456 

Fuente de obtención de imágenes SPIE-AAPM-NCI PROSTATEx Challenges 

 

 

6.2 ADAPTACIÓN DE UN MODELO PARA SUGERIR LA EXISTENCIA DE CÁNCER 

PROSTÁTICO 

 

En esta sección se busca mostrar los distintos modelos que se tuvieron en cuenta para 

trabajar en el proyecto, también se pretende mostrar el rendimiento que cada uno tuvo, 

cómo se realizó el proceso de entrenamiento y, finalmente, se muestra el modelo final 

https://www.kaggle.com/tgprostata/transverse-plane-prostate-dataset


con el que se sugieren hallazgos clínicamente significativos en una resonancia 

magnética de próstata tomada en un plano transversal. 

 

6.2.1 SELECCIÓN, LIMPIEZA Y TRATAMIENTO DE DATOS 

Como se mencionó en la sección anterior, el conjunto de datos con el que se trabajó 

cuenta con alrededor de mil quinientas (1.500) imágenes de pacientes participantes de 

diversos estudios de resonancias magnéticas de próstata. Sin embargo, los datos del 

conjunto tuvieron que pasar por un proceso para poder ofrecer la información necesaria 

para entrenar el algoritmo clasificador. 

 

• Selección de datos: Los datos de pacientes tomados de PROSTATEx debían 
cumplir con ciertos requisitos para pertenecer en el conjunto de datos de este 
proyecto. La documentación disponible de PROSTATEx contenía información 
relacionada a los datos encontrados en cada una de las resonancias de próstata 
de los participantes como la cantidad de hallazgos presentes, su ubicación, el 
paciente al que pertenece y si se trata de un hallazgo clínicamente significativo o 
no. Sin embargo, algunos sujetos presentaron más de un hallazgo en las 
imágenes, en algunos casos el total de hallazgos pertenecía a una sola categoría, 
en otros, un paciente tiene distintos hallazgos pertenecientes a ambas categorías. 
Este detalle obstaculizó el proceso de separación de imágenes, por lo que se 
tomaron en cuenta pacientes que sólo tuvieran un hallazgo clasificado en la 
documentación disponible. De esta manera se cuenta en total con la información 
de 110 sujetos. 
 

• Limpieza de datos: Después de tener separados los pacientes con los que se 
pretendía entrenar el algoritmo se tuvo que limpiar la información de cada sujeto. 
El resultado de una resonancia magnética es un conjunto de imágenes de la 
estructura a estudiar, en este caso próstata, que puede tener distintos ángulos de 
toma. Como se explicó en la sección anterior, se tuvieron en cuenta planos de 
toma tipo transversal de cada paciente con el fin de detectar de mejor manera la 
próstata y sus hallazgos. Por otro lado, se debía mantener un número de 
imágenes igual (o similar) en cada una de las categorías, por lo que se redujo la 
cantidad de sujetos a 64, divididos en cada categoría (dos grupos de 32). 
 

 

• Tratamiento de datos: Finalmente, las imágenes de los sujetos estaban en formato 
DICOM el cual no permitió entrenar el algoritmo clasificador, es por esto por lo 
que se procedió a realizar la conversión de las imágenes a un formato apto para 
lograr el cumplimiento del objetivo del capítulo. El total de imágenes de plano 
transversal de los 64 pacientes fueron convertidas a formato JPEG y así poder 
entrenar el algoritmo clasificador de resonancias magnéticas. En este proceso 
también se redimensionaron las imágenes al mismo tamaño para estandarizar el 
total de imágenes y facilitar el proceso de entrenamiento e identificación de 
hallazgos por parte del algoritmo. Por último, las imágenes fueron categorizadas 



como clínicamente significativas o clínicamente no significativas dependiendo de 
sus hallazgos, cada categoría se conforma de una carpeta que contiene el total 
de imágenes pertenecientes. 

 

6.2.2 PREPROCESAMIENTO DE DATOS 

Antes de poder entrenar el algoritmo, se tuvo que realizar un proceso de preparación de 

las herramientas a utilizar para cumplir con este objetivo. Se usó la herramienta Google 

Collaboratory, también llamada Colab, debido a su facilidad para programar en el 

lenguaje de programación Python sin necesidad de configuraciones de sistema y desde 

un navegador web (Colaboratory, 2021). Se procedió a cargar el conjunto de datos 

desarrollado a esta herramienta, posteriormente se procedió a importar las librerías 

necesarias para trabajar con dos redes neuronales: Inception V3 y Small VGG Net. 

Después de este proceso, se hizo un preprocesamiento de las imágenes que consistió 

en almacenarlas en memoria como un arreglo de datos con el fin de facilitar su análisis 

y, de esta manera, permitir de manera correcta el entrenamiento. Seguidamente se 

dividió el total de imágenes en cada grupo previamente definido: Imágenes clínicamente 

significativas y clínicamente no significativas en dos grupos, uno para entrenamiento y 

otro para validación. Finalmente se inició el entrenamiento del modelo en la última capa 

para poder dar inicio al entrenamiento. 

 

6.2.3 DISEÑO DEL ENTRENAMIENTO 

Para cada una de las redes neuronales se llevó a cabo el mismo esquema de 
entrenamiento el cual será detallado a continuación. Los aspectos para resaltar en el 
entrenamiento se pueden definir como parámetros esenciales para completar este 
proceso. Estos parámetros se encuentran resumidos en la Tabla 7 y son los siguientes:  

● Número de épocas: Definido como la cantidad de veces que se va a iterar sobre 
el total de datos (Aszemi & Dominic, 2019). Para poder tener mejores resultados, 
se definió un número de 900 épocas para este entrenamiento.  

● Número de pasos: Definido como el número de veces que se va a procesar la 
información en cada una de las épocas (Aszemi & Dominic, 2019). En este 
proyecto se manejaron 26 pasos por cada una de las épocas. 

● Batch Size: Conocido también como tamaño de lote, se define como la cantidad 
de imágenes que se va a analizar durante cada paso (Aszemi & Dominic, 2019). 
Para este caso se definió un total de 32 imágenes en cada lote. 

● Dimensiones de imagen: Hace referencia al tamaño, en píxeles, de las imágenes 
a trabajar. Para este proyecto se manejó un tamaño cuadrado de 384 píxeles.  

● Learning Rate (LR): Conocido también como tasa de aprendizaje, es un parámetro 
de ajuste en el algoritmo que determina el tamaño del paso en cada iteración 
(Aszemi & Dominic, 2019). Por lo general es un número cercano a 0, en este 
proyecto se trabajó con un valor de LR de 0,001. 

 

Tabla 7. Resumen Parámetros del entrenamiento 

Parámetros del entrenamiento 



Número de épocas 900 

Número de pasos 26 

Tamaño de lote 32 

Dimensión de imágenes 384x384 píxeles 

Tasa de aprendizaje 0,001 

 

6.2.4 REDES NEURONALES CONSULTADAS Y RESULTADOS 

Se trabajó con dos redes neuronales desarrolladas para clasificación de imágenes: 
Inception V3 y Small VGG Net. A continuación, se detallará la arquitectura de cada una 
y su desempeño después de ser entrenadas con el conjunto de datos del proyecto. 
 

6.2.4.1 INCEPTION V3 

Se trata de una pequeña red compuesta por tres capas de convolución, capas de 

operaciones lineales rectificadas, capas de agrupación y dos capas totalmente 

conectadas (Khan et al, 2019). La arquitectura de Inception V3 se ilustra en la Figura 8. 

 

 
Figura 8. Arquitectura InceptionV3 (Khan et al, 2019). 

Después de finalizar el entrenamiento con esta red neuronal, se tienen los siguientes 
resultados: 

● Valor de precisión: Se puede definir como el porcentaje de aciertos del algoritmo 
al momento de clasificar. InceptionV3 tuvo como valor de precisión del 57,86%. 
Representado en la Figura 9, se puede evidenciar que, con el paso de las épocas, 
el valor de entrenamiento muestra una precisión del 100% pero, el valor de 
precisión de las pruebas no supera el 57%. Esto sugiere que el entrenamiento no 
fue óptimo para esta red neuronal y se presenta un caso de sobre entrenamiento. 

 



 
Figura 9. Valor de Precisión InceptionV3. Fuente propia. 

 

● Valor de pérdida: Se puede definir como una suma de los errores cometidos para 
cada ejemplo en los conjuntos de entrenamiento o validación, en contraste con la 
precisión, no se mide como porcentaje. El valor total de pérdida para InceptionV3 
fue de 3,6005. Representado en la Figura 10, se comprueba lo comentado 
anteriormente, con el paso de las épocas, el valor de pérdida de entrenamiento es 
cercano a 0 mientras que el valor de pérdida de pruebas varía y no llega a ser 0, 
esto ayuda a confirmar un caso de sobre entrenamiento. 

 
 

 
Figura 10. Valores de pérdida InceptionV3. Fuente propia. 

 



6.2.4.2 SMALL VGG NET 

Esta red neuronal consta de 13 capas de convolución, rectificación, agrupación y 3 capas 
totalmente conectadas. La red de convolución utiliza un filtro de tamaño de ventana de 3 
× 3 y una red de pooling de 2 × 2 (Cireşan et al, 2012). Small VGG Net cuenta con una 
arquitectura sencilla, ilustrada en la Figura 11. 

 
Figura 11. Arquitectura Small VGG Net (Cireşan et al, 2012). 

 
Al finalizar cada una de las épocas se hizo el cálculo de resultados de valores de pérdida 
y precisión tanto por cada época como del modelo en general.  
 

● Valor de precisión: Small VGG Net tuvo como valor de precisión del 100%. Un 
resultado positivo teniendo en cuenta las características de trabajo en desarrollo. 
En la Figura 12 se muestra el valor de precisión para esta red neuronal, se puede 
observar que, conforme se avanza en el número de épocas, aumenta la precisión 
del modelo. Cabe destacar que, a pesar de ser muchas épocas, la precisión varía 
hasta que al finalizar se logra la precisión del 100%.  
 



 
Figura 12. Valor de precisión VGGNet. Fuente propia. 

 

 

● Valor de pérdida: Después de finalizado el entrenamiento, el valor total de pérdida 
para Small VGG Net fue de 7,1574 x10-7. Este valor demuestra que el algoritmo 
realiza ajustes muy pequeños para aprender, lo cual representa un resultado 
positivo para el proyecto. En la Figura 13 se muestra de manera gráfica el valor 
de pérdida para esta red neuronal. Se observa que, con el paso de las épocas, el 
valor perdido del entrenamiento y el valor perdido de validación disminuyen, lo 
cual indica que el modelo está aprendiendo de manera correcta y no hace pensar 
en la existencia de sobre entrenamiento. 

 



 
Figura 13. Valor de pérdida Small VGG Net. Fuente propia. 

 

6.2.5 MATRIZ DE CONFUSIÓN 

Dentro de los resultados del entrenamiento, cabe destacar la matriz de confusión que 
muestra una idea gráfica del desempeño de Small VGG. 
 

 
Figura 14. Matriz de confusión Small VGG Net. Fuente propia. 

 



Como se observa en la Figura 14, el desempeño de Small VGG Net después del 
entrenamiento arrojó un total de 100 verdaderos positivos, es decir, imágenes 
clínicamente significativas clasificadas correctamente y 114 verdaderos negativos, es 
decir, imágenes clasificadas correctamente como clínicamente no significativas. Cabe 
destacar la presencia de 1 sólo caso de falso positivo, es decir, el modelo predijo 
erróneamente una imagen clínicamente significativa; no se presentaron casos de falsos 
negativos. Con la información anterior se puede comprobar la validez de los resultados 
del entrenamiento y ofrece información alentadora con respecto al alcance y requisitos 
del proyecto. 
 

6.2.6 ELECCIÓN DE UNA RED NEURONAL 

Después de finalizar cada uno de los entrenamientos se evidenció un caso de sobre 

entrenamiento en la red neuronal InceptionV3, mientras que Small VGG Net demostró 

mejor rendimiento en el entrenamiento. Después de esto se realizaron pruebas con las 

mismas imágenes para poder tomar una decisión de qué red neuronal escoger para 

trabajar en este proyecto. Teniendo en cuenta los resultados de las dos redes neuronales 

expuestas en el capítulo, se tomó la decisión de utilizar Small VGG Net gracias a que 

tuvo mejor rendimiento al utilizar imágenes externas a las usadas en el entrenamiento. 

 

 

6.3 DISEÑAR UN PROTOTIPO FUNCIONAL DE SOFTWARE 

 

Este apartado tiene como propósito mostrar el proceso que se llevó a cabo para 

desarrollar el prototipo de software web que contiene el modelo clasificador entrenado 

en el capítulo anterior. Para esto se tuvo que definir los actores a intervenir en el sistema 

y cómo pueden interactuar con él y posteriormente se procedió a desarrollar el prototipo 

final del proyecto. 

 

6.3.1 PLAN DE DESARROLLO DE SOFTWARE 

Como punto de partida, se creó un plan de desarrollo para el prototipo de software 

clasificador. La finalidad de este documento es llevar una planeación sobre el ciclo de 

vida del proyecto, sus especificaciones técnicas, procesos necesarios, esquema 

organizacional y la administración del riesgo con el fin de dar continuidad al desarrollo 

del proyecto de software. Se puede leer más a detalle en el Anexo 1. Plan de desarrollo 

de Software. 

 

6.3.2 DEFINICIÓN DE ACTORES EN EL SISTEMA WEB 

Al ser un prototipo de software web no se pretende cumplir con muchos requisitos para 

su función, es por esto por lo que sólo interactúan dos tipos de usuario: Un administrador 

del sistema y un usuario que solicita la clasificación de imágenes representados 

gráficamente en la Figura 15. 



 

Usuario objetivo: Este es el tipo de usuario que interactúa con el sistema. Tiene permitido 

añadir imágenes de resonancia magnética, ya sea en formato DICOM o JPEG y así solicitar 

una clasificación de estas imágenes por parte del modelo clasificador. Sumado a esto, puede 

iniciar sesión en la base de datos del sistema y así poder almacenar las clasificaciones hechas 

por este modelo.  

 

Administrador del sistema: Este tipo de usuario tiene la capacidad de poder visualizar la 

cantidad de imágenes que se encuentran almacenadas en el sistema con el fin de monitorear la 

cantidad de archivos que se están almacenando en el servidor; adicionalmente, puede alterar el 

estatus de un usuario, con el fin de tener un control de la cantidad de usuarios activos y evitar 

saturar el sistema web. 

 

 
Figura 15. Diagrama de usuario. Fuente propia. 

 

A pesar de que se tiene en cuenta usuarios en la aplicación web, también existen 

funcionalidades que no necesitan un usuario en la base de datos. 

  

Visualización de imágenes: Para facilitar el proceso a los usuarios para poder observar las 

imágenes de resonancia magnética que tengan, se creó un apartado en el sistema web que 

permite añadir imágenes en formato DICOM y poder visualizarlas sin necesidad de un software 

de terceros. 

 

Conversión de imágenes: Esta funcionalidad tiene una relación estrecha con la anterior, el 

usuario podrá descargar las imágenes que agregue para visualizar, al momento de terminar la 



descarga, el usuario tendrá la imagen en formato JPEG a pesar de que el usuario agregó un 

archivo DICOM. 

 

6.3.3 CASOS DE USO 

El apartado anterior está relacionado a los casos de uso (UC) de usuario, es por eso por 

lo que la especificación de todos los UC se encuentra detallada en documentos Anexos. 

En los Anexos 2 a 6 se puede detallar esta información. 

• UC-01: Relacionado al inicio de sesión en el sistema por parte de cada tipo de 
usuario anteriormente mencionado. Tiene como actores al usuario y al sistema, 
este UC permite el acceso a las funcionalidades del sistema pertenecientes a un 
tipo de usuario. Ver Anexo 2. 
 

• UC-02: Relacionado a la solicitud de clasificación de imágenes por parte del 
usuario. Tiene como actor al usuario, este UC básico de la aplicación corresponde 
al requerimiento funcional clasificar imágenes de resonancia magnética de 
próstata. Ver Anexo 3. 
 

• UC-03: Relacionado a guardar un historial de clasificaciones en la base de datos 
del sistema solicitada por un usuario. Tiene como actor al usuario, este UC permite 
a un usuario llevar un historial del resultado de las clasificaciones solicitadas al 
sistema. Ver Anexo 4. 
 

• UC-04: Relacionado a visualizar la cantidad de imágenes clasificadas por cada 
usuario. Tiene como actor al administrador del sistema, este UC le muestra 
información relacionada a la cantidad de imágenes que un usuario ha clasificado 
y almacenado en la base de datos del sistema. Ver Anexo 5. 
 

• UC-05: Relacionado a alterar el estatus de usuario en el sistema. Tiene como 
actor al administrador, en este UC el administrador del sitio puede alterar el estado 
del perfil de un usuario del sistema. Ver Anexo 6. 
 

6.3.4 REQUERIMIENTOS DE SOFTWARE  

El objetivo de este apartado es, por medio de la ingeniería de requerimientos, definir los 

objetivos y hacerlos más claros, con el propósito de que el equipo de software entienda 

el proyecto y lograr una mejor descripción de los requerimientos dados antes de cualquier 

proceso de ejecución o de construcción. Ver Anexo 7. A continuación, se presentan de 

manera general los requerimientos funcionales y no funcionales de la aplicación 

desarrollada en este proyecto. 

 

Requerimientos funcionales 

• Clasificación de resonancias magnéticas: El usuario debe tener la certeza, si la 
aplicación consigue clasificar imágenes diagnósticas de próstata en categorías 
predefinidas. 



• Almacenar resultados en un historial: El usuario puede almacenar los resultados 
de sus clasificaciones en la base de datos del sistema, si así lo prefiere. 

• Visualizar imágenes: El usuario puede visualizar imágenes de próstata (En 
formato DICOM o JPEG) si así lo prefiere. 

• Convertir imágenes: El usuario puede convertir las imágenes que tiene en formato 
DICOM a formato JPEG con el fin de facilitar su visualización fuera del sistema. 

• Alterar estatus Usuario: El administrador del sistema puede habilitar o inhabilitar 
perfiles de usuario para tener un control de los usuarios que pueden acceder al 
sistema.  

 

Requerimientos no funcionales 

• Tiempo de respuesta: Para cada análisis de fotografía se debe contar con un 
tiempo de respuesta óptimo (no más de 5 segundos), para que el usuario cuente 
con resultados rápidos. 

• Conectividad: Para lograr brindar el análisis, clasificación y demás requerimientos 
funcionales, es obligatorio contar con conexión a internet al momento de usar la 
aplicación web. 

• Responsive Design: Para comodidad de los tipos de usuario que puedan llegar a 
utilizar la aplicación, se brinda un diseño que responda y se adapte al dispositivo 
desde el que se ejecute la aplicación, ya sea de escritorio o móvil. 

• Compatibilidad: Esta aplicación es compatible con cualquier navegador moderno 
en su última versión. 

     

6.3.5 SECUENCIA DEL PROTOTIPO 

El prototipo de software tiene como actor principal al usuario. Después de iniciar sesión 

puede cargar al sistema una imagen diagnóstica de cáncer de próstata, no importa si el 

formato es DICOM o JPEG, el sistema hará la conversión del archivo para poder 

analizarlo. Después de que el usuario solicite la clasificación, un método llamado 

goClassifier recibirá la información ofrecida por el análisis de la imagen y se encargará 

de traducir esa información a términos de un nuevo método llamado Clasificador. Este 

método contiene los pesos y semillas generados por el entrenamiento del modelo 

clasificador. El método Clasificador generará una inferencia, es decir, realizará una 

clasificación de la imagen y ese resultado (inferencia) será enviado a la interfaz de 

clasificación donde será mostrado al usuario. Esta información se encuentra 

representada gráficamente en la Figura 16. 



 
Figura 16. Diagrama de Secuencia. Fuente propia. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



7. CONCLUSIONES 

 

Una etapa fundamental en el desarrollo de herramientas de base tecnológica soportadas 

en técnicas de inteligencia artificial como el aprendizaje profundo es la construcción de 

un conjunto de datos de calidad. Esto implica la estandarización de las imágenes y la 

validación de expertos con respecto a su clasificación. Un aporte de este proyecto es la 

consolidación de un Dataset afín a PROSTATEx (Litjens et al, 2014) caracterizado por el 

formato de las imágenes que contiene (JPEG) y también se encuentra alojado en un 

repositorio facilitando que este proyecto sea reputable. 

 

En este proyecto se trabajó con tipos de arquitecturas; Inception V3 y Small VGG Net 

que se diferenciaban según su complejidad. Inception V3 cuenta con 3 capas de 

convolución mientras que Small VGG Net cuenta con 13 capas de convolución. Esta 

diferencia marcó claras diferencias al momento de medir rendimiento. Para este 

problema de clasificación, puntualmente, se trabajó con un número de 1000 épocas de 

entrenamiento. Para este caso en concreto se obtuvo que Small VGG Net tuvo mejor 

rendimiento, mientras que Inception V3, aparentemente, se sobre entrenaba. 

 

Este tipo de propuestas de trabajo tienen el potencial de disminuir le número de 

intervenciones invasivas donde se compromete la calidad de vida de un paciente, como 

la biopsia transrectal en pacientes con sospecha de cáncer prostático. Si bien es 

prematuro hablar sobre este objetivo, es importante sentar un precedente que ayude a 

orientar el desarrollo de la tecnología para alcanzarlo.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

     



8. RECOMENDACIONES           

 

 

Proponer el desarrollo de metodologías claras y replicables cuya función sea la 

generación de conjuntos de datos afines a este proyecto. Teniendo en cuenta el formato 

de las imágenes, el plano de toma de estas y la cantidad de categorías que se pretenden 

clasificar. Es importante resaltar que, una manera de evolucionar el desempeño de estas 

herramientas sería agregar nuevos planos de toma al conjunto de datos de 

entrenamiento y evaluar si de esta manera se puede aumentar la confiabilidad. 

 

Se propone una idea de investigación cuyo objetivo es determinar hasta qué punto se 

puede tener un indicio de qué tipo de red neuronal puede adaptarse de mejor manera a 

este tipo de problemas. Es posible que existan otras topologías que, alterando 

parámetros de entrenamiento o calibración, arrojen resultados prometedores. 

 

Cabe mencionar la necesidad de empezar a implementar este tipo de herramientas para 

apoyar la toma de decisiones de un médico tratante con el fin de experimentar el 

desempeño en un panorama real. A pesar de que este tipo de herramientas no es un 

reemplazo al criterio médico actual, es recomendable evaluar la posibilidad de 

experimentar en un escenario real con el único fin de mejorar. 

 

Plantear la posibilidad de evaluar el rendimiento de redes neuronales agregando 

parámetros externos a la información neta de las imágenes al entrenamiento. Estos datos 

pueden ser la talla, el peso, el índice de masa corporal y otros valores de monitoreo para 

cada tipo de cáncer (como es el PSA en cáncer de próstata), de esta forma se podría 

evaluar la veracidad de las sugerencias que ofrecen estas herramientas que podrían ser 

clave para el diagnóstico y tratamiento de esta enfermedad.  
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Plan de Desarrollo de Software 

1. Planes de Proceso Técnico 

1.1 Metodología, Herramientas, y Técnicas 

1.1.1 Metodología 
Teniendo en cuenta la situación de salud pública a nivel mundial, especialmente a nivel 

nacional, la metodología de desarrollo electa para este proyecto es prototipado rápido. 

La complejidad y alcance del proyecto ayudaron a esta decisión gracias a que esta 

metodología se acopla de mejor manera a las características mencionadas del proyecto. 

 

El prototipado rápido consiste en un método basado en ordenador el cual que pretende 

reducir el ciclo iterativo de desarrollo. Estos prototipos podrán ser rápidamente 

reemplazados o modificados según sea necesario y/o por informes recibidos a lo largo 

del desarrollo, como experiencias previas de usuarios, experiencias de diseñadores. 

Además, el uso de herramientas en la nube como GitHub, facilitó el desarrollo gracias a 

que brinda control de versiones y hace sencilla la labor de corregir imprevistos de 

desarrollo a lo largo de la metodología planteada. 

 

 
 

 

 

 

1.1.2 Herramientas 
 

Las herramientas que se usarán serán: 

● Scikit-Learn 
● Keras 
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● Google Colaboratory Pro 
● GitHub Projects 
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Especificación de caso de uso: Iniciar sesión 

 

Nombre del caso de uso: Iniciar sesión 

Descripción breve: Caso de uso por el cual se permite el acceso a las funcionalidades del 

sistema pertenecientes a un tipo de usuario. 

 

Flujo de eventos 

Flujo básico 

● El usuario ingresa en el formulario sus credenciales de inicio de sesión. 
● El sistema valida la información ofrecida. 
● El sistema autoriza o rechaza el acceso al sistema. 

 

Actor(es) 

Usuario 

Sistema 

 

Pre-condiciones  

Precondición uno:  Registro en el sistema como usuario. 

 

Post-condiciones 

Postcondición: Acceso a funcionalidades propias del tipo de usuario. 
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Especificación de caso de uso: Solicitar clasificación 

 

Nombre del caso de uso: Solicitar clasificación 

Descripción breve: Caso de uso básico de la aplicación que corresponde al requerimiento 

funcional clasificar imágenes de resonancia magnética de próstata. 

 

Flujo de eventos 

Flujo básicos 

● La aplicación capta información de la imagen recibida. 
● Esta información pasa a Scikit-Learn. 
● Scikit-Learn traduce la información a términos de Keras. 
● Keras envía la información al modelo clasificador. 
● El modelo genera una inferencia a partir de la información traducida de Scikit-Learn. 
● El modelo envía la información con el resultado de la clasificación. 

 

Actor(es) 

Usuario 

 

Pre-condiciones  

Precondición uno: Imagen cargada al sistema por parte del usuario. 

 

Post-condiciones 

Postcondición: Recibir inferencia. 
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Especificación de caso de uso: Guardar historial 

 

Nombre del caso de uso: Guardar historial 

Descripción breve: Caso de uso que permite a un usuario del sistema llevar un historial del 

resultado de las clasificaciones solicitadas al sistema. 

 

Flujo de eventos 

Flujo básico 

● El usuario carga al sistema una imagen. 
● Solicita una clasificación de esa imagen. 
● Después de obtener el resultado solicita guardarlo en el historial. 

 

Actor(es) 

Usuario 

 

Pre-condiciones  

Precondición uno: Inicio de sesión como usuario. 

Precondición dos: Solicitar clasificación de imagen. 

 

Post-condiciones 

Postcondición: Base de datos actualizada con el contenido del historial. 
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ANEXO 5. Especificación de Casos de Uso_Visualizar cantidad imágenes 
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Especificación de caso de uso: Visualizar cantidad de imágenes 

 

Nombre del caso de uso: Visualizar cantidad de imágenes 

Descripción breve: Caso de uso que le muestra información relacionada a la cantidad de 

imágenes que un usuario ha clasificado y almacenado en la base de datos del sistema. 

 

Flujo de eventos 

Flujo básicos 

● Información tomada de la base de datos solicitada por el administrador.  
 

Actor(es) 

Administrador del sistema 

 

Pre-condiciones  

Precondición uno: Inicio de sesión como administrador. 

Precondición dos: Identificador de usuario a visualizar. 

 

Post-condiciones 

Postcondición: Ninguna. 
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ANEXO 6. Especificación de Casos de Uso_Alterar estatus usuario  
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Especificación de caso de uso: Alterar estatus Usuario 

 

Nombre del caso de uso: Alterar estatus Usuario 

Descripción breve: Caso de uso por el cual el administrador del sitio puede alterar el estado 

del perfil de un usuario del sistema. 

 

Flujo de eventos 

Flujo básico 

● El administrador del sitio ingresa el identificador del usuario. 
● El administrador procede a establecer un estatus (Activo, inactivo). 

 

Actor(es) 

Usuario Administrador 

 

Pre-condiciones  

Precondición uno:  Iniciar sesión como administrador del sistema. 

 

Post-condiciones 

Postcondición: Mantener nuevo estatus del usuario. 
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ANEXO 7. Especificación de Requerimientos de Software 
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Especificación de requerimientos de software 

1. Introducción 

1.1 Propósito 

El propósito de este documento es, por medio de la ingeniería de requerimientos, 

definir los objetivos y hacerlos más claros, con el propósito de que el equipo de 

software entienda el proyecto y lograr una mejor descripción de los requerimientos 

dados antes de cualquier proceso de ejecución o de construcción. 

1.2 Alcance 

El alcance del proyecto es determinado por el propósito del proyecto, los 

requerimientos y la resolución de estos, de los cuales extrae su complejidad y a su 

misma vez contemplar los riesgos que se presenten durante el proceso de 

desarrollo. Por otro lado, se tiene en cuenta las entidades que interactúan con el 

sistema y extraer los casos de uso, todo esto, con el fin de hacer el proceso de 

desarrollo de software correctamente. 

1.3 Definiciones, acrónimos y abreviaciones 

● Scikit-Learn: Es una biblioteca gratuita para Google Colaboratory. Es la encargada 
de permitir la manipulación de los datos de entrenamiento y datos de entrada en el 
modelo final. 

● Keras: Es una biblioteca gratuita del lenguaje de programación Python. Permite la 
creación del modelo de Small VGG Net, es decir, la red neuronal convolucional del 
proyecto. 

● VGG Net: Es una red neuronal convolucional especializada en la clasificación de 
imágenes, para el uso de este proyecto se orientará a la clasificación de imágenes 
médicas. 

1.4 Descripción 

El documento del plan de desarrollo de software contiene información referente al 

plan de desarrollo tal como:  

● Propósitos del proyecto 
● Alcance y objetivos 
● Entregables 
● Estructura organizacional 
● Interfaces externas 
● Roles y responsabilidades 
● Estimaciones 
● Proceso de desarrollo 
● Cronograma del proyecto 
● Presupuesto 
● Gestión de riesgos 
● Métodos, herramientas y técnicas utilizadas 

 

2. Descripción general 

Prototipo de software web capaz de clasificar imágenes por resonancia magnética 

de próstata, mediante el uso de una red neuronal convolucional. 
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2.1 Requerimientos funcionales 

2.1.1 Clasificación de resonancias magnéticas 

El usuario debe tener la certeza, si la aplicación consigue clasificar imágenes 

diagnósticas de próstata en categorías predefinidas. 

2.1.2 Almacenar resultados en un historial 

El usuario puede almacenar los resultados de sus clasificaciones en la base de 

datos del sistema, si así lo prefiere. 

2.1.3 Visualizar imágenes 

El usuario puede visualizar imágenes de próstata (En formato DICOM o JPEG) si 

así lo prefiere. 

2.1.4 Convertir imágenes 

El usuario puede convertir las imágenes que tiene en formato DICOM a formato 

JPEG con el fin de facilitar su visualización fuera del sistema. 

2.1.5 Alterar estatus Usuario 

El administrador del sistema puede habilitar o inhabilitar perfiles de usuario para 

tener un control de los usuarios que pueden acceder al sistema.  

2.2 No funcionales 

2.2.1 Tiempo de respuesta  

Para cada análisis de fotografía se debe contar con un tiempo de respuesta 

óptimo (no más de 5 segundos), para que el usuario cuente con resultados 

rápidos. 

2.2.2 Conectividad  

Para lograr brindar el análisis, clasificación y demás requerimientos funcionales, es 

obligatorio contar con conexión a internet al momento de usar la aplicación web. 

2.2.3 Responsive Design  

Para comodidad de los tipos de usuario que puedan llegar a utilizar la aplicación, 

se brinda un diseño que responda y se adapte al dispositivo desde el que se 

ejecute la aplicación, ya sea de escritorio o móvil. 

2.2.4 Compatibilidad 

Esta aplicación es compatible con cualquier navegador moderno en su última 

versión. 

3. Plano de toma de imagen 

Dado a las restricciones de tiempo, la aplicación se centrará en imágenes 

tomadas desde un plano transversal gracias a que en este plano se observa de 

mejor manera la estructura anatómica (forma) de la próstata y sus posibles 

hallazgos. 
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3.1 Componentes comprados 

No aplica. 

3.2 Interfaces 

3.2.1 Interfaces de usuario 

● Vista de clasificación de imágenes. 
● Vista informativa del resultado de la clasificación. 

3.2.2 Interfaces de hardware 

● Servidor web: Encargado del alojamiento del sistema. 

 

3.3 Requerimientos de licenciamiento 

● Google Colaboratory Pro: Licencia propietaria de pago. 
● Scikit-Learn 2.4.3: Tipo de licencia Freeware. 

● Python Keras 0.22.2: Tipo de licencia Freeware. 

 

3.4 Aspectos legales, derechos de autor 

EULA: Se establece que el comprador tiene el derecho de uso del software, re-

instalarlo, modificarlo e incluso re-venderlo, pero con ciertas restricciones legales. 

 


