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Resumen

El Sindrome Metabdlico es un conjunto de afecciones de origen metabdlico el cual tiene una
estrecha relacion con el aumento del riesgo de desarrollar enfermedades cronicas no
transmisibles como la diabetes y enfermedades cardiovasculares. Este sindrome ha llegado
a niveles pandémicos, por lo que existe la necesidad de desarrollar herramientas tecnoldgicas
gue permitan su prediccién. Sin embargo, en Colombia existen carencias en el desarrollo y
disefio de modelos de prediccion del Sindrome Metabdlico usando técnicas de inteligencia
artificial, por lo tanto, en el presente proyecto se desarroll6 un sistema para la predicciéon de
ocurrencia del sindrome metabdlico en los datos obtenidos del estudio transversal y
descriptivo FUPRECOL empleando técnicas de inteligencia artificial de alto rendimiento como
lo son Maquinas de Vectores de Soporte y Redes Neuronales, ademas de clasificadores

basicos como Reconocedor Euclideo.

Para esto se realizé un procesamiento de los datos con creacion de patrones aleatorios por
medio de la técnica ADASYN y se emplearon técnicas de reduccion de dimensionalidad como
FSCNCA 'y Sequential Forward Selection. Se escogieron los mejores modelos de cada técnica
y se evaluaron con patrones de prueba con el fin de validar el porcentaje real de la clasificacion
del sistema. Se obtuvieron porcentajes de clasificacion con Redes Neuronales y Maquinas de
Vectores de Soporte del 91,8 % y el 93 % respectivamente, siendo este Ultimo la técnica con

la mejor prediccion.

Los resultados obtenidos demuestran que es posible desarrollar sistemas con técnicas de
inteligencia artificial para predecir el sindrome metabdlico con altos porcentajes de
clasificacion, los cuales podrian tener gran potencial para predecir desde la juventud la
probabilidad que tiene una persona de padecer este sindrome y de esta forma prevenir en

edades adultas la aparicion de enfermedades relacionadas a este.



Palabras clave: Inteligencia Artificial, Sindrome Metabdlico, Reduccion de dimensionalidad,

Redes neuronales, Maquinas de Vectores de Soporte, Reconocedor Euclideo.



Abstract

The Metabolic Syndrome is a group of conditions of metabolic origin which is closely related
to the increased risk of developing chronic non-communicable diseases such as diabetes and
cardiovascular diseases. This syndrome has reached pandemic levels, so there is a need to
develop technological tools that allow its prediction. However, in Colombia there are lack in the
development and design of MetS prediction models using artificial intelligence techniques,
therefore, in this project a system was developed to predict the occurrence of metabolic
syndrome in the data obtained from the study cross-sectional and descriptive FUPRECOL
using high-performance artificial intelligence techniques such as Vector Support Machines and
Neural Networks, as well as basic classifiers such as Euclidean Recognizer.

For this, the data was processed with the creation of random patterns by means of the
ADASYN technique and dimensionality reduction techniques such as FSCNCA and Sequential
Forward Selection were used. The best models of each technique were chosen and evaluated
with test patterns to validate the real percentage of the system classification. Classification
percentages with Neural Networks and Vector Support Machines of 91.8% and 93%

respectively were obtained, the latter being the technique with the best prediction.

The results obtained show that it is possible to develop systems with artificial intelligence
techniques to predict metabolic syndrome with high classification percentages, which could
have great potential to predict from youth the probability that a person has this syndrome and

prevent the appearance of diseases related to this in adulthood.

Keywords: Artificial Intelligence, Metabolic Syndrome, Dimensionality Reduction, Neural

Networks, Vector Support Machines, Euclidean Recognizer.



TABLA DE CONTENIDO

(@F=T o 11 U1 [0 1 TSR OP PRI 16
Problema u OPOrtUNIAAd ..........c.coiuiiiiieii e 16
Yoo U To{ox o] o PSP URUPTPRTRRPPRS 16
DescripCion del ProbIEMA ........ccuiiiiiie e 17
JUSEIFICACTON ...ttt nneas 19
Pregunta ProbIBMA...........cooiiii e 21
ODJELIVO GENEIAL.......iiitieieieee ettt 21
ODJEtiVOS ESPECITICOS. .. ieiuviieiiieeeciiieesiee ettt et e st e e e e snae e e st e e sntaeeaaeee s 21
Limitaciones y DelimItaCiONeS ..........eeeiuieeiiieeiiie e e e e e et e e e e e 22

(@2= T o 11 111 [0 T 1 OSSR 23
Marco te0rico Yy EStado del AFTe ........oooiiieeiie e 23
IMMEICO TEOKICO ...ttt ettt b b ne e 23
SiNArome MetabOlICO .........ooviiiiii e 23
Criterios de diagnOstiCo del MELS..........oooiiiiiii e 27
Inteligencia Artificial ............coooiiiiii e 29
Técnicas de Clasificacion y Reconocimiento de Patrones.............ccceevveeevveeeciiveesnnin. 31

REAES NEUIONAIES. ...t 31
Maquinas de Vectores de SOPOIE ........ccvveiiiieeiiee e 35
ReCON0CEAOr EUCHUBO: ... 39
Evaluacién y Mejora del Rendimiento Predictivo del Sistema..............ccccccovveeiinennne, 40



Métodos de Reduccion de Dimensionalidad y Proyeccion Multidimensional ............. 41
Anélisis de Componentes PrinCipales (PCA) .....ccooiiiiiiiiiie e 42
Sequential FOrward SeleCtion...........coovviiiiiie i 43

Seleccion de Caracteristicas usando Analisis de Componentes de Vecindad para

ClasificaCion (FSCNCA).... ..ottt 43

Técnica para Balancear Clases ADASY N ....ccooiiiiiiieiieiienie e 45
Software de Programacion para el Desarrollo del Sistema.............cccocoveveeiivecieecieenne, 46
[ESy = o (o 1o [=] - SRS 47
Contexto INTErNACIONAL ..........c.uveeiiii ettt e e e e e e saeee s 47
(070] 01 (> (o TN N\ = Uod o] - 1 PSPPSRSO 56

(@2= 1o 11 101 [0 T 1 I OSSP 66
1V [=] oo (o] (oo | - RSP 66
TIPO A€ INVESLIGACION .....eeiiiii ettt e e e et e e ae e et e e e e e s nnaeeannes 66
Proceso MetOdOIOQICO. .......ccuiiiiiie et 66

Analisis Informacion sobre la Ocurrencia de Sindrome Metabdélico Mediante el Uso de

una Base de Datos para el Entrenamiento del Sistema de Inteligencia Artificial......... 67

Anadlisis de la Base de Datos Propuesta para Identificar las VVariables mas Relevantes

.............................................................................................................................. 67
Analisis y Descripcion Estadistica de la Base de Datos Empleada.......................... 68
Balanceo de Clases Mediante ADASYN ......ccoooiiiiiiiiiiiiiieeie e 68
Proyeccién Multidimensional para la Visualizacion de Datos................ccccveeeveenne, 68



Disefio de Modelos de Prediccion Implementando Técnicas de Inteligencia Acrtificial.

.................................................................................................................................. 69
Codificacion de Técnicas para Reduccion de Dimensionalidad...............c..cccceen..e. 70
Técnicas de Inteligencia Artificial Clasificadores...........ccccvevivivveiiiveiie e 72
Implementacion de Técnica Reconocedor EUCIIAEO..........ccevveiiveiiie e, 72
Implementacion de Técnica de Redes Neuronales ...........cccvevveevveiiieecieecee e 73
Implementacion de Maquinas de Vectores de SOPOIte.........cccvvevvveiieereearieeiiieesinens 75
Proyeccion Multidimensional de las Técnicas de Reduccion Empleadas................. 76

Evaluacion del Rendimiento de las Técnicas de Inteligencia Artificial empleadas...... 76
Analisis Estadistico de los Patrones de Prueba ............cccoeevveeiiie i 76
Comparar el Rendimiento de las Técnicas de Clasificacion ..............ccccceevevveinnnnnn 76

Seleccion de los 3 Modelos con las Mejores Combinaciones de Redes y Evaluacion

de estas con 10S Patrones de PruEba.........ooeeeeoee e 77

Seleccion de las 3 mejores Combinaciones de Modelos de SVM y Evaluacién Datos

CON 10S Patrones de PrUBDA .......... oot 78

Comparacion Porcentajes de Clasificacion de los Mejores Modelos elegidos de SVM

Y REUAES NEUFONAIES........cceiiieeiiie et e e e 79
PODIACION dE MUBSIIA. ...t 79
(@2=T o 11 111 [0 TN A OSSPSR 81
Resultados y Analisis de ReSUItadOS ............cccuvieiiiieiiiie e 81
RESUITATOS ...ttt b ettt 81

10



Analisis Informacién sobre la Ocurrencia de Sindrome Metabolico mediante el Uso de

una Base de Datos para el Entrenamiento del Sistema de Inteligencia Artificial ............ 81

Anélisis de la Base de Datos Propuesta para Identificacion de Variables mas

REIBVANTES ... ettt e e 81
Analizar y Describir Estadisticamente la Base de Datos Empleada ..........c.cccoceenenne. 83
Balanceo de Clases Mediante ADASYN .......ooiiiiiiiiieiieiiee e 84
Proyeccion Multidimensional para la Visualizacion de Datos ............cccccocvevveiinennnnn, 85

Disefo de los Modelos de Prediccion Implementando Técnicas de Inteligencia Artificial

Reduccion de Dimensionalidad CON FSCNCA ...t 87

Reduccion de Dimensionalidad con Forward Selection con Clasificador Reconocedor

U Tod 1o (=T TR 89

Reduccion de Dimensionalidad con Forward Selection + FSCNCA con Clasificador

Mejores Porcentajes de Clasificacion Obtenidos Durante el Entrenamiento del Sistema

CON REAES NEUIONAIES ..ottt 90
Implementacion de Maquinas de Vectores de SOPOIte .........ccceevvveeviiieeiiiieeiiiee s, 94

Proyeccién Multidimensional de las Matrices Obtenidas al Emplear Técnicas de

=0 Vol o] o o [PPSO 97
Evaluacién del Rendimiento de las Técnicas de Inteligencia Artificial Empleadas......... 99
Analisis Estadistico de los Patrones de Prueba...............cccovveiiiieiiiec i, 99

Comparacion del Rendimiento de las Técnicas de Inteligencia Artificial Empleadas 100

11



Seleccidn de los Modelos con las Mejores Combinaciones de Redes Neuronales y

Evaluacion de estas con los Patrones de Prueba ...........eeeeeeeieeiiiieeieee e 100

Seleccion de los Modelos con las Mejores Combinaciones de SVM y Evaluacion de

estas con 10s Patrones de Prueba..........cccoiviiiiiiiiii 103
Rendimiento de las Técnicas de Inteligencia Artificial Empleadas. ..............cccccoeeee. 105
ANALISIS A8 RESUITATOS .......vveeiieeiee ettt srae et e e 108
Anélisis Procesamiento de la Base de Datos Propuesta...........ccccceeveeierieneeieeneaeennn 108

Disefo de los Modelos de Prediccion Implementando Técnicas de Inteligencia Artificial

................................................................................................................................... 112
Entrenamiento del Sistema Empleando Redes Neuronales.............cccceevvveeiiveeninnnnn 113
Implementacion de Maquinas de Vectores de SOPOrte .........cccvevvveeviieeeviieeesiiiee s 115

Evaluacién del Rendimiento de las Técnicas de Inteligencia Artificial Empleadas....... 118
Rendimiento de las Técnicas de Inteligencia Artificial Empleadas. .............c...cc....... 118

(@2=1 11 111 [0 AV OSSPSR USRI 122
Conclusiones y RECOMENTACIONES ..........eeiueeeiiiieeiiieeesieeesiee e s se e sae e srae e e saaeesaaeesenas 122
CONCIUSIONES ...ttt b et b bbbttt ettt ne e 122
RECOMENUACIONES.......oueiiiiiiiieiie ettt nb e 123

BIDHOGIATia. .. .c.viee i 124

N 1T o [Tt PSSP TR 129

12



Lista de figuras

Figura 1 Tipos de Maching LEAIMING ........uuuuuiiiiiiiiiiiiiiiiiieiiieeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeeseeeneeeneees 30
Figura 2 Estructura bésica de una neurona artificial ...............occcvieiiiineiiiiiiiie e 31
Figura 3 Arquitectura de una red neuronal SIMPIE ............oovviiiiiiiiiiiiiiiiiieeeeee e 32
Figura 4 Ejemplo de implementacién de maquinas de soporte vectorial..............cc.coeeeuenee. 36
Figura 5 Eltruco de Kernel €N SVM........oooiiiiiiiiiiiiiiiiiiiiiiieieeeeeeeee ettt 39
Figura 6 Clasificador Reconocedor EUCHTEO ...........ceviviiiiiiiiiiiiiiiiiiiieeeeeeeeeeeeeeeeeeeeeeeee 40
Figura 7 Modo de operacion Cross Validation ...............ccceeiiiiiiiiiiiiieeee e 41
Figura 8 Representacion de transformacion y rotacion de variables principales ................ 43
Figura 9 Ejemplo de diagrama de pesos con las variables de un sistema empleando
S 4 [ O PP 44
Figura 10 Proceso de la ciencia de 10S datOs ...........cevvviviiiiiiiiiiiiiiiiiiiiiiieieeeeeeeeeeeeeeeeeeeeeee 67
Figura 11 Diagrama resumen de las técnicas de inteligencia artificial empleadas ............ 70
Figura 12 Proceso de sintonizacion de Redes Neuronales ...........cccccceeeviiiiiiieiiieee e, 74
Figura 13 Prevalencia del Sindrome Metabolico en hombre y mujeres en la poblacion

LS 2S] (1 T [T R 82
Figura 14 Cuadro resumen procesamiento de la base de datosS.............cevvvvvvvevvviiiiiiiinnnnee. 85
Figura 15 Varianza explicada acumulada y Proyeccion multidimensional de los datos en

o] (1] (o 86
Figura 16 Varianza explicada acumulada y Proyeccion multidimensional de los datos
DAIANCEATDS ...ttt 86
Figura 17 Gréfica Variables vs peso asoCiado.............ceeiiiieiiiiiiiiiiii e 88
Figura 18 Proyeccion de Lambda VS LOSS......ccoeeiiiiiiiiiiiiiiie e eeaiaens 88
Figura 19 Verificacion del perfomancCe. ........cooooiiiiiiiiiiii e 94
Figura 20 Varianza explicada acumulada y Proyeccion multidimensional de FSCNCA con
datos DalanNCeAdOS ... .o 97

Figura 21 Varianza explicada acumulada y Proyeccion multidimensional de la técnica de
reducciéon de dimensionalidad FSCNCA y Forward Selection con Reconocedor Euclidean
COMO ClASITICAUOT. ..o 98
Figura 22 Varianza explicada acumulada y Proyeccion multidimensional de la técnica de
reducciéon de dimensionalidad FSCNCA y Forward Selection con Redes Neuronales como

ClASI ICAAO. e 98
Figura 23 Desempefio de la mejor red Neuronal...........ccoooeeeiiiiiiiiiiiiii e 108
Figura 24 Resumen de la Implementacion y prueba de Redes neuronales....................... 129
Figura 25 Resumen de la Implementacion y prueba de Maquinas de Vectores de

RS0 o0 =P P 130

13



Lista de tablas

Tabla 1 Criterios del sindrome metabdlico segun la definicion establecida por

0rganizaciones INtErNACIONAIES. .........cooi i 28
Tabla 2 Cuadro resumen de las técnicas de inteligencia artificial a empleadas en el

010 Y/=T 1 o H PP 45
Tabla 3 Variables evaluadas en la bibliografia para realizar la identificacién del Sindrome
V1T =1 oL 1o o U 63
Tabla 4 Variables seleccionas de las base de datos empleada ................coooeeiin. 82
Tabla 5 Andlisis estadistico de 10S datos en Bruto ............cccveeiiiiiiiiiiiiie e, 83
Tabla 6 Media de la circunferencia de la cinturay HDL de hombres y mujes con y sin

1Y 1= PP 83
Tabla 7 Datos balanceados con ADASHYN ..o 84
Tabla 8 Variables obtenidas con FSCNCA con asociadas a SU PeSO0.........ccceevveeeeeeeeeeeeeeenn. 87
Tabla 9 Porcentaje de clasificacion obtenidos con métricas en Reconocer Euclideo
aplicando FOrward SeIBCHON. ......cooi oo 89
Tabla 10 Porcentaje de clasificacion obtenidos con métricas en Reconocer Euclideo
aplicando Forward Selection + FSCNCA. ... 90
Tabla 11 Porcentaje de clasificacion obtenidos con Redes Neuronales con Forward
Selection + FSCNCA con 2 neuronas en la capa OCUlta..........ccooeeevviviiiiiiiiiie e, 91
Tabla 12 Porcentaje de clasificacion obtenidos con Redes Neuronales con Forward
Selection + FSCNCA con 1 neurona en la capa oCulta .........ccccoeveeeiiiiiiiiiiiiiie e, 92
Tabla 13 Porcentaje de clasificacion obtenidos con Redes Neuronales con FSCNCA con 2
NEUroNas €N 1a CaPaA OCUIA .........ii i e e e e e e e e e 92
Tabla 14 Porcentaje de clasificacion obtenidos con Redes Neuronales con FSCNCA con 1
NEUroNa €N la CAPA OCUITAL .........uii e e e e e e e s 93
Tabla 15 Porcentaje de clasificacion obtenidos datos balanceados con 2 neuronas en la

(o= Vo= o L U = 93
Tabla 16 Porcentaje de clasificacion obtenidos datos balanceados con 1 neuronas en la

(o= Vo= o L U = 93
Tabla 17 Mejores resultados obtenidos con SVM sin método de reduccion......................... 95
Tabla 18 Mejores resultados obtenidos con SVM con reduccion de FSCNCA..................... 95
Tabla 19 Mejores resultados obtenidos con SVM con seleccién de caracteristicas............. 95
Tabla 20 Variables obtenidas con las diferentes técnicas de reduccion implementadas...... 96
Tabla 21 Analisis estadistico de l0s patrones de prueba ............ccoovvvviiiiiiii e, 99
Tabla 22 Mejores resultados obtenidos con Redes Neuronales con FSCNCA + Forward . 101
Tabla 23 Mejores resultados obtenidos con Redes Neuronales con FSCNCA .................. 102
Tabla 24 Mejores resultados obtenidos CoON SVM ..., 104
Tabla 25 Porcentaje de clasificacion con la mejor red neuronal...............oooooviiiiiiiiiineeennne. 106
Tabla 26 Modelos implementados con mejores porcentajes de clasificacion..................... 106

Tabla 27 Resumen de resultados obtenidos con los mejores modelos de clasificacion ... 108

14



AACE

ADASYN

CC

ECV

FSCNCA

HDL

1A

IDF

IMG

IMC

LDL

MetS

NCEP
ATP 1l

OMS

PG

PCA

RN

SFS

SVM

TG

Lista de Abreviaturas

American Association of Clinical Endocrinologists (Asociacion Estadounidense
de Endocrinélogos Clinicos

Adaptative Synthetic Sampling Approach for Imbalanced Datasets (Enfoque de
muestreo sintético adaptativo para conjuntos de datos desequilibrados)

Circunferencia de la Cintura
Enfermedades cardiovasculares

Feature selection using neighborhood component analysis (Seleccion de
caracteristicas mediante el andlisis de componentes de vecindad)

High Density Lipoprotein (Lipoproteina de alta densidad)

Inteligencia Artificial

International diabetes Federation (Federacion internacional de diabetes)
indice de Masa Grasa

Indice de Masa Coorporal

Low Density Lipoprotein(Lipoproteinas de baja densidad)

Sindrome metabdlico

National Cholesterol Education Program Adults Treatment Panel Il (Programa
Nacional de Educacion sobre el Colesterol Panel de Tratamiento de Adultos III)

Organizacion Mundial de Salud

Porcentaje Grasa

Principal Components Analysis (Analisis de componentes principales)
Redes Neuronales

Sequential Forward Selection (Seleccién secuencial hacia adelante)
Support Vector Machines (Maquinas de Vectores de Soporte)

Triglicéridos

15



Capitulo |

Problema u Oportunidad

Introduccion

El sindrome metabdlico (MetS) es la agrupacion de factores de riesgo de origen metabdlico
gue aumentan la probabilidad de padecer enfermedades cronicas como las enfermedades
cardiovasculares y diabetes mellitus tipo 2. Estas enfermedades son la primera causa de la
morbilidad y mortalidad en el mundo y en Colombia (Organizacién Mundial de la Salud, 2017).
Los cuatro factores de riesgo de mayor relevancia son la hipertension, hiperglicemia,
dislipidemia y obesidad abdominal, estos son conocidos como el cuarteto mortal y estan
directamente relacionados con los habitos y el estilo de vida, debido a esto, su modificacion
puede evitar el desarrollo de este sindrome y por ende el desarrollo de las enfermedades

cronicas ya mencionadas, con esto se disminuirian las cifras de muertes.

Este sindrome se ha convertido en un grave problema de salud publica y de alta incidencia
en paises industrializados y en via de desarrollo llegando a niveles pandémicos, por tal motivo
el estudio de su prevalencia y creacion de modelos o sistemas de prediccion ha tenido una
alta prioridad e interés a nivel mundial, todo esto con el objetivo de realizar programas que

puedan prevenir la aparicion de este sindrome. (Castillo Herrera, 2009)

En Colombia se han realizado estudios sobre la prevalencia del MetS en diversas poblaciones
colombianas como la poblacion de adultos mayores colombianos en el 2015 (Barranco-Ruiz,
et al., 2020), poblacion adulta de Medellin en el 2018 (Higuita-Gutiérrez, Martinez Quiroz, &
Cardona-Arias, 2020), conductores de transporte publico intermunicipal de Tunja en el 2017
(Ramirez-LoOpez, et al., 2019), ademas de pocos proyectos como el caso en los que se ha
clasificado por medio de medidas estadisticas, regresion lineal (Higuita-Gutiérrez, Martinez

Quiroz, & Cardona-Arias, 2020) y modelos en los que se han buscado predecir mediante
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variables secundarias al MetS usando IA como lo son el indice de masa grasa (IMG) y el
porcentaje de grasa corporal (GC) (Ramirez-VélezR. , etal., 2017), indice de masa triponderal
(IMT) vy el indice de masa grasa (IMG) (Ramirez-Vélez R. , et al., 2018a) y la relacion de
grasa-musculo (Ramirez-Vélez R. , et al., 2018b). Sin embargo, se pueden aprovechar
familias de algoritmos potentes de Machine Learning como Redes Neuronales y maquinas de
vectores de soporte, los cuales son reconocidos por su alto poder predictivo ademas de
técnicas de seleccion de variables como Sequential Forward Selection y reduccion de
dimensionalidad como FSCNCA para mejorar el rendimiento en la clasificacion del MetS y

algoritmos para visualizacion de los datos como PCA.

Debido a esto, el presente proyecto plantea desarrollar un sistema para la prediccion de
ocurrencia del sindrome metabdlico empleando las técnicas de inteligencia artificial

anteriormente mencionadas.

Descripcion del Problema

El sindrome metabdlico (MetS) ha sido identificado como la unién de problemas de salud en
las que se encuentra la dislipidemia (colesterol y grasas altas en la sangre), obesidad
abdominal, hipertension arterial e hiperglucemia, estas afecciones se asocian con la presencia
de habitos de vida desordenados que incluyen una dieta no saludable, alto consumo de
alcohol y tabaco, baja actividad fisica y el exceso de peso. Sin embargo, la prevalencia del
MetS ha aumentado en las Ultimas décadas en paises de altos, medios y bajos ingresos
debido al aumento y envejecimiento de la poblacion, alimentacién con alto consumo de
calorias y los bajos niveles de actividad fisica (Higuita-Gutiérrez, Martinez Quiroz, & Cardona-
Arias, 2020). Estos factores de riesgo afectan en mayor medida a los adultos y se encuentran
estrechamente relacionados con el desarrollo de patologias crénicas y graves como las
enfermedades cerebrovasculares, cardiovasculares (ECV) y diabetes mellitus tipo 2 (Cheng-

Sheng, et al., 2020), debido a esto, el sindrome metabdlico se ha convertido en un problema
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importante de salud publica a nivel mundial, en especial en paises occidentales (Garcia G., et

al., 2008) entre estos Colombia.

Las ECV cobran la vida de aproximadamente 17 millones de personas en el mundo al afio, de
estas el 80 % son de paises de ingresos bajos y medianos debido a la dificultad de acceder a
servicios de salud, ya sea por escasez de recursos econGmicos 0 por Vivir en zonas rurales o
alejadas (Organizacion Mundial de la Salud, 2017). En Colombia, las ECV son la primera
causa de enfermedad y muerte prematura y evitable (Observatorio Nacional de Salud &
Instituto Nacional de Salud , 2013), siendo en el 2010 el motivo del deceso de 14.589 hombres
y 9.910 mujeres (Organizacién Mundial de la Salud, 2014), igualmente la diabetes se
encuentra entre las cinco causas de mayor mortalidad, y se estima que 1 de cada 10 personas
sufre de esta patologia (Ministerio de Salud y Proteccién Social, 2020). Estas enfermedades
representan incrementos en los gastos en el sistema de salud debido a la inversion social en
tratamientos y rehabilitaciones que requieren los pacientes quienes desarrollan estas

patologias. (Manzur, de la Ossa, Trespalacios, Abuabara, & Lujan, 2008)

Uno de los factores de riesgo que median el desarrollo de estas enfermedades es la obesidad,
la cual tiene un papel central en el MetS, y su aumento es preocupante ya que llega a niveles
pandémicos (Haffner, 2006). En Colombia, la Encuesta Nacional de Situacién Nutricional del
2015, afirma que aproximadamente el 20 % de la poblacion se encuentra en condicion de
sobrepeso u obesidad, de los cuales mas de la mitad de los adultos (56,4 %) entre 18 y 64
afios tienen exceso de peso, de estos un 22,4 % se presenta en las mujeres y un 14,4 % en
hombres (Instituto Colombiano de Bienestar Familiar, 2015). Para el afio 2025 se proyecta
linealmente una obesidad en mujeres y hombres del 31 % y 21 % respectivamente
(Organizacion Mundial de la Salud, 2018) por lo que se espera que mas colombianos

desarrollen el sindrome.

Igualmente, en Colombia se han realizado poca investigacion que emplee técnicas de

Inteligencia Artificial (I1A) para clasificar el MetS, sin embargo, la falta de desarrollo y disefio
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de modelos de prediccién del MetS ha impedido la visualizacion de la magnitud de este
problema de salud publicay la creacion de estrategias, programas o proyectos de prevencion,
diagndstico y tratamiento del MetS por parte del ministerio de Salud y otras instituciones
colombianas relacionadas con la salud. Estos programas pueden prevenir y concientizar sobre
el cambio de los habitos de vida con el fin de evitar que la poblacion padezca enfermedades
cardiovasculares y diabetes mellitus tipo Il procedentes del MetS, disminuyendo los indices

de mortalidad evitable y prematura por enfermedades crénicas en Colombia.

Justificacion

El Sindrome Metabdlico es considerado un problema clinico (Garcia Restrepo, 2010), el cual
ha alcanzado niveles epidémicos en paises de ingresos bajos y medios, generando un desafio
clinico, epidemiol6gico y econémico de gran relevancia (Higuita-Gutiérrez, Martinez Quiroz, &
Cardona-Arias, 2020). Estudios epidemioldgicos han demostrado que un cuarto de la
poblacion total de adultos en el mundo tiene Sindrome Metabdlico asociado a patologias como
hipertension arterial sistémica y obesidad (Urina-Jassir, et al., 2016), los cuales otorgan dos
veces mas la probabilidad de morir a la persona que la padece, ademas de tres veces mas la
posibilidad de tener un infarto agudo de miocardio o un accidente cerebrovascular y cinco mas
de desarrollar Diabetes Mellitus tipo 2 (Villalobos Sanchez, Mosquera Chacon, & Tovar

Cortés, 2011).

En Colombia ha aumentado la prevalencia de enfermedades relacionadas con el estilo de vida
como la obesidad, diabetes, dislipidemia e hipertension arterial convirti€ndose en un problema
de salud publica (Carvajal Carvajal, 2017). Sumado a esto, las estimaciones realizadas por la
OMS proyectan que para el afio 2025 el 21% de los hombres y el 31% de las mujeres
colombianas padeceran de obesidad (Organizacion Mundial de la Salud, 2018), factores que
aumentan la posibilidad de que las pacientes deban recibir un tratamiento mas avanzado,
prolongado y de alto costo. Igualmente es preocupante los altos indices de desequilibrios

metabdlicos desde la adolescencia y juventud, por lo que es de gran importancia identificar
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herramientas para predecir el MetS en jévenes ya que permite prevenir de forma eficaz el

MetS en la edad adulta (Ramirez-Vélez R. , et al., 2018a).

Actualmente en Colombia hay poca investigacion relacionada con la prediccion y la
prevalencia del MetS, ademas los estudios disponibles se enfocan en herramientas para
predecirlo por medio técnicas estadisticas, sin embargo, estas tienen limitaciones ya que
analizan una menor cantidad de variables en un menor tiempo, proceso que demora la
identificacion de la probabilidad de que una persona padezca el sindrome (Bohérquez, et al.,
2013). Por esta razén emplear técnicas de IA permite obtener mejores resultados, ya que se
aumenta el volumen de datos y la eficiencia de andlisis de la informacién obtenida al tener un
sistema entrenado y adaptado para aprender las condiciones que conllevan a estimar la
probabilidad de ocurrencia del MetS, logrando con esto predecir el sindrome con mayor
precision (Lizarzaburu Robles, 2013). De esta manera se le proporciona al personal de salud
una herramienta en el diagndstico de esta afeccién, ademas de aumentar la calidad de la

atencion meédica haciendo una reduccion de costos y tiempo.

Igualmente, el uso de estos sistemas de IA en la prediccion del MetS permite estimar la
probabilidad de que una persona desarrolle el sindrome metabélico analizando los factores
de riesgo, de forma que los pacientes puedan realizar una valoracién de su estado de salud y
considerar si es necesario la modificacion de su estilo de vida con el fin de que pueda adquirir
habitos de vida saludables de manera oportuna y asi prevenir el desarrollo de estadios
avanzados de patologias crénicas (Hirose, Takayama, Hozawa, Hibi, & Saito, 2010). Con esto
se puede observar la necesidad de establecer un mecanismo que mediante sistemas de IA

permita predecir el MetS.
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Pregunta Problema

¢ Se puede desarrollar un sistema predictor de ocurrencia del Sindrome Metabdlico

empleando técnicas de inteligencia artificial?

Objetivo General

Desarrollar un sistema para la prediccién de ocurrencia del sindrome metabdlico empleando

técnicas de inteligencia artificial.

Objetivos Especificos

1. Analizar informacion sobre la ocurrencia de sindrome metabolico mediante el uso

de una base de datos para el entrenamiento del sistema de inteligencia artificial

2. Disefar un sistema de prediccion empleando técnicas de inteligencia artificial para

la cuantificacion de la probabilidad de ocurrencia del sindrome metabdlico.

3. Comprobar la prediccion del sistema de inteligencia artificial comparando los

resultados obtenidos con la informacion del 20 % de los sujetos incluidos en una

base de datos para su validacién
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Limitaciones y Delimitaciones

El alcance y desarrollo del presente proyecto se ve limitado debido a que poblacién enfoque
son 1934 jovenes adultos colombianos universitarios que participaron en la encuesta de
recoleccién de datos del estudio transversal llamado FUPRECOL (Fuerza Prensil Colombia),
del cual su facilitacion fue avalada por parte de los administradores de la nombrada base de
datos. FUPRECOL tiene el objetivo de identificar y asociar la fuerza prensil con el riesgo
cardiovascular en Nifios y Adolescentes Colombianos, de este proyecto habla con
detenimiento en el apartado 3.3 del presente libro, por lo cual este estudio no puede ser
generalizado a toda la poblacidn colombiana, ya que para poder lograr una generalizacion del
sistema para colombianos se requiere que se aplique a diferentes grupos poblacionales de
diferentes etnias y rangos de edad.

Igualmente, al ser enfocada la poblacion del estudio a adultos jévenes los cuales se
encuentran entre 18 y 25 afos, se espera que se obtengan porcentajes bajos de prevalencia
del MetS, los cuales corroboran los resultados obtenidos por estudios que han usado esta

base de datos.

Ademads, el presente proyecto se ve limitado ya que al usar una base de datos creada a partir
de un estudio con disefio transversal no permite hacer seguimiento de las causas y efectos

futuros en estos pacientes.

Finalmente, en el presente estudio solo se aplican los criterios definidos por la IDF para
clasificar el MetS por lo cual, al realizar el proceso de investigacibn con otros criterios
aportados por organizaciones internacionales como la Organizacion Mundial de la Salud
(OMS), International Diabetes Federation (IDF), National Cholesterol Education Program Adult
Treatment Panel Il (ATP 1ll) y la American Association of Clinical Endocrinologists (AACE) se

podrian obtener diferentes resultados en la clasificacion y prevalencia.
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Capitulo 11

Marco tedrico y Estado del Arte

En este capitulo se describen componentes tedricos que son claves para la comprension y
desarrollo de la tematica expuesta durante el proyecto. Ademdas, se mencionan
investigaciones realizadas sobre el sindrome metabdlico y las diferentes técnicas de

inteligencia artificial empleadas para realizar la prediccion del MetS.

Marco Tedrico

A continuacion, se describe el sindrome metabdlico con los cuatro factores de riesgo con
mayor relevancia asociados a su presencia como lo son la obesidad, insulinorresistencia,
hipertensién arterial y dislipidemia. Se resaltan los criterios de diagndstico del MetS aportado
por las diferentes organizaciones internacionales de renombre como la OMS, IDF, ATP lll y la
AACE. De igual forma, se define la inteligencia artificial y los tipos de aprendizaje tipo Machine
Learning, se describen técnicas de clasificacibn como lo son reconocedor euclideo, Redes
Neuronales y maquinas de vectores de soporte, ademas de técnicas de reduccion de
dimensionalidad como PCA, FSCNCA y Forward Selection las cuales se implementaran en el
presente proyecto con el fin de determinar si es posible la prediccién del MetS aplicando estos
modelos. Finalmente se determina el software de programacion empleados para el desarrollo

del sistema como lo son Matlab.

Sindrome Metabdlico

El Sindrome Metabdlico (MetS) es un grupo de afecciones donde se destacan la presencia de
dos o mas factores de riesgo relacionados con alteraciones glucidicas como lo son altos

niveles de azlcar en sangre, intolerancia a la glucosa, diabetes o variaciones lipidicas como
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el aumento o disminucién de colesterol y triglicéridos, ademas de presentar problemas como

la obesidad abdominal y presion arterial elevada. (Lizarzaburu Robles, 2013)

Segun la OMS, se define como factor de riesgo cualquier caracteristica, rasgo o antecedentes
gue hacen que una persona aumente la probabilidad de sufrir cualquier tipo de enfermedad o
lesiones (Organizacion Mundial de la Salud, 2011), estos se encuentran influenciados
estrechamente por habitos de vida que tenga la persona asociados a la obesidad, consumo
de alcohol y tabaco, sedentarismo, bajo consumo de frutas y verduras, falta de higiene y
deficiencias en el saneamiento. Sin embargo, el Sindrome Metabdlico se hace mas frecuente
en aquellas personas que tienen antecedentes genéticos relacionados con la dislipidemia,
hipercoagulacion y factores asociados a la obesidad y su desencadenante la resistencia a la

insulina. (Kaur, 2014)

Todos estos factores generan un signo de alarma hacia una posible enfermedad cronica que
pueda padecer una persona en el futuro. Las personas con MetS, tienen mayor riesgo de
desarrollar a mediano o largo plazo enfermedades como la diabetes mellitus tipo II,
cardiovasculares y accidentes cerebrovasculares en comparacion con las personas sanas.

(Lizarzaburu Robles, 2013)

Para lograr una definicién adecuada del sindrome metabdlico se deben tener en cuenta los

factores de riesgo que lo conforman como (Sosa Vedia, 2012):

e Obesidad: Es un trastorno crénico que implica el aumento y acumulacién de grasa a
nivel visceral la cual promueve la formaciéon en el tejido adiposo de una serie de
sustancias quimicas conocidas como adipoquinas que favorecen la presencia de
procesos proinflamatorios y protrombéticos los cuales conllevan al desarrollo de

problemas en la salud de la persona como la insulinorresistencia e hiperinsulinemia.
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Por esta razén la obesidad es considerada como el factor de riesgo con mayor
prevalencia a desencadenar el MetS. (Lizarzaburu Robles, 2013)

De esta definicion se puede concluir que la obesidad juega un papel fundamental en
el desarrollo de patologias asociadas con dislipidemias por lo cual se muestra que la
esta conlleva al desencadenamiento de otras patologias asociadas a la presencia del
Sindrome Metabdlico (Y, J, & JA., 2016). Segun la OMS, una persona es considerada
obesa cuando su indice de masa (Peso de la persona Kg /(Altura m)?) es igual o
superior 30 y se considera en sobrepeso cuando este es igual o superior a 25
(Organizacion Mundial de la Salud, 2020). Esta afeccién se asocia a una circunferencia
de la cintura e indice de masa corporal (Haffner, 2006). Su principal causa es una
alteracién causada entre el balance de la energia entre calorias consumidas y
gastadas, debido a esto se debe realizar un seguimiento constante para reducir la
progresion hacia la diabetes, esta debe estar acompafiada de actividad fisica diaria y
la pérdida de peso por medio de una alimentacion saludable con reduccion parcial o

total de grasas y calorias de la dieta. (Organizacion Mundial de la Salud, 2020)

Insulinorresistencia: esta patologia se produce cuando la accién de la insulina a nivel
celular estd siendo reducida, por lo cual los niveles de glucosa en sangre estan
aumentando de forma descontrolada ocasionando que las células musculares,
adiposas y hepaticas no logran realizar su funcién de absorcién de glucosa. Por esta
razon, el pancreas para compensar el defecto a nivel celular produce un mayor
porcentaje de insulina para promover gque la glucosa tenga una rapida absorcién en
las células (Carrasco, Eduardo Galgani, & Reyes, 2013). Las células de pancreas en
respuesta a estimulos estan encargadas de la produccién de insulina, la cual tiene
como funcién mantener la homeostasis de los niveles glicémicos en el cuerpo e inhibir
la produccion hepatica de glucosa promoviendo la captacion de esta por el tejido

muscular esquelético y adiposo. (Carrasco, Eduardo Galgani, & Reyes, 2013)
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Hipertension Arterial: Este trastorno es conocido como tension alta o elevada, esta
caracterizado por el aumento de la presion en las paredes de los vasos sanguineos lo
gue puede ocasionar un dafio a nivel celular. La tension arterial se define como la
fuerza que ejercen la sangre contra las paredes arteriales una vez es bombeada desde
el corazon, por lo cual entre mayor resistencia opongan las paredes arteriales al paso
de sangre, mayor esfuerzo tendra que hacer el corazén para que la esta llegue a todos

los 6rganos del cuerpo. (Organizacion Mundial de la Salud, 2016)

No tratarla en el tiempo y con las condiciones adecuadas para el tratamiento puede
ocasionar consecuencias como infarto al miocardio, hemorragia o una trombosis
cerebral. De igual forma esto ocasiona el endurecimiento de las arterias lo cual dificulta
el paso de la sangre. Dentro de las causas principales para su desarrollo se encuentran
factores de riesgo como la obesidad, la sensibilidad al sodio, consumo excesivo de
alcohol y el sedentarismo. Para realizar un tratamiento adecuado es recomendable
realizar revisiones periddicas, la toma de medicamentos para controlar los niveles de
presiéon arterial y la adopcion de estilos de vida saludable (Ministerio de Salud;

Coilciencias, 2013).

Dislipidemia: son trastornos generados a nivel lipidico en sangre el cual se caracteriza
por generar un aumento en los niveles de colesterol o hipercolesterolemia ademas de
incrementos en la concentracion de los triglicéridos (TG) o hipertrigliceridemia. Esto
ocasiona el aumento de la probabilidad de que un paciente desarrolle otro tipo de
patologias como la hipertension arterial y cardiopatias. Ademas, puede comprometer
el estado de las arterias gracias al endurecimiento ocasionando problemas en la

llegada de oxigeno y nutrientes al 6érgano (Miguel Soca, 2009)
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Criterios de diagndstico del MetS

Los criterios clinicos de diagndstico propuesto a lo largo del tiempo han variado
constantemente, por lo cual organizaciones internacionales de investigacion han establecido
factores de riesgo estandarizados para identificar la presencia del sindrome metabélico en

una persona como lo son la OMS, la IDF, ATP Il y AACE

Segun las organizaciones de renombre como la IDF (2005) y ATP Il (2003) consideran como
diagndstico positivo para MetS si hay presencia de tres 0 mas factores de riesgo, la AACE
(2003) si hay dos o mas factores, de igual forma lo considera la OMS (1999) ademas de un
diagndstico previo de diabetes tipo 2, o alteraciones de la glucosa OMS. Los rangos en los

gue se consideran como potenciales factores de riesgo del MetS se explican en la tabla 1.

Sin embargo, los criterios aportados por estas organizaciones no son uniformes y generan
confusiones debido a que existen variaciones que dependen de la poblacion en las que se
realizan los estudios clinicos. Estudios de comparacion realizados muestran que los mejores
criterios para prediccion son los ofrecidos por el IDF (Kassi, Pervanidou, Kaltsas, & Chrousos,

2011) y la ATP lIl. (Bohérguez, et al., 2013)
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Tabla 1

Criterios del sindrome metabdlico segun la definicién establecida por organizaciones

internacionales.

Criterios

IDF (2005)

ATP Il (2003)

AACE (2003)

OMS (1999)

Obesidad

abdominal

Triglicéridos

HDL-C

Presiéon
arterial
Sistélica/

Diastélica

IMC

Glucosaen

ayunas

Microalbumin

uria

AlbUmina/

creatinina

Circunferencia de

cintura en Mujeres 280

cm y hombres 290 cm

> (130 /85) mmHg

No considera este

factor de riesgo

=100 mg/dL o con
diagndstico previo de

diabetes tipo 2

Circunferencia de
cintura en Mujeres =
88 cm y hombres

2102 cm

No considera este

factor de riesgo

2150 mg/dL

Mujeres <50 mg/dL y hombres <40 mg/dL

> (130/85) mmHg

No considera este

factor de riesgo

=100 mg/dL o con
diagndstico previo de

diabetes tipo 2

> (130/85) mmHg

>25kg /m?

No considera este

factor de riesgo

No considera este factor de riesgo

No considera este factor de riesgo

relacion cintura-cadera
> 0,9 en hombres y >

0.85 en mujeres

> (140/90) mmHg

>30kg / m?

=100 mg/dL o con
diagndéstico previo de

diabetes tipo 2

20 pug/min

=230 mg/g

Fuente: Adaptado de Lizarzaburu Robles, (2013)
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De estas definiciones propuestas por los organismos internacionales se puede concluir que la
obesidad y la glucemia juegan un papel fundamental como indicadores directos del MetS
(Bohorquez, et al., 2013). Ademas, investigaciones realizadas establecen a la IDF y ATP Il
como las instituciones que tiene los mejores indicadores y factores de riesgo asociados a la
prevalencia del Sindrome Metabdlico, mientras que se cataloga a la OMS con un grado de
concordancia y prediccion insignificante en comparacion con las otras entidades. (Mora

Garcia, et al., 2012)

Inteligencia Artificial

La inteligencia artificial es una rama de estudio de las ciencias de la computacién adoptado
para el disefio de agentes inteligentes que permiten por medio de algoritmos matematicos de
aprendizaje progresivo que han sido entrenados, realizar un analisis profundo de un alto
volumen de datos con el fin de automatizar procesos, clasificacion de la informacién y el
reconocimiento de objetos basados en el uso de modelos computacionales donde los
algoritmos implementados en las maquinas son capaces de aprender y tomar decisiones.

(Avila-Tomas, Mayer-Pujadas, & V.J., 2020)

Los sistemas de prediccion son técnicas basadas en inteligencia artificial para construir y
estudiar nuevas previsiones a través de una rama conocida como aprendizaje automatico, los
cuales estan capacitados para realizar predicciones empleando una base de datos capaz de
les brinda las bases para realizar el proceso de aprendizaje y modelar el sistema conforme la
experiencia. Para ellos el aprendizaje automatico emplea diferentes técnicas para lograr su
objetivo como lo son: modelos estadisticos, Redes Neuronales, herramientas de
agrupamiento con el fin de poder predecir situaciones segun el entrenamiento que ha recibido

de la base de datos. (Avila-Tomas, Mayer-Pujadas, & V.J., 2020)

Dentro del campo de accién de modelos de inteligencia artificial se encuentra el Machine

Learning (P. Carvalho, etal., 2019). Esta es unarama en la cual un sistema aprende a predecir
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por medio del entrenamiento de un conjunto de datos, este aprendizaje puede ser

supervisado, no supervisado, de refuerzo y profundo el cual es conocido con Deep learning,

sus funcionamientos se explican brevemente a continuacion en la figura 1. Estos son

conocidos por su capacidad de tratamiento de grandes cantidades de datos, aprendizaje y

prediccion en diferentes sectores entre estos el sector salud. (Hinestroza Ramirez, 2018)

Figura 1

Tipos de Machine Learning

Aprendizaje
Supervisado

Aprendizaje
no
Supervisado

Aprendizaje
de refuerzo

AT (Y Y /)

Aprendizaje
profundo o
deep
learning

./ ) o

TIPOS DE MACHINE LEARNING

Inicia con un grupo de datos etiquetados en clases, los cuales se introducen
en el algoritmo predictivo para que este analice y aprenda las
caracteristicas o atributos propios de cada clase y las pueda diferenciar
creando y entrenando un modelo predictivo que posteriormente pueda
decidir y clasificar los datos nuevos que aparezcan sin etiquetar.

El aprendizaje comienza con observaciones o caracteristicas de un conjunto
de datos los cuales se introducen en un algoritmo y este divide los datos
en clases de acuerdo con las similitudes encontradas en las caracteristicas
proporcionadas.

El algoritmo se encuentra aprendiendo mediante la prueba y el error, es
decir, se retroalimenta y actualiza de acuerdo a los analisis de los datos y
las decisiones tomadas para robustecer el proceso y mejorar el resultado.

Es un conjunto de algoritmos no lineales, jerarquizado y automatico en el
que se usan las Redes Neuronales artificiales, las cuales simulan el
funcionamiento del cerebro humano, estas son conocidas por su gran
capacidad de aprender amplias cantidades de datos lo que les permite
hacer tareas especificas como reconocimiento de patrones, video, texto,
imagenes y sobre todo modelos de prediccion con utilidades en cualquier
campo.

Fuente: Autoria propia
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Técnicas de Clasificacion y Reconocimiento de Patrones

A continuacién, se hace una descripcion de las técnicas de clasificacion que se emplean en
el presente trabajo como lo son Redes Neuronales, reconocedor euclideo y la maquina de

vectores de soporte.

Redes Neuronales

Las Redes Neuronales hacen parte de los sistemas de prediccién empleados por el Machine
Learning. Su unidad basica es la neurona la cual consta de un numero N de entradas a la red,
las cuales tienen asociado un peso de conexidn que indica la relevancia que estas variables
de entrada aportan al sistema de prediccion, posteriormente las variables con sus pesos
respectivos entran a una funcion de transferencia (funciébn de activacion) para finalmente
entregar un resultado a ese conjunto de operacion (Salida), Ver figura 2. (Hiregoudar,
Manjunath, & Patil, 2014). Esta salida puede generar una respuesta que debe entrar a otra
neurona artificial mediante una serie de conexiones generadas por funciones de transferencia,

proceso que es similar al generado a nivel fisiolégico.

Figura 2

Estructura basica de una neurona artificial

O

y=wx + wXx +b

Fuente: Hiregoudar, Manjunath, & Patil (2014)
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Cada grupo de neuronas se encuentra organizado en niveles denominados capas. Un
conjunto de capas neuronales forma una red neuronal artificial (ANN). Asi pues, existen 2
capas en la red neuronal que tienen conexion con el exterior, una capa de entrada (buffer) y
una capa de salida que devuelve una respuesta de la red, ademas de una serie de capas
intermedias denominadas capas ocultas. Ver figura 3. (Avila-Tomas, Mayer-Pujadas, & V.J.,

2020)

Figura 3

Arquitectura de una red neuronal simple
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Fuente: Basogain Olabe (2010)

Dentro de las caracteristicas de las Redes Neuronales se encuentran (Basogain Olabe, 2010):
1) Aprender: Las Redes Neuronales se encargan de comprender el entorno en el cual se
estan desarrollando, de forma que a partir de un conjunto de datos de entrada logren

dar respuesta a un sistema con salidas consistentes. (Basogain Olabe, 2010)
2) Generalizar: Buscan extender o ampliar el desarrollo del sistema con el fin de que las
Redes Neuronales logren ofrecer respuestas correctas empleando datos de entrada
gue tienen variaciones gracias a la naturaleza de su desarrollo. (Basogain Olabe,

2010)
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3) Abstraer: Se encargan de evaluar por separado las variables de entrada del sistema
de forma que logre entender la relevancia y el porcentaje que tiene cada una de estas

en el desarrollo del sistema. (Basogain Olabe, 2010)

Estructura de la Red
El proceso de entrenamiento de una red neuronal se basa en la conexién que existe entre ese
grupo de neuronas, asi pues, las conexiones establecidas entre dos neuronas i y j esta
ponderada por el peso asociado a cada variable peso wij. De forma que para obtener el valor
total o neto de la entrada de todas las variables que recibe una neurona (Netj) se debe
calcular el sumatorio del producto de cada variable de forma individual por el valor total del
peso asociado a la conexidn que se establece entre las 2 neuronas. Las Redes Neuronales
emplean la regla de propagacion como método para emitir y divulgar las sefiales a través de

la red, (Ferndndez-Cortés, 2017). En la ecuacién 1 se declara la entrada neta de una neurona.

N
1
Neti = ZWﬂyl ( )
i

Teniendo en cuenta la regla de propagacion, esta técnica de clasificacion debe asegurar que
las entradas que recibe cada neurona se combinen con los pesos de las conexiones
establecidas y el estado interno o activacién actual de la neurona con el fin de producir un
nuevo estado de activacién. Para esto se emplea una funcion de activacion que es la
encargada de calcular un nuevo estado interno de la neurona en funcién del estado de
activacion y el valor neto de entrada. Dentro de las funciones de activacién se encuentran
identidad o lineal, escaldn, lineal-mixta, sigmoidea, tangente hiperbodlica (Fernandez-Cortés,
2017). En la ecuacion 2 se declara la salida de una neurona y en la ecuacién 3 la funcion de

transferencia o activacion de la neurona.

N
yi = f(Nety) = f(z w;;yi(D) (2)
j=1
N
yit+1) = f(Net) = FO wyyi(®)) (3)
j=1
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Principio de Funcionamiento

El disefio y desarrollo de una red neuronal se divide en tres etapas (Fernandez-Cortés, 2017):

Disefio de la arquitectura de red: Este paso implica la determinacion de la funcion de
activacion que se va a emplear, el nimero de neuronas y la cantidad de capas que se van a
utilizar. Esta etapa de desarrollo es clave ya que de ella depende el conocimiento que va a

albergar la red neuronal. (Fernandez-Cortés, 2017)

Entrenamiento: Busca entrenar la red para que esta aprenda a darle solucion y la respuesta
adecuada al conjunto de informacién que se proporciona. El objetivo de esta fase es conseguir
gue la red emplee suficiente informacion de datos empleados para entrenarse y de esta forma
obtenga la capacidad de generalizar, de forma que ante un conjunto desconocido de datos
logré obtener resultados adecuados (Ferndndez-Cortés, 2017). El proceso de entrenamiento
se basa en emplear diferentes conjuntos de entrada de forma que se logren ajustar los pesos
de las interconexiones generadas segun una funcién determinada, logrando que en esta fase
se establezca un peso de cada variable ajustando hacia los valores que permiten obtener una

respuesta de salida deseada. (Basogain Olabe, 2010)

Test 0 prueba: su objetivo es enviar a la red neuronal un conjunto de nuevo patrones
diferentes a los presentados en la fase de entrenamiento, con el fin de comprobar si la red ha
sido capaz de generalizar y conseguir los resultados esperados. Durante este proceso no se
realizan ajustes en los pesos de las interconexiones neuronales. (Fernandez-Cortés, 2017)

La caracteristica mas representativa de las Redes Neuronales es que la informacion que va
recibiendo durante el proceso de aprendizaje es almacenada a lo largo de todas las
conexiones que se encuentran presente en la red neuronal. Esta propiedad le permite a la red
tener la capacidad de generalizar de forma que, si se presenta una entrada incompleta o con

ruido, esta pueda responder adecuadamente. (Basogain Olabe, 2010)
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Asi pues, una red neuronal consta de tres partes importantes (Hiregoudar, Manjunath, & Patil,

2014)

Topologia de red: Es aquella que indica la interconexion que se genera entre las capas
neuronales. Puede ser de avance y recurrente. En la topologia de avance los nodos se
organizan de forma jerarquizada desde la capa de entrada y terminando en la capa de salida.
En la topologia recurrente se produce un flujo de informacion retroalimentada. (Hiregoudar,

Manjunath, & Patil, 2014)

Funcion de transferencia de red: Encarga de generar un proceso simple de la informacién a
partir de la suma ponderada de la entrada de los nodos y aplicarles una funcién no lineal de

activacion antes de generar una salida. (Hiregoudar, Manjunath, & Patil, 2014)

Algoritmo de aprendizaje en red: Encargado de actualizar el peso que se le atribuye a cada
una de las variables asociadas a las conexiones de entrada de la neurona durante el

entrenamiento de la red. (Hiregoudar, Manjunath, & Patil, 2014)

Maquinas de Vectores de Soporte

Las Maquinas de Vectores de Soporte (SVM en inglés) es una técnica de aprendizaje
supervisado que pertenece al Machine Learning, este busca encontrar un hiperplano o
superficie de decisién que separe lo mejor posible dos 0 mas clases, esto se realiza mediante
la proporcién de unos datos etiquetados en clases por lo que algoritmo puede evaluar las
caracteristicas de cada clase y determinar un limite que le permitira dividirlas y clasificarlas
segun el lado que se encuentren del limite calculado con el fin que todos los puntos de una
misma clase queden hacia el mismo lado del hiperplano. Los vectores de soporte son los

vectores que definen el borde de esta separacion, estos se seleccionan de acuerdo a los datos
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de entrenamiento, se debe procurar que entre estos y el hiperplano exista la mayor distancia
posible, Los puntos mas dificiles de clasificar son los que mas se encuentran cerca de la
superficie de decision en la figura 4 se puede observar las partes de un SVM (Martinez Heras,
2019).

Figura 4

Ejemplo de implementacion de maquinas de vectores de soporte.
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Fuente: Martinez Heras (2019)

Principio de Funcionamiento
A continuacién, se expresa matematicamente el caso en que las clases son separables

linealmente, especialmente en problemas binarios.

Como entrada se define la fila de datos como el vector X; y con las observaciones y; en las
gue la clase 1 tenga una clasificacion de 1 y si se encuentra en la clase 2 una de -1, esta

entrada se puede observar con mayor claridad en la ecuacién 4.

—

X, = {1, %i2, 0, Xin}; Vi = {1si X, enclase 1 — 1si X, en clase 2} (4)

como salida se obtienen los pesos que da la superficie el vector w como el vector de pesos el
cual define la pendiente del hiperplano W; = {w;1, Wi, ..., Wi}

La funcién de clasificacion se puede definir en las ecuaciones 5y 6
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f(x) = (w,x) +b (5)

n
=Zwixi+b (6)
i=1

por lo que se define como el hiperplano o superficie de decision como la recta w;x; + b = 0
Los vectores de soporte se pueden definir como una recta, de modo que b es un valor de
sesgo para que el valor de clasificacion sea 1 y -1, es decir, se satisfagan las siguientes
condiciones expresadas en las ecuaciones 7y 8
(w.¥)+b=1 o (w.%X)+b=-1 (7)
@ ) +b=1;y=1 (8)

(w.X)+b<1;y=-1

La funcion objetivo para encontrar un hiperplano se define en: y;(w,.X) = 1.Ya que SVM

busca encontrar la maxima distancia que puede existir entre el hiperplano y los vectores de
soporte, esto se realiza teniendo en cuenta las restricciones de la ecuacion 8, de la cual se

encuentra el valor minimo de la ecuacioén 9:

1 (9)
2
—||W
Sl
Este problema se puede resolver mediante los multiplicadores de Lagrange de forma que se
expresa en la ecuacion 10. Por lo tanto, su solucion se indica en la ecuacién 11 cumpliéndose

las condiciones registradas en la ecuacién 12.

1
10
w = Z a;iyiXi (10)
i=1
1 l 1
minazz aiajyiyj(xi,xj) — Z aq (11)
i,j l:1
1
w20 Y ai=0 (12)
i=1
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Cuando las clases no se pueden separar linealmente el SVM usa el truco de kernel el cual es
crear un hiperplano en otra dimension para la separacion lineal, es decir calcula las
proporciones de los datos en un mayor numero de dimensiones sin transformar realmente los
datos a estas, con este truco se encuentra la mejor forma de clasificar y la mayor separacion
posible entre clases maximizando el margen de separacion entre estas, la figura 5 se
evidencia el funcionamiento del kernel con datos con dos variables los cuales se realiza un
aumento de la dimensién de los datos a una tercera dimensién, permitiendo encontrar un
plano Optimo para separacion de clases. Existen funciones de kernel que ayudan a esta

creacion de una nueva dimension

Kernel de funcién de base radial o “Rbf’ encuentra los vectores de soporte clasificadores en
infinitas dimensiones, este se comporta como un modelo al vecino ponderado mas cercano,
es decir, los datos vecinos o cercanos al nuevo dato u observacion tienen una alta influencia
en la clasificacion de al contrario los datos lejanos tienen poca influencia para la decision. Ver

figura 5.

Este kernel se define con la funcion:

k(xx;) = e @i %" (13)

Siendo x; y x; las observaciones o patrones estas se elevan al cuadrado para hallar la

distancia entre si, estas se encuentran en funcién de la distancia al cuadrado de gamma, la
cual escala la cantidad de influencia que tienen dos puntos entre si, la mejor gamma es
determinada por medio de cross validation. El valor que se obtiene es la relacion entre dos

puntos en infinitas dimensiones

Lineal: este kernel tiene un comportamiento lineal y se define con la funcién

k(Xin) = XiXj ( 14 )
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Polindbmico: el polinomio kernel aumenta las dimensiones cambiando el grado del polinomio,

se define un mapeo polinémico con la funcién:

k(xixj) = (x;xj + ) (15)

Siendo x; y x; los patrones a los que se les desea calcular la relacion en dimensiones mas
altas, ¢ como el coeficiente propio del polinomio y d como el orden del polinomio. El mejor
valor del orden y coeficiente del polinomio se encuentra por medio de crossvalidation o

validacién cruzada.

Esta técnica es reconocida por tener un buen rendimiento en tareas de clasificacién y es usada
en el reconocimiento de caracteres, imagenes, deteccion de caras y aplicaciones médicas
ademas de tener un gasto computacional bajo. (Amat Rodrigo, 2017a)

Figura 5

El truco del kernel en SVM.
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Fuente: Martinez Heras (2019)

Reconocedor Euclideo:

Es una técnica de clasificacion en el que se utiliza el concepto de distancia euclidiana para
encontrar un espacio vectorial de dimensién igual o inferior a la dimension del espacio de las

variables en el que se pueda representar a los individuos por puntos cuya distancia euclidea
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ordinaria coincida con la distancia utilizada. De tal forma que al hacer el proceso de
comparacion de los puntos donde se encuentra ubicado el patrén se realiza la clasificacion
teniendo en cuenta la distancia de éste en comparacion con la posicion de las 2 clases, de
forma que una vez encontrada la menor distancia se indica que a esa clase pertenece el

patron que se desea clasificar como se muestra en la figura 6.

Para realizar el célculo de las distancias se realiza el proceso con diferentes métricas que
permita evaluar el vector patron teniendo en cuenta diferentes métodos para el célculo del
espacio que existe entre el centroide de la clase y este. Las métricas empleadas utilizan
diferentes calculos matematicos estas son: Minwkoski, Euclidean cosine, Jaccard,

Chebycheck, Spearman, Cityblock y Squaredeuclidean. (Silva-Cruz & Esparza-Franco, 2015)

Figura 6

Clasificador Reconocedor Euclideo

x2

Fuente: Autoria propia

Evaluacion y Mejora del Rendimiento Predictivo del Sistema.

Dada la importancia de realizar una correcta clasificacion en el sistema, evitando un
sobreentrenamiento o desajuste como consecuencia de algoritmos que sean muy complejos
durante el proceso de aprendizaje automatico, se debe emplear una técnica de evaluacion
gue permita al sistema generalizar correctamente sobre los datos que nunca se han mostrado

durante el entrenamiento de este. Para esto se emplea la validacion cruzada, en donde cada
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ronda realizada se divide los datos conocidos de forma aleatoria en subconjuntos de los datos
se encarga de entrenar el algoritmo y otro subconjunto de datos restantes que se emplean
para la prueba de este como se evidencia en la figura 7. El conjunto de entrenamiento se
emplea para realizar el algoritmo de aprendizaje automatico ya sea Redes Neuronales,
maquinas de vectores de soporte, etc y el conjunto de prueba se emplea para evaluar el
desemperio del algoritmo. (MathWorks, 2018a)

Figura 7
Modo de operacion Cross Validation o validacion cruzada
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Fuente: Autoria Propia

Metodos de Reduccion de Dimensionalidad y Proyeccion Multidimensional

En todo sistema se encuentran variables relevantes y otras que pueden producir ruido
indeseado o tener informacién redundante para la clasificacion, para eliminar esta informacion
gue no aporta al proceso de clasificacién de los sistemas se han desarrollado diferentes
algoritmos en las que se selecciona y permanezcan las variables con mayor importancia, todo
esto con el objetivo de reducir la dimensionalidad y el gasto computacional sin sacrificar la
precision de la prediccién. Existen 3 tipos de clases para reducir la dimensionalidad de los
sistemas: Tipo filtro, las cuales no requieren un sistema clasificador para realizar el proceso
de reduccién ya que emplean una funcién encargada de evaluar cada una de las variables

asignandoles un peso en el sistema. Este método tiene un coste computacional muy bajo y
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tiene una capacidad de generalizacion alta como por ejemplo: PCA y FSCNCA; Tipo envoltura
los cuales realizan el proceso de andlisis de eficacia de las variables segun el nivel de
clasificacién que se obtiene. Requieren de la implementacién de una técnica de clasificacion
para realizar el proceso de evaluacion de las variables implementadas. Este método tiene un
coste computacional alto dado el nimero de iteraciones que debe realizar el sistema. Asi
pues, Forward Selection hace parte de las técnicas tipo envoltura y Tipo hibrido en donde se
establece una combinacion de la técnica tipo filtro y envoltura como por ejemplo Forward

Selection + FSCNCA. (Maseda Tarin, 2019)

Analisis de Componentes Principales (PCA)

Andlisis de Componentes Principales o PCA, es una técnica lineal de aprendizaje no
supervisado. Esta es una herramienta reconocida para visualizar datos y reducir
dimensionalidad en la que se busca la mejor proyeccion; en esta se extrae informacion y se
combinan linealmente caracteristicas de las variables iniciales para reducirlas en variables
transformadas, de forma que se puedan eliminar las variables menos relevantes. Para obtener
la primera componente se centralizan las variables restando a cada valor la media de la
variable para que todas tengan media igual a cero, de forma que se normalicen y estandarice
los datos, luego se encuentra los pesos o importancia que tiene cada variable mediante el
célculo de la matriz de covarianzas, de esta forma se calcula la primera y segunda
componente sin correlacionarse (Amat Rodrigo, 2017b). En la figura 8 se puede apreciar la

transformacion que realiza la técnica de PCA para la visualizacion de datos.
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Figura 8

Representacion de transformacion y rotacion lineal de variables principales.

Fuente: Adaptado de Fernandez-Cortés (2017)

Sequential Forward Selection

Sequential Forward Selection es uno de los métodos mas comunes para la reduccion de
variables. Este método comienza con un modelo vacio y se van agregando secuencialmente
hacia adelante las variables mas significativas para la prediccion, siendo la primera variable
introducida la de mayor relevancia, el modelo continda agregando, probando en cada paso y
ordenando de mayor a menor segun la importancia, el proceso finaliza cuando el modelo deja
de mejorar con la adicion de variables. De esta forma se conservan las variables mas
importantes y se eliminan las que contengan informacién redundante respecto a las que ya se

han afiadido al modelo. (Gualdron Guerrero, 2006)

Seleccion de Caracteristicas usando Analisis de Componentes de Vecindad
para Clasificacion (FSCNCA)
Feature selection using neighborhood component analysis for classification o Seleccion de
caracteristicas usando analisis de componentes de vecindad para clasificacion, tiene como

objetivo escoger aquellas variables que aportan mas informacion al sistema para su

clasificacion. EI método de FSCNCA reduce la dimensionalidad de los datos seleccionando
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s6lo un subconjunto de variables predictoras para crear un modelo. Los algoritmos buscan un
subconjunto de predictores que modelan de manera éptima las respuestas esperadas, sujetas
a restricciones como las caracteristicas requeridas o excluidas y el tamafio del subconjunto.
FSCNCA es un método de reduccion de dimensionalidad el cual aprende de los pesos de las
caracteristicas mediante el uso de una adaptacion diagonal del andlisis de componentes de
vecindad con una regularizacion. En la figura 9 se puede observar un ejemplo sobre cémo la
técnica asocia a cada variable un peso de caracteristica mayor que 0 analizando el grado de

aporte de la informacién al sistema. (MathWorks, 2018b)

Figura 9

Ejemplo de diagrama de pesos con las variables de un sistema empleando FSCNCA

Fuente: MathWorks (2018b)

A continuacién, se describen las técnicas a usar en el presente proyecto en un cuadro

resumen con su respectivo tipo de algoritmo, aprendizaje y aplicacién. Ver tabla 2.
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Tabla 2

Cuadro resumen de las técnicas de inteligencia artificial a empleadas en el proyecto

Técnica Tipo de Algoritmo Tipo de Aprendizaje Aplicacion
Redes Neuronales Neuronal Deep Learning Clasificacion
SVM No lineal Supervisado Clasificacion
Reconocedor Euclideo Lineal Supervisado Clasificacion
PCA Lineal No supervisado Visualizacién de datos
Forward selection Lineal No supervisado Seleccion de caracteristicas
FSCNCA No lineal No supervisado Reduccion de

dimensionalidad

Fuente: Adaptado de Gualdron Guerrero, O. E., (2006)

Técnica para Balancear Clases ADASYN

De igual manera se debe realizar un preprocesamiento del manejo de la base de datos a

emplear que permita hacer una limpieza y seleccién de informacion relevantes para realizar

la clasificacion del sistema. Ademas, es necesario reducir al maximo el sesgo entre clases

para esto se emplea como técnica de balanceo de las clases en la base de datos:

El método de ADASYN tiene como objetivo desarrollar varias técnicas de sobremuestreo y /

0 submuestreo para compensar para distribuciones desequilibradas en los conjuntos de datos

originales con el fin de generar un conjunto de datos sintéticos con caracteristicas estadisticas

similares a los datos de las clases originales. De esta forma se logra superar el desequilibrio
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en los conjuntos de datos originales generando artificialmente muestras de datos mediante el
uso de muestras de "semillas".

La idea clave del algoritmo ADASYN es usar una densidad de distribucién como criterio para
decidir automaticamente la cantidad de muestras sintéticas que deben generarse para cada
ejemplo de datos minoritarios. Es una medida de la distribucion de pesos para diferentes
clases minoritarias. Ademas, ADASYN puede mejorar el rendimiento de clasificacion al reducir
el sesgo introducido en los conjuntos de datos desequilibrados originales. Igualmente,
demuestra la tendencia en la reduccion de errores a medida que ADASYN aumenta el nivel

de equilibrio.

Software de Programacion para el Desarrollo del Sistema

El entorno de programacion es una herramienta que sirve como base de trabajo para el
desarrollo de sistemas informaticos. Asi pues, para la construccion de sistemas de prediccion
se emplean como entornos de programacion Matrix Laboratory (sus siglas en inglés, Matlab),
el cual combina un entorno que permite realizar un analisis iterativo y procesos de disefio con
un lenguaje de programacion enfocado en expresar las matematicas de matrices y arrays.
Esta herramienta ofrece un amplio portafolio de funciones predefinidas para realizar un
analisis estadistico, Machine Learning y procesamiento de sefiales. El paquete que contiene
las instrucciones especializadas en redes de neuronas llamada “Neural Network Toolbox”; la

cual ofrece una implementacién a nivel general de Redes Neuronales (MathWorks, 2018b)
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Estado del arte

Se realizé una investigacion sobre el empleo del sindrome metabdlico como sistema de
prediccion basado en factores de riesgo asociados, ademas de las técnicas y avances
empleados para realizar la prediccion de padecimiento de sindrome metabdlico donde se
identificaron aspectos claves del desarrollo de la investigacion tanto a nivel nacional como
internacional con el fin de tener un panorama actual del contexto en el cual se desarrolla el

proyecto. A continuacion, se destacan algunos resultados de interés:

Contexto Internacional

Cameron (2010) realiza una investigacion en la cual busca establecer la relacion existente
entre el sindrome metabdlico y la validez que este aporta para realizar la prediccion del riesgo
de enfermedad cardiovascular y diabetes. De esta forma busca poder identificar cuales son
los factores de riesgo que aportan mayor ponderacion para desarrollar estas enfermedades e
identificar las medidas de prevencién a tomar para reducir el riesgo. En el inicio de la
investigacion se plantea la obesidad como un factor central para el desarrollo del sindrome
metabolico y se enuncia que este debe considerarse como un componente especifico y clave
para realizar un diagnéstico clinico asociado a estas patologias ya que es una herramienta
atil que asociada a algoritmos de prediccion de riesgo enfocados en un corto plazo de
investigacion y en conjunto con un juicio clinico sélido logran la identificacion de factores de
riesgo de aquellas personas que también han sido asociadas a patologias como la diabetes y

ECV. (Cameron, 2010)

En el informe, Cameron (2010) enuncia que el desarrollo de patologias como la diabetes, ECV
y el Sindrome metabdlicos estan fuertemente relacionados entre ellas lo que permite
establecer una ruta de guia partiendo de indicadores de identificacion como niveles altos de
glucosa en Sangre. Asi pues, la alteracion de la glucosa en ayunas (IFG) ha demostrado ser

un factor identificador tan fuerte para la diabetes en igual proporcion al sindrome metabdlico
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en su conjunto para la prediccion de diabetes incidente. De tal forma que segun la ruta critica
de guia para la identificacion de estas patologias se puede iniciar analizando factores de
riesgo como el consumo de tabaco, la edad, los antecedentes familiares, los niveles de
actividad fisica, el colesterol LDL, la dieta, etc. Esto indica que para emplear al Sindrome
Metabodlico como una herramienta de prediccion del riesgo de otras patologias se requiere

realizar un andlisis sobre factores de riesgo de primer nivel. (Cameron, 2010)

Asi pues, en el informe, el autor enuncia que estudios sobre el sindrome metabdlico después
de la menopausia, han demostrado que el aumento de la prevalencia del sindrome entre las
mujeres posmenopausicas se debe principalmente al aumento de peso y la obesidad en este

grupo. (Cameron, 2010)

El autor concluye destacando la importancia de reconocer la obesidad como un factor de
riesgo importante para el desarrollo de enfermedades metabdlicas partiendo de este punto
para identificar el futuro de estado de salud de una persona, antes de que esta se desarrolle,
sin embargo, reconoce que una proporcion de personas obesas que son metabdlicamente
saludables a pesar de tener altos niveles de grasa corporal no sufre de problemas asociados
al sindrome porque su genética esta asociada a estos factores. Sin embargo, también una
pequefia proporcion de personas que no tienen un alto nivel de grasa corporal pueden

desencadenar afecciones asociadas con el sindrome metabdlico. (Cameron, 2010)

Ademas, Cameron (2010), menciona que el Sindrome Metabdlico no garantiza un 100% la
prediccion de patologias como ECV y diabetes tipo 2, en un futuro lograra identificar una
poblacién con alto riesgo de sufrir de estas afecciones, desempefiando un papel clinico util.

(Cameron, 2010)

Esta investigacion permite observar la necesidad de hacer énfasis en la implementacion de
técnicas y en el desarrollo de algoritmos que permitan predecir si un paciente puede llegar a
desencadenar Sindrome Metabdlico de forma que pueda consolidarse como una herramienta

atii para la prevencion e identificacion temprana de diabetes y enfermedades
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cerebrovasculares. Ademas, brinda bases tedricas importantes que permiten discriminar e
identificar cuales son los factores de riesgo principales asociados a desarrollar el MetS como
son altos niveles de glucosa en sangre, obesidad, diabetes, hipertension, alto consumo de

tabaco y alcohol y baja actividad fisica.

La investigacion realizada por Hiroshi, Takayama & Hozawa (2011) en Japo6n tiene como
objetivo predecir la incidencia del Sindrome Metabdlico en una poblacion de 410 sujetos
masculinos japonés con edades entre los 30 a 59 afios de la Universidad de Keio, los cuales
se sometieron a controles médicos anuales entre 2000 a 2006. (Hirose, Takayama, Hozawa,

Hibi, & Saito, 2010)

Para el desarrollo del proyecto emplearon sistemas de Redes Neuronales (ANN) y un Andlisis
de Regresion Logistica Mdultiple (MLR) basado en factores clinicos. Para esto los autores
emplearon tres clases de Redes Neuronales: Perceptores Multicapa (MLP), Redes de Funcion
de Base Radial (RBF) y Redes Lineales (LIN). Estos fueron manejados por Nodos, (14
elementos de procesamiento) y conexiones. La metodologia empleada consiste en que cada
nodo tiene su propia entrada de la cual recibe comunicaciones de otros nodos y tiene una
salida que influye en la decisién de los nodos que estan interconectados. El sistema artificial
basado en Redes Neuronales emplea una jerarquia que consta de 3 capas (1 entrada, 1 oculta
y 1 de salida) para realizar la clasificacion. Los investigadores realizaron la combinacion de
100.000 redes con diferentes caracteristicas propias y analizando los resultados obtuvieron la
mejor combinacién que permite realizar una mejor prediccién del sistema. Durante el proceso
de construcciébn se empleé el conjunto de entrenamiento para facilitar el proceso de
aprendizaje del algoritmo de retropropagacion y el conjunto de seleccién para verificar el

progreso del algoritmo. (Hirose, Takayama, Hozawa, Hibi, & Saito, 2010)

Los investigadores obtuvieron como resultado que los factores que predicen mejor la
incidencia del MetS en el andlisis realizado por 6 afios son IMC ya que obtenia un valor de

error relativo durante el proceso de clasificacion de 0.0002 en el desarrollo del sistema,
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ademas del HDL-C y PAD fueron otros factores predictivos, aunque no realizaron aportes
estadisticos representativos. Los otros factores estudiados no realizaron ninguin aporte al
sistema de prediccién. Obtuvieron una sensibilidad de la prediccion del 0,27 para el modelo
MLR y 0,93 para el sistema ANN. EI ANN obtuvo como mejores variables de prediccion IMC,
la edad, la presion arterial diastélica, el colesterol HDL, el colesterol LDL y el HOMA-IR.
Ademas, a los 6 afios de prediccion realizada en el estudio, la especificidad fue la misma para
el sistema ANN fue de una tasa de 0,95 pero la sensibilidad disminuy6 a una tasa de 0,78.

(Hirose, Takayama, Hozawa, Hibi, & Saito, 2010)

Esta investigacion aporta a el presente proyecto un panorama de las técnicas de inteligencia
artificial empleadas, comprobando que Redes Neuronales son un sistema viable para emplear
en la prediccion del MetS, ademas de identificar cuales son las variables mas representativas
gue en compafiia del sistema de Redes Neuronales se deben de tener en cuenta en el
momento de realizar la prediccion como lo son el IMC, la edad, la PAD, HDL-C y LDL-C.

(Hirose, Takayama, Hozawa, Hibi, & Saito, 2010)

En el informe Shin et al., (2013), exponen las razones por las cuales se evidencia ell sindrome
metabolico como un predictor de diabetes mellitus tipo 2. Para esto se establece un consenso
generado entre la IDF y las definiciones de la American Heart Association / National Heart,
Lung, and Blood Institute, donde se establece que una de las principales causas del sindrome
metabdlico es la obesidad ya que ésta precede al desarrollo de otros factores de riesgo
principales como dislipidemia, hiperglucemia, hipertension y resistencia a la insulina. Estos
factores se pueden combinar y segin esta combinacion de anomalias presentes, el riesgo de

diabetes puede ser mayor o0 menor que las estimaciones para el sindrome. (Shin, et al., 2013)

Ademas, Shin, et al., menciona un estudio que se realizé en Estados Unidos para determinar
la prevalencia del sindrome en una poblacion ubicada al sur del pais, donde mas del 80% de
los participantes de 50 afios 0 més, tenian diabetes asociados a la presencia del MetS.

Ademas, se pudo observar que la mayoria de los pacientes que tenian DM2 poseian multiples
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factores de riesgo asociados a la presencia de ECV. Este estudio marcé una ruta de
investigacion donde los autores observaron la necesidad de realizar programas de prevencion
y educacioén ya que las ECV son la causa principal de muerte en pacientes diabéticos. Por lo
cual se pudo confirmar que haciendo un control adecuado de los factores de riesgo
modificables como presion arterial y perfiles lipidicos se reduce el riesgo de tener
enfermedades cardiovasculares de forma eficaz y con ello reducir la presencia del Sindrome
Metabdlico. Sin embargo, en el informe los autores destacan la importancia de manejar a la
diabetes como un factor de riesgo primario de ECV ya que aumenta la probabilidad de sufrir

enfermedades coronarias. (Shin, et al., 2013)

Dentro del riesgo de diabetes asociado con el sindrome metabdlico se relaciona la presencia
de glucosa donde su medicion en ayunas o 2 h después de la carga puede ser al menos tan
predictiva del desarrollo de la diabetes en comparacion con el sindrome metabdlico. En el
estudio también se reconoce que el sindrome metabdlico no requiere incluir la edad lo que
permite indicar el riesgo que tenga la persona a cualquier etapa de la vida, ademas de poseer
una naturaleza dicotomica que le permite ser (til para fines de diagndstico e identificacion de
las anomalias que estan relacionadas y de esta forma modificar el estilo de vida. (Shin, et al.,

2013)

Sin embargo, este informe expone la necesidad de incluir variables relevantes para realizar la
prediccion del sindrome metabdlico donde recomiendan incluir la presencia de los criterios
étnicos especificos como la circunferencia de cintura como indicador central, ademas de los
triglicéridos y HDL-C como indicadores secundarios para la dislipidemia y la presion arterial

superior a 130/85mmHg. (Shin, et al., 2013)

El autor concluye que el MetS es una herramienta practica Gtil para predecir estos 2 trastornos
metabdlicos principales ya que los estudios demuestran que este sindrome aumenta la
morbilidad y mortalidad cardiovascular, la diabetes tipo 2 y la mortalidad definida por todas las

causas mencionadas. (Shin, et al., 2013)
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Este informe brinda aportes importantes para realizar el presente proyecto ya que permite
asociar al sindrome metabdlico como herramienta de intervencion para la prevencion de la
diabetes. Ademas, se concluye que el MetS en asociacion con algoritmos de prediccién del
riesgo y la valoracion médica aprobada permite consolidarse como una herramienta util para
la prevencion e identificacion temprana de diabetes y enfermedades cerebrovasculares
fomentando que el paciente al recibir un diagnostico temprano de la enfermedad pueda
adquirir conductas que mitiguen los factores de riesgo asociados a la presencia de estas

patologias y realicen activamente modificaciones en sus estilos de vida.

La investigacion realizada por Yu et al. (2020) tiene como objetivo proporcionar una
evaluacion del estado de salud en una poblacion inicial de 48,628 adultos taiwaneses mayores
de 18 afos. Para esto los investigadores proporcionan una auto evaluacion de salud buscando
gue se tenga una atencién en salud personalizada y preventiva. Este estudio se llevé a cabo
en el Health Management Center del Hospital de la Universidad Médica de Taipei. Alli se hizo
la consolidacién y revisibn de registros médicos electronicos del hospital, que recibe

aproximadamente de 60 a 70 visitas por mes de pacientes de todo el mundo. (Yu, etal., 2020)

Para el desarrollo de este proyecto los participantes del estudio diligenciaron un cuestionario
donde se evaluaron items como la demografia, condiciones médicas existentes y el uso de
medicamentos. Los investigadores consolidaron una base de datos médica a partir de
revisiones bibliograficas y aplicaron técnicas de aprendizaje automatico para realizar la
construccion de un sistema de base de datos médica a partir de registros médicos electrénicos
de sujetos que se han sometido a un examen de salud. Posteriormente realizaron el

preprocesamiento y limpieza de la base de datos. (Yu, et al., 2020)

Una vez consolidada la base de datos para entrenar el sistema, se procedié a emplear
técnicas de Machine Learning como modelos de aprendizaje supervisado y no supervisado
como el arbol de clasificacion, regresion y aleatorizacion forest. En el estudio se utilizo el

aprendizaje supervisado para clasificar y generar un sistema de prediccion de los pacientes
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gue tenian enfermedades cronicas o un sindrome especifico teniendo como base el grupo de
validacion antes de pasarlo al modelo de prediccion del sistema. El aprendizaje no
supervisado se realiz6 mediante Inteligencia artificial por distancia Euclidea incorporada en
un mapa de calor que le permitia reorganizarse o acercarse y alejarse; proporcionando una
visualizacion de los registros de entrada y los que conforman la base de datos. Los datos de
validacion que se emplearon en el sistema brindaron las bases de prediccion para el
diagndstico en linea. Este sistema obtuvo un 91% de precision para el sindrome metabdlico y

porcentaje de error del 0,904. (Yu, et al., 2020)

Los resultados arrojados por el sistema son informados al paciente en el sitio web una vez el
usuario ha terminado de ingresar los datos de su historia clinica, donde ademas se muestra
un mapa de calor de los datos de entrada; luego el usuario sera clasificado como saludable o
no. Los autores concluyen con el desarrollo de este proyecto que el sistema disefiado permite
a los usuarios conocer en tiempo real evaluaciones salud, de forma que una persona puede
hacer seguimiento periodico del estado en que se encuentra lo que permite modificar a tiempo
conductas de factores de riesgo que aumentan la probabilidad de que un usuario padezca

sindrome metabdlico. (Yu, et al., 2020)

Con esto se puede observar la importancia de elegir adecuadamente el sistema de prediccion
de inteligencia artificial empleado para realizar la clasificacion una comparacion entre las
diferentes técnicas empleadas, de igual forma se debe identificar correctamente la secuencia
de pasos que debe contestar el usuario para realizar una correcta clasificacion con el sistema.
Ademas, esta investigacion aporta al presente proyecto las variables mas relevantes que se
deben analizar para realizar una correcta clasificacion del sindrome metabdlico como son:

indice de masa corporal, circunferencia de cintura, glucosa, triglicéridos y presién arterial.

La investigacion realizada por Gutiérrez, Infante & Vallejo (2020) tiene como objetivo encontrar
las variables més adecuadas para realizar la clasificacién de mexicanos que tengan sindrome

metabdlico. Para esto se emplearon bases de datos de la cohorte Tlalpan 2020 del Instituto
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Nacional de Cardiologia Ignacio Chavez en la Ciudad de México la cual constaba de 2942
sujetos de los cuales 1869 mujeres (64 %) y 1073 hombres (36 %), de entre 20 y 50 afios.
Los autores emplearon los criterios ofrecidos por el ATP Il como marco de referencia para
establecer los pardmetros de evaluacion necesarios para el sistema (mediciones clinicas y
antropométricas, datos de estilo de vida y analisis de sangre). (Gutiérrez-Esparza, Infante

Vazquez, Vallejo, & Hernandez-Torruco, 2020)

Con el fin de identificar las variables mas relevantes para realizar la prediccién del sistema en
mexicanos, los autores emplearon algoritmos de aprendizaje automatico. Ademas, se
emplearon métodos de seleccion de caracteristicas basados en correlacion (CFS) con el fin
de identificar la relevancia de variables de todo el conjunto de datos. Por tanto, fueron
aplicados métodos de filtro como el chi squared que permiten realizar una seleccién de
caracteristicas relevantes en el diagnéstico del MetS y Aleatorizacion Forest. Ademas, se
emplearon métodos de reduccién de dimensionalidad como Forward Seleccién. Todos los
modelos empleados para realizar la reduccion de variables fueron iterados 30 veces
independientes y luego se realizd6 una comparacion del desempefio teniendo en cuenta
factores como la precision, sensibilidad y especificidad equilibradas. (Gutiérrez-Esparza,

Infante Vazquez, Vallejo, & Herndndez-Torruco, 2020)

Como resultado los autores obtuvieron que la prevalencia del MetS segun los criterios
establecidos por ATP Ill es del 20,5 % (603 participantes), donde no se identificaron
diferencias significativas entre sexos con MetS: mujeres 20,6 % vs hombres 20,4 %, sin MetS
mujeres 79,4 % vs hombres 79,6 %. Ademas, los pacientes que fueron identificados con
sindrome metabdlico presentaron valores antropométricos, clinicos y bioquimicos mas altos
gue aquellos que fueron clasificados sin la presencia del sindrome. (Gutiérrez-Esparza,

Infante Vazquez, Vallejo, & Hernandez-Torruco, 2020)

Los autores concluyen que emplear Ramdom Forest y Redes Neuronales como métodos para

clasificacion de parametros de salud evaluados en rendimiento presentan resultados bastante
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buenos ya que se obtuvo la precision del 97 %, sensibilidad del 97% y especificidad del 93%.
Sin embargo, enfatizan en la necesidad de realizar una seleccién adecuada de caracteristicas
gue permitan aumentar significativamente el rendimiento y carga computacional de los
algoritmos de prediccion automatico. Ademas, se obtuvieron como variables mas importantes
la relacion cintura-altura, circunferencia de cintura, glucosa en ayunas, colesterol. Los
investigadores resaltan que los resultados obtenidos son acordes a una parte de la poblacién
ya que los resultados varian conforme las etnias, las culturas, costumbres, estilos de vida,
dieta y caracteristicas antropométricas para predecir el sindrome metabdlico. (Gutiérrez-

Esparza, Infante Vazquez, Vallejo, & Hernandez-Torruco, 2020)

Esta investigacion permite aportar al presente proyecto la necesidad de implementar una
técnica que permita realizar una reduccion de dimensionalidad de las variables que se
estudian como lo es forward selection con el fin de mejorar el gasto computacional y aumentar

los porcentajes de rendimiento y sensibilidad del sistema disefiado.

Los autores Lee, Lee, Choi, & Koh (2020), desarrollan un estudio que tiene como objetivo
generar y validar un modelo de prediccién de riesgo del sindrome metabdlico mediante la
simulacion del peso escogido por el usuario, los datos de salud iniciales y los cambios
indicados por este durante 2 afios. Para esto se emplearon 3.447 y 3.874 participantes de las
ciudades surcoreanas de Ansan y Anseong respectivamente. Se emplearon técnicas de
inteligencia artificial como XGBoost, la regresion logistica, Gaussian Naive Bayes,
Aleatorizacion Forest y la Red Neuronal profunda. Emplear estos métodos de inteligencia
artificial permitieron obtener un porcentaje de aceptaciéon del 89 %, siendo el primer método
el de mejor precision en la prediccion del estado del sindrome y en la probabilidad de
desarrollar el MetS en 2 afios. Este modelo se traspas6 en una aplicacion Python para el uso
de los usuarios. Este estudio plant6 las bases para proporcionar a los pacientes la informacion
del riesgo asociado con el sindrome metabdlico con una fiabilidad considerable teniendo como
base el perfil cardiovascular del paciente y el peso corporal que este indique en la aplicacion.

(Lee, Lee, Choi, & Koh, 2020)
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Esta investigacion aporta informacion respecto a métodos de inteligencia artificial los cuales
han obtenido buenos resultados al momento de predecir el sindrome metabdlico con los
criterios basicos antropométricos y cardiometabdlicos, de esta forma puede servir de guia
para el presente proyecto respecto a la experiencia que se han obtenido al usar estas técnicas

de IA, y asi poder ser pioneros en el uso de estos modelos en la poblacion colombiana.

Contexto Nacional

En la investigacion dirigida por Bohérquez, et al. (2013) se tiene como objetivo determinar la
concordancia de diagnéstico que ofrecen los diferentes métodos empleados para clasificacion
de sindrome metabdlico: OMS, ATPIIl, IDF, AACE, en pacientes diabéticos los cuales
asistieron a programas de atencion primaria en una entidad de salud en Bogota con el fin de
identificar cual es el sistema que ofrece un diagndstico mas certero en cuanto a las variables
asociadas a la prediccion del sindrome metabdlico y ofrecer con esto un tratamiento mas
optimo. Para llevar a cabo la investigacion participaron 2227 pacientes que tenian diabetes
durante un periodo de dos afios, los cuales asistieron a programas de atencion primaria en

una entidad de salud en Bogota. (Bohorquez, et al., 2013)

Para el desarrollo de este estudio se realiz6 una comparacion entre los criterios para predecir
el sindrome metabdlico que ofrecen las diferentes organizaciones como son: OMS, ATP llI,

AACE e IDF. (Boho6rquez, et al., 2013)

La comparacién de los criterios se realiz6 por medio de técnicas estadisticas como
frecuencias absolutas y relativas, medidas de tendencia central, promedio, media, rango y
desviacion estandar. Ademas, se empled la regresion logistica incondicional como método de
asociacion entre las variables cualitativas ofrecidas por los 4 métodos. La concordancia del
sindrome metabdlico se midié por porcentaje y se evalud la concordancia entre las posibles
combinaciones de los métodos (OMS, ATPIII, IDF, AACE) con el coeficiente de concordancia

de Kappa, su error estdndar de estimacion. (Bohorquez, et al., 2013)
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Los resultados de esta investigacion arrojaron que la concordancia de clasificacion del
sindrome metabdlico fue del 95 % entre el método de ATPIII con IDF y entre la OMS e IDF.
La prevalencia de sindrome metabdlico entre los grupos etarios mostré diferencias
significativas, siendo menor en el grupo de personas que son menores de 40 afios, en los
criterios OMS, ATPIIl e IDF. Ademas, se observé que realizar una clasificacion de IDF ofrece
mejores resultados en la cuantificacion del riesgo de enfermedades cardiovasculares en
pacientes diabéticos tipo 2, sumando a que se realiza una mejor clasificacion de los casos
positivos de sindrome metabdlico empleando las técnicas de ATPIII con IDF que entre OMS

e IDF ya que ofrece resultados mayores al 95 %. (Bohérquez, et al., 2013)

Esta investigaciéon ofrece aportes significativos al presente proyecto puesto que brinda las
bases tedricas necesarias para emplear en la identificacion de variables relevantes para lograr
una correcta prediccion del sindrome metabdlico ya que se mencionan los resultados de un
estudio que arrojan que los métodos de clasificacién ofrecidos por el IDF en asociacion con
ATP Il ofrecen los mejores resultados lo cual brinda al presente proyecto los criterios mas

relevantes a tener en cuenta para la prediccion.

Asi mismo, Ramirez-Vélez, R et al. (2017) desarrollaron un estudio transversal en 1687
universitarios colombianos de aproximadamente 19-24 afios con el objetivo de encontrar los
umbrales 6ptimos para predecir el MetS usando el indice de masa grasa (IMG) y el porcentaje
de grasa corporal (%GC), cada uno de estos los comparan con la prediccién del MetS por
medio de las variables cardiometabdlicas definidas por los criterios de IDF. EI IMG y el GC se
tomaron por el método de andlisis de impedancia bioeléctrica, y las variables
cardiometabdlicas por medio de examenes de sangre en ayunas. Los umbrales se definieron
por medio del &rea bajo la curva (AUC) y el analisis de la curva (ROC). (Ramirez-Vélez R. , et

al., 2017)

Los investigadores obtuvieron en el AUC que el rendimiento del sistema con el porcentaje de

GC e IMG en hombres del 0,835 y 0,838 respectivamente, de igual forma en las mujeres se
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obtuvieron resultados del 0,887 y 0,889 por lo que estas variables tienen un porcentaje
moderado para identificar la presencia del MetS entre estudiantes universitarios de Colombia,
ademas de una alta correlacion con las variables metabdlicas, de igual forma los
investigadores concluyen que estos resultados no dependen de factores como la edad, el

tabaquismo o la frecuencia de actividad fisica. (Ramirez-Vélez R., et al., 2017)

Los autores concluyen que es necesario desarrollar estudios que permitan la deteccion y
prediccion del riesgo de presentar el MetS en la edad adulta ya que desde adultos jovenes
comienza la alta prevalencia del MetS debido a los altos indices de obesidad, la dieta y el

estilo de vida que esta poblacion conlleva. (Ramirez-Vélez R. , et al., 2017)

Este estudio aporta al presente proyecto aspectos metodolégicos ya que es de los proyectos
pioneros colombianos que han intentado predecir el MetS mediante el uso de técnicas de
inteligencia artificial y se valido el rendimiento mediante AUC y ROC, ademas de poner en
conocimiento los buenos resultados que se han obtenido en poblaciones de adultos jévenes
colombianos y recalcar la necesidad del desarrollo de estos sistemas para la prevencion del

progreso del MetS y por ende de las enfermedades crénicas que este conlleva.

Ramirez-Vélez, R et al. (2018) realizaron un estudio transversal en una poblacién de nifios y
jovenes colombianos entre 9 y 25 afios ya que existe una pandemia de obesidad desde la
infancia y adolescencia que puede desencadenar enfermedades graves, la investigacion tiene
el objetivo determinar los umbrales para la prediccién del MetS mediante variables definidas
en los criterios de la IDF y variables que pueden reemplazar el IMC como el indice de masa
triponderal o IMT (kg /m?) vy el indice de masa grasa “‘IMG” (masa grasa /altura®), ya que
el IMC, el cual es usado comunmente como una variable para la prediccion del Mes, cambia
ampliamente en esta edad por lo que no es una variable confiable. Para esto realizaron a 4673

participantes examenes de sangre en ayunas Yy toma de medidas antropométricas.

El MetS se predijeron los umbrales y se validé el rendimiento de estos por medio de AUC y el

ROC. En nifios de 9-12 afios el IMT e IMF obtuvieron resultados de AUC de 0,674 y 0,698, de
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igual forma para las mujeres de 18 a 25 afios un AUC de 0,854 y 0,882, para los hombres de
este rango de edad fue de 0,814 y 0,848 respectivamente. Se concluye que el IMG es el
mejor predictor, ademas estos indices podrian usarse para detectar de manera moderada el
MetS en nifios, adolescentes y adultos jévenes colombianos. (Ramirez-Vélez R. , et al.,

2018b)

Asimismo, Ramirez-Vélez (2018) realiza nuevamente un proyecto con su grupo de
investigacion en el que buscan hallar los umbrales 6ptimos en la relacion de grasa-musculo y
de esta forma revisar el poder predictivo de esta variable secundaria para predecir el MetS en
una poblacién de adultos jévenes colombianos, con 1416 participantes de 18 a 25 afios. Se
realizaron pruebas de marcadores bioquimicos y antropométricos, y se predijo por medio de
los criterios definidos por la IDF, como modelo se utilizé el area debajo de la curva con el que
se obtuvo que el sistema clasificaba para los hombres con 0.88 y 0,83 en las mujeres. y una
prevalencia total del MetS del 10,3 % los investigadores concluyen que por medio de la grasa-
musculo se puede clasificar y detectar altamente este sindrome en jovenes. (Ramirez-Vélez

R., etal., 2018b)

Estos proyectos aportan aspectos metodélogos ya que plantean las bases para predecir el
sindrome metabdlico mediante la inteligencia artificial en poblacion colombiana con resultados
muy acertados y con alto rendimiento, de igual forma se puede observar la necesidad de
implementar nuevas técnicas de Machine Learning que podrian mejorar la prediccion, ya que
estos estudios colombianos se han desarrollado para encontrar umbrales Optimos para

predecir el MetS por variables secundarias y evallian estos umbrales con el AUC y el ROC.

Ramirez-Lopez et al. (2019), desarrollaron un estudio para estimar la prevalencia del
sindrome metabdlico en conductores de transporte del municipio de Tunja, Boyaca4, el cual se
desarrollé en el 2017, ya que esta es una poblacion que tiene mayor probabilidad de padecer
este sindrome debido a la inactividad fisica que conlleva su jornada laboral. Participaron 115

conductores y se identificé el Sindrome por la presencia en los participantes de tres o mas
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criterios del ATP Ill. Se implementaron pruebas estadisticas como la prueba exacta de Fisher
a las variables cualitativas y pruebas de U de Mann- Whitney y Kolmogorov Smirnov a las
variables cuantitativas. Se observo una prevalencia del MetS del 10,4 %, en esta poblacion.
Los autores concluyen que es necesario identificar la presencia del sindrome para reconocer
tempranamente el riesgo de desarrollar enfermedades cardiovasculares, igualmente resaltan
lo imprescindible que es la creacién de programas de educacion, prevencion y promocion de

hébitos de vida saludables. (Ramirez-Lopez, et al., 2019)

Este proyecto aporta conocimientos sobre la prevalencia de este sindrome en poblacion
colombiana y aspectos metodoldgicos, en especial los andlisis estadisticos, los cuales
motivan el presente proyecto ya que se buscan métodos que ayuden a predecir el sindrome
metabdlico con métodos de Machine Learning con los que se puedan facilitar la identificacion

de este.

Barranco-Ruiz, et al. (2020) analizaron los datos sociodemogréficos, estilo de vida,
enfermedades auto informadas y medidas antropométricas generadas a partir del cuestionario
aplicado en el 2015 por en el estudio Nacional de Salud, Bienestar y Envejecimiento, SABE,
a 1637 colombianos mayores de 60 afios de 86 municipios rurales y urbanos. Este estudio
usé modelos de regresién variable y multiple y clasificaron por medio de los criterios de la IDF.
En este concluye que un 54,9 % de la poblacién encuestada padece del sindrome metabdlico
siendo mayor en las mujeres, los componentes mas importantes para toda la poblacion fueron
circunferencia de cintura, bajos niveles de HDL-C y elevada presién arterial y los de la
poblacién que padece MetS prevalecia la cintura alta y altos niveles de triglicéridos en ayunas.

(Barranco-Ruiz, et al., 2020)

Con ese estudio se puede observar la alta prevalencia del sindrome metabélico en ancianos
colombianos y la necesidad de crear herramientas que puedan predecir, prevenir y controlar

el MetS, este estudio aporta conocimientos sobre las variables mas y menos relevantes para
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la prediccion de este sindrome en poblaciéon adulta colombiana, la cual permite la seleccion

de estas variables importantes de la base de datos a usar en el presente proyecto.

La investigacion realizada por Higuita, Martinez & Cardona (2020), tuvo como objetivo
determinar y estimar la prevalencia del Sindrome Metabdlico en relaciébn con las
caracteristicas sociodemograficas de la poblacion que hizo parte de los programas publicos
de control de las ECNT en Medellin, Colombia durante el afio 2018. Para esto se realizé un
estudio transversal con 68.288 personas que atendieron en 10 unidades hospitalaria. Se
evaluaron parametros cardiometabdlicos evaluados segun el consenso de la Asociacion
Latinoamericana de Diabetes. Para el andlisis y procesamiento de la informacion se
emplearon métodos de andlisis estadistico como el chi-cuadrado de Pearson, método de
Woolf y el método Kato-Katz donde se estimaron con porcentajes de confianza del 95%,
basados en modelos de regresion lineal estadistica. (Higuita-Gutiérrez, Martinez Quiroz, &

Cardona-Arias, 2020)

Dentro de los resultados mas destacados de este estudio se encuentran que la prevalencia
del sindrome varia segun el area de residencia de la persona destacando que se presenta
con mayor prelacién en mujeres con 15 % adicional que en los hombres. De igual forma se
destaca que el sindrome se presenta en mayor proporcién en poblacién analfabeta o con
estudios primarios y es catalogada 200 veces mas alta en personas sedentarias. (Higuita-

Gutiérrez, Martinez Quiroz, & Cardona-Arias, 2020)

Los resultados arrojaron que la prevalencia del sindrome asociada a la poblacién estudiada
fue de 35,4%, con obesidad abdominal en 82,3 % de los individuos, hipertension en 48,6 %,
intolerancia a la glucosa en 25,5 % e hipertrigliceridemia en 22 %. La prevalencia del sindrome
presentd diferencias estadisticas segun el area de residencia. Los autores de la investigacion
obtuvieron como resultado del estudio en Medellin que un porcentaje representativo de la

poblacién estudio tiene alta prevalencia a la presencia del Sindrome Metabdlico. Ademas, los
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resultados arrojados demostraron la importancia de hacer un control y prevencion de los
factores de riesgo asociados a la presencia del Sindrome con la comunidad, de forma que se
aumenten las estrategias de prevencion y educacion. (Higuita-Gutiérrez, Martinez Quiroz, &

Cardona-Arias, 2020)

Este estudio permite observar que actualmente en Colombia para estimar la probabilidad de
gue una persona tenga Sindrome Metabdlico se requieren tomar medidas cuantitativas que
demoran el proceso de andlisis de los datos, asi mismo se puede determinar que los métodos
empleados para realizar el estudio de la informacion de las personas se limitan a técnicas
empleadas en el campo estadistico. Se puede resaltar que para realizar una cuantificacion de
la probabilidad de que una persona desarrolle o no el sindrome se requieren establecer
variables relevantes que permitan realizar la identificacion de la probabilidad. De igual forma
establece la importancia de realizar una prediccién del estado futuro de salud de la persona
conforme a sus habitos ya que esto permite evitar que la enfermedad descontrolada

desencadena consecuencias drasticas y desfavorables en el estado de salud de la persona.

En la tabla 3 se presentan las variables medidas de cada uno de los proyectos nombrados

anteriormente en el estado del arte junto a su autor y titulo de la investigacion.
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Tabla 3

Variables evaluadas en la bibliografia para realizar la identificacion del Sindrome Metabdlico.

Autores y afio

Variables medidas

Cameron, A. (2010)

Hirose, H., Takayama, T., Hozawa,

S., Hibi, T., & Saito, I. (2010)

Shin, J. A, Lee, J. H., Lim, S. Y.,
Ha, H. S., Kwon, H. S., Park, Y. M.,

...Son, H. Y. (2013).

Barranco-Ruiz, Y., Villa-Gonzélez,
E., Venegas-Sanabria, L. C.,
Chavarro-Carvajal, D. A., Cano-
Gutiérrez, C. A., lzquierdo, M.,

Ramirez-Vélez, R. (2017)

Ramirez-Vélez, R., Correa-
Bautista, J. E., Sanders-Tordecilla,
A.,Ojeda-Pardo, M. L., Cobo-Mejia,
E. A, Castellanos-Vega, R., . . .

Gonzalez-Ruiz, K. (2017).

Niveles de glucosa en sangre

obesidad abdominal

Enfermedades previas como la diabetes e
hipertension

Frecuencia en el consumo de tabaco, alcohol y
actividad fisica

Presion arterial Diastdlica
Colesterol total, HDL-C, LDL-C
HOMA-IR

indice de IMC

Circunferencia de cintura como indicador central
Triglicéridos
HDL-C

indice de IMC

Circunferencia de la pantorrilla
Presion arterial diastélica y sistélica
HDL-C y LDL-C

Triglicéridos

Colesterol total

Glucosa

Peso

Altura

indice de IMC

Circunferencia de Cintura

Triglicéridos, HDL-C y LDL-C colesterol total
Glucosa.

Encuesta sobre el consumo de alcohol,
tabaquismo y actividad fisica
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Ramirez-Vélez, R., Correa-
Bautista, J., Carrillo, H., Gonzalez-
Jiménez, E., Schmidt-RioValle, J.,
Correa-Rodriguez, M., & Garcia-

Hermoso, A. (2018).

Ramirez-Vélez, R, Correa-
Bautista, J., Carrillo, H., Gonzalez-
Jiménez, E., Schmidt-RioValle, J.,
Correa-Rodriguez, M., & Garcia-

Hermoso, A. (2018)

Ramirez-Lépez, L., Calero-Saa, P.,
Arias-Holguin, G, Quincos-
Echeverry, D., Tipazoca-Nontién,

L., & Monroy-Diaz, A. (2019)

cY,Y,L,CL,S L,J, W, &S,

C. (2020).

Gutiérrez-Esparza, G. O., Infante
Véazquez, O., Vallejo, M., &

Hernandez-Torruco, J. (2020).

Peso,

Circunferencia de Cintura

Presion arterial

Glucosa

Colesterol total, HDL-C, LDL-C y triglicéridos

Presién arterial

Peso corporal

Altura

Circunferencia de Cintura

indice de IMC

Relacién cintura-altura

%GC

indice de masa grasa y la masa grasa
HDL-C, triglicéridos, colesteroal total y glucosa.

Circunferencia de Cintura

Tension arterial

Altura y peso y asi se estimé el IMC.

Glucemia

Triglicéridos, HDL-C

Cuestionario sociodemografico consumo del
alcohol y cigarrillo y frecuencia de la actividad fisica

Sexo

Edad

indice de IMC

Circunferencia de cintura

Examen de sangre de la Transaminasa glutamico-
oxalacética, Glutamato piruvato transaminasa,
bilirrubina total, fosfatasa alcalina Ul, nitrdgeno
ureico en sangre, creatinina, acido Urico, albumina,
Hemoglobina alc, glucosa

Colesterol, HDL-C, LDL-C, triglicéridos

Presion arterial sistélica y diastodlica.

Presion arterial sistdlica y diastdlica
Circunferencia de la cintura

Altura y el peso

indice de IMC

Relacion cintura-altura

Consumo de alcohol, el tabaquismo y la actividad
fisica

Examen de sangre de glucosa plasmatica en
ayunas, &cido Urico, creatinina y sodio.
Triglicéridos, HDL-C, LDL-C, colesterol total
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Higuita-Gutiérrez, L. F., Martinez
Quiroz, W. de J., & Cardona-Arias,

J. A. (2020).

Lee, Solam., Lee, Hunju, Choi,
Jung Ran, & Koh, Sang Baek

(2020).

Obesidad abdominal

Presién arterial

Glucosa en sangre

HDL-Cy LDL-C

Consumo de alcohol y tabaco y frecuencia de
actividad fisica.

Edad y sexo

altura 'y peso

Circunferencia de la cintura

Presién arterial sistélica y diastélica

Frecuencia y consumo de alcohol, tabaco y
medicamentos para disminuir los niveles de
presion

Triglicéridos, colesterol total y HDL-C.

Glucosa

Fuente: Autoria Propia
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Capitulo I11.

Metodologia

Tipo de Investigacion

El presente proyecto se orienta bajo una metodologia de caracter cuantitativo descriptivo, ya
gue esta implica un conjunto de procesos secuenciales de investigacion, ademas se analiza
informacion obtenida por medio de tablas, figuras, diagramas, descripcion de tendencias,
relacion entre variables, estudios previos, modelos estadisticos y comparacion de resultados
obtenidos por medio las predicciones realizadas por las técnicas de inteligencia artificial.
Igualmente se realiza un proceso predictivo, descriptivo y explicativo, especifico y acotado
centrado en el uso de variables dirigido hacia datos medibles. (Hernandez Sampieri,

Fernandez Collado, & Baptista Lucio, 2008)

Proceso Metodoldgico

La investigacion descrita en el presente documento se desglosa en 3 apartados principales:
Andlisis y seleccion de variables representativas de la base de datos, disefio de los modelos
de prediccion implementando técnicas de inteligencia artificial y evaluacion del rendimiento de
las técnicas de I.A empleadas. En estos apartados se describen los pasos empleados para
darle construccion al desarrollo del sistema de prediccion. Los pasos metodoldgicos

empleados se describen en la figura 10.
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Figura 10

Proceso de la ciencia de los datos

PROCESAMIENTO MODELADO
) Y ANALISIS PRUEBA A
SELECCION ESTADISTICO
. MEJOR
DATOS MODELO
EMPLEADOS . . e
PREPROCESAMIENTO REDUCCION DE VERIFICACION Y
DIMENSIONALIDAD ENTRENAMIENTO DESARROLLO

Fuente: Autoria Propia

Analisis Informacién sobre la Ocurrencia de Sindrome Metabdlico Mediante el
Uso de una Base de Datos para el Entrenamiento del Sistema de Inteligencia

Artificial

Analisis de la Base de Datos Propuesta para ldentificar las Variables mas

Relevantes

Se realiza el andlisis de la base de datos proporcionada, para esto se identifican las variables
mas relevantes para realizar la prediccion del Sindrome Metabdlico apoyados en la revisién
bibliografica, ademas se excluyen variables cualitativas. lgualmente, se excluye a los
participantes con informacién incompleta con el fin de reducir la perturbacion y ruido en los
pardmetros medidos. La base de datos con la anterior informacién excluida se llamara de aqui
en adelante Base de datos en bruto.

Ademas, se definié los participantes con presencia del MetS de acuerdo con los criterios de
la IDF, los cuales consideran que las personas sufren el MetS si presentan tres 0 méas factores

de riesgo en los rangos descritos en la tabla 4.
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Analisis y Descripcion Estadistica de la Base de Datos Empleada

Se realizé un analisis estadistico con el fin de hallar la media, desviacion estandar y varianza
de cada variable, por cada clase de pacientes con y sin MetS, para determinar el estado de
salud en general de los participantes teniendo en cuenta las variables las cuales su media
superan o se encuentran por debajo de los valores definidos por la IDF. Igualmente se busca
interpretar que tan superpuestos se encuentran los datos de cada variable, asi como las
variables con mayor diferencia entre clases y por lo tanto mas significativas para la

diferenciacién de clases y por ende la dificultad de la separacién de estas de forma estadistica.

Balanceo de Clases Mediante ADASYN

Gracias al andlisis de la base de datos se evidencia que la cantidad de pacientes
diagnosticados con el MetS segun los criterios de la IDF fueron alrededor del 10 % del total
de la poblacién por lo que es necesario un balanceo de datos que le permitan al sistema poder
aprender a identificar, reconocer y clasificar de forma éptima. Por lo que se realiza un balanceo
mediante la técnica de inteligencia artificial ADASYN la cual genera patrones aleatorios
tomando como referencia los valores de los datos en bruto. Ademas, se realiza un analisis
estadistico de estos datos para comprobar gue tengan coherencia con los datos en bruto. La
base de datos con los datos creados con ADASYN se llamara de aqui en adelante Base de
datos balanceada la cual sera el elemento basico y primario para en el desarrollo del resto de

la metodologia.

Proyeccion Multidimensional para la Visualizacion de Datos

Es importante resaltar que no es posible graficar de forma bidimensional o tridimensional los
datos en bruto y balanceados ya que estos tienen mas de tres variables, es decir mas de tres

dimensiones, por lo que PCA es una técnica que permite visualizar los datos ya que reduce
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las dimensiones o nimero de caracteristicas, tomando una matriz de datos, transformandolos

y reduciendo a las dimensiones a las que considera como los componentes principales.

Se realiz6 una proyeccion multidimensional mediante la técnica de PCA con el objetivo de
visualizar la distribucion y dispersién de los datos de ambas clases en bruto y después
balancearlos. De igual forma se realiza las graficas de la varianza explicada acumulada por

variables, esto permite saber cuantas variables aportan la mayor cantidad de informacion.

Disefio de Modelos de Prediccién Implementando Técnicas de Inteligencia

Artificial.

Para el proceso de entrenamiento del sistema es necesario separar la informacion en 2
matrices, de forma que el 80 % de la base de datos conformara la matriz para realizar el
entrenamiento del sistema y el 20 % sera utilizada como matriz de prueba para realizar el
testeo una vez se obtengan los mejores sistemas de clasificacién, estos datos no seran
reconocidos por el sistema y seran de utilidad para la validacion de la clasificacion con datos

no vistos por los modelos, de aqui en adelante se llamaran base, matriz o patrones de prueba.

Estos porcentajes se escogen siguiendo la metodologia de la ciencia de los datos, en la cual
se busca tener una cantidad amplia de datos para que el sistema reconozca la variabilidad de
los patrones y asi aprenda a identificar y a clasificar correctamente cada clase. Asi mismo, se
mantiene un grupo considerable de patrones restantes nunca vistos por el sistema para su
validacion.

Se implementan las técnicas de clasificacion Reconocedor Euclideo, Redes Neuronales y
Maquinas de Vectores de Soporte realizando una correlacién con las técnicas de reduccion
seleccionadas como FSCNCA, Sequential Forward Selection y la combinacion entre estas
dos. Esto genera una combinacién de modelos que permiten determinar cual es el mas

adecuado para realizar el proceso de clasificacion. Los modelos generados a partir de la
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incorporacion y comparacion de técnicas de reduccion y clasificacion se evidencian en la
figura 11.
Figura 11

Diagrama resumen de las técnicas de inteligencia artificial empleadas

- - PCA{Proyeccion,
Analisis Datos en multidimensional
- e
estadistico bruto de todas las
R—— . wvariables) ./

Rreprocesamients
de la base de
g datos J

Ealanceo de I ,
clases PCA de todas
mediante | las vaniables)

\___ Adashy ./

educcion de
dimensicnalidad
Métedao y .y -
) Reduccion de I's ~
FSCNA+Florward PCA \ta!'lahles dimensionalidad Variables sin
selection L reducidas ) Método FSCHA reducir
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PCA variables Redes 5 NEUROMAS| |1 NEURONA L Meuronales J
reducidas neurcnales I ]

2 NEURONAS |1 NEURONA

Fuente: Autoria propia

Codificacion de Técnicas para Reduccion de Dimensionalidad

En la segunda etapa de desarrollo del presente proyecto se emplearon técnicas de reduccién
de dimensionalidad tipo filtro, envoltura e hibrido para encontrar las variables con mayor
relevancia para el sistema de clasificacién del Sindrome Metabdlico empleando la matriz de
entrenamiento. Se establece como sistema de reduccién de dimensionalidad FSCNCA y la

combinacion FSCNCA + Forward Selection.

Para la técnica FSCNCA se busco realizar una sintonizacion de la lambda, el cual representa

un parametro de regularizacion que permite aumentar la dispersion de los datos minimizando
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la redundancia de las caracteristicas o variables del sistema. Este procedimiento implica
encontrar un valor de lambda que produzca la pérdida de clasificacion minima. Este
procedimiento se realizé mediante una validacion cruzada enfocada a que el sistema se
aprenda los pesos de las caracteristicas mediante el uso de una adaptacion diagonal del
andlisis de componentes de vecindad (NCA) mediante una regularizacion. Para esto se
emplea la funcién cvpartition de Matlab donde se dividen los datos en 5 grupos de forma que
se tienen 4 grupos como un conjunto de entrenamiento y una quinta parte de los datos como
un conjunto de prueba. Posteriormente se calcula el error de generalizacion del modelo de
seleccién de caracteristicas de analisis de componentes de vecindad utilizando el peso de
caracteristica inicial proporcionado en FSCNCA lo cual permite encontrar el mejor valor
lambda que corresponda a la pérdida promedio minima. Este proceso se realiza 150
iteraciones con el fin de garantizar la generalizacion del sistema y con esto que se encuentra
el mejor parametro de sintonizacion lambda con la menor pérdida de porcentajes de

clasificacion.

En la técnica de reduccion de dimensionalidad Forward Selection se agregaron las
caracteristicas de forma secuencial (una a una) a un conjunto vacio hasta que la adicion de
caracteristicas adicionales no generara una disminucion en el criterio objetivo por lo cual es
un proceso iterativo que se emplea con cada variable gue van sintiendo afiadida al conjunto.
Para el desarrollo de este método se tuvo en cuenta 3 componentes:

1) Una funcion objetivo, llamada criterio, la cual busca establecer el punto de eleccion de
las variables. Para Forward Selection se emplea el criterio de clasificaciébn errénea que
permite encontrar el conjunto de caracteristicas del sistema que obtienen los mejores
porcentajes de clasificacidn con el menor niUmero de variables.

2) Un algoritmo de busqueda secuencial, que agrega una a una las caracteristicas del
sistema comparando los porcentajes de clasificacion que se obtienen con cada una de las
variables que conforman los subgrupos para posteriormente eliminar aquellas que no ofrecen

un porcentaje de clasificacion mayor en este. Estas busquedas secuenciales de
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caracteristicas se mueven en una sola direccion, siempre aumentando el conjunto de
candidatos

3) El sistema de inteligencia artificial empleado para realizar la clasificacion: Para el desarrollo
de la presente investigacion se emple0 las siguientes técnicas: Reconocedor euclideo, Redes

Neuronales y Maquinas de Vectores de Soporte.

Técnicas de Inteligencia Artificial Clasificadores

Previo a aplicar los métodos de clasificacion seleccionados se realiza Cross Validation donde
se divide el conjunto de datos elegidos al azar del mismo tamafio en 4 -K-fold iteraciones de
tal forma que un subconjunto se emplea para realizar la validacion del modelo entrenado y
con los subconjuntos restantes se realiza el testeo. Este proceso se repite 4 veces de modo
gue cada subconjunto se utilice exactamente una vez para la validacion y el testeo. Este se

realiza empleando la funcion de la toolbox de Matlab: cvpartition y crossval.

Implementacion de Técnica Reconocedor Euclideo

Para el proceso de clasificacibn con reconocedor euclideo se realizé la reduccion de
dimensionalidad con Forward Selection y Forward Selection + FSCNCA.

Para el proceso de clasificacion se realizdé una aleatorizacion de la informacion dividiendo la
base de datos de entrenamiento en 3 subconjuntos: entrenamiento, validacion y prueba
realizando el proceso 150 iteraciones con el fin de revisar la generalizacion del sistema.

Se determina el centroide de cada clase que conforma la base de datos: pacientes con
sindrome y pacientes sin sindrome. El sistema toma cada uno de los patrones como un vector
a reconocer para calcular las distancias euclideas que existen entre de cada vector de
patrones al centroide definido en cada clase, de forma que se logra determinar que el patron

analizado pertenece a la clase con la cual tiene menor distancia su centroide.
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Este método se utiliza con las diferentes métricas ofrecidas por la toolbox de Matlab de la
funcién pdist2 como: minkowski, euclidean, cosine, jaccard, chebycheck, spearman,cityblock
y squaredeuclidean.

Finalmente se realiza la identificacion de métrica que obtiene mejores porcentajes de
clasificacién realizando el andlisis con la informacién suministrada por validacion, ademas de
analizar cual de estas realiza el proceso de clasificacién en un menor tiempo de computo con
el fin de determinar cudles han sido las variables mas representativas elegidas por los

sistemas de reduccién implementados con esta técnica de clasificacion.

Implementacion de Técnica de Redes Neuronales

Para emplear el modelo de red neuronal se realiza una reduccion dimensional con FSCNCA
y Forward Selection + FSCNCA, ademas se entrena una red neuronal con los datos en bruto.
Para realizar la reduccién con Forward Selection se emplea la funcién sequentialfs de Matlab
donde se muestra una disminucion en el valor del criterio a medida que se agrega cada nueva
caracteristica al modelo.

Como criterio de parada y mejora de la generalizacién para el entrenamiento se implementa
la técnica Early Stopping, donde se busca optimizar el sistema, reduciendo el sobreajuste sin
tener que comprometer la precisién del modelo de clasificacion. El objetivo principal de la
técnica de parada anticipada o early stopping en el desarrollo de la investigacion fue detener
el entrenamiento del sistema antes de que el modelo empiece a sobre ajustarse. (Mustafeez,
2021)

En esta técnica, los datos disponibles se dividieron en tres subconjuntos entrenamiento,
validacién y prueba. Se emplearon en el entrenamiento de las Redes Neuronales 2 criterios
de parada: el nUmero de epocs y el criterio de convergencia.

Para el desarrollo del presente proyecto se emplearon 2000 los epocs realizando variacion a
500 o 3000 cuando se observa que el sistema esté sobreajustado lo cual no permite su

entrenamiento, ademas el criterio de convergencia se definié en 1e%.
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Se realizé una sintonizacion con el fin de encontrar la mejor red que ofreciera los porcentajes
de clasificacion mas altos analizando la informacion brindada por validacion.

Para esto se implement6 para cada grupo teniendo en cuenta la reduccion realizada:
FSCNCA, Forward Selection + FSCNCA y datos balanceados sin ninguna técnica de
reduccion, una sintonizacion de las Redes Neuronales realizando el proceso con 1y 2
neuronas en la capa de salida. Se realiz6 la sintonizacién de la red neuronal empleando 3
algoritmos de entrenamiento: Trainlm, Trainrp y Trainscg realizando para cada uno la
correlacion y combinacién con 3 funciones de entrenamiento de la red como lo son: Logsig,

Tansig y Purelin.

Para la red con 1 neurona (Ver gréafica 12.a) y 2 neuronas (Ver grafica 12.b) en la capa de
salida se llevé a cabo variaciones en el nUmero de neuronas que se encuentran empleado el
rango de 5-10-15-20-25-35. Este proceso con cada grupo de neuronas se desarrolla con 3
iteraciones con el fin de evitar que el sistema se localice en un minimo local.

Figura 12

Proceso de sintonizacion de Redes Neuronales

3 ; Numero de
: Numero de Numero de Algoritmo neuronas Capa 1
Algoritmo neuronas Capa 1 neuronas capa 2 P

TRAINLM e

TRAINLM

TRAINRP i
TRAINRP S

TRAINSCG TRAINSCG &=

a) b)

Fuente: Autoria propia
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Implementacion de Maquinas de Vectores de Soporte

Para hacer la clasificacion mediante SVM se realiza en primer lugar una aleatorizacion de los
patrones balanceados por ADASYN junto a su vector de etiquetas de cada clase (0 sin MetS,
1 con MetS) y se hace una division de los datos de entrenamiento 80% y testeo 20%,
igualmente se utiliza funciones de Matlab como fitcsvm la cual es un modelo de prediccion
con SVM para clases binarias y de pocas dimensiones. En esta se introducen la matriz de
datos para entrenamiento del modelo, el vector etiquetado con las clases de los datos de
entrenamiento, seguido por la funcién kernel la cual puede ser de tipo “gaussian” o “rbf,
‘linear” o “polynomial’, ademas se optimizan los parametros estructurales del modelo con el
objetivo de minimizar al maximo la perdida de clasificacion y de esta forma obtener un mejor
modelo predictivo. Igualmente se usa la funcién predict, la cual permite predecir por medio de
la introduccion del modelo entrenado y la matriz de datos de testeo. Con esta se obtiene el
porcentaje de clasificacion del modelo con cada funcién de kernel de los datos de testeo, es
decir, se hacen tres combinaciones segun este kernel con la matriz de datos iniciales y la
obtenida con la reduccién de FSCNCA. El proceso descrito anteriormente se realiza 150

iteraciones con el objetivo de revisar la generalizacion en la clasificacion.

Se usa la funcién predict y fitcsvm con la matriz de datos para entrenamiento del modelo y el
vector etiquetado con las clases de esta, ademas se emplea la técnica de Seleccién
secuencial de caracteristicas para elegir seleccionar las mejores las caracteristicas de la
matriz de datos. Con esta seleccidn de variables, se realiza el entrenamiento del modelo con
la funcién fitcsvm usando nuevamente la funcién kernel la cual puede ser “gaussian” o “rbf’,
‘linear” o ‘polynomial”. Finalmente se usa la funcion predict, introduciendo el modelo
entrenado y la matriz de testeo, con esta se obtiene el porcentaje de clasificacién del modelo
con cada kernel de los datos de subdivisibn de prueba, es decir, se hacen nueve
combinaciones en total debido a que se utilizan dos funciones kernel en cada combinacion,

uno para la seleccién de caracteristicas y el otro para el hiperplano propio del modelo de SVM,
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todo esto con la matriz obtenida con la reduccién de FSCNCA debido a que se busca una

reduccion de tipo mixto.

Proyeccion Multidimensional de las Técnicas de Reduccion Empleadas

Se realiz6 las gréficas de proyeccion multidimensional usando la técnica de PCA, para
visualizacion de los tres componentes principales de las matrices obtenidas por la reduccion
de Forward Selection y Reconocedor Euclideo, Seleccién de caracteristicas, Redes
Neuronales, y FSCNCA con el fin de observar que tan superpuestos se encuentran las clases

y que tan dispersos los datos después de aplicar la reduccion.

Evaluacion del Rendimiento de las Técnicas de Inteligencia Artificial empleadas.

Analisis Estadistico de los Patrones de Prueba

Se realiza un analisis estadistico de los 513 patrones elegidos de la base de datos balanceada
los cuales nunca han sido relacionados con el sistema, con el fin de realizar el testeo de los
mejores modelos de clasificacion obtenidos de forma que se permita verificar el porcentaje
real de clasificacion. Se analiza la media, desviacion estandar y varianza con el objetivo de

revisar que tan superpuestas se encuentran las clases.

Comparar el Rendimiento de las Técnicas de Clasificacion

Se identifica las dos técnicas de clasificacibn empleadas con los mejores porcentajes de
clasificacion, teniendo en cuenta los resultados obtenidos durante el entrenamiento del
sistema con las diferentes técnicas de inteligencia artificial empleadas (Redes Neuronales,
Maquinas de Vectores de Soporte y Reconocedor euclideo) y los métodos de reduccién de
dimensionalidad (Forward Selection, FSCNCA y la combinacién entre ellos) empleados con
cada modelo, se realiz6 una comparacion de los porcentajes de clasificacion obtenidos en el
proceso de entrenamiento, verificando los resultados arrojados por validacion con el fin de

seleccionar aquellas técnicas que obtuvieron mejores porcentajes de clasificacion y
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demostraron durante su desarrollo una correcta generalizacion y aprendizaje del sistema
ademas de obtener resultados con un coste computacional adecuado para realizar la

evaluacion de los patrones que conforman la matriz de prueba.

Por esta razon se eligen los modelos que durante la etapa de entrenamiento tuvieron
porcentajes de clasificacion superiores al 96% con caracteristicas de aprendizaje y
generalizacion alta, ademas de un tiempo reducido para realizar el proceso, por lo cual eligen

descartan métodos de clasificacién basicos como reconocedor euclideo.

A continuacion, se seleccionaron las combinaciones de las dos técnicas con el mejor
rendimiento y se evaluaron con el 20% de los datos restantes de la base de datos

seleccionada.

Seleccion de los 3 Modelos con las Mejores Combinaciones de Redes y

Evaluacion de estas con los Patrones de Prueba

Teniendo en cuenta los resultados arrojados con la implementacion de Redes Neuronales con
las 2 diferentes técnicas de reduccion de dimensionalidad durante el proceso de
entrenamiento se seleccionaron de cada modelo las 3 mejores redes que obtuvieron mejores
porcentajes de clasificacidén y que evidenciar un aprendizaje durante esta etapa. Para esto se
analizando el algoritmo implementado (Trainlm, Trainrp y trainsg), funciones de entrenamiento
de la red (Logsig, Tansig y Purelin) y nimero de neuronas de capa oculta con los mejores
resultados del porcentaje de validacion. Para asegurar la mejor generalizacién posible del
sistema se realiza en la etapa de clasificacion 150 iteraciones con cada combinacién elegida
anteriormente, de los cuales se saca la media y la desviacion estandar correspondiente de
este numero de iteraciones. Finalmente se guarda las propiedades de la red que obtuvo el
mejor resultado de clasificacién de validacion la cual se utilizara para la evaluacion final con

los patrones de prueba.
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Empleando las propiedades de cada red se realiza la clasificacion de los patrones de prueba
los cuales nunca han sido ingresados anteriormente en el sistema, esto se hace con las
mejores combinaciones de algoritmo dados por el paso anterior, se grafica las tablas de

confusion para su respectivo analisis.

Seleccion de las 3 mejores Combinaciones de Modelos de SVM y

Evaluacién Datos con los Patrones de Prueba

Para la seleccién de los mejores modelos después de realizar las diferentes combinaciones
de la funcion kernel (rbf, linear o polynomial) con las matrices obtenidas por FSCNCA,
selecciéon de caracteristicas y los datos balanceados por ADASYN sin aplicar técnicas de
reduccion de dimensionalidad, de las cuales se selecciona para evaluar la prediccion con los
patrones de prueba no ingresados al sistema, con el modelo que obtuvo la media del

porcentaje de clasificacion de los 150 iteraciones mas alta de los diferentes kernels.

La prueba de la clasificaciéon se realizé con el modelo de la combinacién de kernel que obtuvo
la media mas alta del porcentaje de clasificacién de las 150 iteraciones, usando los datos de
test con las matrices obtenidas al realizar FSCNCA, seleccidon de caracteristicas y los datos
balanceados por ADASYN sin aplicar técnicas de reduccién de dimensionalidad. A este
modelo se le introduce la matriz con los patrones de prueba nunca antes vistos por el sistema.
De esta forma se obtiene el porcentaje de clasificacion y su matriz de confusién para su

respectivo analisis.

Se seleccion6 el mejor modelo de SVM de acuerdo con la combinacion que tuvo mayor

porcentaje de clasificacion con la matriz de patrones de prueba.
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Comparacion Porcentajes de Clasificacion de los Mejores Modelos

elegidos de SVM y Redes Neuronales

Se compar6 los mejores modelos de SVM y Redes Neuronales obtenidos con la matriz de
patrones prueba con el objetivo de seleccionar la técnica que ofrezca mejores resultados de

clasificacion.

Poblacion de Muestra

Se usaron los datos del estudio descriptivo y transversal llamado FUPRECOL, del cual su
facilitacion fue avalada por parte de los administradores de la nombrada base de datos
ademés de la aprobacion por parte del Area de investigacion y oficina Juridica de La

Universidad Autbnoma de Bucaramanga.

El estudio FUPRECOL se realiz6 desde 2014 y 2018 en estudiantes colombianos de entre 18
a 25 afios de universidades publicas y privadas de Bogota, Tunja y Santiago de Cali. Este
estudio se realiz6 con el objetivo de revisar la asociacion de la fuerza prensil para la
manifestacioén de del riesgo cardiovascular en jévenes universitarios. Todos los participantes
dieron su consentimiento informado por escrito en el gque expresaban su acuerdo con
procedimientos y la toma de datos metabdlicos, sociodemograficos y antropométricos, entre
este Ultimo item se encuentran pardmetros como la altura, el peso, la circunferencia de cintura
(CC) y perimetro de cadera (PC). Se calculd el IMC en Kg/m?y la relacion de cintura altura.
Ademas, se midio la presion arterial y se determiné el porcentaje de grasa corporal y el indice

de masa grasa mediante impedancia bioeléctrica.

La estatura se midi6 gracias a una cinta métrica enrollable portatil Seca 206, de igual forma la
Circunferencia de la cintura y perimetro de la cadera por medio de una cinta métrica plastica

Holtain, el peso con una bascula de piso Tanita BF-410GS™ y la Presion Arterial se tom6 con
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un Tensiometro digital Omron M6 Comfort. Las mediciones fueron tomadas por personal
capacitado y para mayor confianza se realizaron dos veces al 2 % de la muestra. Los
examenes clinicos se realizaron entre el 25 de enero de 2015 y el 20 de marzo del 2017
pruebas de sangre en ayuno del HDL-C, LDL-C, triglicéridos, colesterol total y glucosa.

(Ramirez-Vélez, et al., 2018)

El estudio FUPRECOL se desarrollé con las normativas por la Declaracién de Helsinki y la
resolucién 8430/1993 del Ministerio de Salud de Colombia, el cual regula la investigacion en
humanos, ademas de contar en primer lugar con la aprobacion por parte del area de

investigacion y comité de ética de cada universidad participante.
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Capitulo IV

Resultados y Analisis de Resultados

En este capitulo se exponen los resultados y andlisis de resultados obtenidos con el desarrollo
del presente estudio acorde con los objetivos planteados durante el proceso de investigacion.
Los resultados obtenidos y el analisis realizado se exponen siguiendo la ruta: Analisis de la
base de datos, disefio de los modelos de prediccion implementando técnicas de inteligencia

artificial y finalmente se realiza la evaluacion del rendimiento de las técnicas empleadas.

Resultados

Analisis Informacién sobre la Ocurrencia de Sindrome Metabélico mediante el Uso de

una Base de Datos para el Entrenamiento del Sistema de Inteligencia Artificial

Analisis de la Base de Datos Propuesta para ldentificacion de Variables mas

Relevantes

Se realiz6 el andlisis de la base de datos con la informacién proporcionada con 1838
participantes entre 18 y 25 afios de edad y 19 variables o pardmetros medidos, de las cuales
se excluyen las variables cualitativas debido a que el presente proyecto tiene un enfoque
cuantitativo. Entre las excluidas se encuentran la universidad, edad, etnia y clasificacién de
edad por grupos y sexo. En la tabla 4 se describen y enumeran las variables elegidas de la
base de datos una vez realizado el preprocesamiento y exclusion de variables. Igualmente se
excluyeron datos de 416 participantes ya que estos contaban con informacion incompleta ya

sea de presion arterial, IMC, circunferencia de la cintura, valores de triglicéridos o colesterol.
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Tabla 4

Variables seleccionadas en la base de datos empleada

NUmero Variable en

Variables evaluadas

el Sistema
1 Fuerza prensil
2 Fuerza ajustada
3 Porcentaje grasa
4 Peso
5 Altura
6 IMC
7 Circunferencia Cintura
8 Presion Sistdlica
9 Presion Diastolica
10 Colesterol
11 Triglicéridos
12 LDL-C
13 HDL-C
14 Glicemia

De igual forma, se usaron los criterios de la IDF para clasificar los pacientes con sindrome

metabolico (diagnéstico positivo sitienen la presencia de 3 0 mas factores de riesgo) se obtuvo

gue aproximadamente un 10,34 % del total de la poblacién de estudio tienen el MetS, estos

resultados se condensan en la figura 13.

Figura 13

Prevalencia del Sindrome Metabdlico en hombres y mujeres de la poblacién de estudio.
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Analizar y Describir Estadisticamente la Base de Datos Empleada

Se realizé un andlisis estadistico de la base de datos en bruto, en los que se compar6 la
media, desviacion estandar y varianza de cada parametro medido y entre los grupos con

presencia de MetS y sin MetS (Ver Tabla 5).

Tabla b

Andlisis estadistico de los datos en bruto

Variables Clase 0= Sin MetS Clase 1= Con MetS

Media Desviacion varianza media desviacion varianza

Fuerza prensil 29,57 9,224 85,086 30,74 9,648 93,092

Fuerza

ajustada 0,47 0,124 0,015 0,475 0,125 0,016
Porcentaje
grasa 23,60 8,835 78,05 21,90 9,371 87,817
Peso 62,93 12,303 151,356 65,09 12,759 162,80
Altura 163,54 8,868 78,639 165,7 9,312 86,715
IMC 23,46 3,78 14,292 23,63 3,824 14,622
Circunferencia

Cintura 74,42 9,279 86,094 76,03 9,719 94,453

Presion

Sistoélica 115,25 12,264 150,402 117,1 13,546 183,49

Presion
diastélica 73,29 8,767 76,856 72,24 10,211 104,26

Colesterol 146,58 30,413 924,924 146 31,89 1016,9
Triglicéridos 96,30 44,463 1976,98 104,4 48,289 2331,8
LDL-C 85,66 26,212 687,074 83,19 28,079 788,45
HDL-C 42,40 12,094 146,258 43,01 11,444 130,95

Glicemia 85,64 11,722 137,395 86,87 12,189 148,56

De igual forma, en la tabla 6 se resalta el analisis de variables realizado donde se evidencian
los valores diferenciadores en 2 factores de riesgo asociados a la prevalencia del MetS que

dependen del género.

83



Tabla 6

Media de la Circunferencia de la cintura y HDL-C de hombres y mujeres con y sin MetS

Sindrome Metabdlico  Género

Media CC (cm)

Media HDL-C (mg/gL)

Sin MetS Mujeres
Hombres
Con MetS
Mujeres
Hombres

71,97
79

72,92

79,19

44

42

45

41

Balanceo de Clases Mediante ADASYN

Se realiz6 un balance mediante la técnica de ADASYN, la cual se observa detalladamente en

la parte posterior de la Figura 14 donde se resume el procesamiento de la base de datos,

ademas del analisis estadistico propio de la media, desviacion estdndar y varianza de cada

variable de estos nuevos patrones segun la clase (Ver Tabla 7).

Tabla 7

Datos balanceados con ADASYN

Variables Clase 0= Sin MetS

Clase 1= Con MetS

media desviacién varianza

Fuerza prensil 29,49
Fuerza
ajustada 0,49
Porcentaje
grasa 21,52
Peso 60,15
Altura 163,55
IMC 22,42
Circunferencia
Cintura 72,42
Presién 114,38

9,37

0,12

7,94

10,55

8,92

3,01

8,1

12,03

87,87

0,01

63,06

111,36

79,59

9,05

65,64

1447

media

32,93

0,41

30,58

76,86

165,53

29,24

86,17

129,05

desviacién

7,66

7,53

11,61

7,8

4,16

9,05

9,96

varianza

58,69

0,01

56,77
134,85
60,89

17,28

81,88

99,15
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Sistélica

Presion
diastélica 72,45
Colesterol 145,63
Triglicéridos 89,56
LDL-C 84,65
HDL-C 44,09
Glicemia 84,32

8,6 73,9 80,48 6,17 38,07
30,64 938,74 153,04 35,48 1258,58
36,68 1345,21 120,45 50,92 2592,85
26,46 700,09 88,7 25,8 665,7
12,22 149,31 35,31 6,52 42,5
11,89 141,27 93,21 10,38 107,8

Figura 14

Cuadro resumen procesamiento de la base de dados

Datas an
bruto

Exclusion de

variables y
datos

Preprocesamiento <

incompletas

8

Balanceo de

—

- 1838 participantes
- 19 variables

- 1422 participantes
- 14 variables

- 2566 patrones en tatal
- 14 variables

=
=
=

clases por
ADASYM 1
p ient 2053 patrones para 513 patrones
TOCBIAMIBNLD 4 entrenamienta de prusha
k3
patri?»i — patri?iﬂ eih 258 patrones 255 patrones
Mets MetS con M sin M

Proyeccion Multidimensional para la Visualizacion de Datos

Usando la técnica PCA se obtuvo la gréfica de varianza explicada acumulada de la base con

los datos en bruto (Ver figura 15.a), y la proyeccion de los tres componentes o variables con

mayor varianza bidimensional (Ver figura 15.b) y tridimensional (Ver figura 15.c), estas se
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representan por colores azul y rojo segun las clases con o sin MetS respectivamente, esto

mismo se realiz6 con los datos balanceados por ADASYN (Ver figura 16.a, 16.b y 16.c).

Figura 15

Varianza explicada acumulada y Proyeccion multidimensional de los datos en bruto
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Figura 16

Varianza explicada acumulada y Proyeccion multidimensional de los datos balanceados
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Disefio de los Modelos de Prediccion Implementando Técnicas de Inteligencia Artificial

Reduccion de Dimensionalidad con FSCNCA

Se realizé la reduccion de dimensionalidad empleando el método FSCNCA con lo cual se
obtuvo el peso de las variables empleadas y la relevancia que tienen estas en el sistema. (Ver
figura 17.a). Estas se observan en la tabla 8 donde se ordenan de mayor a menor segun el
peso obtenido generado por la implementacién de la técnica.

Tabla 8

Variables obtenidas con FSCNCA con asociadas a su peso

FSCNCA
Peso Namero de la Variable en la Variable
base de datos

1,25701971 11 Triglicéridos
1,25184351 6 IMC
1,18874622 3 Porcentaje de grasa
1,15161687 13 HDL
1,11637583 9 Presion diastolica
1,08803494 14 Glicemia
1,06269327 8 Presion sistolica
1,00514174 4 Peso

Teniendo en cuenta que el método FSCNCA implementado selecciona las variables que se
encuentran dentro del 90% del peso total representativo del sistema, como se evidencia en la
figura 17 b, se observa como resultado de la implementacién de esta técnica se seleccionan

8 variables de las 14 introducidas en el sistema.
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Figura 17

Gréficas Variables vs Peso Asociado
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Ademas, se calcul6 el error de generalizacion del modelo de seleccién de caracteristicas de
analisis de componentes de vecindad utilizando los pesos de caracteristicas iniciales donde
se encuentra la pérdida minima de clasificacién con los diferentes valores del parametro de
sintonizacién lambda, la cual permite determinar el punto en que se encuentran los pesos que
aportan mayor informacion al sistema como se evidencia en la figura 18. Este proceso de

sintonizacién se realiz6 150 iteraciones y se obtuvo como mejor lambda 0,0031 y peor lambda
0,0412

Figura 18
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Reduccion de Dimensionalidad con Forward Selection con Clasificador

Reconocedor Euclideo

Se realiza la implementacion de la técnica de clasificacion de IA llamada Reconocedor
Euclideo ademas se usan como métodos de reduccién de dimensionalidad Forward Selection
(Ver tabla 9). Con el fin de evaluar el desempefio de las métricas empleadas se analiza para
cada una, el tiempo computacional consumido, asi como el porcentaje de clasificacion
obtenido en la validacién y el test, ademas del numero de variables a las que se reduce el
sistema después de realizar la clasificacion. (Ver tabla 9)

Tabla 9

Porcentaje de clasificacion obtenidos con métricas en Reconocer Euclideo aplicando Forward

Selection.
Meétricas Tiempo de Porcentaje de Porcentajede Numero de Variables
ejecucion (s) Validacion Test reducidas
Euclidean 3385.79 89,93 90,1 8
Cosine 3109 89,12 88,8 10
Jaccard 1170 47,75 47,75 1
Chebychev 4070.32 89,97 90,07 8
Spearman 8225,26 54,94 54,54 12
Cityblock 24000 90,31 90,60 8
Squaredeuclidean 3600 77,69 89,97 8
Minkowski 3581.6 90,03 90,12 8

Reduccion de Dimensionalidad con Forward Selection + FSCNCA con

Clasificador Euclideo

Una vez obtenida las variables seleccionadas por la técnica FSCNCA, la matriz reducida se

implementd en el sistema de Forward Selection con Reconocedor euclideo con el fin de
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determinar si era necesario realizar una nueva reduccion de variables o mantener aquellas

variables seleccionadas por la técnica FSCNCA con el fin de mejorar el porcentaje de

clasificacién manteniendo la informacion mas importante. (Ver tabla 10)

Tabla 10

Porcentaje de clasificacion obtenidos con métricas en Reconocer Euclideo aplicando

Forward Selection + FSCNCA.

Métricas Tiempo (s) % Val % Test NUmero Variables
Euclidean 551,0 89,60 89,73 7
Cityblock 560,0 89,63 89,81 7
Cosine 2318,84 82,64 82,41 5
Chebychev 624,72 87,80 87,67 7
Jaccard 1448,94 49,75 49,75 1
Minkowski 671,6 89,81 89,84 7
Spearman 4509,0 51,83 51,79 2
Squaredeuclidean 541,32 89,76 89,83 7

Mejores Porcentajes de Clasificacion Obtenidos Durante el Entrenamiento del

Sistema con Redes Neuronales

Se realiza la sintonizacion de la red neuronal con 1 y 2 neuronas en la capa oculta empleando

la matriz obtenida con las variables reducidas por la técnica de FSCNCA, posteriormente se

implementa la matriz reducida anteriormente mencionada con la técnica de Forward Selection,

ademas se realizé el proceso de entrenamiento con los datos balanceados. Se obtienen como

resultado con cada modelo de reduccién implementado, empleando 2 neuronas en la capa

oculta, tres matrices cuya dimensionalidad es 27 filas X 35 columnas teniendo en cuenta que

se aplicaron 3 algoritmos durante el proceso de entrenamiento (Trainlm, Trainscg y Trainrp).

Es decir, se obtuvieron en total 9 matrices cada una con dimension de 27 filas X 35 columnas.
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De igual forma se realiz6 el proceso de sintonizacion de la red neuronal con 1 neurona en la
capa oculta donde se implementaron los 3 algoritmos (Trainlm, Trainscg y Trainrp) realizando
combinaciones con las funciones de entrenamiento (Tansig, Purelin y Logsig) variando el
numero de la neurona en intervalos de 5 empezando en 5 hasta 35. Se obtiene como resultado
por cada modelo de clasificacion implementado una matriz de dimensién 27 filas X 7
columnas, es decir, se obtiene 3 matrices con dimensionalidad 27 filas X 7 columnas. Sin
embargo, se realiza una seleccion de las 4 Redes Neuronales que obtuvieron mejores
porcentajes de clasificaciéon y evidenciaron durante el proceso de entrenamiento que estas
estaban aprendiendo. En cada modelo implementado se analizando las caracteristicas que
permitieron generar este resultado como el nimero de neuronas en cada capa, asi como el
algoritmo y la funcién de entrenamiento empleada. Los resultados obtenidos se presentan en
las tablas 11 a 16.

Tabla 11

Porcentaje de clasificacion obtenidos con Redes Neuronales con Forward Selection +

FSCNCA con 2 neuronas en la capa oculta.

FORWARD + FSCNCA (2 Neuronas)

Trainlm Trainrp Trainscg

o, ~CaPa Capa  pyncion de o CaPa Capa  pypcignde o C3P2 CAPA pyncion de
1 2 entrenamiento 1 2 entrenamiento 1 2 entrenamiento

Tansig-Tansig- Logsig-Purelin- Purelin-
97,32 5 15 Purelin 97,32 15 15 Logsig 95,86 20 30 Logsig-Logsig
Logsig-Tansig- Purelin-Tansig- Logsig-Tansig-

97,32 25 25 Logsig 96,35 5 15 Logsig 95,86 25 25 Tansig
Logsig-Logsig- Purelin-Tansig- Logsig-Logsig-

97,32 20 20 Logsig 96,83 10 10 Purelin 96,83 10 15 Logsig
Tansig-Tansig- Tansig-Logsig- Tansig-Logsig-

97,81 5 35 Purelin 97,08 20 35 Logsig 96,10 20 5 Purelin
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Tabla 12

Porcentaje de clasificacion obtenidos con Redes Neuronales con Forward Selection +

FSCNCA con 1 neurona en la capa oculta.

FORWARD + FSCNCA (1 Neurona)

Trainlm Trainrp Trainscg
% Capa Funcién de % Cap  Funcion de o  CaPa  Funcion de

1 entrenamiento al entrenamiento 1 entrenamiento
1 96,38 20 Logsig-Tansig 95,62 5 Tansig-Tansig 97,08 5 Logsig-Logsig
2 96,59 30 Tansig-Purelin 95,37 10 Logsig-Logsig 97,08 10 Logsig-Tansig
3 96,59 10 Tansig-Tansig 96,12 15 Logsig-Purelin 96,35 15 Logsig-Tansig
4 96,1 20 Tansig-Tansig 96,60 25 Logsig-Purelin 97,08 20 Logsig-Logsig

Tabla 13

Porcentaje de clasificacion obtenidos con Redes Neuronales con FSCNCA con 2 neuronas

en la capa oculta.

FSCNCA (2 Neuronas)

Trainlm Trainrp Trainscg

Funcion de

% Ca:lea Ca;pa Funcion de % Calpa Cazpa Funcion de % Cipa Cazpa entrenamient
entrenamiento entrenamiento o
Logsig-Tansig- Logsig-Tansig- Purelin-

1 96,84 5 15 Tansig 96,11 5 35 Logsig 96,11 10 15 Logsig-Tansig
Purelin-
Logsig -Tansig Logsig-Logsig- Logsig-
2 96,84 10 15 Purelin 96,35 10 5 Tansig 96,10 15 30 Purelin
Logsig - Tansig - Purelin-Logsig- Purelin-

3 9781 30 15 Tansig 96,39 15 25 Tansig 96,59 20 25 Tansig-Logsig
Tansig-Logsig- Logsig-Logsig- Tansig-

4 9732 20 25 Logsig 96,59 20 5 Purelin 95,86 5 5 Logsig-Logsig
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Tabla 14

Porcentaje de clasificacion obtenidos con Redes Neuronales con FSCNCA con 1 neurona en

la capa oculta.

FSCNCA (1 Neurona)

Trainlm Trainrp Trainscg

Funcién de
entrenamiento

Funcién de
entrenamiento

Funcién de

% Capal )
entrenamiento

% Capal % Capal

1 96,84 15 Logsig-Purelin 95,13 5 Logsig-Tansig 95,38 5 Purelin-Logsig

2 97,57 20 Tansig-Logsig 96,84 10 Tansig-Purelin 96,11 10 Tansig-Logsig

3 97,57 30 Tansig-Purelin 96,35 25 Tansig-Purelin 97,57 20 Logsig-Logsig

4 97,08 35 Tansig-Logsig 96,84 35 Logsig-Purelin 96,11 25 Logsig-Logsig
Tabla 15

Porcentaje de clasificacion obtenidos datos balanceados con 2 neuronas en la capa oculta.

Datos en bruto (2 Neuronas)

Trainlm Trainrp Trainscg
Funcién de Funcién de
% Calpa Cazpa entrenamient % Cipa Ce;pa entrenamient % Cazllpa Cazpa Funcién de
0] o] entrenamiento
Purelin- Purelin- Logsig-Logsig-
1 9245 5 5 Purelin-Purelin 92,70 5 25 Purelin-Logsig 96,83 5 10 Tansig
Purelin- Purelin-Tansig- Purelin-Tansig-
2 91,72 5 35 Purelin-Logsig 92,45 10 20 Tansig 96,35 5 30 Logsig
Purelin- Purelin- Purelin-Logsig-
3 91,24 5 35 Purelin-Purelin 91,97 15 10 Purelin-Tansig 95,86 10 15 Purelin
Purelin- Purelin- Logsig-Logsig-
4 89,75 15 10 Purelin-Tansig 92,99 20 25 Purelin-Tansig 96,83 15 15 Purelin
Tabla 16

Porcentaje de clasificacién obtenidos datos balanceados con 1 neuronas en la capa oculta.

Datos en bruto (1 neurona)

Trainlm Trainrp Trainscg
% Capa Funcién.de 0 Capa Funcién.de 0 Capa Funcién.de
1 entrenamiento 1  entrenamiento 1  entrenamiento
1 92,32 10 Logsig-Tansig 9232 5 Tansig-Tansig 92,08 5 Logsig-Logsig
2 93,29 25 Logsig-Tansig 92,08 10 Tansig-Logsig 92,08 15 Tansig-Purelin

93



3 92,56 30 Tansig-Tansig 92,81 20 Logsig-Purelin 92,08 25 Logsig-Logsig

4 93,98 35 Logsig-Tansig 92,08 30 Tansig-Tansig 92,32 35 Logsig-Logsig

Teniendo en cuenta que para realizar la adecuada eleccién de la mejor red obtenida durante
el proceso de sintonizacion se debe analizar la grafica de performance verificando que el
porcentaje de entrenamiento baje durante el proceso, se observé que al implementar los datos
en bruto con una y dos neuronas empleando los diferentes algoritmos no se evidencia un
aprendizaje del sistema (Ver figura 19.a) como ocurre al implementar Forward Selection +
FSCNCA algoritmo Trainlm. (Ver figura 19.b).

Figura 19

Verificacion de performance
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Implementacion de Maquinas de Vectores de Soporte

En la implementaciéon de SVM sin reduccién (Ver tabla 17), con ADASYN (Ver tabla 18) y
FSCNCA con selecciébn de caracteristicas (Ver tabla 19) se realizaron las diferentes
combinaciones de kernel (rbf, linear y polynomial) de los cuales se describe la media de los

porcentajes de clasificacion de 150 iteraciones.
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Tabla 17

Mejores resultados obtenidos con SVM sin método de reduccion

Media porcentaje de clasificacion 150

Método de reducciéon Kernel .
run de entrenamiento
Rbf 95,37 %
Sin Reduccion Datos Linear 92,21 %
balanceados
Polynomial 95,37 %

Tabla 18

Mejores resultados obtenidos con SVM con reduccién de FSCNCA

Media % clasificacién 150 run de

Método de reducciéon Kernel .
entrenamiento
Rbf 96,59 %
FSCNCA Linear 91,24 %
Polynomial 94,64 %
Tabla 19

Mejores resultados obtenidos con SVM con seleccién de caracteristicas

Método de  Kernel seleccion Media % clasificacion 150 run de
. o Kernel para SVM .
reduccion  de caracteristicas entrenamiento
Rbf 96,35 %
Rbf Linear 91,48 %
FSCNCA+
Selecc_lon Polynomial 94,64 %
secuencial de
caracteristicas Rbf 95,13 %
Linear

Linear 91,48 %



Polynomial 94,40 %

Rbf 96,10 %
Polynomial Linear 91,24 %
Polynomial 93,91 %

Una vez realizado el proceso de reduccion de dimensionalidad con cada una de las técnicas
empleadas se identifican para cada modelo las variables que han sido mas significativas para

realizar la clasificacion del sistema las cuales se evidencia en la tabla 20.

Tabla 20

Variables obtenidas con las diferentes técnicas de reduccién implementadas

Técnica de reduccion implementada

NUmero Reconocedor Redes
Reconocedor . SVM con
de Euclideo con Euclideo con Neuronales Forward
variables FSCNCA Forward con Forward :
Forward . . Selection +
Selection Selection + Selection + FSCNCA
FSCNCA FSCNCA
1 Porcentaje grasa
2 IMC
3 Presion Sistdlica
4 Presion Diastolica
5 Glicemia
6 Peso Fuerza ajustada Peso Peso Peso

Circunferencia
7 Triglicéridos cintura HDL TG Triglicéridos

8 HDL HDL HDL
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Proyeccion Multidimensional de las Matrices Obtenidas al Emplear Técnicas de

Reduccion

Para visualizacion de datos con las técnicas usadas (técnica de reduccion de dimensionalidad
FSCNCA, FSCNCA y Forward Selection con Reconocedor Euclideo, FSCNCA y Forward
Selection con Redes Neuronales) se realiz6 las graficas de la varianza explicada acumulada
de la técnica de reduccion de dimensionalidad FSCNCA en datos balanceados (Figura 20.a),
de la técnica de reduccién de dimensionalidad FSCNCA y Forward Selection con
Reconocedor Euclideo como clasificador (Figura 21.a), igualmente FSCNCA y Forward
Selection con Redes Neuronales como clasificador (Figura 22.a) y su respectiva proyeccion
multidimensional de los tres componentes principales considerados por PCA de FSCNCA con
datos balanceados (Figura 20.b), de la técnica de reduccién de dimensionalidad FSCNCA y
Forward Selection con Reconocedor Euclideo como clasificador (Figura 21.b), finalmente de

FSCNCA y Forward Selection con Redes Neuronales como clasificador (Figura 22.b).

Figura 20

Varianza explicada acumulada y Proyeccion multidimensional de FSCNCA con datos

balanceados
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Figura 21

Varianza explicada acumulada y Proyeccién multidimensional de la técnica de reduccion de

dimensionalidad FSCNCA y Forward Selection con Reconocedor Euclidean como clasificador
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Varianza explicada acumulada y Proyeccién multidimensional de la técnica de reduccion de

dimensionalidad FSCNCA y Forward Selection con Redes Neuronales
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Evaluacion del Rendimiento de las Técnicas de Inteligencia Artificial Empleadas.

Analisis Estadistico de los Patrones de Prueba

Se realiz6 un andlisis estadistico con los patrones de prueba los cuales son datos de

participantes que el sistema nunca ha visto, reservados de la validacion de los modelos, en

los que se analiz6 la media, desviacién estandar y varianza de cada parametro medido y entre

los grupos con presencia de MetS y sin MetS. (Ver Tabla 21)

Tabla 21

Analisis estadistico de los patrones de prueba

Clase 0 = Sin MetS

Clase 1 = Con MetS

. . Desviacion . . Desviacion )
Variables Media , Varianza Media , Varianza
estandar estandar
Fuerzaprensil 28,797 8,386 70,322 32,631 7,684 59,044
Fuerza ajustada 0,435 0,116 0,013 0,387 0,119 0,014
Porcentaje 27,089 9,251 85,576 29,733 7,943 63,091
grasa
Peso 66,000 10,465 109,509 75,656 8,976 80,574
Altura 163,173 8,644 74,715 161,448 7,946 63,145
IMC 24,926 3,227 10,411 28,975 3,313 10,977
Circunferencia ¢ 149 7,310 53,443 86,242 7,824 61,214
Cintura
Presion 113,369 10,880 118,383 129,030 8,558 73.241
Sistoélica
Presion 71,714 8,648 74,780 79,020 5486 30,096
diastdlica
Colesterol 147,854 27,398 750,659 151,504 23,226 539,463
Triglicéridos 100,008 43,478 1890,342 107,106 40,770 1662,210
LDL-C 87,530 24,781 614,108 87,687 21,217 450,169
HDL-C 40,379 11,305 127,809 37,180 5,465 29,869
Glicemia 87,486 9,095 82,711 94,897 9,783 95,712
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Comparacion del Rendimiento de las Técnicas de Inteligencia Artificial

Empleadas

Teniendo en cuenta el desempefio de cada una de las técnicas implementadas durante la
etapa de entrenamiento se procedié a seleccionar los modelos de inteligencia artificial que
tuvieron un porcentaje de clasificacion en validacion mayor al 96%, ademas se tuvo en cuenta
gue durante el proceso de entrenamiento realizaran una generalizacion y aprendizaje
adecuado considerando el coste computacional que genera realizar el proceso de prediccion.
Es por ello que se seleccionan las técnicas de clasificacion de Redes Neuronales y Maquinas
de Vectores de Soporte y se excluye el reconocedor euclideo dado su bajo rendimiento

durante el proceso de entrenamiento y alto tiempo computacional.

Seleccion de los Modelos con las Mejores Combinaciones de Redes Neuronales y

Evaluacion de estas con los Patrones de Prueba

Una vez evaluados las combinaciones empleadas durante la etapa de entrenamiento se
eligieron los 3 modelos que obtuvieron mejor porcentaje de clasificacion y que durante el
proceso tuvieron un mayor aprendizaje, con el fin de implementarlos con la matriz que
contiene los patrones de prueba. Cada modelo de red seleccionada fue entrenada 150
iteraciones para garantizar la mayor generalizacién posible, ademas se evalu6 verificando la
clasificacion realizada con los patrones de prueba. La informacién obtenida se presenta en la
matriz de confusion (Ver tabla 22). La seleccion y evaluacién se puede resumir en la figura 24

del apéndice.
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Tabla 22

Mejores resultados obtenidos con Redes Neuronales con FSCNCA + Forward

Combinacion

Estadistica

Matriz de confusion clasificacion patrones de prueba

empleada
Trainim Media Confusion Matrix
porcentaje
clasificacion
Numero de Validacion 150 o 4{.2'_’:% D_f% ;
neurona capa iteraciones
ocultal: 5
94,48 % a
Numero de S 1 i 2 wz
““““““““““““ a 9.4% 49.9% 15.8%
fieUrcna capa 5
oculta 2: 15 ©
Desviacion
Funcién de estandar
entrenamiento porcentaje 81.29 90.3%
Tansig Tansig clasificacion 150 18.8% 9.7%
Purelin iteraciones
1,24 © b
Target Class
Trainlm Confusion Matrix
Media del
porcentaje
Numero de clasificacion 217 4 98.2¢%
neurona capa Validacion 150 e o o
ocultal: 25 iteraciones
95,50 % @
Mimeora da <3f 38 254 B7.0%
neurona capa Desviacion E‘ 7.4% 49.5% 13.0%
oculta2: 25 estdndar del I
porcentaje
Funcién de clasificacion 150
entrenamiento iteraciones . - ..
Logsig -Tansig 1499 1% Py
Logsig 1,10

LY
Target Class
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Trainlm

Numero de
neurona capa
ocultal: 20

Ndmero de
neurona capa
ocuiia 2. 20
Funcion de
entrenamiento:
Logsig -Logsig
Logsig

Media del
porcentaje
clasificacion
Validacion 150
iteraciones

95,48 %

Desviacion
estdndar del
porcentaje

clasificacion 150

iteraciones

0,86

Output Class

Confusion Matrix

44 1%

17
3.3%

5.7%

21
47.0%

91.0%
9.0%

Target Class

Tabla 23

Mejores resultados obtenidos con Redes Neuronales con FSCNCA

Combinacion

Estadistica

Matriz de confusion clasificacion patrones de prueba

empleada
Trainlm Media del Confusion Matrix
porcentaje
clasificacion
’ . .z 211 1
Numero de Validacion 150 e A
neurona capa iteraciones
ocultal: 5
94,85 5
Numero de S 4 257
a B.6% 50.1%
neurviIiu Luyu -5'
oculta2: 5 o ©
Desviacion
Funcién de estdndar del
entrenamiento porcentaje o1 2
Logsig-Tansig- clasificacion 150 8.8%
Tansig iteraciones
1,13 e N

Target Class
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Trainlm

Numero de
neurona capa
ocultal: 10

Numero de

nAoLIvANnMS rranes
TIe v v v

oculta2: 15

Funcion de
entrenamiento
Logsig -Tansig
Purelin

Trainim

Numero de
neurona capa
ocultal: 30

Numero de
neurona capa

P P Y ar-
vLuInwuv <. 10

Funcion de

entrenamiento:

Logsig - Tansig -
Tansig

Media del
porcentaje
clasificacion
Validacion 150
iteraciones

95,15

Desviacion
estdndar del
porcentaje
clasificacion 150
iteraciones

1,14

Media del
porcentaje
clasificacion
Validacion 150
iteraciones

95,07

Desviacion
estdndar del
porcentaje
clasificacion 150
iteraciones

1,06

Confusion Matrix

212
41.3%

18
3.5%

~ 8
.

Output Class

43
8.4%

46.8%

Output Class

88.1%
11.9%

LN
Target Class

Confusion Matrix

210
40.9%

0.4%

45
8.8%

256
49.9%

90.8%
9.2%

Target Class

Seleccion de los Modelos con las Mejores Combinaciones de SVM y Evaluacion

de estas con los Patrones de Prueba

Se evalud los modelos con el porcentaje de clasificacion mas alto de las técnicas empleadas

(sin ninguna técnica de reduccién datos balanceados por ADASYN,

usando técnica de

reduccion FSCNCA, y FSCNCA con seleccion secuencial de caracteristicas) con los patrones
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de prueba, con el objetivo de revisar la generalizacion de estos modelos se iter6 150 veces,

sus datos se consagran en la tabla 24, ademas se obtienen la media de los porcentajes de

clasificacién de estas iteraciones y su respectiva matriz de confusion, la seleccion y evaluaciéon

se puede observar con mayor claridad en la figura 25 del apéndice.

Tabla 24

Mejores resultados obtenidos con SVM

Combinacion Porcentaje | Matriz de confusién clasificacién patrones de
empleada clasificacion | prueba
patrones de

prueba
Sin técnica de
reduccion de Confusion Matrix
dimensionalidad: 92,2 %
datos balanceados
con ADASYN 215 0 100

41.9% 0.0% 0.C

Kernel: rbf

Output Class

7.8%

258
50.3%

15.7%

92.2%
7.8%

N
Target Class
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Técnica de Confusion Matrix

reduccioén de
dimensionalidad: 93,0 %
FSCNCA 0 220 1
42 9% 0.2% 0.5%
Kernel: rbf
w
w
]
o 35 257
g_“ 6.8% 50.1%
3
93.0%
T7.0%
] LS
Target Class
Tedcnlc_a',d ed Confusion Matrix
reduccion de
dimensionalidad: 92,0 %
FSCNCA 214 0 100 %
o 41 7% 0.0% 0.0%
Técnica de
seleccion de
caracteristicas
Kernel seleccién 2. 41 258
d a B.0% 50.3%
e 5
caracteristicas: ©
rbf
Kernel 92.0%
Hiperplano MSV: 16.1% 8.0%
rbf

Target Class

Rendimiento de las Técnicas de Inteligencia Artificial Empleadas.

Una vez analizada la informacién obtenida por la clasificacion realizada con los patrones
prueba, se escogi6 la Red neuronal y el Modelo de SVM que obtuvieron el mejor porcentaje
de clasificacion. Ademas, se realizé una tabla de comparacién de las caracteristicas propias
de las técnicas empleadas (Ver tabla 26). De igual forma se calculd el Porcentaje clasificacion

0 porcentaje de clasificacion de la mejor red neuronal. Para identificar la dispersion y
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generalizacién de los resultados obtenidos y se establece la desviacion estandar y media
obtenida durante el proceso. (Ver tabla 25)

Tabla 25

Porcentaje clasificacion de la mejor red neuronal

Porcentaje clasificacién Media porcentaje de Desviacion porcentaje de
clasificacion de la mejor red  clasificacion de la mejor red
neuronal después de 150 neuronal después de 150
iteraciones iteraciones
Entrenamiento 97,744 % 1,1567
Validacién 95,419 % 1,0047
Prueba 94,475 % 1,0040

En la Figura 23 a, se muestra el entrenamiento de la red neuronal que obtuvo el mejor
porcentaje de clasificacién. Se evidencia que el error cuadratico medio disminuye a medida
gue las iteraciones aumentan, ademas se mantienen valores del MSE similares en cuanto a
los datos de validacion (color verde) y test (color rojo), disminuyendo el valor de entrenamiento

(color azul) lo que significa que el modelo alcanzé la generalizacion.

Para observar la diferencia entre los resultados y los valores objetivos, se realiza un
histograma que permite observar la concentracion de los datos, este se evidencia en la Figura
23.b, donde se muestra que todos los valores de error son muy cercanos a cero, lo cual indica
gue los valores pronosticados son muy cercanos a los valores que se tienen como obijetivo,
mostrando que la red neuronal tiene una alta eficiencia a la hora clasificar los patrones que
se tiene como prueba. La evaluacion se puede observar con mayor claridad en la figura 25

del apéndice.
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Figura 23

Desempeifio de la red neuronal
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Tabla 26

Modelos implementados con mejores porcentajes de clasificacion

Modelos Red neuronal con mejor Modelo de SVM con
porcentaje de clasificaciéon mejor porcentaje de
clasificacion
Técnica de reduccion Forward Selection + FSCNCA FSCNCA
empleada
Caracteristicas del Algoritmo: Trainlm
modelo
Funciones de
Kernel: rbf
entrenamiento:
Logsig-Tansig-Logsig
Capa oculta 1: 25 neuronas
Capa oculta 2: 25 neuronas
Porcentaje de 91,8% 93,0%

clasificaciéon obtenido
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Finalmente, se seleccion6 el modelo que ofrece mejores resultados en la clasificacion de las
técnicas de inteligencia artificial de Redes Neuronales y SVM, ademas se realizé un analisis
del proceso de clasificacion empleado el cual se consigna en la tabla 27.

Tabla 27

Resumen de resultados obtenidos con el mejor modelo de clasificacion

Parametros estudiados Redes Neuronales SVM con técnicas de
reducido con FSCNCA + reduccion FSCNCA
Forward Selection

Tasa de aciertos 0,9181 0,9298
Tasa de errores 0,0818 0,0701
Especificidad 0,8509 0,8627
Sensibilidad 0,9844 0,9961
Tasa de falsos ceros 0,0156 0,1372
Tasa de falsos unos 0,1472 0,0038
Tasa de clasificacion del 91,8% 93,00%
sistema
Porcentaje de error 8,80% 7,00%

Anadlisis de Resultados

Analisis Procesamiento de la Base de Datos Propuesta

Respecto a las variables escogidas (Ver tabla 4), en primer lugar, se tomaron las definidas
por la IDF como lo son los valores de circunferencia de la cintura, presion arterial sistélica/
diastdlica, los triglicéridos, HDL-C y glucosa (Ver tabla 1). Igualmente se mantuvieron criterios
antropométricos como el peso y altura, los cuales son Utiles para el calculo del IMC, uno de
los indicadores mas significativos del riesgo metabdlico (Suarez-Ortegbn & Aguilar-de Plata,
2016) , el LDL-C o “colesterol bueno” y el colesterol total en sangre como indicadores de
lipidos. Se mantuvo la Fuerza prensil la cual es una medicién de la fuerza muscular de los
miembros superiores, ademas de ser un indicador de importancia para la prevencion de
enfermedades cronicas, este depende de factores propios de la poblacion como la edad,
género, numero de fibras reclutadas entre otros (Villarreal Mendoza, 2020). Igualmente, el

porcentaje de grasa corporal ha sido de gran estudio debido a su vinculo con la obesidad y el
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MetS ya que su acumulacion es un factor de riesgo que aumenta las probabilidades de morir

por ECV. (Ramirez-Vélez R. , et al., 2018a)

Se puede observar en la Figura 12 que la prevalencia del sindrome metabdlico en la poblacién
adulta universitaria del estudio FUPRECOL es baja, esto se puede deber a que es una
poblacién joven (18 a 25 afios) con un buen estado de salud o se encuentran en estadios
prematuros del MetS, a pesar de que la poblacién universitaria es caracterizada por ser
vulnerable debido a la mala alimentacién, sedentarismo, sobrepeso, actividades escolares y
pocos momentos de suefio y descanso (Suescun-Carrero, Fagua-Pacavita, Bernal-Orduz, &
Corredor-Gamba, 2017). Sin embargo, al ser el doble el nimero de mujeres participantes, se
evidencia que la presencia del MetS es casi el doble en los hombres que en las mujeres en

esta muestra de estudio.

Como resultado del analisis estadistico descrito en la tabla 5 y 6 se resaltan los siguientes

aspectos en la base de datos:

Los participantes tuvieron una media cercana a los valores admisibles en los criterios del IDF
en los factores de riesgo divididos en género como lo son la circunferencia de la cintura y del
HDL-C, su media se puede observar en la tabla 6. Las medias de la CC se encuentran muy
por debajo de los limites que consideran la IDF a las personas con obesidad abdominal
(Mujeres > 80 cm y hombres > 90 cm). Sin embargo, la media de HDL-C en las mujeres se
encuentra por dentro del rango que la IDF considera como un mayor riesgo cardiovascular,
en los hombres se supera por poco este limite (es mayor el riesgo cardiovascular si se
encuentra el HDL-C en Mujeres <50 mg/dL y hombres <40 mg/dL), cabe recordar que el HDL-
C es conocido como el “colesterol bueno”, el cual a mayor cantidad permite proteger contra
enfermedades cardiovasculares. De igual forma las medias de CC y HDL-C entre participantes
del mismo sexo con o sin MetS no tuvieron grandes variaciones, alrededor de 1 cmen CCy

1 mg/dL en HDL-C.
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En la tabla 5 se puede observar que todos los datos de pacientes con MetS tienen la media
mas elevada a comparacion con los que no tienen el sindrome, los datos con mayor diferencia
se encuentran los triglicéridos ya que la media es 8,10 mg/dL mas alto que los que no tienen
el sindrome, sin embargo, la media del TG sin MetS es de 96,30 mg/dL y con MetS 104,46
mg/dL, por lo que ambos grupos se encuentran en los rangos deseables y bajos de TG sin
estar en riesgo de ECV (2150 mg/dL). A diferencia del TG, el LDL-C del grupo sin MetS se
encuentra 2,48 mg/dL por encima del grupo con MetS, pero ambos grupos se mantienen en

los rangos 6ptimos de LDL-C (<100 mg/dL). (Ver tabla 5)

Respecto a la media de la Presion sistélica y diastolica del grupo con y sin MetS fueron de
(117/72) y (115/73) mmHg respectivamente, estos se encuentran por debajo del limite de
presion que el IDF considera como critico (= 130/85 mmHg). Igualmente, la media de la
Glucosa en el grupo sin y con MetS que obtuvo 85,6 y 86,8 mg/dL respectivamente, estos

valores se encuentran en los rangos admisibles dados por la IDF. (Ver tabla 5)

Segun las desviaciones estandar de las medias de cada variable de ambos grupos (con y sin
MetS), se puede observar valores de mas de 10 unidades de desviacién en variables como
en el colesterol (30,41 mg/dL), el LDL-C (27,14 mg/dL), la glicemia (11,95 mg/dL), el HDL-C
(11,76 mg/dL), finalmente el valor mas alto de desviacidn se obtiene con los triglicéridos (46,37
mg/dL), esto se debe a que se encuentran valores de participantes en los rangos de 32 a 399
mg/dL. Al contrario, variables como la fuerza ajustada y el IMC obtuvieron la desviacion

estdndar mas pequefa entre sus datos. (Ver tabla 5)

Respecto a la varianza de los datos de cada clase (con y sin MetS) se observa que esta tiene
valores altos esto es debido a que los datos se encuentran muy dispersos entre si respecto a
su media como en el caso de TG el cual tiene los valores mas altos y una diferencia mayor en
los datos con MetS, este valor es seguido del colesterol, de forma contraria la fuerza ajustada

y el IMC tienen los valores mas bajos. (Ver tabla 5)
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Al observar por variables individuales se puede ver que los datos de los pacientes sin y con
MetS tienen una alta superposicion la cual dificulta el proceso de clasificacion y separacion
de forma estadistica o con métodos lineales ya los datos su media es cercana y se extienden

o varian en un rango muy pequefio. (Ver Figura de superposicién de la tabla 5).

En el Balanceo de Clases mediante ADASYN se puede observar en la tabla 7 que existe
similitud en las medias y desviaciones estandar de los datos en bruto y los patrones creados
mediante la técnica de inteligencia artificial ADASYN. La diferencia méas alta en la media las
obtiene el valor de los triglicéridos, luego es precedida de la presion sistélica, circunferencia
de cintura y el peso. Las desviaciones estandar de ambas matrices son muy similares, por lo
gue los patrones creados aleatoriamente siguen en el rango de los datos de la poblacion
estudiada. Sin embargo, los datos creados por ADASYN se encuentran mas dispersos entre

si respecto a su media en la clase con presencia de sindrome. (Ver tabla 7)

Es importante resaltar que no es posible graficar bidimensional o tridimensional los datos en
bruto y balanceados ya que estos tienen mas de tres variables, es decir mas de tres
dimensiones, sin embargo, PCA permite visualizar los datos ya que reduce las dimensiones
0 numero de caracteristicas, esto lo realiza tomando una matriz de datos, transformandolos y
reduciendo las dimensiones a las que considera con mayor importancia 0 componentes
principales, esta técnica permite observar cuantas variables tienen la mayor varianza
explicada, ya que las variables gque contienen la mayor varianza tienen la informacion
relevante, en cambio a menor varianza representan ruido para el sistema. En la grafica de
variabilidad explicada acumulada de los datos en bruto 15.a) se ve que tomando 9 variables
se llega al 97% del total de la varianza, es decir, que estas 9 variables contienen la informacién
mas relevante para la clasificacion. En la grafica 15.b) y 15.c) se reconocen los tres
componentes con mayor varianza de las dos clases con y sin MetS (azul y rojo

respectivamente), siendo esta Ultima la de mayor cantidad de patrones debido al desbalanceo
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propio de la poblacion estudiada con MetS, por lo que se observa la necesidad de balancear

para reducir el sesgo.

Usando la base de datos balanceada por ADASYN se puede observar en la Figura 16.a) que
el 93% de la varianza total acumulada se encuentra con alrededor 10 variables, esto se puede
deber a que se crearon un mayor niumero de patrones los cuales le dan mas peso a las
variables y el sistema considera que aportan mas informacion relevante. En la Figura 16.b) y
16.c) se reconocen las dos clases sin y con MetS balanceadas (rojo y azul respectivamente),
en sus tres componentes principales con la mayor varianza, estas se ven en una cantidad

similar, sin embargo, la clase con MetS se encuentra méas dispersa.

Disefio de los Modelos de Prediccion Implementando Técnicas de Inteligencia Artificial

Al realizar el proceso de reduccién de dimensionalidad de la base balanceada se logré
acelerar el proceso de entrenamiento sin que ocurra una pérdida o perturbacion en el sistema,
ya gue no se elimina informacion relevante para realizar la clasificacion de los patrones dado
gue cada variable o caracteristica tienen asociado un porcentaje en peso en el sistema, por
lo que se observa que al aumentar la complejidad del sistema baja la generalizacién de este.
Asi pues al realizar la reduccién de dimensionalidad con la técnica de FSCNCA se evidencia
gue el 90% de la informacion relevante que aportan las caracteristicas se encuentra en 8
variables (Ver Figura 17.a ,17.b y tabla 8) con un error en la generalizacién del 0.0031, de
igual forma se puede concluir que el sistema al cometer un error en la elecciéon del valor
asociado al parametro lambda se disminuye notablemente el rendimiento de la informacién
gue aportan las variables, generando que el sistema no realice una adecuada generalizacion
alcanzado un error del 0,0412, esto implica una disminucién en los porcentajes de clasificacion
una vez se realice la implementacion de la técnica con la matriz de datos reducida. (Ver figura

18)
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Teniendo en cuenta que Forward Selection es una técnica de reduccion tipo envoltura, por lo
cual requiere un clasificador que permita realizar su objetivo, se observa que al aplicar el
modelo con Reconocedor Euclideo el gasto computacional incrementa considerablemente ya
gue el sistema debe realizar un proceso iterativo con cada grupo de variables, de forma que,
al aumentar el nimero de caracteristicas a analizar en el sistema, el gasto computacional
incrementa a su vez. A pesar del proceso computacional realizado, se evidencia que esta
técnica obtiene porcentajes de clasificacion asociados a todas las métricas empleadas por
debajo del 90%, donde la métrica que obtuvo mejor resultado fue Cityblock empleando 40
minutos en su entrenamiento, generando porcentaje de clasificaciéon en validacion de 90,31%,

reduciendo las 14 variables iniciales introducidas en el sistema a 8. (Ver tabla 9)

Sin embargo, al emplear la matriz obtenida con la reduccion de FSCNCA en Forward Selection
con Reconocedor Euclideo los porcentajes disminuyen con respecto a la métrica que obtuvo
mejores porcentajes de clasificacion, Squaredeuclidean, un 0,55% como consecuencia de
eliminar informacion importante ya que el modelo redujo a 7 caracteristicas finales. Ademas,
se puede observar que, al emplear una matriz con dimensionalidad ya reducida, disminuye el
gasto computacional por lo tanto se emplea menor tiempo en su ejecucién (Ver tabla 10). Los
resultados arrojados por Reconocedor euclideo permiten observar que no es un clasificador

fuerte que permita realizar el sistema de clasificacion del MetS.

Entrenamiento del Sistema Empleando Redes Neuronales

El proceso de clasificacion con Redes Neuronales requiere realizar una sintonizacion que
permita encontrar la red que genere mejores resultados en la clasificacion, sin embargo, para
el desarrollo del presente estudio se tuvo en cuenta varios aspectos que permitieran al sistema
generalizar y aprender adecuadamente. Asi pues, se observé que implementando Early

Stopping se logra tener una mayor capacidad regularizacion sobre la red, proceso vital para
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obtener un buen desempefio de ésta puesto que su naturaleza flexible hace que sean

propensos a sobre ajustes.

Durante la implementacion de la técnica se verific6 que el sistema estuviera aprendiendo,
analizando la grafica del performance. Sin embargo, se observé que durante el entrenamiento
de la red empleando la matriz obtenida con FSCNCA y base de datos balanceada con los
algoritmos de clasificacion Trainrp y Trainscg el sistema no estaba generalizando (Ver figura
19.a) a pesar de obtener altos porcentajes de clasificacion, situaciéon por la cual se justifica
gue una vez selecciona las mejores redes se realizaran 150 iteraciones, evitando que el
sistema se ubique en un minimo local. Posteriormente se realiz6 una variacion en los niveles
de parada de los epocs dandole valores de 500 y 3000 epocs, pero se evidencio el mismo
comportamiento. Sin embargo, al implementar los modelos con el algoritmo de Trainlm se
mejoro el aprendizaje del sistema manteniendo altos porcentajes de clasificacion. (Ver figura

19.b)

Los resultados obtenidos durante el proceso de entrenamiento permiten observar que se
obtiene mejores porcentajes de clasificaciébn y mayor tasa de generacién con el modelo
implementado con Forward Selection + FSCNCA dado que se evidencia un mayor aprendizaje

del sistema. (Ver figura 19.a y Figura 23.a)

De igual forma se evidencia que emplear la funciéon de entrenamiento Logsig aumenta el
tiempo de entrenamiento del sistema como consecuencia de que esta funcion busca lograr
gue el sistema generalice adecuadamente ante patrones nuevos mejorando la clasificacion

obtenida. (Ver tablas 11-16)

También se observo que realizando el proceso de entrenamiento con una neurona se obtienen
altos porcentajes de clasificacion, sin embargo, dado el grado de solapamiento de las clases

gue conforman la base de datos balanceada se decide implementar 2 capas ocultas para el
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sistema de prediccion implementado (Ver tablas 11-16). Ademas, se evidencia que al realizar
el proceso de sintonizacion aumentando progresivamente el nUmero de neuronas en cada
una de las capas, el proceso y gasto computacional aumenta, ralentizando el proceso de

entrenamiento.

Las técnicas empleadas durante el proceso de entrenamiento permitieron obtener porcentajes
de clasificacion que oscilan para Sequential Forward Selection y FSCNCA entre 89,0510% y
97,03 %; FSCNCA entre 89,53 % y 97,81 %; finalmente datos en bruto que oscilan entre 89,75
% y 92,45 %. Sin embargo, se tuvo en cuenta durante el proceso de eleccion de las mejores
redes a implementar para realizar el testeo con la matriz de prueba, que el sistema realizara
un correcto aprendizaje como se evidencia en la figura 19 a. La implementacién y evaluacion

se puede observar con mayor claridad en la figura 25 del apéndice.

Implementacion de Maquinas de Vectores de Soporte

En la implementacion de SVM a los datos balanceados sin reduccion (Ver tabla 17) se obtuvo
altos porcentajes con los kernel de rbf y polynomial el mismo porcentaje de clasificacion de
95,37 %, y linear con el menor porcentaje de clasificacion 92,21%. Con los datos balanceados
con reduccion con técnica FSCNCA (Ver tabla 18) se obtuvo con la funcién kernel de rbf de
96,59 % el mejor porcentaje de clasificacién seguido por kernel polynomial (94,64 %) y linear

(91,24 %).

En la implementacién de SVM a los datos balanceados con reduccién con técnica FSCNCA 'y
luego con seleccién secuencial de caracteristicas (Ver tabla 19) se esperaban porcentajes de
clasificaciones mayores a FSCNCA ya que se esperaba que se redujera adn mas,
manteniendo las variables mas importantes, sin embargo al implementarse esta seleccion de
caracteristicas esta funcién determind que el mejor porcentaje de clasificacion se obtiene al

usarse las 8 variables que ya FSCNCA habia elegido como las mas importantes, por lo que
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no se realizd ninguna reduccién de dimensionalidad, se puede observar que usar reduccion
con seleccion de caracteristicas en este caso con SVM no siempre mejora la prediccion, sin
embargo, los porcentajes son muy cercanos a los obtenidos por FSCNCA.

Al implementarse las combinaciones con la funcién kernel para el modelo de SVM los mayores
porcentajes se obtuvieron con el kernel rbf seguido por polynomial y por ultimo linear, de igual
forma el kernel usado para la seleccién de caracteristicas no infiere ni mejora altamente en la

clasificacion.

Los mejores resultados en general se obtuvieron al usar la funcion kernel rbf, ya que el
porcentaje mejora respecto al de las otras funciones, esto se puede dar gracias a que rbf
genera vectores de soporte en infinitas dimensiones a diferencia del polinémico que aumenta
una dimension de mas y la funcion lineal la cual tiene los porcentajes mas bajos, esto puede
deberse a que las clases no tienen una separacion lineal, por lo que se presentan mayores
errores al momento de clasificar. La implementacién y evaluacion se puede observar con

mayor claridad en la figura 26 del apéndice.

Una vez realizado el proceso de reduccién de dimensionalidad con las diferentes técnicas
empleadas se puede evidenciar que variables como: Porcentaje de grasa, indice de masa
corporal, presion sistolica, presion diastélica y la glicemia son factores claves para determinar
la presencia del MetS en una persona. De igual manera se destacan factores relacionados
con los niveles de grasas como el colesterol, HDL vy triglicéridos, asi como el peso. Sin
embargo, se observa que factores como la fuerza prensil y la fuerza ajustada no son variables
relevantes que sirvan como soporte para determinar la presencia del MetS en una persona
teniendo en cuenta que las técnicas de reduccidon de dimensionalidad empleadas no los

destacan como relevantes (Ver tabla 20).

Es importante resaltar que las matrices obtenidas al aplicar las diferentes técnicas ya

anteriormente mencionadas no se pueden graficar bidimensional o tridimensionalmente ya
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gue estas tienen mas de tres dimensiones, por lo que al usar PCA para transformar los datos
se permite visualizar los componentes mas importantes.

Con la reduccién de dimensionalidad FSCNCA a los datos balanceados se determin6 que con
la reduccién esta matriz ya contiene el numero de variables (8) con la mayor varianza
explicada acumulada, es decir, con la informacion mas relevante (Ver Figura 20.a), de igual
forma la se puede observar que las clases (rosado con MetS y azul sin MetS) no se encuentran
tan superpuestas por lo que no se dificulta tanto a los clasificadores la prediccion. (Ver Figura

20.b)

De igual manera con la varianza explicada acumulada de la Matriz obtenida de la aplicacion
de la FSCNCA (Ver Figura 21.a) la cual luego se pas6 a la seleccion secuencial de
caracteristicas Forward Selection junto al clasificador Reconocedor Euclideo, PCA demuestra
gue el 97% de la informacién se encuentra con 6 variables, de igual forma se puede observar
gue las clases (verde con MetS y rojo sin MetS) no se encuentran tan superpuestas por lo que

no se dificulta la prediccién. (Ver Figura 21.b)

Igualmente, con la varianza explicada acumulada de la Matriz obtenida de la aplicacion de la
FSCNCA (Ver Figura 22.a) la cual luego se paso a la seleccién secuencial de caracteristicas
junto al clasificador Redes Neuronales, PCA demuestra que el 99% de la informacién se
encuentra con 7 variables, de igual forma se puede observar que las clases (verde con MetS
y azul sin MetS) visualmente se encuentran no se encuentran tan superpuestas por lo que no

se dificulta la prediccién. (Ver Figura 21.b)

Sin embargo, en el caso del clasificador SVM, este se realizé con la matriz de datos
balanceados por lo que su proyeccién y varianza explicada acumulada corresponde a la de la
figura 16.a y 16.b, igualmente se realizé con la matriz de FSCNCA la cual su varianza y
proyeccion se encuentra en la Figura 20.a y 20.b, esta misma se repite proyeccion se repite

en FSCNCA junto a la seleccién secuencial de caracteristicas usada con clasificador SVM, ya

117



gue esta selecciond las mismas 8 caracteristicas ya reducidas por FSCNCA por lo que no se

hubo reduccién por esta técnica.

Evaluacion del Rendimiento de las Técnicas de Inteligencia Artificial Empleadas.

El andlisis estadistico de la matriz con los patrones de prueba descritos en la tabla 21 se
puede analizar que los datos de prueba tienen mayor similitud con los datos en bruto que con
los datos creados aleatoriamente con ADASYN. Los parametros medidos en el grupo con
sindrome presentan una media mas alta excepto con la fuerza ajustada, altura, y HDL-C. De
forma contraria, la desviacion estandar y varianza es mayor en el grupo sin sindrome, es decir,

los datos se apegan mas a la media y estan menos dispersos.

Para determinar cual fue la mejor técnica se realizé una prueba t-student, para observar las
diferencias estadisticas entre los conjuntos de datos que permitieron la consecucion de los
mejores resultados. Asi, para la técnica de Redes Neuronales el mejor modelo tuvo una media
estadistica de 94.233 con una desviacién estandar de 1.6051; para la técnica de Maquinas
Vectoriales, se obtuvieron una media 96.590 y una desviacién estdndar de 1,2698,
respectivamente. Después de la evaluacion estadistica para determinar la diferencia entre los

grupos, se obtuvo un p-valor de menor 0.0001.

Rendimiento de las Técnicas de Inteligencia Artificial Empleadas.

Teniendo en cuenta que durante el proceso de entrenamiento las técnicas de Redes
Neuronales y Maquinas de Vectores de Soporte obtuvieron como porcentajes de clasificacion
resultados superiores al 96% se toman los 3 mejores modelos implementados de cada técnica
para realizar la validacion con los patrones de la matriz de prueba. Sin embargo, dado que los
resultados obtenidos en los porcentajes de clasificacion con las diferentes métricas
empleadas en la técnica de Reconocedor Euclideo son menores al 90% y el gasto
computacional para su desarrollo es considerablemente alto, no se toma en cuenta esta

técnica para realizar la validacion con la matriz de prueba.
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Al realizar el proceso de entrenamiento 150 iteraciones con cada modelo elegido se mejora la
generalizacién del sistema ya que se evita que este se ubique en un minimo local. Asi pues,
se evidencia que una vez realizada las iteraciones se obtiene un rango de desviacion estandar
bajo que varia entre 0,86-1,24 segun el modelo, lo cual indica que los porcentajes de
clasificacién obtenidos durante las 150 iteraciones se encuentran dentro de un mismo rango

de operacion.

Se puede observar que al realizar el testeo del sistema de prediccion con la matriz de prueba
los porcentajes de clasificacién se reducen en un rango de 4 a 6 puntos como consecuencia
de que el sistema nunca ha tenido contacto con los patrones por lo cual es mas dificil realizar
la clasificacion a comparacién de la base de entrenamiento en los subgrupos de training y test

puesto que estos datos han sido en algin momento identificados por el sistema desarrollado.

Al realizar el testeo con los 3 mejores modelos obtenidos por las 2 técnicas implementadas
se obtienen porcentajes de clasificacion con Redes Neuronales FSCNCA entre 88,1 % y 91,2
% con porcentajes de error que varian entre 8,8 %y 11,9 %; con Redes Neuronales FSCNCA
+ Forward entre 90 % y 91,8 % con porcentajes de error que varian entre 8,2% y 9 %. (Ver

tabla 22 y 23)

De igual manera con SVM con FSCNCA de 93 %; SVM con FSCNCA + Forward Selection de

92 % con porcentajes de error que varian entre 7,8 % y 8 %. (Ver tabla 24)

Asi pues, se evidencia que empleando Forward Selection + FSCNCA en la técnica Redes
Neuronales se obtuvo el mejor porcentaje de clasificaciébn con la matriz que contiene los
patrones de prueba. En tabla 22 se describe la red del mejor porcentaje con sus caracteristicas
y en la matriz de confusion en la que las dos primeras celdas diagonales muestran el nimero

y el porcentaje de clasificaciones correctas por la red entrenada, de forma que, 254 pacientes
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se clasificaron correctamente como pacientes con sindrome. Esto corresponde al 49,5 % de
los 513 patrones de prueba. Asimismo, 217 casos se clasifican correctamente como pacientes
sin sindrome metabdlico, esto corresponde al 42,3 % de todas los pacientes. Ademas 38 de
los pacientes que no tienen sindrome se clasifican incorrectamente como pacientes con
sindrome, esto corresponde al 7,4 % de los 513 datos de la matriz de prueba. Asimismo, 4 de
los pacientes que tienen sindrome se clasifican incorrectamente como pacientes sin sindrome
metabdlico y esto corresponde al 0,8 % de todos los datos. Es decir, de 255 predicciones de
pacientes sin sindrome metabdlico, el 98,2 % son correctas y el 1,8 % incorrectas y de 258
predicciones de pacientes con MetS, el 87 % son correctas y el 13 % incorrectas. En general,
91,8 % de las predicciones son correctas con un porcentaje de error del 8,2 %. Por lo cual se
observa que el modelo implementado con Redes Neuronales tiene una tasa de sensibilidad
de 0,9844, lo cual indica la probabilidad de clasificar correctamente a un individuo cuyo estado
real es positivo para Sindrome Metabdlico y una tasa de especificidad de 0,85098 lo cual
indica clasificar correctamente a un individuo cuyo estado real sea clasificado como Negativo

para Sindrome Metabdlico. (Ver tabla 27).

De igual forma empleando FSCNCA en la técnica Maquinas de Vectores de Soporte se obtuvo
el mejor porcentaje de clasificacion (93 %) con los patrones de prueba usando el kernel rbf.
En tabla 23 se describe el modelo con sus caracteristicas propias y en la matriz de confusién
ubicada en la derecha de la tabla, se observa que 257 pacientes se clasifican correctamente
como pacientes sin sindrome, esto corresponde al 50,1 % de los 513 patrones de prueba.
Asimismo, 220 casos se clasifican correctamente como pacientes sin sindrome metabdlico,
esto corresponde al 42,9 % de todas los pacientes. Ademas 35 de los pacientes que no tienen
sindrome se clasifican incorrectamente como pacientes con sindrome, esto corresponde al
6,8 % de los 513 datos de la matriz de prueba. Asimismo, 1 de los pacientes que tienen
sindrome se clasifican incorrectamente como pacientes sin sindrome metabdlico y esto
corresponde al 0,2 % de todos los datos. Es decir, de 255 predicciones de pacientes sin

sindrome metabdlico, el 99,5 % son correctas y el 0,5 % incorrectas y de 258 predicciones de
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pacientes con sindrome metabdlico, el 88 % son correctas y el 12 % incorrectas. En general,
93 % de las predicciones son correctas con un porcentaje de error del 7 %. Esto permite
observar que el modelo implementado con Maquinas de Vectores de Soporte tiene una tasa

de sensibilidad de 0,99612 y una tasa de especificidad de 0,8627. (Ver tabla 27)

Finalmente se puede observar que se obtiene mejores porcentajes de clasificacién con la

técnica Maquinas de Vectores de Soporte y Redes Neuronales donde se evidencia una

diferencia de 1,2 % de clasificacién entre las 2 técnicas empleadas.
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Capitulo V.

Conclusiones y Recomendaciones

En el presente capitulo se presentan las conclusiones y recomendaciones obtenidas con la
implementaciéon y ejecucion del estudio realizado, donde se exponen puntos claves
identificados para el desarrollo de la investigacion, asi como hallazgos representativos
obtenidos. De igual forma se brinda bases para trabajo futuro que fomenten la investigacion

en esta area.

Conclusiones

En el presente estudio, se desarrolld un sistema de inteligencia artificial que permite realizar
la prediccion del Sindrome Metabdlico en una poblacion tomada del estudio transversal
FUPRECOL. Los resultados obtenidos han demostrado que es posible realizar la prediccion
del MetS empleando técnicas de inteligencia artificial, como maquinas de vectores de soporte
y redes neuronales con los que se obtuvieron porcentajes de error en la clasificacién del 7%
al 8,8% respectivamente. Igualmente, se evidencia la importancia de realizar un
procesamiento de los datos que permita identificar y eliminar informacién no relevante, asi
como emplear técnicas de creacion de patrones con el fin de balancear las clases y de esta
forma garantizar que el sistema pueda aprender correctamente a diferenciar cada una. Asi
mismo, se verifico que al emplear técnicas de reduccion de dimensionalidad como FSCNCA
y Forward Selection el sistema escoge las variables con mayor importancia para la
clasificacién, ahorrando tiempo de entrenamiento y reduciendo el gasto computacional.

De igual manera, problemas que estadisticamente serian complejos de separar son faciles
para los clasificadores de inteligencia artificial, ya que estos no estos no separan mediante

una linea recta sino por superficies hiperdimensionales, por lo que usar técnicas de
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clasificacién robustas como RN y SVM permiten obtener porcentajes de clasificacion de
entrenamiento altos (sobre 96%). Sin embargo, al momento de evaluar los mejores modelos
con los patrones de prueba se evidencio la disminucién del porcentaje de clasificacion (menor
de 93%) como consecuencia del sobreajuste propio del entrenamiento y sumado a que el
sistema no ha tenido contacto antes con estos patrones.

Finalmente, se observé que el modelo con el mejor porcentaje de clasificacion para los datos
del estudio FUPRECOL fue obtenido al usar Maquinas de Vectores de Soporte con el cual se
obtuvieron altos porcentajes aun sin reducir la dimensionalidad, sin embargo, los resultados
de Redes Neuronales también fueron satisfactorios.

En conclusion, el desarrollo de sistemas de Inteligencia Artificial son una herramienta para la
prediccion de MetS con buenos resultados, entre estos Redes Neuronales y Maquinas de
Vectores de Soporte, los cuales podrian ayudar en la prevencion desde temprana edad de la

aparicion de este sindrome y por ende de enfermedades crdnicas graves relacionadas a este.

Recomendaciones

Finalmente se recomienda emplear una base de datos que contenga informacién sobre
poblacién adulta, dada la alta prevalencia del Sindrome Metabdlico en este rango de edad,
este factor favorece el aprendizaje del sistema de inteligencia artificial al tener un rango similar
en proporcién de informacion sobre las 2 clases clasificadas: Pacientes con y sin MetS.
También dada la importancia de identificar adecuadamente la mejor técnica que permita
obtener porcentajes de clasificacion altos con un grado de error pequefio, se recomienda
implementar diferentes métodos que permitan reducir el sesgo de la base de datos empleada.
Asi mismo, en la implementacion de un sistema de redes neuronales se deben escoger
adecuadamente los parametros de parada propios del sistema ya que un nimero limitado de
epocs puede ocasionar que la red neuronal no aprenda y un numero alto genera un

sobreajuste de este.
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Figura 24
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variables de prueba: 92,60%

Media % clasificacion
validacion 150 runs: 96,09%
desviacion % clasificacion
validacion 150 runs: 0,97
Porcentaje de Clasificacion
variables de prueba: 93,20%

Media % clasificacion
validacion 150 runs: 94,62%
desviacion % clasificacion
validacion 150 runs: 1,05
Porcentaje de Clasificacion
variables de prueba: 89,90%

Media % clasificacion
validacion 150 runs: 94,8%
desviacion % clasificacion

validacidn 150 runs: 1,08
Porcentaje de Clasificacion
variables de prueba: 90,3%

Media % clasificacion
validacion 150 runs: 94,98%
desviacion % clasificacion
validacién 150 runs: 1,00
Porcentaje de Clasificacion
variables de prueba: 90,8%

3

l

Sin Tecnica de reduccién

Combinacién de Algoritmo:

Trainlm , traincsg, trainm

combinacién neuronas capas ocultas:

5, 10, 15, 20, 25, 30, 35 capa oculta 1

5,10, 15, 20, 25, 30, 35 capa oculta 2
inacién funcion de i

llogsig tansig purelin

Se excluye los datos en bruto
tienen los mas bajos porcentajes
de clasificacion
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Figura 25

Resumen de la Implementacién y prueba de Maquinas de Vectores de Soporte

.

Y Y

Tecnicas de
reduccién
de 9
dimensionalidad

Las
mejores
combinaciones
con
patrones de
entrenamiento

Las ( Y Y
MEJores % Clasificacién % Clasificacién
combinaciones )
con patrones de patrones de
patrones de prueba: 92,2% prueba: 93,0%
prueba L

130



