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GLOSARIO

ALGORITMO: Conjunto de procedimiento mediante los cuales, se consigue

un determinado efecto.

ANALISIS: Distintos procesos dentro del desarrollo de una aplicacion.
Generalmente se suele dividir en tres tipos distintos: Analisis de Oportunidad o
Previo, donde tan sodlo se globaliza el problema y se estudia viabilidad. Analisis
Funcional, donde se estudian los objetivos a conseguir bajo un prisma informatico
y los pasar a dar en el ambito de datos, tiempos de procesos, etc. Analisis
Organico, que define exactamente la aplicacion basandose en el analisis
funcional, y se crean los diagramas necesarios, generando ya, con los estudios
previos, el denominado "cuaderno de carga" con el material suficiente para el

desarrollo por los programadores

ASOCIACION: Es el descubrimiento de relaciones de asociacién o correlacion en
un conjunto de datos. Las asociaciones se expresan como condiciones atributo-

valor y deben estar presentes varias veces en los datos.

CALIDAD: Es la exigencia de los clientes, quienes mas conocedores y mas
complejos, ahora saben elegir con decision os datos necesarios. Por su parte, los
expertos reconocen que se pueden obtener ventajas de clasificacion mediante un
mejor servicio del WEKA, por lo que el mismo se ha convertido en un medio

poderoso para diferenciar un dato de sus caracteristicas.

CONTENIDO: Son los datos reales que se entregan a los expertos. Es decir, los
datos que almacenan los sitios de exploracion, los cuales consisten generalmente

de numeros u otros medios visuales.
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CLASIFICACION: Proceso de dividir un conjunto de datos en grupos mutuamente
excluyentes de tal manera que cada miembro de un grupo esté lo "mas cercano”
posible a otro, y grupos diferentes estén lo "mas lejos" posible uno del otro, donde
la distancia estda medida con respecto a variable(s) especifica(s) las cuales se
estan tratando de predecir. Por ejemplo, un problema tipico de clasificacién es el
de dividir una base de datos de compaiias en grupos que son lo mas
homogéneos posibles con respecto a variables como "posibilidades de crédito”

con valores tales como "Bueno" y "Malo".

CLUSTERING (AGRUPAMIENTO): Proceso de dividir un conjunto de datos en
grupos mutuamente excluyentes de tal manera que cada miembro de un grupo
esté lo "mas cercano" posible a otro, y grupos diferentes estén lo "mas lejos"
posible uno del otro, donde la distancia esta medida con respecto a todas las

variables disponibles.

DATA MINING: La extraccion de informacion predecible escondida en grandes

bases de datos.

DATO: Unidad minima de informacion, sin sentido en si misma, pero que adquiere

significado en conjuncion con otras precedentes de la aplicacion que las creo.
DATOS ANORMALES: Datos que resultan de errores (por ejemplo: errores en el
escritura durante la lectura de la exploracion) o que representan eventos

inusuales.

ESTRUCTURA: Son los datos que describen la organizacién del contenido al

interior de un sitio. Esto incluye, la organizacion dentro de la lectura.

GEOFISICA: Es la ciencia que estudia los fenémenos fisicos que se producen en

nuestro planeta, destacando entre estos, el electromagnetismo, la propagacion de
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ondas mecanicas en la corteza terrestre y la gravedad. Esta ciencia puede
definirse como la aplicacién de la fisica y la geologia al estudio de los materiales
que componen la corteza terrestre y de los campos de fuerza que surgen de ella 'y

ejercen su influencia hacia el exterior.

SISTEMA: software en ambiente l6gicamente aislado tal como un Host (PC) o una

instancia de la base de datos.
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RESUMEN

En los ultimos afios se han realizado multiples estudios en los cuales los
problemas de almacenamiento en las bases de datos son superiores al analisis
realizado por los expertos en la Industria Petrolera; El prototipo tiene la
funcionalidad de aprovechar al maximo la calidad de los datos que son
almacenados por los expertos a la base de datos, los cuales son ayudados gracias

al area de explotacion del campo geofisico.

La solucion del proyecto para el problema es el de implementar la metodologia de
agrupacion que se aplica al algoritmo de mineria de datos con el fin de determinar
la eficiencia de esta misma con datos reales obtenidos en la exploracion y en la
produccion petrolera evitando la perdida de almacenamiento de los datos y

superando el tiempo de analisis de ellos.

En la industria petrolera y especificamente sus laboratorios, son los encargados
de seleccionar los almacenes de datos con ayuda de la mineria de datos
(Dataminnig); Se ha escogido la Industria Petrolera para dar el desarrollo de dicho
proyecto pues un area donde se encuentra una buena cantidad de datos para
analizarlos y asi poder estudiar el gran volumen de petrofisicos y sismicos
existentes, que ayuden a los ingenieros y geodlogos en la evaluacion de areas

prospectivos de yacimientos.

El problema que se esta presentando es que se cuenta con una Base de Datos el
cual posee muchas variables que no se han podido aprovechar al maximo su
calidad. Se desea aprovechar para extraer la calidad de todos los datos
disponibles y asi poder los expertos en dar el analisis que se desea.
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La solucion del problema es que mediante el Prototipo, el cual es el software que
se desea implementar por medio de la seleccidén de variables importantes que se
realizara con la estadistica multivariada y con ayuda del WEKA, el cual es un
Software estadistico que trae la herramienta que se va a implementar que en este
caso es el Clustering que su funcion es el agrupamiento teniendo en cuenta sus
los patrones de cada dato y asi poder relacionar la calidad con cada
agrupamiento, porque el objetivo de este proyecto sera un primer paso en la

aplicacién de técnicas de Mineria de datos a mayor escala.

El objetivo principal es la implementacion de la metodologia se aplicar un
algoritmo de mineria de datos con el fin de determinar la eficiencia de la
metodologia con los datos reales obtenidos en la exploracion y en la produccion

petrolera.

Se desea obtener una herramienta computarizada para que los usuarios puedan

aplicar el procedimiento de la solucidn descrita anteriormente.

También se tendra en cuenta una extensa bibliografia para tener experticia en los
temas de geofisica, algoritmos de mineria de datos, en los cuales nos colaboren
para dar soporte a la tesis y asi para poder implementar un buen prototipo que
ayude el uso de la metodologia de mineria de datos sobre datos reales de
yacimientos petroleros mediante la implementacion de algoritmos de Clustering

con el fin de generar grupos de calidad homogénea.

Palabras Claves: Dataminning, Asociacion, WEKA', Geofisica, Sistema,
KDD?, SPP3.

' WAIKATO ENVIRONMENT FOR KNOWLEDGES ANALYSIS
2 KNOWLEDGE DISCOVERY AND DATA MINING
3 SISTEMA DE PREDICCION DE PROPIEDADES
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INTRODUCCION

En la industria petrolera y especificamente sus laboratorios, son los encargados
de seleccionar en los almacenes de datos con ayuda de la mineria de datos
(Dataminnig); Ha existido un gran interés comercial por explotar los grandes
volumenes de informacién almacenada. Se cree que se esta perdiendo una gran
cantidad de informacion y conocimiento valioso que se podria extraer de los datos.
Este es el caso de la industria petrolera, donde es almacenada una cantidad
abundante de datos, donde solo una parte de estos son analizados (manualmente
en su mayoria), debido a la falta de técnicas computarizadas aptas para estos

analisis.

El problema que se esta presentando es que se cuenta con una base de datos
bastante extensa, en el cual se puede obtener un conocimiento valioso a partir de
los patrones que puedan ser extraidos de los datos arrojados por la empresa, el
cual posee muchas variables que no se han podido aprovechar al maximo su
calidad. Por estas razones surge la aplicacion de la mineria de datos en la en la
prediccion de propiedades de yacimientos a partir de atributos sismicos, ya que se

cuenta con una buena cantidad de datos.

La solucion del problema es que mediante las técnicas de mineria de datos
(clustering, y arboles de decisidén), pues una de sus funcién es el agrupamiento
teniendo en cuenta sus los patrones de cada dato y asi poder relacionar la calidad
con cada agrupamiento, porque el objetivo de este proyecto sera un primer paso

en la aplicacion de técnicas de Mineria de datos a mayor escala, y también
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incluyendo la aplicacion de técnicas estadisticas (analisis de regresién) y con la
aplicacion del WEKA, el cual es un Software estadistico que trae las herramientas
que se van a implementar, y la construccion de un prototipo que agilice el trabajo
de los analisis de las técnicas sobre grandes volumenes de datos, para con esto

obtener resultados rapidos y confiables.

El objetivo principal es la implementacion de la metodologia se aplicar un
algoritmo de mineria de datos con el fin de determinar la eficiencia de la
metodologia con los datos reales obtenidos en la exploracion y en la produccion

petrolera.

También se tendra en cuenta una extensa bibliografia para tener experticia en los
temas de geofisica, algoritmos de mineria de datos y ademas del manejo de la
gran cantidad de férmulas matematicas y estadisticas que actualmente me
encuentro aplicando en los cuales me colabora para dar soporte a la tesis y asi
para poder implementar un buen prototipo que ayude el uso de la metodologia de
mineria de datos sobre datos reales de yacimientos petroleros mediante la
implementacion de algoritmos de Clustering con el fin de generar grupos de

calidad homogénea.
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1. OBJETIVOS

OBJETIVO GENERAL

Implementar una metodologia existente para aplicar algoritmos de mineria de
datos en la prediccion de propiedades de yacimientos a partir de atributos
sismicos, con el fin de determinar la eficiencia de la metodologia sobre datos
reales obtenidos en la exploracion y produccion petrolera. Los resultados de este
proyecto seran analizados por expertos quienes emitiran sus conceptos sobre la
utilidad de los mismos. Para su desarrollo se usara el conocimiento y experticia
logrados en el Laboratorio de Computo Especializado de la UNAB, en el campo de

la mineria de datos, asi como herramientas computacionales de dominio publico.

OBJETIVOS ESPECIFICOS

1. Hacer una revision bibliografica (lo mas completa posible) sobre la utilizacién
de algoritmos de mineria de datos en la prediccion de propiedades de
yacimientos a partir de atributos sismicos a través de busquedas en Internet y
en base de datos con el fin de que sirva como soporte para la tesis, asi como

para otras investigaciones que se haya en esta area.

2. Construir un prototipo computacional para apoyar el uso de la metodologia de
mineria de datos sobre datos reales de yacimientos petroleros mediante la
implementacion de un algoritmo de Clustering (k medias) con el fin de generar
grupos de calidad homogénea; para el preprocesamiento de la informacion se

usaran técnicas estadisticas convencionales para Reduccion y Analisis de
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Datos (Analisis de Correlacion, regresion, factorial, de componentes

principales, discriminante).

Elaborar un Informe de evaluacién de eficiencia de la metodologia sobre los
datos utilizados, con base en conocidos criterios usualmente aplicados en
estos casos, el cual podra ser utilizado como punto de referencia en futuras

aplicaciones de Mineria de Datos.
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2. CONCEPTOS GENERALES

La tecnologia actual permite capturar y almacenar una gran cantidad de datos,
siendo la identificacion de patrones, tendencias y anomalias en tales datos, uno de
los grandes retos de la vida moderna. Los sistemas de cddigo de barras,
automatizacion de procesos en general, avances tecnolégicos en almacenamiento
de informacion y abaratamiento de precios en memoria, son algunos de los

factores que han contribuido a la generacién masiva de datos.

Se ha estimado que la cantidad de datos almacenados en el mundo en bases de
datos se duplica cada 20 meses, aunque las técnicas tradicionales de analisis de
informacion no han tenido un desarrollo equivalente; la velocidad en que se

almacenan datos es muy superior a la velocidad en que se analizan.

Ha existido un gran interés comercial por explotar los grandes volumenes de
informacion almacenada. Se cree que se esta perdiendo una gran cantidad de
informacion y conocimiento valioso que se podria extraer de los datos. Este es el
caso de varias areas técnicas de la industria petrolera donde se recolectan
gigantescas cantidades de datos los cuales se usan eficientemente en proyectos
aislados, pero de los cuales se podria obtener un conocimiento valioso a partir de

los patrones que se puedan extraer de los mismos.

Hoy en dia la mineria de datos es un campo de reciente aparicion que se basa en
la busqueda de informacion en grandes volumenes de datos surgidos por la
acumulacion a lo largo de estos primeros afos de historia de la computacion, esta
tarea ha hecho converger los campos de estadistica, bases de datos e inteligencia

artificial, es dentro de este ultimo que se enmarca este trabajo, mediante el uso de
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la mineria de datos se relaciona con las lineas de investigacion del Grupo de
Tecnologias de Informacion del Laboratorio de Computo Especializado que han
trabajado proyectos en mineria de datos, se han desarrollado algunas
investigaciones de este tipo, el objetivo principal de esta tesis es continuar con la

investigacion.

Por medio de la mineria de datos, la industria petrolera y especificamente sus
laboratorios se encargan de seleccionar muchos almacenes de datos. Con una
incansable e incesante busqueda, sera posible encontrar la diminuta pepita de oro
en una montana de datos de desperdicio mediante ese problema se crea la
necesidad de desarrollar reglas de comportamiento para encaminar las

actividades organizacionales.

Actualmente las tareas de la mineria de datos, se hayan con inconvenientes las

cuales son:

(1). Grandes volumen de informacién y altamente dimensionales, lo que dificulta el
hallazgo de patrones.

(2). Valores inconsistentes o no existentes en algunos atributos importantes.

Las ventajas de la aplicacion de mineria de datos en la prediccion de propiedades
de diferentes variables y comportamientos se ven principalmente reflejadas en el
costo de la experimentacidén que podria ahorrarse si se analizan a profundidad los
datos que ya se han tomado en experimentos anteriores, lo que permitira ahorrar

dinero para invertir en proyectos diferentes.

El propdsito de este proyecto es obtener mas experticia en la aplicacion de la

mineria de datos en diversas areas; esta fortaleza consecuentemente sera Util en
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el desarrollo de proyectos de mineria de datos dentro del Laboratorio de Computo
Especializado Se escogio un area de la industria petrolera principalmente por dos
razones: (1) es un area donde se cuenta con expertos y con una buena cantidad
de datos, requisitos indispensables para un buen proyecto de mineria de datos, (2)
el proyecto puede redundar en resultados practicos que conlleven al
establecimiento de un convenio de la UNAB con una empresa petrolera para la
realizaciéon de un proyecto mas amplio, (3) Existe una necesidad sentida en el
Instituto Colombiano del Petréleo de analizar el gran volumen de petrofisicos y
sismicos existentes, que ayuden a los ingenieros y geodlogos en la evaluacion de
areas prospectivos de yacimientos. El objetivo de este proyecto sera un primer

paso en la aplicacidon de técnicas de Mineria de datos a mayor escala.

Vemos una relacién cercana entre la Universidad y empresas petroleras, donde
existe la necesidad de extraer conocimientos de grandes columnas de datos
petrofisicos y sismicos. Esta tesis conducira al planteamiento de un proyecto a

mayor escala.

Ademas existe un proyecto de investigacion interna, financiado por la Direccién
de investigacion de la Universidad, relacionado con la aplicacion de técnicas de
mineria de datos a filtrado colaborativo. El resultado de esta tesis — aunque no
esta en el area de aplicacion si esta relacionada con la mineria de datos —

contribuira significativamente a este proyecto.

Los avances en el tema de atributos sismicos implican tamafos de muestras cada
vez mas grandes, ese aumento disponible en los datos representa una enorme
administracion de datos y problemas en las interpretaciones claras en la
exploracion sismica. El volumen de la informacidén que se presenta en el analisis

justifica la utilizacion de herramientas y métodos de la mineria de datos*.

4 Worldoil.Com-Online Magazine Article: Feature —Oct 2004,
http://www.worldoil.com/magazine/magazine_detail.asp?art_id=2133
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En la mineria de datos, las busquedas se hacen sobre datos dispersos, con poca
o0 ninguna intervencion del usuario. No se requiere formular un requerimiento
estricto para que la herramienta entregue algunas relaciones ocultas y patrones
interesantes, conseguidos a través de clasificacion y prediccion. La aplicacion de
ella en la prediccion de las propiedades de yacimientos a partir de atributos
sismicos, se ha visto concebida en los laboratorios. Mientras experimentan, se
toma una gran cantidad de datos los cuales son muy dificiles de analizar con
métodos manuales, por ese motivo se ha hecho los estudios para poder mejorar el

tiempo y tener mejores resultados.

En el afio 2003 en una publicacion de la revista iberoamericana de inteligencia
artificial ° se hace referencia a la gran necesidad de las empresas que desarrollan
medicamentos de aprovechar los datos que se toman en los laboratorios para
ahorrar dinero en las investigaciones, el articulo nos habla de la aplicacion de
técnicas de mineria de datos para predecir las propiedades quimicas de diferentes
medicamentos lo que nos permite deducir que las técnicas utilizadas por ellos para
la prediccion de propiedades quimicas de sustancias farmacéuticas nos podrian
ser de utilidad en el caso de hidrocarburos, entre las técnicas mas utilizadas se
resalta la utilizacion del clustering para el analisis de grupos de sustancias que

comparten caracteristicas comunes.

En el presente afio (2005), el American Petroleum Institute® habla de la
implementacion de la base de datos (API) Technical Database™ para el
aprovechamiento de los datos almacenados luego de afos de investigacion, con el
fin de ahorrar en practicas de laboratorio para determinar cosas que puedan ser

obtenidas con los datos ya tomados por medio de la aplicacion de técnicas de

5 Juan Lucas Dominguez Rubio. Discriminacion y prediccion de propiedades en farmacos mediante redes neuronales.
Pagina 1.[En linea)]. Valencia Espafia: Revista iberoamericana de inteligencia artificial.
http://tornado.dia.fi.upm.es/caepia/numeros/18/dominguez.pdf

8 American Petroleum Institute. API TECH. p. 1. [en linea]. Estados Unidos: American Petroleum Institute.
http://www.epcon.com/product13.htm.
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mineria de datos para predecir propiedades de mezclas complejas, incluyendo

gases inorganicos, hidrocarburos y fragmentos de petréleo.

Segun Kart Lang, los investigadores al tener muchos datos como suele suceder en
este campo, algunos de éstos puede responder provechosamente al trabajo,
valiendo la pena el esfuerzo de examinar cuales son los mejores datos para poder
obtener un resultado satisfactorio. Es necesario un método eficiente para
determinar cuales de los datos tienen la probabilidad mas alta de responder al
funcionamiento de las inversiones sismicas y asi poder ser dirigidos hacia una
explotacion mas profunda. Kart Lang por medio de la investigacion GAMA con
BDM-Oklahoma dio lugar al uso del software llamado Priority, que fue disefiado
para ayudar a la identificacion rapida de los datos que tenian el problema de
produccion petrolera, pero a veces los operadores al identificar las anormalidades,
los problemas iban desapareciendo, y por ese motivo se propuso la solucion del
desarrollo de un procedimiento empleando arboles de decision y formas de

recoleccion de datos’.

El resultados de los pozos estudiados, se ha realizado por medio de la
metodologia bayesiana, ya que es un modelo probabilistico que permite analizar
los datos obtenidos de los pozos para la informacién mas completa y detallada. El
objetivo era de construir los resultados locales de los datos, para saber cual era el
dato mas benefcioso, este proceso fue dividido en 3 partes: (1) Estimar las
impedancias elasticos; (2) un analisis petrofisico el cual ayudaria a la construccion
de los modelos empiricos que relacionan los parametros elasticos; y por ultimo (3)
el teorema de aplicacion de Bayes para obtener las funciones de cada datos

estudiado (profundidad de los pozos)2.

7 LANG, Kart. Reducing Risks and Costs Through Technology, http://www.pttc.org/news/vol7no4.pdf
8 LOURES, Luiz. DOWNTON, Jonathan E., Convencién Nacional CSEG-2004.
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La evaluacion del riesgo de la exploracion en la industria de petroleo es un
componente fundamental del proceso de decision relacionado con la adquisicion
de los permisos, la produccion potencial, la perforacion y el desarrollo exploratorio
de la produccién. Los datos sismicos junto con los datos de registros de pozo son
la fuente principal de la informacion para determinar las caracteristicas del
yacimiento. Unas de las metodologias frecuentemente empleadas son basadas
en el analisis de regresion multivariante, pues las variables son consideradas

como independientes.

La caracterizacion de los datos desempefia un papel crucial en la toma de
decisiones, maximiza la integracién de datos y del conocimiento multidisciplinario y
mejora la confiabilidad de las predicciones sobre el yacimiento. En un estudio de
caso en el rio Orange en Sudafrica, con la mineria de datos se ha descubierto
conocimiento sobre regiones productivas a partir de datos sismicos. Grandes
problemas de amplitud (un atributo sismico) se presentaron en los datos, pues la
mayoria de los pozos presentaban una clase de anomalia de AVO (Amplitude
versus Offset); por consiguiente la integracion de los datos tuvo que ser conducida
por datos sismicos sintéticos. El analisis de los datos indico la importancia de los
atributos derivados de la inversidn sismica, sin embargo, otros atributos sismicos
que distinguen los tipos de similitud y fluidos fueron también utilizados en redes
neuronales para generar un unico atributo como respuesta. Los resultados de este
estudio demuestran el valor de aplicar técnicas de mineria de datos a volumenes
sismicos para buscar rapidamente zonas anticipadas utilizando alguna calibracion

de pozos, atenuando de esta manera el riesgo de perforaciones futuras®.

De la revision bibliografica realizada, se observa entonces que para aplicacion de
mineria de datos en la prediccion de propiedades de yacimientos a partir de

atributos sismicos hace falta un método que sea rapido, medianamente iterativo y

9 WorldQil.com-Online Magazine Article: Feature —Oct 2004,
http://www.worldoil.com/magazine/magazine_detail.asp?art_id=2133

32



preciso, ya que en la actualidad los métodos existentes no poseen estas tres
caracteristicas de manera simultanea. Sin embargo, se estudiara la manera de
arreglar para que sea mas agil la respuesta a lo solicitado por el personal de

Ingenieria.
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3. MARCO TEORICO

Con el fin de desarrollar la propuesta de la aplicacion del sistema, se estudiaron
una serie de temas como fueron la geofisica, y sus componentes, mineria de
datos y herramientas que facilitaran el comportamiento de la tecnologia con el

usuario.

Entre tanto, debido a que esta herramienta como es Java, es indispensable para
el buen funcionamiento y puesta en marcha de los servicios que se quieren
prestar una buena funcionalidad con el usuario. A continuacion se presentan los

temas y aplicaciones que se han utilizado en el desarrollo de esta implementacion:

Las ventajas de la aplicacion de mineria de datos en la prediccion de propiedades
de diferentes variables y comportamientos se ven principalmente reflejadas en el
costo de la experimentacidén que podria ahorrarse si se analizan a profundidad los
datos que ya se han tomado en experimentos anteriores, lo que permitira ahorrar

dinero y tiempo para invertir en proyectos diferentes.

En el afio 2003 en una publicacion de la revista iberoamericana de inteligencia
artificial’® se hace referencia a la gran necesidad de las empresas que desarrollan
medicamentos de aprovechar los datos que se toman en los laboratorios para
ahorrar dinero en las investigaciones, el articulo nos habla de la aplicacion de
técnicas de mineria de datos para predecir las propiedades quimicas de diferentes
medicamentos lo que nos permite deducir que las técnicas utilizadas por ellos para

la prediccion de propiedades quimicas de sustancias farmacéuticas nos podrian

10 Juan Lucas Dominguez Rubio. Discriminacion y prediccion de propiedades en farmacos mediante redes neuronales.
Pagina 1.[En linea]. Valencia Espafia: Revista iberoamericana de inteligencia artificial.
http://tornado.dia.fi.upm.es/caepia/numeros/18/dominguez.pdf.
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ser de utilidad en el caso de hidrocarburos, entre las técnicas mas utilizadas se
resalta la utilizacion del clustering para el analisis de grupos de sustancias que

comparten caracteristicas comunes.

En el presente afio (2005), el American Petroleum Institute’ habla de la
implementacion de la base de datos (API) Technical Database™ para el
aprovechamiento de los datos almacenados luego de afos de investigacion, con el
fin de ahorrar en practicas de laboratorio para determinar cosas que puedan ser
obtenidas con los datos ya tomados por medio de la aplicacion de técnicas de
mineria de datos para predecir propiedades de mezclas complejas, incluyendo

gases inorganicos, hidrocarburos y fragmentos de petréleo.

Ya que es importante conocer sobre los temas involucrados en este proyecto para
contar con un mayor enfoque y asi tener un mejor desenvolvimiento en la
aplicacién de la técnica y de los algoritmos de la mineria de datos asi como las

técnicas estadisticas a emplear.

Por medio de este marco tedérico se comenzara abarcando los temas de la
estadistica multivariada, en ella encontramos el analisis de correlacion, de
regresion, discriminante, factorial, de componentes principales; y luego abordaré
el tema de algoritmos y técnicas de mineria de datos como: arboles de decision,

clustering, redes bayesianas y redes neuronales.

3.1 TECNICAS ESTADISTICA MULTIVARIADA

Uno de los problemas que aparecen en la actividad cientifica o exploratoria es el

de clasificacion, el cual constituye un proceso consustancial con cualquier

" American Petroleum Institute. API TECH. p. 1. [en linea]. Estados Unidos: American Petroleum Institute.
http://www.epcon.com/product13.htm.
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actividad humana, de tal manera que en la resolucion de problemas y en la toma
de decisiones la primera parte de la tarea consiste precisamente en clasificar el
problema o la situacion, para después aplicar la metodologia correspondiente y

que en buena medida dependera de esa clasificacion.

Diagnosticar es equivalente a clasificar a un sujeto en una patologia concreta en
base a los datos correspondientes de su anamnesis, exploracién y pruebas
complementarias. Cuando hablamos de clasificar a un sujeto en un grupo
determinado, a partir de los valores de una serie de parametros medidos u
observados, y esa clasificacion tiene un cierto grado de incertidumbre, resulta
razonable pensar en la utilizacion de una metodologia probabilistica, que nos

permita cuantificar esa incertidumbre.

Desde el punto de vista estadistico podemos distinguir dos enfoques diferentes al
problema de la clasificacion. En el primero de ellos los grupos estan bien definidos
y se trata de determinar un criterio para etiquetar cada individuo como
perteneciente a alguno de los grupos, a partir de los valores de una serie limitada
de parametros. En este caso las técnicas mas utilizadas se conocen con el
nombre de analisis discriminante, regresion. El segundo enfoque corresponde a
aquel caso en el que a priori no se conocen los grupos y lo que precisamente se
desea es establecerlos a partir de los datos que se posee, y las técnicas
estadisticas mas utilizadas en ese area se conocen con el término analisis de
"cluster", que podemos traducir como analisis de agrupaciones y también como

analisis de conglomerados por algunos autores'2.

3.1.1 Anadlisis de Regresion El analisis de regresion se relaciona con el

estudio de la dependencia de una variable — la variable dependiente — de una o

mas variables adicionales, las variables explicativas con la perspectiva de estimar

2 MOLINERO, Luis M., http://www.seh-lelha.org/stat1.htm
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o predecir el valor medio o promedio de la primera en términos de valores

conocidos o fijos de las segundas13.

Si nos encontramos con bastantes datos empiricos sobre estas variables, el
analisis de regresion es un método apropiado para desvelar el patron exacto de

esta asociacion.

El algoritmo de analisis de regresion construye una ecuacion, que tiene el
siguiente patron. Ademas, produce los parametros a1, a2 etc. y b valores tales que

la ecuacidon corresponde a los valores empiricos con tanta precision como es

posible.
Yi=By+ B Xi+tu, 249 n (1)
B, + B X, =Representa la parte lineal de la variacion de Y respecto a X
u, = Representa la parte de Y no explicada linealmente por X

Si tenemos amplios datos con muchas variables, al principio del analisis no
estaremos tal vez seguros de qué variables estan mutuamente conectadas y
cuales debieran asi ser incluidas en la ecuacion. Podriamos primero estudiar esto
con el analisis de correlacion, o podemos dejar al programa de analisis de
regresion elegir las variables "correctas" (x1, x2 etc.) para la ecuacién. "Correctas"
son aquellas variables que mejoran la exactitud del ajuste entre la ecuacién y los

valores empiricos'.

3 ALDAS, Joaquin. El analisis multivariable: conceptos basicos. Valencia, Espafia: Universidad de Valencia, 2004.
http://www.uv.es/~aldas/doctorado_1.html
4 Andlisis Cuantitativo, http://usuarios.lycos.es/quillemat/280.htm#2muut
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El objetivo de esta técnica es usar las variables independientes, cuyos valores se
conocen, para predecir el de la variable dependiente, por eso se puede decir que
es la técnica estadistica mas util para investigar y modelar la relacion entre las
variables. Puede aplicarse basicamente a dos tipos de estudios: los de caracter
predictivo y los de caracter explicativo. Ambos campos no son necesariamente
excluyentes y un analisis de regresion lineal puede ser aplicados a problemas que
pretendan los dos tipos de objetivos; debe tener en cuenta el tamafio de la
muestra, es decir, que el analisis de regresion es investigar la relacidén estadistica
que existe entre una variable dependiente (Y) y una o mas variables

independientes ( XX, Xy

...). Para poder realizar esta investigacion, se debe
postular una relacion funcional entre las variables. Debido a su simplicidad
analitica, la forma funcional que mas se utiliza en la practica es la relacion lineal.
Cuando solo existe una variable independiente, esto se reduce a una linea recta la

cual es:

Las condiciones de aplicabilidad se deben considerar en dos etapas. Antes de
estimar el modelo, s6lo pueden comprobarse en las variables independientes y la
dependiente de manera individual. Después de estimar el modelo, podra evaluarse
si se cumplen las condiciones de manera conjunta y, por ello, los resultados son

fiables.

Donde tanto la variable dependiente como las independientes, son catalogadas
como métricas. Para el desarrollo del analisis de regresion hay que tener en
cuenta el tipo de variables, tamafo de la muestra y nivel de significancia que se
van a emplear, ya que estos tienen una influencia importante sobre esta técnica
estadistica. Ademas debe mirarse que las variables dependientes e

independientes del analisis de regresion se basan en hipoétesis de linealidad,
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normalidad y homoscedasticidad ya que sin este conocimiento, hace que carezca

de sentido aplicar este tipo de técnica multivariable®.

3.1.1.1 Hipoétesis previas Hipodtesis previas a la aplicacion del analisis de

regresion:

a. Normalidad. Quiere decir que los datos sometidos a tratamiento estadistico
deben tener una distribucion normal, es decir, el perfil que debe mostrar la
distribucion de frecuencias de cada variable métrica individualmente; si este

perfil se desvia, cualquier prueba estadistica no seria valida'®.

Gréfico 1. Diagrama de dispersion
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Fuente: Curso de estadistica multivariada, pag. 74

5 ALDAS, Joaquin. El Andlisis Multivariable: conceptos basicos. Valencia, Espafia: Universidad de Valencia, 2004.
http://www.uv.es/~aldas/doctorado_1.html

8 VILLAGARCIA, Teresa. Regresion. p. 5 [en linea]. Madrid, Espaiia: Universidad Carlos Ill de Madrid, 2004.
halweb.uc3m.es/esp/docencia/ Est2Leg/Apuntes%20Regresion.pdf
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b. Homoscedasticidad. Hace referencia a la igualdad de varianza entre las
variables independientes, ya sean métricas o no métricas, respecto a la

variable o variables dependientes'”.

c. Linealidad. Para ajustar una linea recta a un conjunto de datos es preciso
que éstos tengan un aspecto razonablemente recto. El coeficiente de
correlacion debe medir adecuadamente la relacidon entre los pares de

variables.(Ver Grafico 2)

Representa el valor medio de Y cuando X es 0.

Py
By

aumenta en una unidad.

Representa el incremento que experimenta la media de Y cuando X

Grafico 2. Linealidad de los residuos.
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Fuente: Curso de estadistica multivariada, pag. 75

17 ALDAS, JOAQUIN. EL ANALISIS MULTIVARIABLE: CONCEPTOS BASICOS. P. 19-20 [EN linea). Valencia,
Espaia: Universidad De Valencia, 2004. http://www.uv.es/~aldas/doctorado_1.html
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Como ejemplo podemos observar la Cuadro 1, la cual son datos que muestra

datos mensuales de produccidn y costos de operacidon para una empresa britanica

de transporte®.

Cuadro 1. Set de datos de regresiéon

Mes Costos Millas Mes Costos Millas
N° Totales Vehiculo Ne Totales Vehiculo
(miles) (miles) (miles) (miles)
Y X Y X

1 213.9 3147 18 213.2 3338
2 212.6 3160 19 219.5 3492
3 215.3 3197 20 243.7 4019
4 215.3 3173 21 262.3 4394
5 215.4 3292 22 252.3 4251
6 228.2 3561 23 224 4 3844
7 245.6 4013 24 215.3 3276
8 259.9 4244 25 202.5 3184
9 250.9 4159 26 200.7 3037
10 234.5 3776 27 201.8 3142
11 205.9 3232 28 202.1 3159
12 202.7 3141 29 200.4 3139
13 198.5 2928 30 209.3 3203
14 195.6 3063 31 213.9 3307
15 200.4 3096 32 227.0 3585
16 200.1 3096 33 246.4 4073
17 201.5 3158

'8 http://www.eumed.net/cursecon/medir/introd.htm
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A continuacion podemos observar el comportamiento de los datos mediante el

grafico 3.

Gréfico 3. Diagrama de dispersion
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Fuente: Curso de estadistica multivariada, pag. 74

Los métodos secuenciales estiman la ecuacién de regresién afadiendo o
eliminando aquellas variables que cumplen determinados criterios. Esta
aproximacion ofrece un procedimiento objetivo para seleccionar las variables, que
maximiza la capacidad predictiva del modelo con el menor numero posible de

variables independientes. Los métodos secuenciales pueden ser de dos tipos:

3.1.1.2 Eliminacién hacia atras Es basicamente un procedimiento de prueba y

error. Comienza estimando una recta de regresion con todas las variables
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independientes posibles y luego va eliminando aquellas que no contribuyen

significativamente. Los pasos son los siguientes:

1. Calculo de una recta de regresion con todas las variables independientes
posibles.
2. Calculo de un estadistico F parcial para cada variable que computa la

varianza que explicaria el modelo si se eliminasen todas las variables menos esa.
3. Se eliminan las variables con F parciales que indican que no realizan una
contribucion estadisticamente significativa.

4, Después de eliminar esas variables se vuelve a estimar la recta de
regresion con las que quedan.

5. Se vuelve al paso 2 hasta que sélo quedan las variables significativas.

3.1.1.3 Estimacion paso a paso Es el procedimiento secuencial mas utilizado
dado que permite analizar la contribucién de cada variable independiente por
separado al modelo de regresion. Se diferencia del anterior en que evalua las
variables una a una antes de incorporarlas al modelo y, ademas, puede eliminar
una variable después de haberla introducido en una etapa anterior. Los pasos que

sigue son los siguientes:

1. Comienza con el modelo de regresion mas simple, que es el formado por la
constante y aquella variable que estda mas correlacionada con la variable
dependiente.

2. Examina los coeficientes de correlacion parcial para encontrar la variable
independiente la mayor proporcion del error que se comete con la recta de
regresion anterior.

3. Vuelve a calcular la ecuacion de regresion utilizando ahora las dos variables
independientes seleccionadas y analiza el valor de la F parcial de la primera

variable para ver si todavia lleva a cabo una contribucién significativa dado que
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hemos incluido una variable adicional. Si no lo hace la elimina y en caso contrario
la mantiene.

4. El proceso continua examinando todas las variables independientes para
ver cual debe ser introducida en la ecuacién. Cuando se incluye una nueva se
examinan las ya introducidas para determinar cual debe permanecer y asi hasta

que ninguna variable cumple el criterio de entrada.

3.1.2 Tabla de ANOVA'": EI ANOVA tradicional parte de descomponer la

variacion total de la muestra, en dos componentes:

Variacién Total = Variacion Entre Grupos + Variacion Intra Grupos  (2)

Esta igualdad basica nos indica que la variacion total es igual a la suma de la
variacion o dispersion entre los grupos, mas la variacién o dispersién dentro de

cada grupo. Los grupos estan definidos por los niveles de un factor determinado.

Se tiene que dar que la variacion intragrupos sea minima (que para el caso de la
tabla se indica como “Residual”), y que la variacion entre-grupos sea maxima (que

para el caso de la tabla se indica como “Regresion”).

La siguiente tabla es un ejemplo de la salida basica de un Analisis de Varianza: a
través de los datos que muestra podremos saber si realmente existe una relacion
de dependencia entre las variables objeto de estudio o no, podremos saber si los
distintos niveles de la variable cualitativa o factor determinan el valor de la variable

cuantitativa.

9 OTERO, José; SANCHEZ, Ainhoa; MORAL, Eva. Andlisis De La Varianza (ANOVA). p. 8-9, 14 [en linea]. Madrid, Espafia:
Universidad Auténoma de Madrid, 2005.
HTTP://WWW.UAM.ES/DEPARTAMENTOS/ECONOMICAS/ECONAPLI/ANOVA.PDF
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A continuacion, la salida muestra los grados de libertad, g/, que para el caso de la
“Variacion Entre” son g — 1 =1y en el caso de la “Variacién Intra” son n — g = 98.
La columna “Media cuadratica” muestra los valores del cociente de la Variacion
Entre y la Variacion Intra por sus correspondientes grados de libertad. El valor que
nos sirve de referencia a la hora de aceptar (Sig. > 0,05) o rechazar (Sig. <
0,05; es decir, concluiremos que existe una relacion de dependencia entre las
variables) la hipétesis nula es el nivel de significacion. El nivel de significacion es

la probabilidad de rechazar la hipétesis nula siendo cierta.

Cuadro 2. Tabla de ANOVA

ANOVA?
Suma de Media
Modelo cuadrados gl cuadratica F Sig.
1 Regresion 3927,309 1| 3927,309 94,525 ,000%
Residual 4071,691 98 41,548
Total 7999,000 99
2 Regresion 6036,513 2 3018,256 149,184 ,000°
Residual 1962,487 97 20,232
Total 7999,000 99
3 Regresion 6144,812 3 2048.,271 106,049 ,000°¢
Residual 1854,188 96 19,314
Total 7999,000 99
a. Variables predictoras: (Constante), Servicio
b. Variables predictoras: (Constante), Servicio, flexibilidad de precios
c. Variables predictoras: (Constante), Servicio, flexibilidad de precios, Imagen de los
vendedores
d. Variable dependiente: Nivel de uso

Fuente: Curso de estadistica multivariada, pag. 81

3.1.3 Analisis Factorial El Analisis Factorial es una técnica que consiste en

resumir la informacién contenida en una matriz de datos con V variables. Para ello

se identifican un reducido numero de factores F, siendo el nUumero de factores
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menor que el numero de variables. Los factores representan a las variables

originales, con una pérdida minima de informacion.

El modelo matematico del Analisis Factorial es parecido al de la regresion multiple.
Cada variable se expresa como una combinacion lineal de factores no

directamente observables.

El objetivo es encontrar un modo de condensar la informacion contenida en un
numero de variables originales en un conjunto mas pequefo de variables

(factores) con una pérdida minima de informacién.

También sirve para la reduccion de datos, es decir, pretende pasar de ese numero
elevado de variables, a un numero mas pequefio de elementos explicativos, los
factores; esos factores tendran que obtenerse e interpretarse a partir de las
variables iniciales, y también es cierto que el modelo perdera poder explicativo en
ese proceso. La clave esta en ganar facilidad para interpretar la realidad al menor

coste posible en términos de pérdida de informacion.?°

La diferencia con otras técnicas: (1) es que no es una técnica de dependencia, es
decir no hay una seleccién a priori de dependiente y exdgenos, pues es una
técnica de Interdependencia; (2) No es una técnica de agrupacion, aunque puede
aplicarse con fines de agrupacién sobre matrices de correlaciones entre

objetos/sujetos?!

3
Xij:Fliai1+F2iai2+'“+Fkiaik+Vi )

2 Al DAS, Joaquin. El Analisis Multivariable: Conceptos Basicos. Valencia, Espafia: Universidad de Valencia, 2004.
http://www.uv.es/~aldas/doctorado_1.html
21 L'ANALISIS FACTORIAL http://www.udg.es/dghha/cat/secciogeografia/prac/models/factorial(1).htm
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Siendo:

Xij: La puntuacion del individuo i en la variable j .
Fij: Son los coeficientes factoriales.

ai: Son las puntuaciones factoriales.

Vi: Es el factor Unico de cada variable.

Se asume que los factores unicos no estan correlacionados entre si ni con los

factores comunes.

Los pasos que se suelen seguir en el Analisis Factorial son:

1. Calcular la matriz de correlaciones entre todas las variables (conocida
habitualmente como matriz R).

Extraccion de los factores necesarios para representar los datos.

Rotacién de los factores con objeto de facilitar su interpretacion.

Representacion grafica.

o & 0D

Calcular las puntuaciones factoriales de cada individuo.

Se encuentra dos clases de analisis los cuales son:

3.1.3.1  Analisis Factorial Exploratorio Donde no se conocen los factores "a

priori", sino que se determinan mediante el Analisis Factorial.

3.1.3.2 Analisis Confirmatorio: Donde se propone "a priori" un modelo, segun
el cual hay unos factores que representan a las variables originales,
siendo el numero de estos superior al de aquellos, y se somete a

comprobacion el modelo.
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Para que el analisis tenga sentido se debe que tener en cuenta el principio de
parsimonia e interpretabilidad, es decir los fendmenos deben explicarse con el
menor numero de elementos posibles, con respecto al analisis factorial, el niumero
de factores debe ser lo mas reducido y debe ser susceptibles de interpretaciones,

en conclusion la solucion factorial es aquella que es sencilla e interpretable??.

En el Analisis Factorial se distingue entre varianza comun y varianza unica. La
varianza comun es la parte de la variacion de la variable que es compartida con
las otras variables. La varianza unica es la parte de la variacion de la variable que
es propia de esa variable. El Analisis Factorial pretende hallar un nuevo conjunto
de variables, menor en numero que las variables originales, que exprese lo que es

comun a esas variables?3.

El Analisis Factorial supone que existe un factor comun subyacente a todas las

variables.

Por su parte el Analisis Factorial busca factores que expliquen la mayor parte de la

varianza comun.

Conceptualmente, debe asegurarse que existen suficientes correlaciones entre las
variables que justifican la aplicacion del analisis factorial. Si las variables
estuvieran incorrelacionadas entre si, cada una de ellas seria un factor en si
mismo y no procederia aplicar la técnica. Conviene, por tanto, analizar la matriz de
correlaciones entre las variables, si no hay un numero importante de correlaciones

superiores a 0.30, probablemente el analisis factorial sera inapropiado.

Otro procedimiento para establecer si procede llevar a cabo el analisis factorial

pasa por estudiar los llamados coeficientes de correlacién parcial, es decir, la

22 http://www.psico.uniovi.es/dpto_psicologia/metodos/tutor.1/fac1.html
2 http://www.psico.uniovi.es/dpto_psicologia/metodos/tutor.1/fac3.html
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correlacion entre dos variables cuando se ha descontado el efecto de las demas.
Si existen factores reales en el modelo, estos coeficientes deberian ser bajos,
dado que los factores absorben la mayoria de esa correlaciéon al estar agrupando

a las variables descontadas.

Otros mecanismos para determinar la adecuacion de llevar a cabo un analisis
factorial son el test de esfericidad de Barlett y la medida KMO de adecuacion de la
muestra. El primero de ellos es un test estadistico que detecta la presencia de
correlacion entre variables, ofreciendo la probabilidad de que la matriz de
correlaciones recoja valores significativos. Su p debe ser inferior a los niveles
criticos 0.05 o 0.01. Debe saberse, sin embargo, que es un test muy sensible a
incrementos en el tamafo de la muestra. Cuando esta se incrementa es mas facil
que encuentre correlaciones significativas. Por su lado el KMO es un indice entre

0y 1. Valores inferiores a 0.5 no son aceptables.

3.1.4 Analisis de Componentes Principales El Analisis de Componentes
Principales (A.C.P.) es una técnica estadistica de antiguedad ya que fue propuesta
a principios del siglo pasado por Karl Pearson como parte del analisis de factores.
Sin embargo la complejidad de los calculos retrasaron su desarrollo hasta la
aparicion de los computadores y su utilizacion en la segunda mitad del siglo XX. El
relativamente reciente florecimiento de los métodos basados en Componentes
Principales hace que ellos sean poco utilizados por una gran cantidad de

investigadores no especialistas en estadistica24

El A.C.P., es una técnica estadistica de sintesis de la informacion, o reduccién de
la dimension (numero de variables). Es decir, ante un banco de datos con muchas

variables, el objetivo sera reducirlas a un menor numero perdiendo la menor

2 HTTP://WWW.MONOGRAFIAS.COM/TRABAJOS15/ANALISIS-ACP/ANALISIS-ACP.SHTML#PRINCIP
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cantidad de informacion posible.?®; EI ACP esta relacionado con la identificacion
de la estructura dentro de un conjunto de variables observadas. Establece
dimensiones dentro del conjunto de datos y sirve como una técnica de reduccion

de variables?®,

Comparacion de los individuos y relacién entre las variables de la tabla en el
ACP?":

a. Semejanza entre los individuos de la Tabla de Datos La comparacion

de dos individuos i y j es evaluada con la distancia euclidiana clasica entre iy j:

4
(u) ka(x ) @

b. Relacion entre las variables de la Tabla de Datos En el ACP, la relacién
entre las variables k y p es evaluada con el coeficiente de correlacion

(excepcionalmente: la covarianza):

Pk, p) Z m; ( % )( xp) ©

% http://WWW.UOC.EDU/IN3/EMATH/DOCS/COMPONENTES PRINCIPALES.PDF

26 HERVAS-MARTINEZ, César; ROMERO, Cristdbal; VENTURA, Sebastian. Seleccién de medidas de evaluacion de reglas
obtenidas mediante programacién genética basada en gramatica, p. 9 [en linea]. cordoba, espafa: universidad de cérdoba,
2002. HTTP://WWW.LSI.US.ES/REDMIDAS/CAPITULOS/LMD23.PDF

27 Universidad Catdlica De La Santisima Concepcion - facultad de ingenieria. Analisis de Componentes Principales. p. 2-
3 [en linea]. Espafa: Universidad Catolica De La Santisima Concepcién. HTTP://PDF.RINCONDELVAGO.COM/ANALISIS-
DE-COMPONENTES-PRINCIPALES.HTML
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C. Interpretacion de los componentes Para que un factor sea faciimente
interpretable debe tener las siguientes caracteristicas, que son dificiles de

conseguir:

e Los coeficientes factoriales deben ser préximos a 1.
e Una variable debe tener coeficientes elevados sélo con un factor.

e No deben existir factores con coeficientes similares.

Los nuevos componentes principales o factores seran una combinacién lineal de
las variables originales, y ademas seran independientes entre si. Un aspecto clave
en ACP es la interpretacién de los factores, ya que ésta no viene dada a priori,
sino que sera deducida tras observar la relacion de los factores con las variables
iniciales (habra, pues, que estudiar tanto el signo como la magnitud de las
correlaciones). Esto no siempre es facil, y sera de vital importancia el

conocimiento que el experto tenga sobre la materia de investigacion.

El Analisis de Componentes Principales se centra en la varianza total. Mientras
que el Analisis de Componentes Principales busca hallar combinaciones lineales
de las variables originales que expliquen la mayor parte de la variacion total. El
A.C.P. trata de hallar componentes (factores) que sucesivamente expliquen la

mayor parte de la varianza total.

En el Analisis de Componentes Principales, el primer factor o componente seria
aquel que explica una mayor parte de la varianza total, el segundo factor seria
aquel que explica la mayor parte de la varianza restante, es decir, de la que no
explicaba el primero y asi sucesivamente. De este modo seria posible obtener
tantos componentes como variables originales aunque esto en la practica no tiene

sentido.
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3.1.41 FASES DE UN A.C.P.

a. Analisis de la matriz de correlaciones Un analisis de componentes
principales tiene sentido si existen altas correlaciones entre las variables, ya que
esto es indicativo de que existe informacién redundante y, por tanto, pocos

factores explicaran gran parte de la variabilidad total.

b. Seleccion de los factores La eleccion de los factores se realiza de tal
forma que el primero recoja la mayor proporcion posible de la variabilidad original;
el segundo factor debe recoger la maxima variabilidad posible no recogida por el
primero, y asi sucesivamente. Del total de factores se elegiran aquéllos que
recojan el porcentaje de variabilidad que se considere suficiente. A éstos se les

denominara componentes principales.

C. Analisis de la matriz factorial Una vez seleccionados los componentes
principales, se representan en forma de matriz. Cada elemento de ésta representa
los coeficientes factoriales de las variables (las correlaciones entre las variables y
los componentes principales). La matriz tendra tantas columnas Como

componentes principales y tantas filas como variables.

3.1.5 Analisis Discriminante En el anilisis discriminante se estudia las
técnicas de clasificacion de sujetos en grupos ya definidos. Se parte de una
muestra de N sujetos en los que se ha medido p variables cuantitativas
independientes, que son las que se utilizaran para tomar la decisién en cuanto al
grupo en el que se clasifica cada sujeto, mediante el modelo matematico estimado
a partir de los datos. Dentro del analisis discriminante se encuentra a su vez con

dos enfoques diferentes, uno que denominaremos predictivo y otro explicativo28.

26 MOLINERO, Luis M., http://www.seh-lelha.org/stat1.htm
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El analisis discriminante busca identificar, a partir de una serie de indicadores, si
es posible “discriminar” si una observacién pertenece a un determinado grupo de
entre varios existentes; seleccionar cual o cuales de esos indicadores contribuyen
mas al proceso de discriminacion, y adicionalmente permite estimar funciones de

clasificacion para ubicar nuevos casos.

3.1.5.1 Analisis Discriminante Predictivo: se trata de estimar a partir de los
datos unas ecuaciones que aplicadas a un nuevo sujeto, para el que se
determinan los valores de las diferentes variables, pero del que se
desconoce a qué grupo pertenece, nos proporcionen una regla de
clasificacion lo mas precisa posible. Se trata pues de formular un
algoritmo por el que se pueda determinar a qué grupo pertenece una
nueva observacion. En el analisis discriminante predictivo es importante

cuantificar con qué precision se clasificara a un nuevo sujeto.

3.1.5.2 Analisis Discriminante Descriptivo estamos mas interesados en las
variables empleadas para diferenciar los grupos, en las variables
explicativas, y lo que deseamos es determinar cuales de esas variables
son las que mas diferencian a los grupos, cuales son importantes y

cuales no a efectos de clasificar los sujetos.

El analisis discriminante es util en situaciones donde la muestra total puede
dividirse en grupos basandose en una variable dependiente caracterizada por
varias clases conocidas. Los objetivos primarios del analisis discriminante multiple
son entender las diferencias de los grupos y predecir la verosimilitud de que una
entidad (persona u objeto) pertenezca a una clase o grupo particular basandose
en varias variables métricas independientes. Por ejemplo, la distincidn entre

usuarios habituales u ocasionales de un producto, compradores de marcas de
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ambito nacional o restringido y el riesgo de crédito bueno del riesgo de crédito

malo?°.

Sin embargo es una técnica estadistica multivariante cuya finalidad es analizar si
existen diferencias significativas entre grupos de objetos respecto a un conjunto de
variables medidas sobre los mismos para, en el caso de que existan, explicar en
qué sentido se dan y proporcionar procedimientos de clasificacion sistematica de
nuevas observaciones de origen desconocido en uno de los grupos analizados®.
Se utiliza para clasificar a distintos individuos en grupos o poblaciones alternativos
a partir de los valores de un conjunto de variables sobre los individuos a los que se

pretende clasificar.
El propdsito del analisis consiste en aprovechar la informacion contenida en la

variables independientes para crear la funcion D combinacién lineal de X1y Xz

capaz de diferenciar lo mas posible a ambos grupos.

D= b1X1 + b2X2 (6)

Donde b1 y b2 son las ponderaciones de las variables independientes que
consiguen hacer que los sujetos de uno de los grupos obtengan puntuaciones

maximas en D, y los sujetos del otro grupo puntuaciones minimas3'.

Etapas para de un analisis discriminante:

1. seleccion de variables dependientes e independientes

2. seleccion del tamano muestral

29 Analisis Cuantitativo, http://usuarios.lycos.es/quillemat/280.htm#2muut
30 SALVADOR, Manuel. Analisis Discriminante www.ciberconta.unizar.es/leccion/discri/inicio.html
1 http://www.uca.es/serv/ai/formacion/spss/imprimir/23discr.pdf

w
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division de la muestra

chequeo de las hipdtesis de partida

estimacion del modelo

validacion de las funciones discriminantes

contribucion de las variables a la capacidad discriminante de las funciones

valoracioén de la capacidad predictiva.

© © N o o bk ow

utilizaciéon funciones

Por ejemplo, suponga que se tiene una medida de la estatura de un grupo de
individuos, 50 hombres y 50 mujeres. En promedio, la estatura de las mujeres es
inferior a la de los hombres, de forma que esta diferencia puede reflejarse en la
diferencia entre las medias de ambos grupos. Asi, la variable “estatura” permite
discriminar entre hombres y mujeres de forma mas adecuada: “si una persona es
alta, entonces es probable que sea un hombre; si una persona es baja, es posible

que sea una mujer"32,

En conclusion se puede decir que el analisis discriminante permite predecir a qué
grupo de entre un conjunto pertenece un determinado dato. El usuario puede
clasificar los datos en dos 0 mas grupos, determinar que variables independientes,
marcan la mayor parte de la diferencia o predecir en qué grupo caeria un nuevo

Caso.

3.1.6 Analisis De Clusters O Conglomerados El analisis cluster es una
técnica analitica para desarrollar subgrupos significativos de individuos u objetos.
El objetivo es clasificar una muestra de entidades (personas u objetos) en un

numero pequeno de grupos mutuamente excluyentes basados en similitudes entre

32 MUNOZ SALAS, La Técnica De Analisis Discriminante. Agosto 1998
http://www.bccr.fi.cr/ndie/documentos/nt-03-1998.pdf
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las entidades. En el analisis cluster, a diferencia del analisis discriminante, los
grupos no estan predefinidos. Por consiguiente, se usa la técnica para identificar

los grupos33.

También conocida como agrupamiento, identifica clusters en los datos, donde un
cluster es una coleccion de datos “similares”. La similitud puede medirse mediante
funciones de distancia, especificadas por los usuarios o por expertos. La Mineria
de Datos trata de encontrar clusters de buena calidad que sean escalables a

grandes bases de datos34 .

Habitualmente, el analisis cluster implica al menos dos etapas. La primera es la
medida de alguna forma de similitud o asociacion entre las entidades para
determinar cuantos grupos existen en realidad en la muestra. La segunda etapa es
describir las personas o variables para determinar su composicion. Este paso
puede llevarse a cabo aplicando el analisis discriminante a los grupos identificados

por la técnica cluster.
Este analisis se subdivide en dos técnicas:
a. Agrupacion de variables: es similar al analisis factorial, la diferencia es
que el A.C. es menos restrictiva, es decir, no exige linealidad, ni simetria,

etc.) y admite varios métodos de estimacion de la matriz de distancias,

b. Agrupaciéon de casos: es similar al A.D., la diferencia es que el A.C

detecta el numero o6ptimo de grupos y su composicion unicamente a partir

3 ALDAS, Joaquin. El analisis multivariable: conceptos basicos. Valencia, espafia: universidad de valencia, 2004.
http://www.uv.es/~aldas/doctorado_1.html

3¢ SERVENTE ,Magdalena. Algoritmo TDIDT aplicado a la mineria de datos inteligente. Tesis de grado Ening  informal,
facultad de ing. . Universidad de buenos aires. Lab. de sistemas inteligentes, feb 2002, Pag. 33-40
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de la similaridad existente entre los casos y no asume ninguna distribucion

especifica para las variables®.

Es decir, Clustering se encarga de identificar tipologias o grupos donde los
elementos guardan una gran similitud entre si y muchas diferencias con los de
otros grupos, esta basada en los atributos que describen los objetos, y se define
usualmente por proximidad en un espacio multidimensional®®. Para datos
numeéricos, suele ser preciso preparar los datos antes de realizar data Mining
sobre ellos, de manera que en primer lugar se someten a un proceso de

estandarizacion®’.

Principalmente el Clustering o la segmentacion es utilizada para hallar
agrupaciones de elementos de acuerdo a caracteristicas comunes, dividiendo los
datos en grupos similares de objetos, donde cada grupo es llamado cluster y
contiene todos los objetos que son similares entre si y distintos a los objetos de

otros grupos 8.

Su objetivo fundamental es segmentar a un grupo diverso en un conjunto de
subgrupos o “cluster”. A diferencia de clasificacién, Clustering no depende de
clases predefinidas. Y es el primer paso en segmentacion de mercado. Por
ejemplo: un cluster particular de sintomas puede indicar una enfermedad
particular®®, es decir es dividir un conjunto de objetos en dos o mas grupos,
basandose en la similitud de un conjunto de variables que los caracterizan. El uso

mas tradicional del analisis cluster ha sido el exploratorio, es decir, pretendiendo

35 ALDAS, Joaquin. El andlisis multivariable: conceptos basicos. valencia, espafia: universidad de valencia, 2004.
http://www.uv.es/~aldas/doctorado_1.html.

3% HAN, J; KAMBER M, KAUFMANN MORGAN. Data Mining concepts and techniques. Pp 28-40-, 2002.

3" HERRERO, Javier. Clustering para datos de DNA-arrays. Centro Nacional de Investigaciones Oncoldgicas Carlos Il
Madrid. Abril de 2001  http://www.pdg.cnb.uam.es/cursos/complutense2001/pages/cluster/

3 | ARRANAGA E Ifiaki Inza. Pedro. Clustering particional y jerarquico departamento de ciencias de la computacién e
inteligencia artificial. Universidad del paris vasco—euskal herriko unibertsitatea, pp 22-42

% HAN, J; Kamber m, Kaufmann Morgan. Data mining concepts and techniques. Pp 28-40-, 2002.
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clasificar un conjunto de objetos. Pero el andlisis cluster también puede utilizarse

con fines confirmatorios.

Como se habia dicho anteriormente, Clustering es util especialmente para realizar
tareas de agrupacion de datos tales como segmentacion de datos con
caracteristicas comunes, donde la idea es el poder agrupar casos de acuerdo a

atributos comunes. (Ver Grafico 4)

Grafico 4. Segmentacioén de clientes

Fuente: Autor

Es decir, agrupacién de datos sin tener una clasificacion, ya que consiste en
particionar un conjunto heterogéneo en subconjuntos homogéneos. A continuacion
se presenta dos de los métodos basicos de Clustering, los cuales son: Clustering

Particional y Clustering Ascendente Jerarquico°.

40 HERRERO, Javier. Clustering para datos de DNA-arrays. Centro Nacional de Investigaciones Oncoldgicas Carlos Il
Madrid. Abril de 2001 _http://www.pdg.cnb.uam.es/cursos/complutense2001/pages/cluster/
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3.1.6.1 Clustering Particional Su objetivo es obtener una particion de los
objetos en grupos o clusters de tal forma que todos los objetos pertenezcan a

alguno de los k clusters posibles y que por otra parte los clusters sean disjuntos.

3.1.6.2 Clustering Ascendente Jerarquico En el Clustering ascendente
jerarquico se pretende ir agrupando en cada paso aquellos 2 objetos (o
conglomerados) mas cercanos, para de esta forma ir construyendo una estructura
conocida como dendograma, la cual parte en su base de tantos conglomerados
como objetos a clasificar, los cuales son agrupados finalmente en un unico grupo
conteniendo todos los objetos. Si bien el costo computacional asociado a un
Clustering ascendente jerarquico es superior al que se relaciona con un Clustering
Particional, el dendograma que se obtiene con el primer método es mas rico que
una simple particion, ya que posibilita la obtenciéon de distintas particiones,

simplemente variando el nivel de corte de dicha estructura.

En este tipo de analisis, a diferencia de otros, so6lo de dispone de los valores de p
variables X explicativas, para N sujetos, y el objetivo es agruparlos en K grupos (K
< N), de tal manera que los individuos que pertenecen a un grupo se parezcan lo
mas posible entre si con respecto a esas variables, y a su vez difieran lo maximo
posible de los individuos de otros grupos. Este planteamiento es completamente
diferente de la metodologia estadistica habitual ya que aqui no hay una hipétesis
previa. Un posible ejemplo puede ser el buscar grupos de procesos médicos para
valoracion de costes, de tal manera que los grupos sean lo mas homogéneos en

cuanto a los recursos empleados.

Cuando se analizan sélo dos variables los datos son representables en unos ejes
XY y de forma visual se puede intentar determinar una posible formacion de
grupos, por lo que una sencilla técnica a emplear es buscar, mediante algun

método de reduccion de variables (por ejemplo analisis de componentes
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principales), obtener dos nuevas variables, funcion de las originales, que
conserven una gran parte de la variabilidad original, y representarlas graficamente

para una inspeccion visual*!.

Como se ha mencionado, dos objetos se pondran en un mismo grupo si estan
“cerca” uno de otro respecto a las variables que empleemos. Pero esa distancia
debe ser medida de alguna manera. Existen muchas medidas de la distancia. La
mas comun es la distancia euclidea o variaciones de la misma como la distancia
euclidea al cuadrado que es la recomendada en algunos métodos como el de
Ward, dado que al no calcular la raiz cuadrada facilita los calculos del ordenador.
Existe otra medida de distancia, la distancia de Mahalanobis que incorpora
directamente un procedimiento de estandarizacibn de los datos. Tiene el
problema, sin embargo, de que en caso de que exista un grupo de variables muy
correlacionadas, estas tengan un peso desproporcionado en la formacién de los
grupos.

En general, la recomendacion es que, dado que distintas medidas de distancia
pueden conducir a diferentes resultados del analisis cluster, deben emplearse
varias y comparar los resultados buscando los que sean conceptualmente mas
coherentes. En el caso de que no se detecten correlaciones significativas entre

grupos de variables, la distancia de Mahalanobis es muy recomendable.
El analisis cluster, no pretende inferir resultados de una muestra hacia una
poblacion, sino solamente agrupar objetivamente por similitud los casos que se

este investigando.

La medida z (z-score) elimina las unidades de los datos:

4" MOLINERO, Luis M., http://www.seh-lelha.org/stat1.htm
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Formas de medida para las variables numéricas (lineales)*?:

Distancia Euclideana:

d(i,j)= \/('xil _le)z +(x;, _sz)z +..+(x, _xjn)z 6)

Distancia Manhattan:
(' ') = ( - ) ( - ) ( - ) (9)
d l, ] Xy =X +(x;, X +...+(x,, X

Distancia Minkowski:

di, j)=((x; = x,;)" + (X, =X, +o+ (x, —x,)D" | (10)

Si g=1 es Manhattan y si g=2 es Euclideana.

Distancia Pesada (e.g., Euclideana):

2
d(isj):\lwl(xil _le) +W2(xi2 _xj2)2 +"‘+Wn(’xin _xjn)2 (11)

42 MORALES, Eduardo. Descubrimiento de conocimiento en bases de datos. Clustering. [EN LINEA]. México: Tecnoldgico
De Monterrey, 2002. http://w3.mor.itesm.mx/~emorales/cursos/kdd01/node36.html
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3.2 MINERIA DE DATOS

En la actualidad existen diversas definiciones acerca de mineria de datos, pero se
puede definir que la mineria de datos es el proceso de descubrir patrones de
informacion interesantes y potencialmente utiles inmensos en una base de datos
grande™3. Es un término genérico que engloba resultados de investigacion,
técnicas y herramientas usadas para extraer informacion util de grandes bases de
datos.** Este proceso de extraccion de informacibn se conoce como

descubrimiento de conocimiento en bases de datos (KDD) 4°

Cabe mencionar que las técnicas de Data Minning han sido usadas para una
variedad de tareas o aplicaciones, sin embargo, desde un punto de vista global, se

propone dos categorias de problemas generales, la prediccion y la descripcion?.

a. Mineria de datos predictiva (MDP) La Prediccion se basa en algunas
variables o campos de la Base de Datos para predecir valores desconocidos o

futuros de otras variables de interés. Usa primordialmente técnicas estadisticas.

b. Mineria de datos para descubrimiento de conocimiento (MDDC) La
descripcion, en cambio, se centra en encontrar patrones interpretables por el ser
humano, a partir de la descripciéon de los datos. Usa principalmente técnicas de

inteligencia artificial.

43 AGRAWAL Rakesh, SHAFER John C. “Parallel Mining Of Association Rules” IEEE Transactions On Knowledge And Data
Engineering, December 1996

4 B. Mobasher, N. Jain, S. han, J. Srivastava. Webmining: Pattern Discovery from World Wide Web Transactions.
Department of Computer Science, University of Minnesota, 1996.

http://citeseer.nj.nec.com/mobasher96web.html

4 ESTRADA PEDROZA, Nelson “Descubrimiento De Conocimiento En Los Datos De Una Empresa De Telefonia”,
Cuernavaca, Morelos. Mayo 2002.

4 FAYYAD Usama, Piatersky-Shapiro Gegory, Padhraic Smyth. From Data Mining To Knowledge Discovery. Jet Propulsion
Laboratory California Institute Of Technology. AAAI Press / The MIT
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La Mineria de Datos surgid como una integracion de multiples tecnologias tales
como la estadistica, el soporte a la toma de decisiones, el aprendizaje
computacional, la gestion y almacenamiento de bases de datos y el procesamiento
en paralelo. Para la realizacion de estos procesos se aplican técnicas
procedentes de muy diversas areas, como pueden ser los algoritmos genéticos,

las redes neuronales, los arboles de decision, etc.

3.2.1 Proceso de mineria de datos EI proceso de data Mining esta

compuesto por diferentes etapas, entre los cuales se encuentrand7: (Ver Grafico
5)
Gréfico 5. Etapas del Proceso de Data Mining

Identificar
problema

Medir los Transformar los datos

resultados en informacion

Actuar basandonos
en la informacion

Fuente: Autor

A continuacion se describen cada una de las etapas del proceso de data Mining:

e Determinacién de los objetivos: Delimitar los objetivos que el cliente desea

bajo la orientacidon del especialista en Data Mining.

47B. Mobasher, N. Jain, S. han, J. Srivastava. Webmining: Pattern Discovery from World Wide Web Transactions.
Department of Computer Science, University of Minnesota, 1996.
http://citeseer.nj.nec.com/mobasher96web.html
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e Reprocesamiento de los datos. Es la seleccion, la limpieza, el
enriquecimiento, la reduccion y la transformacion de las bases de datos. Esta
etapa consume generalmente alrededor del setenta por ciento del tiempo total
de un proyecto de data Mining.

e Determinacion del modelo. Se comienza realizando un analisis estadistico de
los datos, y después se lleva a cabo una visualizacién grafica de los mismos
para tener una primera aproximacion. Segun los objetivos planteados y la tarea
que debe llevarse a cabo, pueden utilizarse algoritmos desarrollados en
diferentes areas de la Inteligencia Artificial.

e Anadlisis de los resultados. Verifica si los resultados obtenidos son
coherentes y los coteja con los obtenidos por el analisis estadistico y de
visualizacion grafica. El cliente determina si son novedosos y si le aportan un

nuevo conocimiento que le permita considerar sus decisiones.

3.2.2 Aplicaciones de mineria de datos. En la actualidad Mineria de

datos es utilizada en una gran cantidad de aplicaciones en areas como medida de
enfoque de negocios, es un soporte para la toma de decisiones, gracias al
descubrimiento de conocimiento oculto en datos corporativos permite conocer a

los clientes, detectar segmentos, campanas de adquisicion de clientes48.

Algunas de aplicaciones que mas éxito ha tenido la Mineria de Datos son lo
referente a Cuidado de la salud, banca y seguridad, seguros, transporte, Ventas°.

Como vemos a continuacién, sus ejemplos respectivos:

e Toma de decisiones: (Banca, Finanzas, seguros, marketing, politicas

sanitarias).

4% ESTRADA PEDROZA, Nelson “Descubrimiento De Conocimiento En Los Datos De Una Empresa De Telefonia”,
Cuernavaca, Morelos. Mayo 2002.

4 MORENO GARCIA, Luis A., QUINTALES. Miguel, GARCIA PENALVO, Francisco J., MARTIN. José Polo Trabajo de
investigacion “aplicacion de técnicas de mineria de datos en la construcciéon y validacion de modelos predictivos y
asociativos a partir de especificaciones de requisitos de software”; Universidad de Salamanca, Departamento de Informatica
y Automatica.
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Mercadotecnia: Identificar clientes susceptibles de responder a ofertas de
productos y servicios por correo, seleccion de sitios de tiendas, etc.
Inversion en casas de bolsa y banca: Analisis de clientes, aprobacion de

préstamos, etc.

Algunos de los ejemplos para los cuales se utiliza:

Seguros y Salud Privada: Analisis de Procedimientos médicos solicitados
conjuntamente, Predecir clientes que compran nuevas polizas, ldentificar
comportamiento fraudulento.

Transporte: Determinar la planificacion de la distribucion entre tiendas,
Analizar patrones de carga.

Medicina: |dentificacion de terapias médicas satisfactorias para diferentes
enfermedades, Asociacion de sintomas y clasificacion diferencial de
patologias, Estudio de factores (genéticos, precedentes, etc.) de riesgo /
salud en distintas patologias, Segmentacién de pacientes para una
atencion mas inteligente segun su grupo, Estudios epidemiologicos,
analisis de rendimientos de campafias de informacion, prevencion,

sustitucion de farmacos, etc.

El data Mining tiene diversos tipos de procesos, en el cual, los componentes mas

comunes son: Reglas de Asociacion, Clustering y Clasificacion

3.2.3 Técnicas de mineria de datos Algunas técnicas de Mineria de datos

que se emplean para realizar el proceso de descubrimiento de Conocimiento
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oculto en Bases de Datos, se encuentran Clustering, Clasificacion y Reglas de

Asociacion, explicadas mas a detalle a continuacion50.

3.2.3.1 Arboles de decisiéon La construccion de arboles de decision, también
denominados arboles de clasificacion o de identificacion, es sin duda el método de

aprendizaje automatico mas utilizado.

Representan reglas donde atributos independientes determinan los valores finales.
En estos arboles cada nodo representa una propiedad que puede tomar diversos
valores, cada uno de los cuales genera una rama. Los nodos hojas representan
las clasificaciones finales. Usadas donde se deben tomar decisiones a partir de
varias alternativas combinadas y con pesos diferentes. Son utiles en problemas de

alta dimensionalidad y pequefio numero de valores para cada atributo.

El dominio de aplicacion de los arboles de decisidn no esta restringido a un ambito
concreto sino que pueden ser utilizados en diversas areas (desde aplicaciones de
diagnodstico médico hasta juegos como el ajedrez o sistemas de prediccion

meteoroldgica).

Un arbol de clasificacion o de decision es una forma de representar el
conocimiento obtenido en el proceso de aprendizaje inductivo. Puede verse como
la estructura resultante de la particion recursiva del espacio de representacion a
partir del conjunto (numeroso) de prototipos. Esta particion recursiva se traduce en
una organizacion jerarquica del espacio de representacién que puede modelarse
mediante una estructura de tipo arbol. Cada nodo interior contiene una pregunta

sobre un atributo concreto (con un hijo por cada posible respuesta) y cada nodo

30 B. Mobasher, N. Jain, S. han, J. Srivastava. Webmining: Pattern Discovery from World Wide Web

Transactions. Department of Computer Science, University of Minnesota, 1996.
http://citeseer.nj.nec.com/mobasher96web.html
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hoja se refiere a una decision (clasificacion)®, el nodo es un punto de union, la
rama es un arco conector y es la secuencia temporal se desarrolla de izquierda a

derecha.

La mayoria de los algoritmos para inferir arboles de decision son variaciones de un
algoritmo basico que emplea una busqueda descendente en el espacio de
posibles arboles de decision. La presentacion de estos algoritmos se centra en
ID3. ID3 tiende a preferir construir arboles pequefos con atributos con ganancia
de informacion alta cerca de la raiz. Para obtener estos atributos con mayor
ganancia, ID3 toma en cuenta la entropia (0 medida de desorden) que presentan

los ejemplos. El empleo de estas formulas es el siguiente:

Si se tienen p ejemplos positivos y n ejemplos negativos, entonces la Entropia es:

p+n p+n p+n p+n p+n p+n

Lo que se quiere es que los arboles tengan la menor entropia posible, ya que asi

se tendra un rango menor de incertidumbre o desorden.

51 http://www-etsi2.ugr.es/depar/ccia/rf/www/tema3 _00-01_www/node26.htm
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Cuadro 3. Set de datos de arboles de decision

Ambiente Temperatura | Humedad Viento Clase
Soleado alta Alta No

Soleado alta Alta Si N
Nublado alta Alta No S
Lluvioso media Alta No S
Lluvioso baja normal No S
Lluvioso baja normal Si N
Nublado baja normal Si S
Soleado media Alta No N
Soleado baja normal No S
Lluvioso media normal No S
Soleado media normal Si S
Nublado media Alta Si S
Nublado alta normal No S
Lluvioso media Alta Si N

Un arbol de decision puede usarse para clasificar un caso comenzando desde su
raiz y siguiendo el camino determinado por las respuestas a las preguntas de los

nodos internos hasta que encontremos una hoja del arbol.

a. Algoritmo TD|DT La construccion de los arboles de decision se hace
recursivamente de forma descendente (se parte de conceptos generales que se
van especificando conforme se desciende en el arbol), por lo que se emplea el
acronimo TDIDT [Top Down Induction On Decision Trees] para referirse a la

familia completa de algoritmos de este tipo.
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Griéfico 6. Arbol de Decision para jugar golf

Hunﬂdad

normal

Fuente: Seminario de Mineria de Datos

Los arboles de decision son adecuados cuando:

* Las instancias del concepto son representadas por pares atributo-valor.
* La funcion obijetivo tiene valores de salida discretos.

* Las descripciones del objeto son disyuntivas.

* El conjunto de aprendizaje tiene errores.

* El conjunto de aprendizaje es incompleto.

Cada nodo de un arbol esta conformado por un atributo. Las ramas que salen de
los nodos, corresponden a los posibles valores del atributo correspondiente. Por
su parte, un arbol de decision clasifica a un estado de tiempo, filtrandolo de

manera descendente, hasta encontrar una hoja, que corresponde a la clasificacion
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buscada. Estos arboles son especialmente utiles cuando deben tomarse una serie

de decisiones.

Los algoritmos TDIDT suelen presuponer que no existe ruido en los datos de
entrada e intentan alcanzar una descripcion perfecta de los mismos. Esto suele
ser contraproducente en problemas reales, donde se necesitan métodos capaces
de manejar informacion con ruido y mecanismos que eviten el sobreaprendizaje
[overfitting] Sin embargo, las técnicas de poda (como las empleadas en
ASSISTANT o C4.5) han demostrado ser muy utiles en este sentido. Una vez
construido el arbol de decision completo que se adapta perfectamente a los datos
del conjunto de entrenamiento, se podan aquellas ramas del arbol con menor

capacidad predictiva®2.Clases de algoritmos de TD|DT

IA

CLS

ID3 0 J48
C4.5

oo oo

En resumen, la representacion del conocimiento mediante arboles de decision es
bastante simple y, a pesar de carecer de la expresividad de las redes semanticas
o de la légica de primer orden, se utiliza muy a menudo para resolver problemas

de clasificacion de todo tipo.

3.2.3.2 Reglas de asociacion Es el poder establecer las posibles

relaciones o correlaciones entre distintas acciones o sucesiones aparentemente

independientes; pudiendo reconocer como la ocurrencia de un suceso O accion

52 J. ROSS Quinlan, C4.5: Programas For Machine Learning, Morgan Kaufman, 1.993
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puede inducir o generar la aparicion de otros53. Son utilizadas cuando el objetivo
es realizar analisis exploratorios, buscando relaciones dentro de un conjunto de
datos. Las asociaciones identificadas pueden usarse para predecir

comportamientos, permiten descubrir correlaciones y concurrencias de eventos.

En otras palabras, es una regla que implica o presenta ciertas relaciones entre un
grupo de objeto en una base de datos determinando que cosas van juntas Las
asociaciones se expresan como condiciones atributo-valor y deben estar

presentes varias veces en los datos®4.

Las reglas de asociacién identifican patrones en los datos. Este tipo de
informacion permite un mejor entendimiento del comportamiento de los clientes.
Puede utilizarse para maximizar las ventas, por ejemplo: para identificar
oportunidades de “cross-selling” (venta cruzada de productos complementarios.
En cross-selling, proponiendo paquetes de productos con alta asociacion de

venderse juntos. Una simple regla de asociacion podria ser®®:

Clientes que compran el productos “A” 0 “B” y tienen edades comprendidas entre

los 20 y 40 afios =compraran el producto “C con un probabilidad del 70%.

Sin embargo, en el lado derecho de las reglas, puede aparecer cualquier par o
pares atributo-valor. En reglas de asociacion, la cobertura se llama soporte
(support) y la precision se llama confianza (confidence). El niumero de patrones
extraidos es a menudo muy grande. De esta forma es necesario ordenar o acotar

los patrones descubiertos de acuerdo a algunas medidas de interés.

% WEB MINING: Pattern Discovery From Word Wide Web Transactions, Preprocessing And Mining Web Log Data For Web
Personalization, Italy, 1997, http://ferrara@ksolutions.it

% AGGARWAL, c. C., sun, z. & yu, p. S. Online algorithms for finding profile association rules. Proceedings of the 1998 acm
cikm 7th international conference on information and knowledge management. Bethesda, Maryland, USA, November 3-7,
1998, pp. 86-95(1998)

% R. AGRAWAL AND R. SRIKANT. Mining sequential patterns. in proceedings of the eleventh international conference on
data engineering (ICDE’95), PP (3-14), Taipei, Taiwan, 1995
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Soporte. El soporte o frecuencia definido por Agrawal en 1993 indica el porcentaje

de instancias que contienen tanto A como B, y se define como:

soporte (A = B)=P(AU B) (13)

Confianza. También definida como exactitud o precision indica el maximo en tanto
por uno de instancias que conteniendo a A contienen también a B o que

conteniendo a B contienen a A y se define en la forma

soporte (AU B) (14)

confianza (A= B)=P(B|4)=
soporte (A)

y se estima a partir de las frecuencias relativas que estiman a los valores de
probabilidad de los sucesos. Esta medida por tanto, mide la probabilidad

condicionada de los sucesos asociados con una regla particular.

En realidad el interés es unicamente en reglas que tienen mucho soporte, por lo
que se va a buscar (independientemente de que lado aparezcan), pares atributo-
valor que cubran una gran cantidad de instancias.

A estos, se les llama item-sets y a cada par atributo-valor item.

Los algoritmos para descubrir reglas de asociacion son capaces de analizar

cientos de parametros sobre millones de casos en apenas unos pocos
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segundos®®. A continuacion se dara un ejemplo de un set de items y sus

respectivas coincidencias de items al aplicar la regla de Asociacion: (Cuadro 4).

Supongamos que disponemos de informacion acerca de las transacciones que se
realizan en un supermercado. Cada transaccion estara identificada por un cédigo
TID (aqui el nombre del cliente) y contendra un conjunto de articulos ("ltems”).

Una muestra de la base de datos podria ser®’:

Cuadro 4. Set de datos de regla de asociaciéon

Cliente Articulos
Juan Patatas, Huevos, Bacon
Maria Pan, Leche. Huevos
Luis Pan. Leche, Patatas, Huevos
Ana Pan, Leche

Fuente: Seminario de Mineria de Datos

Ahora bien, si fijamos la relevancia minima en un 50% (MinSupport=0.50) estamos
indicando que, para que una regla sea considerada, al menos debe cumplirse en
el 50% de las transacciones de la base de datos (2 transacciones en este caso). Al
establecer un umbral minimo para la fiabilidad de las reglas de asociacion
estamos descartando aquéllas reglas que no se cumplen con la frecuencia
necesaria para que sean consideradas interesantes. Dada la base de datos
anterior, podemos obtener, entre otras, las siguientes reglas de asociacion: (ver
Cuadro 5)

% SERVENTE ,Magdalena. Algoritmo Tdidt aplicado a la mineria de datos inteligente. tesis de grado en ing informal,
facultad de ing. . UNIVERSIDAD DE BUENOS AIRES. Lab. de sistemas inteligentes, Feb 2002, Pag. 33-40

57 RAKESH Agrawal . RAMAKRISHNAN Skirant. fast algorithms for mining association rules. |EE transaction on knowledge
and data engineering. PP (22) 1998
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Cuadro 5. Obtencion Reglas de Asociacion

N Regla Support Confidence
1 Pan = Leche 75 % 100 2%
2 Leche = Pan 75 % 100 2%
3 Patatas = Huevos 50 % 100 %%
4 Huevos = Patatas 50 % 66.6 %0
5 Pan M Huevos = Leche 50 % 100 %o
6 Leche = Huevos /A Pan 50 % 66.6 %
7 Huevos M Leche = Pan 50 % 100 2%
8 Pan = Huevos /M Leche 50 % 66.6 %
9 Leche /A Pan = Huevos 50 9% 66.6 %
10 Huevos = Leche A Pan 50 % 66.6 %

Fuente: Seminario de Mineria de Datos

De la simple base de datos de transacciones se puede extraer bastante

informacion util.

Por ejemplo, las dos primeras reglas nos muestran como es habitual comprar

leche cuando se va a por el pan (algo que mucha gente hace diariamente).

Las dos siguientes nos podrian indicar que los clientes del supermercado toman

con relativa frecuencia huevos con patatas fritas. Estas reglas ponen de manifiesto

que la fiabilidad de la regla de asociacion A —> B obviamente no tiene por qué

coincidir con la fiabilidad de la regla inversa B — A %8

% RAKESH Agrawal . RAMAKRISHNAN Skirant. fast algorithms for mining association rules. |EE transaction on knowledge

and data engineering. PP (22) 1998
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3.2.3.3 Redes bayesianas Una red bayesiana es un modelo
probabilistico multivariado que relaciona un conjunto de incertidumbres. Una red
de este tipo representa las variables del modelo como vértices, o nodos, en una
estructura interconectada aciclicamente por flechas, o arcos, que indican
influencia causal., es decir, son grafos aciclicos dirigidos en el cual los nodos
representan variables aleatorias, los arcos, relacion causal entre esas variables y
la fuerza de esas influencias causales se expresan por medio de probabilidades
condicionales. Los padres de un nodo, son considerados las directas causas para
este. Esta relacion causal se representa como un enlace dirigido de cada nodo

padre al nodo hijo. Las raices de la red son los nodos sin padres.

Gracias a su motor de actualizacion de probabilidades, el Teorema de Bayes, las
redes bayesianas son una herramienta extremadamente util en la estimacién de

probabilidades ante nuevas evidencias®.

La variable a la que apunta el arco es dependiente (causa-efecto) de la que esta

en el origen de éste.

Grdfico 7 Red Bayesiana
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% ENCICLOPEDIA LIBRE WIKIPEDIA, http://es.wikipedia.org/wiki/red bayesiana
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Podemos interpretar a una RP de dos formas:
1. Distribucion de probabilidad: Representa la distribucion de la

probabilidad conjunta de las variables representadas en la red. Por ejemplo:

P(A,B,C,D,E,F,G) = P(G | D) P(F| C,D) P(E | B) P(D | A,B) P(C | A) P(B) P(A)

2. Base de reglas: Cada arco representa un conjunto de reglas que

asocian las variables involucradas, Por ejemplo:

Si C, D entonces F (16)

Dichas reglas estan cuantificadas por las probabilidades respectivas.

La topologia o estructura de la red nos da informacién sobre las dependencias
probabilisticas entre las variables. La red también representa la independencia

condicional de una variable (o conjunto de variables) dada otra variable(s).

Ej.: {E} es cond. indep. de {A,C,D,F,G} dado {B} (17)
Esto es: P(E | A,C,D,F,G,B)=P( E | B)

Esto se representa graficamente por el nodo B separando al nodo E del resto de
las variables. En general, el conjunto de variables A es independiente del conjunto
B dado C si al remover C hace que A y B se desconecten. Es decir, NO existe una

trayectoria entre A y B en que las siguientes condiciones sean verdaderas.
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e Todos los nodos con flechas convergentes estan o tiene descendientes en

. Todos los demas nodos estan fuera de C.

Esto se conoce como Separacion-D.

En una RP todas las relaciones de independencia condicional representadas en el
grafo corresponden a relaciones de independencia en la distribucion de
probabilidad. Dichas independencias simplifican la representaciéon del
conocimiento (menos parametros) y el razonamiento (propagacién de las
probabilidades).

El obtener una red bayesiana a partir de datos es un proceso de aprendizaje, el

cual se divide, naturalmente, en dos aspectos:

a. Aprendizaje Estructural Consiste en obtener la estructura de la red
Bayesiana, es decir, las relaciones de dependencia e independencia entre las
variables involucradas.

b. Aprendizaje Paramétrico Consiste en encontrar los parametros asociados
a una estructura dada de una red bayesiana. Dichos parametros consisten en las
probabilidades a priori de los nodos raiz y las probabilidades condicionales de las
demas variables, dados sus padres. Si se conocen todas las variables, es facil
obtener las probabilidades requeridas. Las probabilidades previas corresponden a
las marginales de los nodos raiz, y las condicionales se obtienen de las conjuntas

de cada nodo con su(s) padre(s).

La probabilidad P(x1) es llamada la probabilidad principal para la red y puede ser

usada para modelar el conocimiento previo sobre las semanticas de la aplicacion..

77



3.2.3.4 Redes neuronales EI cerebro humano estd compuesto de
billones de neuronas, cada una puede ser vista como una unidad de
procesamiento basico, que al ser estimulada por una sefal de entrada puede
emitir sefales de salida como una accién reactiva. Las senales emitidas por una
neurona alimentan a otras neuronas (a través de conexiones llamadas sinapsis)

que a su vez pueden emitir otras sefiales de salida.

Este proceso se puede repetir a través de muchas capas de neuronas y se conoce
como un proceso de activacién dividido.
Como resultado, la informacion de entrada es procesada y puede llevar al cerebro

a ordenar reacciones fisicas como respuesta.

Una red neuronal es una representacion grafica muy simplificada de la malla de
redes interconectadas en el cerebro humano. Los nodos del grafo son las

unidades de procesamiento y los arcos representan las conexiones de sinapsis.

Estas redes imitan en cierto modo el funcionamiento de las neuronas naturales, y
son un campo que esta dando grandes resultados en los ultimos afios; son
especialmente buenas cuando se trata de reconocer patrones con un cierto "ruido”
de fondo. Las redes neuronales como su nombre lo indica pretenden imitar a
pequenisima escala la forma de funcionamiento de las neuronas que forman el

cerebro humano
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Grdfico 8 Redes Neuronales Portotipica

Salidas

Fuente: Seminario de Mineria de Datos

Las Redes Neuronales (Neural Networks) son utilizadas para la prediccion, la
mineria de datos (data mining), el reconocimiento de patrones y los sistemas de
control adaptativo. Constituyen una parte muy importante en el estudio y desarrollo

de la inteligencia artificial (Al) y el de la vida artificial (a-life).

Es un sistema compuesto por un gran numero de elementos basicos (Artificial
Neurons), agrupados en capas (Layers) y que se encuentran altamente
interconectados (Synapses). Esta estructura posee varias entradas y salidas, las
cuales seran entrenadas para reaccionar (valores O), de una manera deseada, a
los estimulos de entrada (valores ).

La estructura de una red neuronal es la siguiente:
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Grafico 9 Estructura red neuronal

s= f(E (Wi x i})

Fuente: Seminario de Mineria de Datos

En el esquema, 1, 2 y 3 son los valores de entrada de la neurona, y w1, w2, w3
son los pesos de cada entrada. El valor de salida de la neurona es la sumatoria
de cada valor de entrada multiplicado por su peso correspondiente. La f (de
funcién) indica que no siempre se emplea la sumatoria directamente, sino que a
veces se '"ajusta" el valor para que esté comprendido entre un rango

determinado®°

Una neurona artificial tiene dos modos de funcionamiento:

a) Las neuronas deben ser previamente entrenadas para reconocer patrones.

b) Una vez entrenada la neurona, se utiliza para reconocer ese patron entre otros.

Las redes de multiples neuronas:

Sin embargo, una red neuronal formada por una neurona no es de mucha utilidad,

aparte de ser muy pobre la gama de estimulos que pueda reconocer.

% | ARRANAGA Pedro. Clustering particional y jerarquico departamento de ciencias de la computacién e inteligencia
artificial. Universidad del Paris Vasco—Euskal Herriko Unibertsitatea, PP 22-42
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Normalmente, cuando las neuronas se emplean en grupos formando redes, de la

siguiente manera:

Grafico 10 Estructura de varias redes neuronales

T T T

capa de ca capa de
eg%da ac:ﬁ?a sgl?da

Fuente: Seminario de Mineria de Datos
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3.3 GEOLOGIA

Ciencia que estudia la forma interior del globo terrestre, las materias que lo
componen y su formacion, los cambios o alteraciones que estas han

experimentado desde su origen, y la colocacién que tienen en su actual estado.

En el estudio de la geologia se puede encontrar varias sub-disciplinas como lo

son:
* Cristalografia * Espeleologia * Estratigrafia

* Gemologia * Geologia del petroleo * Geologia econémica
* Geologia estructural * Geologia histérica * Geologia planetaria
* Geoquimica * Hidrogeologia * Mineralogia

* Paleontologia * Petrologia * Sedimentologia

Sismologia * Tectdnica de placas

Pero en la sub-divisibn que se ira a investigar en este caso es la geologia del
petréleo, ya que es la base fundamental para poder dar realizacion a nuestro

prototipo computacional.

En la geologia del petroleo se combinan diversos métodos o técnicas exploratorias
para seleccionar las mejores oportunidades o “plays” para encontrar Hidrocarburos

(Petréleo y Gas).

3.3.1 HIDROCARBUROS Son Compuesto resultante de la combinacion del

carbono con el hidrégeno. Son los compuestos organicos mas simples y pueden

ser considerados como las sustancias principales de las que se derivan todos los
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demas compuestos organicos. Los hidrocarburos se clasifican en dos grupos
principales, de cadena abierta y ciclica. En los compuestos de cadena abierta que
contienen mas de un atomo de carbono, los atomos de carbono estan unidos entre
si formando una cadena lineal que puede tener una o mas ramificaciones. En los
compuestos ciclicos, los atomos de carbono forman uno o mas anillos cerrados.
Los dos grupos principales se subdividen segun su comportamiento quimico en

saturados e insaturados.

Uno de los hidrocarburos que vamos a estudiar es:

3.3.1.1 El Petréleo Es un liquido natural oleaginoso e inflamable,
constituido por una mezcla de hidrocarburos, que se extrae de lechos geoldgicos

continentales o maritimos.

Difieren mucho entre si, desde amarillentos y liquidos a negros y viscosos. Estas
diferencias son debidas a las relaciones entre los tipos de hidrocarburos. Es un
recurso natural no renovable, y actualmente también es la principal fuente de

energia en los paises desarrollados.

Esta mezcla de hidrocarburos aparece generalmente asociada a grandes burbujas
de gas natural, en yacimientos encerrados durante miles de afos bajo tierra,

cubiertos por los estratos superiores de la corteza terrestre.

Mediante diversas operaciones de destilacion y refino se obtienen de él distintos
productos utilizables con fines energéticos o industriales, como la gasolina, la

nafta, el queroseno, el gasdleo, etc®.

81 Diccionario encarta
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El Petréleo se extrae mediante la perforacion de un pozo sobre el yacimiento. Si la
presion de la bolsa de gas es suficiente, forzara la salida natural del petréleo a
través del pozo que se conecta mediante una red de oleoductos hacia su
almacenamiento, su transporte mediante buques petroleros y su refino. Durante la
vida del yacimiento, la presién descendera y sera necesario usar otras técnicas
para la extraccion del petréleo. Esas técnicas incluyen la extraccion mediante

bombas, la inyeccion de agua o la inyeccion de gas, entre otras®?.

Algunos de los principales productores de petréleo son los siguientes:

* Arabia Saudita * Estados Unidos * Rusia
* Iraq * México * China
* Noruega * Canada * Venezuela

* Emiratos Arabes Unidos

La secuencia exploratoria se inicia con el estudio de la informacion disponible del

area que comprende:

La informacion geoldgica de las formaciones y estructuras presentes, la
paleontologia, la paleo ecologia, el estudio de mapas geoldgicos vy
geomorfoldgicos, estudio de los métodos geofisicos que se hayan empleado en el
area como metodos potenciales (gravimetria, magnetometria, sondeos eléctricos o
magneto teluricos), sismografia y los resultados de las perforaciones exploratorias

realizadas en el area que incluyen los estudios accesorios a estas.

En los estudios de la informacion geoldgica del area se mira el potencial de las

rocas presentes en la zona del estudio para producir, almacenar y servir de

62 http://es.wikipedia.org/wiki/petr%c3%b3leo
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trampas a los hidrocarburos. Las rocas productoras son rocas que contienen
material organico atrapado y que ha producido hidrocarburos por procesos de alta

temperatura y presion dentro de la tierra.

En la geologia del petrdleo se busca que las rocas almacenadoras tengan buena
porosidad y permeabilidad para permitir la acumulacion y flujo de los fluidos y
gases. Las rocas sello que sirven de trampas tienen la particularidad de ser
impermeables y sirven para evitar el paso de los hidrocarburos a otras

formaciones.

Las estructuras ideales para la acumulacion del petrdleo son los llamados
anticlinales, aunque es comun encontrar acumulaciones en otro tipo de estructuras
como fallas geoldogicas y en zonas relativamente planas en depdsitos
estratigraficos con estructuras muy leves.

Los métodos geofisicos son una herramienta muy importante en la geologia del
petréleo pues nos permiten, sin tener que ingresar dentro de la tierra, conocer las

propiedades fisicas del subsuelo®3.

3.3.1.1.1 Cortes De La Roca

En los estudios accesorios a las perforaciones se analizan los cortes “cores” de las

rocas, los cuales son:

3.3.1.1.1.1 Resistividad Grado de dificultad que encuentran los electrones en
sus desplazamientos, Se designa por la letra griega rho minuscula (p) y se mide

en ohmios por metro (QQ/m, a veces también en Q-mm?/m).64.

63 http://es.wikipedia.org/wiki/geolog%c3%ada_del petr%c3%b3leo
64 http://es.wikipedia.org/wiki/resistividad

85



3.3.1.1.1.2 Porosidad Se refiere a la medida del espacio intersticial entre grano y
grano, la cual representa la relacion entre el volumen poroso y el volumen total de

la roca.

La porosidad es el volumen de huecos de la roca, y define la posibilidad de ésta
de almacenar mas o menos cantidad de fluido. Se expresa por el porcentaje de
volumen de poros respecto al volumen total de la roca (porosidad total o bruta).
Ademas de esta porosidad total, se define como porosidad util la correspondiente
a huecos interconectados, es decir, el volumen de huecos susceptibles de ser
ocupados por fluidos. Este concepto de porosidad util estd directamente
relacionado con el de permeabilidad.®®

La porosidad util es, en general, inferior en un 20-50% a la total, dependiendo,
sobre todo, del tamafio de grano de la roca: cuanto menor sea este tamafo de
grano, mas baja sera la porosidad util respecto a la total. También influye la forma

de los granos.

a. Tipos de Porosidad:

e Absoluta La porosidad absoluta es considera como el volumen poroso el
total de poros estén o no interconectados.

e FEfectiva La porosidad efectiva se refiere al porcentaje de poros
interconectados que permiten la circulacion de fluidos. O se considera como
el volumen poroso solamente conectados entre si.

e No Efectiva Esta porosidad no efectiva representa la diferencia entre las

porosidades anteriores, es decir, la porosidad absoluta y la efectiva.

65 http://www.monografias.com/trabajos15/porosidad/porosidad.shtml
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3.3.1.1.1.3 Permeabilidad es |la capacidad de un material para permitir que un
fluido lo atraviese sin alterar su estructura interna. Se dice que un material es
permeable si deja pasar a través de él una cantidad apreciable de fluido en un

tiempo dado, e impermeable si la cantidad de fluido es despreciable.

Un material debe ser poroso, esto es, debe contener espacios vacios o poros que
le permitan absorber fluido. No obstante, la porosidad en si misma no es
suficiente: los poros deben estar interconectados de algun modo para que el fluido
disponga de caminos a través del material. Por ejemplo, la permeabilidad de los
suelos se ve favorecida por la existencia de fallas, grietas, juntas u otros defectos
estructurales. Cuantas mas rutas existan a través del material, mayor es la
permeabilidad de éste. Algunos ejemplos de roca permeable son la caliza y la

arenisca, mientras que la arcilla o el basalto son impermeables®®.

Todos los factores que intervienen en la estructura tienen una influencia directa en
la permeabilidad del suelo. La estructura es influenciada, ademas de otros
factores, también por la naturaleza y la cantidad de iones presentes, es decir de
los elementos que participan directa o indirectamente en todas las actividades

hidrodinamicas, quimicas y biolégicas del suelo.
A titulo de ejemplo, en el cuadro siguiente se presenta la cantidad en cm? de agua
fitrada en una hora, en el mismo terreno, saturado con diversos cationes,

permaneciendo invariado el gradiente hidraulico, o diferencia de presion:

Efecto de la naturaleza del cation absorbido sobre la permeabilidad de una arcilla.

66 http://es.wikipedia.org/wiki/permeabilidad
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Cuadro 6. Capacidad de cm*®
Cation 'H |Ba |[Ca K |Na |Li

cm?® 51 |44 37 |18 |14 |13

La permeabilidad de los suelos tiene una influencia fundamental en el estudio del

drenaje y de las aplicaciones de agua de riego.

La formula conocida como formula de Darcy relaciona el volumen de agua que
atraviesa una muestra de suelo, con la caracteristica de permeabilidad del suelo y

el diferencial de presion, antes y después de la muestra.

Q=K*I*A
Donde:
« Q = Cantidad de agua drenada a través de la muestra por unidad de tiempo,
(cm3/h);

« K = Conductividad hidraulica o coeficiente de permeabilidad. Se expresa
generalmente en (cm/h).
e | = gradiente piezométrico disponible; (m/m)

« A = Seccion transversal por donde se filtra el agua en la muestra (cm?).

3.3.1.1.2 Rayos gamma Es un tipo de radiacién electromagnética producida
generalmente por elementos radiactivos, procesos subatomicos como la
aniquilacién de un par positrén-electron. Este tipo de radiacion tan energética

también es producida en fendmenos astrofisicos de gran violencia.
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Los rayos gamma se producen en la desexcitacion de un nucledn de un nivel
excitado a otro de menor energia y en la desintegracion de isétopos radiactivos.
Los rayos gamma se diferencian de los rayos X en su origen, debido a que estos
ultimos se producen a nivel extranuclear, por fendmenos de frenamiento

electronico.

3.3.1.2 Geofisica Ciencia que estudia los fendmenos fisicos que se

producen en nuestro planeta, destacando entre estos, dos subdivisiones: (1) la
geofisica pura es la que se ocupa del estudio de la gravedad, magnetismo,
electricidad y sismologia terrestre; (2) la geofisica aplicada es la aplicacion de la
geofisica pura, es decir, es la que estudia la parte mas superficial de la corteza
terrestre dandole aplicaciones de los métodos geofisicos hacia la busqueda de
toda clase de recursos minerales utiles para el hombre. Dentro de la Geofisica
aplicada destacan las prospecciones o exploraciones geofisicas, mediante las
cuales esta ciencia investiga y define particulares formaciones geolégicas y/o

cuerpos mineralizados de interés practico y apto para la explotacion industrial67

En la clasificacion de los métodos geofisicos

3.3.1.2.1 Método gravimétrico Es aplicada en la medicién de la aceleracion
del campo gravitacional en diversos puntos de la zona a explorar. Este método se

emplea como método de reconocimiento en general en prospeccién petrolifera.

3.3.1.2.2 Método Magnético En este método el instrumento principal es el
magnetémetro el cual ayuda a medir la componente vertical del campo magnético

terrestre en la zona considerada en varias estaciones. Este método se utiliza

7 CANTOS FIGUEROLA, José. tratado de geofisica aplicada. pag.196-202 editorial blume, madrid1974
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como métodos de reconocimiento general en prospeccién petrolifera y en

prospeccion minera.

3.3.1.2.3 Método Eléctrico Los métodos eléctricos hacen uso una gran variedad
de técnicas, cada que basa en las diversas caracteristicas eléctricas y
caracteristicas de los materiales que componen la corteza terrestre.
Sirve para medir las resistividades a diferentes profundidades en un

mismo lugar y en la profundidad.

3.3.1.2.4 Método Sismico Se basa en la propagaciéon de ondas a través de las
rocas y su expresion en superficie mediante la grabacién de tiempos,
es decir, se basan en la emision de ondas sismicas artificiales en
superficie inferior o en el mar (generado para los explosivos, el aire
comprimido, la caida de pesos o los vibradores), el coger su "eco"
después de que cubra la distancia definitiva para el interior de la corteza
terrestre, para ser reflejados y para ser refractados en sus

discontinuidades y después volver a la superficie®®.

En los estudios de la sismologia es la base de los métodos sismicos, ya que es la

ciencia que trata de los terremotos y de los fendmenos relacionados con ellos.

El movimiento tectdnico origina ondas tedricamente esféricas denominadas ondas
sismicas, que se propagan en todas las direcciones a partir del punto de maximo
movimiento. El punto donde se origina la vibracién se llama foco o hipocentro y se
clasifican con respecto a la profundidad: someros o superficiales (superficie-70
Km); intermedios (70-300 Km) y profundos (300-700 Km). La proyeccioén vertical

del foco se llama epicentro y sirve para ubicarlo geograficamente en la superficie.

%8 http://www.if.ufrj.br/teaching/geo/sbgfque.html
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Grdfico 11 Esquema de propagacion de las ondas sismicas

Fuente: Principios de la Geofisica, Mac Grill, ICP

a. Ondas sismicas Desde el hipocentro se generan dos tipos de ondas:

e Ondas primarias: ondas P o longitudinales (las primeras en producirse),
son vibraciones de oscilacidn donde las particulas sélidas del medio se
mueven en el mismo sentido en que se propagan las ondas con velocidades
que oscilan entre 6 e 13,6 Km/s. Por producir cambios de volumen en los
materiales se les llama también de compresion; son las de mayor velocidad y

se propagan en todos los medios.°

Gréfico 12 Ondas Longitudinales (P)

Fuente: Principios de la Geofisica, Mac Grill, ICP

% WorldOil.com-Online Magazine Article: Feature —Oct 2004,
http://www.worldoil.com/MAGAZINE/MAGAZINE DETAIL.asp?ART [D=2133
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e Ondas secundarias: ondas S o transversales, son las segundas en llegar,
producen una vibracién de las particulas en direccion perpendicular a la
propagacion del movimiento con velocidades que oscilan entre 3,7 e 7,2 Km/s.
No alteran el volumen, son mas lentas que las ondas P y no se propagan a

través de los fluidos’°.

Gréfico 13 Ondas Transversales (S)

Fuente: Principios de la Geofisica, Mac Grill, ICP

Las ondas transversales son también conocidas como ondas internas porque

pueden viajar en el interior de un sdlido elastico.

e Ondas superficiales: Son llamadas también ondas L, producidas por la
interferencia de ondas P y S, son mas lentas y al viajar por la periferia de la
corteza con movimientos laterales tienen una gran amplitud, siendo las
causantes de los mayores desastres. Se distinguen dos tipos: ondas Love, con
movimiento perpendicular a la direccion de propagacion, llamadas también de
torsion, y ondas Rayleigh cuyo movimiento es eliptico con respecto a la

" http://www.0ss0.0org.co/doc/tesis/2001/comportamiento/geofisica. pdf
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direccion de las ondas sobre planos verticales y en sentido opuesto a direccion

de propagacion’’.

Grafico 14. Ondas Love.

Fuente: Principios de la Geofisica, Mac Grill, ICP

Grafico 15. Ondas Rayleigh

Fuente: Principios de la Geofisica, Mac Grill, ICP

Las velocidades de las diferentes ondas dependen de las caracteristicas del
medio; por ejemplo, en rocas igneas la velocidad de las ondas P es del orden de 6
km/s mientras que en rocas poco consolidadas es de aproximadamente 2 km/s o

menor’?

"1 Worldoil.Com-Online Magazine Article: Feature —Oct 2004,

http://www.worldoil.com/magazine/magazine detail.asp?art id=2133
2 FAYYAD, u.m., piatetsky-shapiro and p. smith. from data mining to knowledge discovery: an overview. en

advances in knowledge discovery and data mining. aaai press. mit press. 1996
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b. Tipos de métodos sismicos.

e Reflexiéon: En este método, el comportamiento de las ondas sismicas se
observa, para penetrar en la corteza, para ser reflejado después en los
contactos de dos capas de diversas caracteristicas elasticos y para volver a
la superficie, siendo, después, detectado para los sensores (los geofonos).
Es el método usado principal en la prospeccion de hidrocarbonetos (aceite
y gas) para los detalles que proveen de la estructura de la corteza, asi

como de las caracteristicas fisicas de las capas que la componen’3.

Grafico 16 Movimiento Reflectivo

SHALE

Fuente: Principios de la Geofisica, Mac Grill, ICP

Esta basado en la energia de las vibraciones después de iniciado el movimiento
del suelo. Especificamente se concentra en los movimientos del terreno inducidos
por la reflexion de las ondas, en las diferentes interfaces de capas, que han sido
generadas en un sitio especifico. En la reflexion se extrae informacion del

subsuelo estudiando la amplitud y forma de los movimientos del terreno.

73 http://www.if.ufrj.br/teaching/geo/sbgfque.html
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e Refraccion: Aqui la extension sismica de las ondas en superficie inferior y
viaja las grandes distancias, estando después de cogido por los sensores
(geofones). La informacidn conseguida para este método esta
generalmente de las areas en grande, trayendo a informacion poco
detallada de las regiones abajo de la superficie, situada entre el punto de la

detonacion y el punto del captation™.

Grafico 17. Movimiento Refractivo

Interpreted
Geological

Hagament |
| Lo ki

Fuente: Principios de la Geofisica, Mac Grill, ICP

Es la observacion de los tiempos de llegada de los primeros movimientos del terreno
en diversos sitios, generados por una fuente de energia especifica en un sitio
determinado. Los movimientos posteriores son descartados. De tal manera, el
conjunto de datos obtenido en los experimentos consiste de series de tiempo versus
distancia. Estas series son interpretadas en términos de la profundidad a interfaces

entre capas de suelo y de las velocidades de propagacion de la onda P en cada capa.

74 http://www.if.ufrj.br/teaching/geo/sbgfque.html
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Estas velocidades estan controladas por los parametros elasticos que describen el

material’>.

75 http://www.osso.org.co/doc/tesis/2001/comportamiento/geofisica.pdf
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4. DISENO METODOLOGICO

4.1 DESCUBRIMIENTO DE CONOCIMIENTO EN BASES DE
DATOS (KDD)

Ciertos sistemas que son solo objetivamente distinguidos, producen una cantidad
enorme de datos; estos datos con continuamente contienen valiosa informacién
que puede resultar muy util. Estos inmensos volumenes de bases de datos, hacen
para el humano un analisis muy dificil y la extraccién de informacion interesante

para una organizacion o para el interesado.

Es conocido que los datos por si solos no producen beneficio directo. Su
verdadero valor radica en extraer informacién util para la toma de decisiones o la
exploracion y comprension del fendmeno que produjo los datos. Tradicionalmente
en la mayoria de los dominios este analisis de datos se hacia mediante procesos
manuales o semiautomaticos: uno o mas analistas con conocimientos de los datos
y con la ayuda de técnicas estadisticas proporcionaban resumenes y generaban
informes, o validaban modelos sugeridos manualmente pro los expertos. Sin
embargo, este proceso, es irrealizable conforme aumenta el tamafio de los datos y

el numero de dimensiones o parametros se incrementa.

Por todo lo anterior, surge la necesidad de metodologias para el analisis
inteligente de datos, que permitan descubrir un conocimiento util a partir de los

datos. Este es el proceso de KDD (Knowledge Discovery In Databases)®.

6 Fayyad usama, Piatersky-shapiro gegory, padhraic smyth. from data mining to knowledge discovery. jet propulsion
laboratory california institute of technology. aaai press / the mit
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El proceso de KDD es el proceso de usar algoritmos de mineria de datos para
extraer e identificar lo que es considerado conocimiento de acuerdo a las
especificaciones de medidas y umbrales, usando la base de datos junto con algun
pre-procesamiento requerido, sub-muestreo y transformaciones de la base de

datos explorada.

KDD puede ser definido como “El proceso no trivial de identificar patrones validos,
nuevos (originales), potencialmente utiles y deseablemente entendibles en datos.
Un proceso para encontrar conocimiento desconocido o0 no reconocido
previamente, potencialmente util, de datos estructurados almacenados en bases

de datos™’ .

Analizando un poco mas se puede decir en general que este proceso de
descubrimiento requiere de ciertas etapas esenciales y primordiales para la

obtencidén de informacion util, las cuales se describen a continuacion:

4.1.1 Proceso de KDD?. Los pasos a seguir para la realizacion de un
proyecto de mineria de datos son siempre los mismos, independientemente
de la técnica o metodologia especifica de extraccion de conocimiento
usada. El proceso de Mineria de Datos KDD pasa se muestra de mejor

forma en la gréfica 18.

Como es de notar, el proceso comienza con un conjunto de datos en su forma
simple y termina con la obtencidén de conocimiento util derivado de esos datos que

fueron procesados etapa tras etapa.

"FAYYAD, u.m., piatetsky-shapiro and p. smith. from data mining to knowledge discovery: an overview. en advances in
knowledge discovery and data mining. aaai press. mit press. 1996

" ESTRADA PEDROZA, Nelson “Descubrimiento de conocimiento en los datos de una empresa de telefonia”, Cuernavaca, Morelos.
Mayo 2002.
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Gréfico 18 Etapas del procesos KDD

Pre. Trans- Data Interpretacion/

(=== Procesamiento formacion ||| | Mining

Evaluacion
o T

wd

Datos Patrones Conocimiento
Objetivo Pre-procesados | Transformados

Fuente: Documentacion de mineria de datos, ICP,

Los datos son extraidos de una base de datos donde por lo general se encuentran
almacenados. Se selecciona un conjunto de datos, o enfoque de un subconjunto
de variables o datos de muestra, sobre los cuales el descubrimiento sera

ejecutado.

Mediante el preprocesado, se filtran los datos (de forma que se eliminan valores
incorrectos, no validos, desconocidos, entre otros, segun las necesidades y el
algoritmo a usar), se obtienen muestras de los mismos (en busca de una mayor
velocidad de respuesta del proceso), o se reducen el numero de valores posibles

(mediante clustering)

La seleccion de caracteristicas reduce el tamafo de los datos eligiendo las
variables mas influyentes en el problema, sin apenas sacrificar la calidad del
modelo de conocimiento obtenido del proceso de mineria. Los métodos para la

seleccion de caracteristicas son basicamente dos:

o Aquellos basados en la eleccion de los mejores atributos del problema,
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e Y aquellos que buscan variables independientes mediante test de sensibilidad,
algoritmos de distancia o heuristicos.

Mediante una técnica de mineria de datos, se obtiene un modelo de conocimiento,
que representa patrones de comportamiento observados en los valores de las
variables del problema o relaciones de asociacion entre dichas variables. También
pueden usarse varias técnicas a la vez para generar distintos modelos, aunque
generalmente cada técnica obliga a un preprocesado diferente de los datos.
Decidir si el objetivo de KDD es agrupacion, clasificacion, regresion, clustering,
etc; también determinar patrones a partir de datos, normalmente ese ajuste es de

tipo estadistico pues permite un cierto error dentro del modelo.

Los algoritmos de mineria de datos realizan en general tareas de descripcion (de
datos y patrones), de prediccion (de datos desconocidos) y de segmentacion (de

datos).
La Mineria de Datos surgi6 como una integracion de multiples tecnologias tales
como la estadistica, el soporte a la toma de decisiones, el aprendizaje

computacional, la gestion y almacenamiento de bases de datos y el procesamiento

en paralelo como se puedo leer anteriormente

4.2 TIPOS DE APRENDIZAJE DE TRANSFORMACION

En ella se encuentran cualquier tipo de aprendizaje para poder aplicar

conocimiento poseido a la informacion que llega, procedente del entorno, para
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obtener nuevo conocimiento, que es almacenado para ser usado posteriormente,

a continuacion veremos algunos tipos’®.

4.2.1 Aprendizaje por Memorizacion Son los conocimientos que se
reciben del medio ambiente y son guardados sin ningun tipo de procesamientos y
por tal motivo se puede determinar que la complejidad de los datos son hallados
en su almacenamiento. Lo principal de este tipo de aprendizaje es que la
informacion siempre esta disponible cuando se requiera, por lo tanto, los
conocimientos deben ser adquiridos y almacenados en un nivel que los haga

directamente utilizables.

4.2.2 Aprendizaje por Instruccion Los conocimientos son otorgados por
un experto en la materia (aprendizaje supervisado). La informacion es de indole
general, por lo tanto, el sistema tendra que inferir los detalles. Es decir, el sistema
debera transformar la informacion provista en términos abstractos de alto nivel, a

reglas que puedan ser utilizadas directamente en la tarea del sistema.

4.2.3. Aprendizaje por Deduccién o Aprendizaje Guiado por la
Especificacion
Especifica las relaciones existentes entre conceptos. El sistema transforma las

especificaciones recibidas como entrada en un algoritmo que actualiza relaciones.

4.2.4. Aprendizaje por Induccidon Son generados nuevos conocimientos

que no estan presentes en forma implicita dentro del conocimiento disponible. El

79 GARCIA, R. Sistemas auténomos: aprendizaje automatico. Buenos Aires, Argentina: nueva libreria. 1997

101



aprendizaje por induccién abarca el aprendizaje por ejemplos y el aprendizaje por

observacion y descubrimiento.

4.2.5. Aprendizaje por Ejemplos El sistema recibe varios ejemplos como
entrada y debe generalizarlos en un proceso inductivo para presentarlos como
salida. Generalmente, en este tipo de aprendizaje existen dos tipos de ejemplos,
los positivos (fuerzan la generalizacidn) y los negativos (previenen que esta sea
excesiva). Debe tenerse en cuenta, que los ejemplos a partir de los cuales
aprende el sistema, deben ser representativos de los conceptos que se esta
tratando de ensenar. Ademas, la distribucion de las clases en el conjunto de
ejemplos de entrenamiento, a partir de los que el sistema aprende, debe ser
similar a la distribucion existente en los datos sobre los cuales se aplicara el

modelo resultante.

4.2.6. Aprendizaje por Observacion y Descubrimiento El sistema
forma teorias o criterios de clasificacion en jerarquias taxonémicas, a partir de la
induccion realizando tareas de descubrimiento. Pertenece al tipo de aprendizaje
no supervisado y, como tal, permite que el sistema clasifique la informacion de
entrada para formar conceptos. Existen dos formas en las que el sistema
interactua con el entorno: la observacion pasiva, en la cual el sistema clasifica las
observaciones de multiples puntos del medio; y la observacion activa, en la cual el
sistema observa el entorno, realiza cambios en el mismo, y luego analiza los

resultados80.

4.3 TAREAS DE UN SISTEMA DE MINERIA DE DATOS

80 FARFAN, Ricardo José. CONTRERAS. Rabel. Tesis Aplicacion De Mineria De Datos En La Prediccion De
Propiedades De Hidrocarburos, UNAB, Bucaramanga ,Santander

102



Un sistema de Mineria de Datos actual realiza una o mas de las siguientes tareas:

e Descripcién de clases
e Asociacion

¢ Clasificacion

e Prediccion

e Clustering

e Analisis de series a través del tiempo

44 COMPONENTES DE LA MINERIiA DE DATOS?'

La Mineria de Datos cuenta con tres grandes componentes® : Clustering o
clasificacion, Reglas de asociacion y Analisis de Secuencias. Como nos dimos

cuenta anterior mente

En el Clustering se analizan los datos y se generan conjuntos de reglas que

agrupen y clasifiquen los datos futuros.

Una regla de asociacion es una regla que implica o presenta ciertas relaciones

entre un grupo de objetos en una base de datos.

El analisis de secuencias trata de encontrar patrones que ocurren con una

secuencia determinada.

81 GOMEZ, Antonio J. Mineria de datos. Madrid, Espafia, 1998. P. 33-35
82 JOSHI, K.P. Analysis of data mining algorithms. [en linea]. Maryland, Estados Unidos: umbc.
http://userpages.umbc.edu/~kjoshi1/data-mine/proj rpt.htm
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Una vez obtenido el modelo o prototipo, se procede a su validacion, comprobando
que las conclusiones que arroja son validas y suficientemente satisfactorias. En el
caso de haber obtenido varios modelos mediante el uso de distintas técnicas, se
deben comparar los modelos en busca de aquel que se ajuste mejor al problema.
Si ninguno de los modelos alcanza los resultados esperados, debe alterarse

alguno de los pasos anteriores para generar nuevos modelos.

Por ultimo se incorpora este conocimiento dentro del funcionamiento del sistema,
o simplemente documentarlo y reportarlo a las partes interesadas o utilizacion
estadistica. Este también incluye revisar y resolver conflictos potenciales con

conocimiento previamente conocido.

Para el desarrollo del prototipo que servira de soporte a la aplicacion de la
metodologia de KDD se utilizara una metodologia convencional para el desarrollo

del software el cual se va a aplicar el ciclo de vida lineal®3.

Grafico 19. Ciclo de vida lineal

Definicion

tle regquisitos !

Disedio del
il uciio

Construccion

Imstalacion

Aceptacion
por el cliente

Fuente: Autor

8 CANTOS FIGUEROLA, josé. tratado de geofisica aplicada. pag.196-202 editorial blume, madrid1974
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Consiste en descomponer la actividad global del proyecto en fases que se
suceden de manera lineal, es decir, cada una se realiza una sola vez, cada una
se realiza tras la anterior y antes que la siguiente. Con un ciclo lineal es facil

dividir las tareas entre equipos sucesivos, y prever los tiempos.
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5. HERRAMIENTAS DE MINERIA DE DATOS Y ESTADISTICA
UTILIZADOS

Hoy en dia podemos encontrar en el mercado varias herramientas para el uso de
la aplicacién de técnicas de Mineria de datos, algunas de ellas son bastante
complejas y contienen incluso procesos de visualizacion sofisticados y también las
herramientas comerciales son caras y dificiles de conseguir, por tal motivo se
eligieron un software libre, pero teniendo en cuenta que contaran con los
elementos y algoritmos necesarios para la realizacion de las pruebas y el analisis.
Para el analisis de las técnicas de mineria de datos se utiliz6 la herramienta
Weka®* .

Los resultados que arroja el algoritmo de WEKA son confrontado con el SPSS® en
el cual se probaran las técnicas Regresion Lineal, Cluster y Componentes
Principales con los mismos datos empleados en el prototipo SPP (Sistema de

Prediccion de Propiedades).

a. WEKA

Esta implementada en el lenguaje Java que cubre numerosas técnicas de
aprendizaje automatico. WEKA ha sido desarrollado en la Universidad de
Waikato (Nueva Zelanda); esa herramienta ha sido de gran interés en

varios trabajos en el area de la investigacion.

8 Universidad de Waikato. WEKA 3.4. [EN LINEA]. Nueva Zelanda: Universidad DE Waikato.
http://www.cs.waikato.ac.nz/~ml/wekal/index.html

85 statistical package for the social sciences. spss 12.0. [en linea]. chicago: statistical package for the social sciences.
http://www.spss.com/downloads/papers.cfm?productid=00035&name=spss_base&dltype=demo
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5.1 Esquemas implementados

a. Esquemas Clasificacion

J Inductor de arboles de decision

o Aprendices de reglas

o Redes bayesianas

J Tablas de decision

o Regresion

° Aprendices basados en instancias

b. Esquemas predicciéon numérica
o Regresion lineal

° Generadores de modelos de arboles

También son incluidos métodos de Agrupacion (algoritmos Cobweb y EM), y un
aprendiz de reglas de asociacion (A priori). WEKA también contiene una gran
variedad de herramientas que pueden ser usadas para pre-procesamiento de

conjuntos de datos

b. SPSS

Es un paquete estadistico de Analisis de aplicacion en la investigacion de las
ciencias sociales y economicas. Contiene programas capaces de realizar desde

un simple analisis descriptivo hasta diferentes tipos de analisis multivariante de
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datos, como pueden ser: analisis de regresion, cluster, factorial, discriminante, de

varianza, etc...

5.2.1 Médulos El paquete SPSS cuenta con los siguientes modulos:

a. Basico Lectura y transformacién de datos. Procedimientos estadisticos
entre los que se incluyen: sumas, tablas de frecuencias, tablas de contingencia,
estadisticos descriptivos, analisis factorial, regresion y analisis de conglomerados.

b. Modelos de Regresiéon Proporciona técnicas para el analisis de datos que
no se ajusten a los tradicionales modelos estadisticos lineales.

C. Modelos Avanzados Se centra en las técnicas mas frecuentemente
utilizadas en la investigacion experimental y biomédica sofisticada.

d. Tablas Crea una amplia variedad de tablas de frecuencias incluyendo
variables multirrespuesta.

e. Tendencias Analisis y prediccion de series temporales: modelos de ajuste
de curvas, modelos de suavizado y métodos para la estimacion de modelos
autorregresivos.

f. Categorias Analisis de escalamiento Optimo, incluidos los modelos de
correspondencias simple y multiple.

g. Pruebas Exactas Calcula los valores p exactos (valores de significacion)
para las pruebas estadisticas en aquellos casos en los que las muestras son
pequefias o se distribuyen de forma poco uniforme y puedan hacer que las
pruebas habituales resulten poco precisas.

h. Valores Perdidos Describe los patrones de los datos perdidos, realiza una
estimacion de las medias y otros estadisticos y permite imputar los valores a las
observaciones perdidas.

i Mapas Transforma los datos distribuidos geograficamente en mapas de
alta calidad, con simbolos, colores, graficos de barras, graficos de sectores vy
combinaciones de temas, para representar no sélo lo que esta ocurriendo sino

también donde tiene lugar.
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6. CONCLUSIONES

Se identifico el problema actual, pues las bases de datos de los laboratorios que
presenta la empresa, presentan una masiva congestion de datos de los cuales se

van perdiendo informacién ya que el analisis es inferior al de almacenamiento.

A medida que se avanzo en el proyecto se pudo comprobar la importancia de la
mineria de datos en diferentes areas en las que se requiere analizar

observaciones para tomar una buena decision.

Por medio del desarrollo de la aplicacion se colaborara a los expertos el
mejoramiento de la calidad de cada uno de los elementos, pues es un medio
eficaz el cual no perderan informacion importante en el caso cuando lleguen al

momento del analisis, asi ahorrando tiempo y dando mas eficacia a los resultados

Se comprobd por medio de la metodologia lo valioso ue se hace en el desarrollo
orientado a componentes y la importancia de las comunidades de software libre,
ya que sin el soporte del personas que maneja WEKA el desarrollo hubiera sido
mas despacioso y hubiera tocado empezar sin base alguna y asi no se hubiera

podido obtener un respaldo de calidad.

Partiendo del estudio de la geofisica y de la aproximacion que hemos realizado
con la empresa del sector petrolero, que nos esta brindando su apoyo, podemos
darnos cuenta que este avance tecnoldgico realmente beneficia a las empresas,
debido a la facilidad de hallar datos para el el analisis de informacién, , lo cual
evitara que los expertos tengan que pasar grandes periodos de tiempo analizando

los datos obtenidos en los diferentes suelos colombianos, de manera que podran
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concentrar sus esfuerzos en buscar mas datos que apoyen eficaz y eficientemente

los analisis de calidad de los datos homogéneos

De igual forma, vemos la fortaleza que tiene WEKA como un software estadistico
que esta aplicado en la maquina virtual de Java, la cual es un lenguaje muy
complejo y proporciona la facilidad para la creacion del prototipo idea como es el

objeto de este proyecto.

De acuerdo con lo investigado, pude aplicar unas de las disciplinas de mi carrera ,
como fue la programacion de una plataforma que no la manejaba, desarrollo de

Software entre otros.

El desarrollo del proyecto ha sido una experiencia en la que se ha visto
involucradas las disciplinas mas importantes de nuestra carrera, como son el
desarrollo de Software, Bases de datos, una parte minima de Redes, y

programacion en una plataforma que no dominabamos.
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ANEXOS

Anexo A Diagrama de Casos de Usos
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Anexo B. Casos de Usos

Especificacion Caso de Uso: Cargar Datos BD

Nombre Caso de Uso

Descripcion
Es una interfaz para la carga de datos provenientes de una base de datos que al
cargarlos los acomoda en un DataSet.

Flujo de Eventos

Flujo Basico

El usuario le indica al programa que los datos estan en una base de datos,
entonces se prepara un DataSet y se le hace un llamado al caso de uso Consultar
BD para colocar los datos en el DataSet.

Requisitos Especiales

< Primer Requisito Especial >

Acceso a la base de datos para poder hacer las consultas.

< Segundo Requisito Especial >

En WINDOWS es necesaria la maquina java para correr la aplicacion.

Pre-condiciones

< Pre-condicion Uno >

Debe haberse cargado los datos de las muestras en la base de datos.
Post-condiciones

< Post-condiciéon Uno >
Se habran cargado datos de la base de datos, que le permitiran al usuario
empezar a analizar la informacion.
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Especificaciéon Caso de Uso: Cargar Datos Archivo

Nombre Caso de Uso

Descripcion
Es una interfaz para la carga de datos provenientes de un archivo que al cargarlos
los acomoda en un DataSet.

Flujo de Eventos

Flujo Basico

El usuario le indica al programa que los datos estan en un archivo, entonces se
prepara un DataSet y se procede a leer los datos del archivo para colocar los
datos en el DataSet.

Requisitos Especiales

< Primer Requisito Especial >

En WINDOWS es necesaria la maquina java para correr la aplicacion.

Pre-condiciones
< Pre-condiciéon Uno >
Debe haberse guardado los datos de las muestras en un archivo.

Post-condiciones
< Post-condiciéon Uno >

Se habran cargado datos de la base de datos, que le permitiran al usuario
empezar a analizar la informacién.
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Especificacion Caso de Uso: Seleccionar Variables

Nombre Caso de Uso

Descripcion

Es una interfaz donde el usuario selecciona las variables que desea analizar, que
genera un nuevo DataSet, para utilizar las técnicas de mineria de datos.

Flujo de Eventos

Flujo Basico

El usuario le indica al programa con que variables va a trabajar, el programa
genera un nuevo DataSet que sera usado en el caso de uso Analizar.
Requisitos Especiales

< Primer Requisito Especial >

Para el caso de los usuarios WINDOWS es necesaria la maquina java para correr
la aplicacién.

Pre-condiciones

< Pre-condiciéon Uno >

Debe haberse cargado los datos en el sistema, lo cual se comprobara con el
DataSet de datos cargados.

Post-condiciones

< Post-condicion Uno >

Se habran seleccionado cuales variables seran analizadas, lo que implica que
existira un DataSet listo para aplicarle las técnicas de mineria de datos.
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Especificacion Caso de Uso: Analizar

Nombre Caso de Uso

Descripcion

Es una interfaz donde el usuario escoge con que técnica desea realizar el analisis,
entonces con el DataSet de las variables seleccionadas, se hace un llamado al
componente WEKA para hacer el analisis.

Flujo de Eventos

Flujo Basico

El usuario escoge con que técnica desea realizar el analisis, entonces con el
DataSet de las variables seleccionadas, se hace un llamado al componente WEKA
para hacer el analisis.

Requisitos Especiales

< Primer Requisito Especial >

En WINDOWS es necesaria la maquina java para correr la aplicacion.
Pre-condiciones

< Pre-condicién Uno >

Debe haberse seleccionado un conjunto de variables para el analisis, debido a que
las técnicas tienen un costo computacional alto, aparte de que no todas las
variables son necesarias, dependiendo de lo que el usuario esté buscando al
aplicar alguna técnica.

Post-condiciones

< Post-condicion Uno >

Se habran entregado al usuario de una forma clara y amigable los resultados de
los diferentes analisis.

120



Especificaciéon Caso de Uso: Cargar Datos

Nombre Caso de Uso

Descripcion

Es una generalizacion de los casos de uso Cargar Datos BD y Cargar Datos
Archivo, ya que estos dos poseen caracteristicas comunes como son preparar el
DataSet y acomodar los datos.

Flujo de Eventos

Flujo Basico

El usuario le indica al programa que los datos estan en una base de datos,
entonces se prepara un DataSet y se le hace un llamado al caso de uso Consultar
BD para colocar los datos en el DataSet.

Requisitos Especiales

< Primer Requisito Especial >

En WINDOWS es necesaria la maquina java para correr la aplicacion.
Pre-condiciones

< Pre-condicién Uno >

Debe haberse cargado los datos, ya sea que vengan de la base de datos o de un
archivo.

Post-condiciones

< Post-condicion Uno >

Se habran cargado datos de la base de datos, que le permitiran al usuario
empezar a analizar la informacién.
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Especificaciéon Caso de Uso: Consultar BD

Nombre Caso de Uso

Descripcion

Es una interfaz que realiza una conexion con la base de datos MySQL vy realiza
consultas para la carga de datos en el sistema.

Flujo de Eventos

Flujo Basico

El usuario necesita cargar datos de la base de datos, el caso de uso Cargar Datos
BD prepara el dataset donde seran cargados los datos y ejecuta el caso de uso

Consultar BD para que establezca conexion y consulte los datos que el usuario
necesita.

Requisitos Especiales

< Primer Requisito Especial >
Acceso a la base de datos para poder hacer las consultas.

< Segundo Requisito Especial >

En WINDOWS es necesaria la maquina java para correr la aplicacion.
Pre-condiciones

< Pre-condicién Uno >

Debe haberse cargado los datos de las muestras en la base de datos.
Post-condiciones

< Post-condicion Uno >
Se habran cargado datos de la base de datos, que le permitiran al la
preparacion de un DataSet
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Anexo C Documento Vision

Aplicacién de mineria de datos en la prediccién de
propiedades de yacimientos a partir de atributos

sismicos e implementacion de un prototipo.

Vision

Version 1.1
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REVISION HISTORICA

Fecha Versién Descripcion Autor
24/05/05 1.0 Desarrollo de borrador  del | Silvia J. Mesa
documento Visidn para el método | Parra
Sismico del Atlas de Calidad
01/06/05 1.1 Modificacion de las Descripciones | Silvia J. Mesa

del usuario.

Parra
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VISION

INTRODUCCION

Por medio de este documento se pretende dejar en claro el proposito, los
alcances, definiciones y demas caracteristicas de la aplicacion de algoritmos de
mineria de datos en aplicacibn de mineria de datos en la prediccion de
propiedades de yacimientos a partir de atributos sismicos para la empresa
petrolera. Con esto se quiere aprovechar de una manera mas profunda los datos
hallados en las pruebas de la explotacién del area de la geofisica

PROPOSITO

Ofrecer una perspectiva de un producto software para realizar analisis de
datos a través de técnicas estadisticas y de mineria de datos utilizando
ingenieria de software orientada a objetos.

ALCANCE

Aclarar las caracteristicas de lo que puede hacer el software al interactuar
con los usuarios finales y con su entorno para asi haya la calidad de los
datos sin desperdiciar la informacién obtenida en la explotacion.

DEFINICIONES, ACRONIMOS, Y ABREVIACIONES

e PATRON. Una expresién E, en algun lenguaje L que describe un
subconjunto de los datos d, siempre que sea mas sencilla que la simple
enumeracion de todos los hechos que componen d.

e DATASET. Se denomina asi, a cualquier conjunto de datos

e MySQL. Sistemas de Base de datos para el almacenamiento de la
informacion obtenida.
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e CDP. Punto comun de disparo

POSICIONAMIENTO

e OPORTUNIDADES DE NEGOCIO

Dada la cantidad de datos que son almacenados con cada prueba que se
realizan en la explotacion minera en los terrenos colombianos, se vio la
necesidad de aprovechar de una manera mas adecuada ese volumen de
datos, por consiguiente se utilizara técnicas de mineria de datos.

DECLARACION DEL PROBLEMA

El problema En este momento hay almacenados una gran cantidad de
datos que no estan siendo explotados al maximo, pues la
capacidad del tiempo de analisis es mayor a la capacidad
tiempo de almacenamiento, ya que el analisis implica
hacerlo de una forma manual. Por lo que se penso en las
técnicas de mineria de datos para agrupar los datos e
identificar homogeneidad entre los mismos.

Por otra parte, los datos que son analizados
manualmente, estan expuestos a fallas humanas, debido
a la cantidad que hace que sean omitidas algunas
variables, sin contar el tiempo extremadamente
prolongado que implica el analisis.
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Afectados

Las personas que necesitan analizar grandes
volumenes de datos para determinar las
caracteristicas de cada uno de los datos, las
diferentes propiedades yacimientos a partir de
atributos sismicos

Cual es el impacto

El impacto del problema es que no se cuenta con un
software necesario para el analisis de la cantidad
excesiva de datos, que estan siendo
desaprovechados, de los cuales se podria obtener un
conocimiento valioso a partir de las caracteristicas
que se puedan extraer de los mismos.

Una solucién
exitosa podria ser

El desarrollo y construccién de un prototipo software
que pueda analizar la mayor cantidad de datos
necesarios para encontrar datos homogéneos de una
manera mas rapida y precisa, mediante técnicas
estadisticas y de mineria de datos, que contribuyan a
la prediccion yacimientos a partir de atributos
sismicos

DECLARACION DE POSICIONAMIENTO DEL PRODUCTO

Para quien Para personas que quieran analizar grandes
volumenes de datos en la prediccion
yacimientos a partir de atributos sismicos.

Para que Suplir una necesidad que existe en la industria
petrolera.
Como Un prototipo software que permita el analisis de

grandes volumenes de datos, utilizando técnicas
estadisticas y de mineria de datos.

Beneficios claves

Agilidad y precision en el proceso de analisis de
grandes volumenes de datos

STAKEHOLDER Y DESCRIPCIONES DEL USUARIO
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MERCADO DEMOGRAFICO

La reputacion de la organizacion frente al analisis de datos es bastante buena,
debido a que en ella confluyen las necesidades de ciertas empresas petroliferas
de menor tamafno, que desean analizar muestras acerca de propiedades
yacimientos a partir de atributos sismicos, ya sean obtenidas en la explotacion de
los terrenos colombianos, como es el caso de la base de datos que se encuentra
en Facatativa y llevadas a la empresa, o de pozos petroliferos como tal.

Buscamos que personas de diferentes regiones e incluso paises puedan encontrar

patrones mediante

la herramienta, y que ayude al

aprovechamiento de

informacion, a través de los servicios de la empresa en cuanto al analisis de gran

cantidad de datos.

SUMARIO DE STAKEHOLDER

Nombre

Representa

Papel que desempena

Administrador

Administra las bases de
datos.

Toma decisiones con
respecto a las bases de
datos. Es el que debe
mantener el sistema
funcionando.

Desarrollador

Crea los diferentes
modulos del prototipo y
requerimientos del
sistema. Hace
correccion de errores.

Modela y disefa la capacidad
de evolucidén del prototipo y
posteriormente hace uso de
las acciones evolutivas para
realizar los cambios
necesarios sobre él. Ademas
soporte al sistema.

SUMARIO DE USUARIO

Nombre Descripcion Stakeholder
Quien con los | La interpretacion de los
Experto conocimientos de su | resultados arrojados por

area puede interpretar
los diferentes datos

el prototipo son mejor
entendidos por éste.
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arrojados por el | Ademas se relaciona
prototipo, asi como | mejor con la el area,
aquellos que son | donde esta mas al tanto,
introducidos. de los factores o
materiales influyentes del
Prototipo de calidad

Posee caracteristicas

Ingeniero de para interpretar
Sistemas diferentes areas de las
ciencias, asi como la ,
) Aunque tiene
minera. Se encuentra o
conocimientos de

en capacidad de
analizar los datos, y
suministrar soporte (con
el previo conocimiento
de la estructura del
prototipo). Ademas se
involucra con técnicas
para la construccion e
implementacion de
analisis de datos
(mineria de datos vy
técnicas estadisticas -
para este caso-).

diversas areas, tiene un
enfoque mas directo
hacia el sistema como tal,
y se involucra un poco
mas con los tipos de
analisis que éste realiza,
pudiendo de esta manera
afrontar imprevistos del
prototipo

AMBIENTE DE USUARIO

Todo lugar con acceso al prototipo y a datos provenientes de bases de datos
Access y la empresa Numeérica, ya sea en oficinas de la empresa (preferiblemente,
ya que se tiene un control mas detallado de lo que se hace).

PERFILES DE STAKEHOLDER

Administrador

Representante Silvia J. Mesa Parra

Dar soluciones para el desarrollo y mantenimiento de las

Descripcion bases de datos
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Tipo

Administrador

Responsabilidades

Debe ofrecer una informacién confiable y clara de los
procesos que debe llevar el sistema

Criterio de Exito

Que el sistema tenga éxito, que sea viable y que cumpla
con todo aquello que se requiera

Participacion

Fuente de informacién del prototipo

Comentarios /

Depende de la informacién que dé el usuario es la

Problemas confiabilidad del software
Desarrollador
Representante | sijyia J. Mesa Parra
D s Encargado del desarrollo del prototipo para la prediccion
escripcion . . ! o
de propiedades de yacimientos, mediante técnicas de
mineria de datos
Tipo Desarrolladores

Responsabilidades

Deben dar soluciones para los cambios del administrador
y dar soporte al usuario

Criterio de Exito

Que el sistema sea estable, flexible, cumpla con los
requerimientos establecidos y que su interfaz se plasme
con una excelente presentacion

Participacion

Desarrollo del prototipo

Comentarios /
Problemas

Depende de la informacion que dé el usuario es la
confiabilidad del software

PERFILES DE USUARIO
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Experto

Representante

Néstor Quevedo

Descripcion

Ya que la industria petrolera esta compuesta
practicamente en su mayoria por la explotacion (formas
del suelo), la prediccién de propiedades de yacimientos,
se ha vuelto una parte fundamental para el desarrollo y/o
analisis de datos que contribuyen a la generacion de
patrones, y técnicas para extraer al maximo propiedades
reutilizables del petréleo pasando por diferentes
procesos de calidad.

Su funcion esta relacionada con el analisis de grandes
volumenes de datos provenientes empresas petroliferas
o de la empresa, donde esta mas al tanto, de los factores
o materiales influyentes de los yacimientos.

Tipo

Crear y/o modificar tecnologias para la racional
explotacion de los elementos extraidos de la tierra a
partir de los yacimientos.

Responsabilidades

Realizar una interpretaciéon positiva de los datos
arrojados por el prototipo, para que el analisis realizado
por éste sea de utilidad.

Criterio de Exito

Con base a los resultados obtenidos por el prototipo,
realizar investigaciones para verificar y mejorar las
diferentes etapas de las operaciones que sean
necesarias.

Participacion

Analizar los datos suministrados por el sistema

Comentarios /
Problemas

Depende de la interpretacidon de los datos suministrados
por el experto, los resultados pueden ser confiables.

Ingeniero de Sistemas

Representante ]
P Juan Carlos Garcia, Martha Orellana
Posee caracteristicas para interpretar diferentes areas de
L las ciencias, asi como la explotacion minera.
Descripciéon
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Se encuentra en capacidad de analizar los datos, vy
suministrar soporte (con el previo conocimiento de la
estructura del prototipo). Ademas se involucra con
técnicas para la construccion e implementacion de
analisis de datos (mineria de datos y técnicas
estadisticas).

Tipo

Conocimientos  superiores al  administrador vy
desarrollador.

Responsabilidades

Proporcionar un correcto funcionamiento del sistema,
puede reportar anomalias del mismo y hasta llegar a
solucionarlas con el conocimiento necesario del prototipo
y lo que implementa.

Criterio de Exito

Conocimiento general del sistema e implementacion del
prototipo con un poco de relacion a las técnicas que
emplea, y las variables y tipos de datos que aplica.

Participacion

Se involucra un poco mas con los tipos de analisis que
éste realiza, pudiendo de esta manera afrontar
imprevistos del prototipo.

Comentarios /
Problemas

No contar con el conocimiento suficiente para
comprender el manejo de yacimientos y qué tipo de
variables se emplean.

STAKEHOLDER CLAVE O NECESIDADES DE USUARIO

Pueden existir casos en los que el ingeniero(s) no interprete correctamente los
resultados, poniendo asi en riesgo la credibilidad del prototipo y la veracidad de
los resultados. Es por esto que se debe dar una capacitacién adecuada sobre el
manejo e interpretacion de los resultados arrojados por el prototipo. Por su parte el
personal que maneje este software no solo debe ser el adecuado para
comprender los resultados, sino estar altamente calificado para la comprension de
propiedades de yacimientos.

APRECIACION GLOBAL DEL PRODUCTO
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PERSPECTIVA DEL PRODUCTO

El prototipo software que se desea presentar puede que no sea el unico en
su género pues actualmente existen otras opciones para el usuario, pero no
conocemos alguno que utilice las técnicas de mineria de datos vy
estadisticas que agrupamos para la prediccion de propiedades de
yacimientos a partir de atributos sismicos y que ademas se encuentra
adaptado para el proceso del Prototipo. Este seria un sistema
independiente, debido a que sdlo los administradores son los que hacen los
cambios.

RESUMEN DE CAPACIDADES

Sistema de Apoyo al Cliente

Beneficio del cliente Caracteristicas del Soporte

El administrador contara con la colaboracion de
la empresa numérica que le ayudara a solventar
dificultades de forma adecuada y rapida.

Los administradores pueden
dar soporte rapido

ASUNCIONES Y DEPENDENCIAS

El prototipo tiene una restriccion, ya que necesita tener instalada la Maquina
Virtual, porque se piensa trabajar sobre la plataforma JAVA.

COSTOS Y VALORES

El prototipo sera libre hasta su finalizacién, donde sera puesto a disposicion de la
UNAB. Por lo tanto no se cobrara por su distribucion y/o licenciamiento.

LICENCIAMIENTO E INSTALACION
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El desarrollo del prototipo se realizara mediante software libre, lo que permitira la
libre distribucion del mismo, a excepcion de lo que sea establecido en los
derechos de autor (UNAB o EMPRESA), por ser un proyecto de grado.

RASGOS DEL PRODUCTO

WEKA aporta calidad en los algoritmos que sean llamados de él mismo, porque es
un componente que se encuentra en uso en muchas partes del mundo y lleva
varios afos en funcionamiento.

Para los componentes a desarrollar seguiremos las metodologias para calidad y
métricas de la ingenieria de software orientada a objetos; También podemos decir
que el Sw de Weka es una herramienta importante que permite la implementacion
de algoritmos de mineria de datos que ya han sido probados, lo que le agrega un
grado de credibilidad a los resultados que presente el software.

Como base de datos se va a utilizar el MySQL, ya que tiene una interoperabilidad
con la plataforma J2EE de Java.

RESTRICCIONES

o El software es un prototipo académico que no estara en capacidad de
prestar un nivel como el de una aplicacién comercial.

o El software sera dirigido hacia el proceso de medio Magdalena y el
piedemonte llanero, por lo que solo se implementaran las técnicas que se
consideren necesarias para analizar.

RANGOS DE CALIDAD

Como se pudo observar en el ITEM 5 con la herramienta de WEKA da aporte a la
calidad de todos los algoritmos ya que lleva tiene varios afios de funcionamiento

PRECEDENCIA Y PRIORIDAD
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El software debe ser flexible para la carga y la selecciéon de archivos de manera
que el usuario no se vea limitado a la hora de querer realizar alguna tarea con el
software.

El software debe ser lo mas amigable posible para brindarle unos resultados
claros y entendibles de manera que el usuario se sienta a gusto al comprender
todo lo que el software le entrega.

OTROS REQUISITOS DEL PRODUCTO

REQUISITOS DEL SISTEMA

El sistema necesita que los usuarios tengan acceso a la base de datos y la
maquina virtual de java para que se pueda ejecutar, ya que es una aplicacion en
java.

REQUISITOS DE DESEMPENO

Los equipos deben ser preferiblemente Pentium IV con 512 MB de RAM minimo.

REQUISITOS DE LA DOCUMENTACION

MANUAL DE USUARIO

El manual de usuario se elaborara lo mas explicito posible, ilustrando las
diferentes tareas que el usuario pueda realizar en el software.

AYUDA EN LINEA

Dentro del software se contara con una ventana de ayuda, que a su vez tendra el
contenido del manual de usuario, dividido en las diferentes secciones y casos que
se puedan presentar en el software, para de esta manera tener un acceso rapido a
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la informacion.
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Anexo D Diagrama de Secuencia
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Anexo E. Diagrama de Clase
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Anexo F. Manual de Usuario

INTRODUCCION

APLICACION DE MINERIA DE DATOS EN LA PREDICCION DE
PROPIEDADES YACIMIENTOS A PARTIR DE ATRIBUTOS SISMICOS E
IMPLEMENTACION DE UN PROTOTIPO

Este prototipo esta desarrollado en Windows con la herramienta Java, el cual es
una herramienta independiente de la plataforma y tiene la caracteristica de

conectarse con la base de datos en MySQL.

Su objetivo es emplear técnicas estadisticas y los algoritmos de mineria de datos y
asi poder estimar la calidad y el rendimiento de los datos obtenidos en la

explotacion petrolera.

El siguiente manual del Software Estadistico de Mineria (SEM) comprende todo el
manejo del Sistema mediante algoritmos de mineria de datos y estadisticos, y

describe todas las funciones y elementos que lo conforman.

En el sistema, el usuario se ira a encontrar con dos médulos los cuales son:

e Manejo de Informacion: Este modulo contiene todo lo referente a la
manipulacion de archivos, como es la funcion de cargar y/o agregar datos de

un archivo de datos o de la base de datos. Los datos pueden ser cargados y

manipulados para hacer posible el analisis, presentarselos al usuario y guardar
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¢ la informacion. Ademas se pueden guardar datos previamente cargados en la
carpeta temporal que sera encontrada en C:\ y los resultados de los analisis
resueltos por el prototipo.

¢ Analisis: La funcién de este modulo es la de realizar los analisis respectivos
dependiendo de la técnica deseada (mineria de datos o estadistica), asi como

analisis de componentes principales, regresion, cluster y arboles de decision.
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1.1.

1.2.

1. REQUERIMIENTOS DE HARDWARE Y SOFTWARE

Requerimiento Hardware en El Cliente

. Procesador: Pentium IV

o Tarjeta de Red: 10/100 Mbps Ethernet
. RAM: 512 MB

o Disco Duro: 1GB

Requerimiento Software en El Cliente

o Sistema Operativo: Windows 98 6 superior
. MySQL
o JDK1.5.0 07
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2. INSTALACION DEL SOFTWARE

En el manual va adjunto un CD-ROM el cual incluye el software de la herramienta
estadistica, los instaladores de JAVA y de MySQL para poder correr la

herramienta.

Se recomienda tener instalado todo lo anterior para que el software tenga un buen

funcionamiento; para esto continue con las siguientes instrucciones:

2.1. Instalacion de Las Herramientas Necesarias

1. Introduzca el CD-ROM de la herramienta en su respectiva unidad.

2. En la pantalla de su computador, en el escritorio se encuentra el icono Mi PC,
da clic en él, como se muestra en la grafica 1, y después se ubica en la
unidad donde inserté el CD-ROM de la herramienta como se puede observar

en la grafica 2

Grafica 1 Icono Mi PC

4

Mis

documentos

METQDOLOT Meskar

N

Internet ; ' AresLite Nubia
Ex |:-I|:-r-3r'

Fuente: El Autor
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Grafica 2 Archivos del CD-ROM
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la copia satisfactoriamente prosiga con el archivo instaladores, haga doble-clic,

alli encontrara los instaladores de la base de datos y la herramienta donde fue

Copie la carpeta Analisis cluster en la unidad C:\, después de haber realizado

disefiado el software computacional. (Grafica 3. Instaladores).

Grafica 3 Archivos del CD-ROM
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4. Al hacer doble-clic vera la siguiente pantalla, alli seleccione Next (Grafica 4)
para continuar con la instalacion la cual lo mandara a la pantalla del contrato de
licencia. Lea el contrato y seleccione Next para proceder con la instalacion
(Gréfica 5).

Grafica 4. Pantalla de presentacion de AppServ 2.5.6

% AppServ 2.5.6 Setup

Welcome to the AppServ 2.5.6
Setup Wizard

Thig wizard will guide you through the installation of AppServ
2.5.6.

It is recommended that you close all other applications
before starting Setup. This will make it possible to update
relevant system files without having to reboot your
computer,

Click Next to continue.,

Cancel

Fuente: El Autor

Grafica 5. Contrato de licencia de AppServ 2.5.6 MySQL

% AppServ 2.5.6 Setup (=]
: License Agreement

Please review the license terms before installing AppSery 2.5.6.

Press Page Down to see the rest of the agreement.

GMU LESSER GEMERAL PUBLIC LICEMSE -~
Version 2.1, February 1939

Copyright {C) 1991, 1999 Free Software Foundation, Inc.

59 Temple Place, Suite 330, Boston, MA 02111-1307 USA
Everyone is permitted to copy and distribute verbatim copies
of this license document, but changing it is not allowed.

[This is the first released version of the Lesser GPL. It also counts
as the successor of the GMU Library Public License, version 2, hence
the wersion number 2.1.] v

If you accept the terms of the agreement, dick I Agree to continue. You must accept the

agreement to install AppServ 2.5.6.

< Back Agree Cancel

Fuente: El Autor

151



5. Continle dando Next hasta que vea la pantalla del tipo de instalacién que
desea. Seleccione MySQL Database y desactive las demas y a continuacién de
clic en Siguiente, introduzca la clave: ”asdfgh” en los dos campos y de clic en

Install®®.

6. Cuando la instalacion concluya, haga clic en Finish.

7. Después de haber terminado satisfactoriamente con la instalacion de la
herramienta para la base de datos prosiga con la instalacion de JAVA dando
doble clic en el icono correspondiente que se encuentra en el CD-ROM,
directamente el sistema hace el proceso para iniciar la instalacion y sale la
pantalla del contrato de licencia. Lea el contrato y estando de acuerdo con
éste, acepte los términos. Seleccione Next para proceder con la instalacion
(Gréfica 6).

Grafica 6. Contrato

de licencia de Java

= J2SE Development Kit 5.0 Update 7 - License

License Agreement

Fleasze read the following license agreement carefully.

Sun Microsystems, Inc. Binary Code License Agreement
for the JAVA 2 PLATFORM STANDARD EDMTION DEVELOPMENT KIT 5.0

SUM MICROSYSTEMS, INC. ("SUN") IS WILLING TO LICENSE THE SOFTWARE IDENTIFIED
BELOW TO %'OU ONLY UPON THE CONDITION THAT %OU ACCEPT ALL OF THE TERMS
CONTAINED IN THIS BINARY CODE LICENSE AGREEMENT AND SUPPLEMENTAL LICENSE

TERMS (COLLECTIVELY "AGREEMENT"). PLEASE READ THE AGREEMENT CAREFULLY. BY
DOWHLOADING OR INSTALLING THIS SOFTWARE, Y'OU ACCEPT THE TERMS OF THE
AGREEMENT. INDICATE ACCEPTANCE BY SELECTING THE "ACCEPT” BUTTON AT THE

BOTTOM OF THE AGREEMENT. IF v OU ARE NOT WILLING TO BE BOUND BY ALL THE TERMS,
SELECT THE "DECLINE™ BUTTON AT THE BOTTOM OF THE AGREEMENT AND THE b

(31 accept the terms in the license agreement!

()1 do not accept the terms in the license agreement

I Mext = ] [ Cancel

Fuente: El Autor

8 Asegurese de no tener instalada alguna otra instancia de mysql, que se encuentre corriendo por el puerto 3306,
puesto que puede producir errores en la instalacion. en este caso, cree la base de datos corriendo el archivo
“script.sqgl” que se encuentra dentro de la carpeta “analisiscluster”
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8. Después de haber realizado la instalacion, haga clic en Finish

9. Al haber realizado todas las instalaciones de las herramientas necesarias debe
continuar creando una ruta ”C:\temporal\weka\”, es decir, en C:\ se debe
crear una carpeta llamada temporal y en ella se creara otra carpeta que se
llamara weka ya que ella es la que permite guardar las nuevas variables que

SEM va a arrojar.(grafica 7)

Grafica 7. C:\

= SISTEMA (C:) FEX

© Archivo Edicién Ver Favoritos Herramientas  Ayuda ;,"

e Atréas - ,\_/'l L@ ,;_\J Busqueda i Carpetas v

! Direcrién ‘u- ofd] v| ik

: =] | - HSearch... @ Hutharl Gamesl
- S

Tareas del sistema
Ocultar el contenido de esta _ —
unidad ———
éj Agregar o quitar programas et AppSery
1
,J Buscar archivos o carpetas

P Archivos de programa
Tareas de archivo y carpeta | *
.j Crear nueva carpeta

@ Publicar esta carpeta en Web

(e BN .-

Config.Msi

Fuente: El Autor

10. Para que la herramienta corra Es necesario ejecutar el archivo de
procesamiento por lotes “SEM.bat”, el cual llamara por su parte a la clase
principal de SEM. Dicho archivo se encuentra en la raiz de la carpeta
“‘Analisis cluster”; La carpeta nos llevara al siguiente icono, el cual es el

aplicativo del software como se ve en la grafica 8 y 9
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Grafica 8. Pantalla donde se encuentra el icono de SEM

& AnalisisCluster
: Archivo

em:rés - J lm" /':j Blsqueda iL,. Carpetas v

Edicion Ver Favoritos Herramientas  Ayuda

: Direccién ‘b C:\AnalisisCluster

Tareas de archivo y carpeta £ "/' Analizar “”J Ayuda
| |
W[} Cambiar nombre  este archivo
|3y Mover este archivo == (o= -‘J ==
i . { BaseDatos J CarnarNatne Archivg { com
; Copiar este archiva | Abrir 1
@ Pubicor st o an i
(5) Enviar este archivo por correo == Tmprimir ==
k : [ Constante: 1 Documentos
electranico 1/' P shred File L,J
A - L
i@ Imprimir este archivo [ scan selectzd files with Antivir
¥ Eliminar este archivo (= B Aniadir al archivo... (==
‘/l Exepdiones ;aﬁad\r a "SEM.rar™ L,J Iconos
!Comnnm\r y enviar por email,..
Otros sitios = = Comprimir en "SEM.rar” y enviar por email Fo
= : 0 "
<o SISTEMA (C2) '/’ Imagenes  cJ WinZip , L’J Interfazweka
5} Mis documentos Enyiar & 4
[ Documentos compartidos [ ib Cortar = o
i MiPC | Capiar |
-d CERTmEEbE = Crear acceso directo i script
/} org Eliminar ==| ArchivosqQL
P L Cambiar nombre = LG
Detalles w3 § =
S| Propiedades
SEM A o
Archivo por lotes M5-DOS KB

Fuente: El Autor

Grdéfica 9. Ruta del proceso SEM &

2 SEM - Bloc de notas

Archivo Edicén Formato  Wer Ayuda

"C:\archivos de programa’Java‘\jrel.5.0_07bin\java" -xms256m -Xmx600m
-classpath c:“analisisCluster’]lib'\synthetica.jar;C: analisisCluster’lib'weka. jar;
|/ Interfaces/ventanaPrincipal

Fuente: El Autor

87 La ruta de la carpeta de inicio del j2sdk, depende directamente de la ruta establecida en la instalacion de java. la ruta que
viene por defecto es la de la instalacién de java para un sistema operativo windows xp en espafiol.
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3. FORMAS DE TRABAJO

A continuacion se describen en forma general, clara y concreta las formas de
trabajo en el prototipo SEM, asi como las partes que la conforman y su finalidad.
(Ver Grafica 10).

Grafica 10 Pantalla Principal del Software.

Nombre del software

|} SEM - Software estadistico de mineria
/ Archivo Edicicn Técnicas gl Avuda
Agredgar EI CQuibar

Barra del menu
principal

Fuente: El Autor

Nombre del Software: Es el nombre del prototipo SEM y esta ubicado al lado
superior izquierdo de la imagen.

Barra del Menu Principal: Presenta una serie de palabras que al dar clic sobre
cada una de ellas se despliega un submenu con diferentes opciones.
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4. DESCRIPCION DE PROCESOS

En este proceso se explican de forma clara y concreta los pasos a seguir para

llevar a cabo los procesos generales del sistema.

El cuadro que se muestra a continuacién describe la funcion de cada uno de los

botones que aparecen en el prototipo.

e Cuadro 1. Lista de Botones.

BOTON DESCRIPCION

Permite crear una nueva matriz de datos.

Permite cargar datos que se encuentren en la base de
- el | datos o en archivos ARFF o CSV.

Guarda los datos cargados y/o modificados en el
prototipo en un archivo nuevo, para que los datos del
original no sean alterados.

&l Guardar Datos

Agrega columnas de las nuevas variables obtenida en la
fgregar prediccion. Estos pueden ser editados sin el riesgo que
—_ el archivo original sea alterado.

) Elimina columnas de las variables que se encuentran
EI Cuikar almacenadas en la base de datos sin el riesgo que el
archivo original sea alterado.

j Permite agregar variables para que sean analizadas.

=] Permite retirar las variables agregadas.

Procede a realizar el analisis respectivo en nueva
ventana, habiendo ya cargado los datos, escogido la

Analizar | técnica y algoritmo, y seleccionado las variables a
comparar.
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Cancelar Cancela el proceso de la técnica.

Se encuentra todos los documentos para la ayuda de
®| Docurmnentos los usuarios.

El nombre del desarrollador y en que afno se realiz6

& Acerca de

Permite salir del prototipo.

Minimiza una ventana, disminuyendo su tamafio.

Maximiza una ventana, ampliando su tamano.

@ €

Cierra una ventana o permite salir del prototipo.

%]

° Proceso para acceder al sistema.

Para poder acceder al sistema, el usuario debe haber instalado todas
herramientas necesarias para poder ejecutar el Software y colocar un acceso
directo para mayor comodidad en el escritorio y elegir SEM, como se muestra en
la Grafica. (Ver Grafica 11).

Grafica 11. Escritorio de Windows XP.

PERSONAL

o @

Variado Redamo

v2 Inicio | & 3

Fuente: El Autor
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5. PROCESO DE NAVEGACION DEL SISTEMA

5.1 BARRA DEL MENU PRINCIPAL: Aqui se encuentra el menu principal,

donde el usuario puede interactuar con la herramienta. (Ver Grafica 12).

Grafica 12. Pantalla de la Barra de Mend.

| SEM - Software estadistico de mineria

frchivo € syuda

=)

Fuente: El Autor

5.1.1. Menu archivo En este menu se encuentra todo lo referente al manejo de
archivos. Como es Nuevo que hace referencia a algun nuevo registro, también se
encuentra la opcion de cargar datos de un archivo de datos o de la base de datos
MySQL. Los datos cargados y los que sean agregados pueden ser guardados en
esta nueva hoja, que posteriormente de ser salvados pueden ser abiertos en
Excel. (Ver Grafica 13).
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Grafica 13. Menu Archivo.

|W8) SEM - Software estadistico de mineria

= Cargar Datos >
suardar Datos

Salir

Fuente: El Autor

e Nuevo Este submenu da la opcidn de crear un nuevo registro el cual lo
alimenta el usuario digitando los datos hallados, es decir si el archivo tiene 500

lineas ahora quedara con 501 lineas. (Grafica 14)

Grafica 14. Menu Archivo.

|| SEM - Software estadistico de mineria

dicién  Técnicas ) Ayuda

&4 Cargar Datos
Guardar Datos

Salir

< J B

Fuente: El Autor

e Cargar Datos » Archivo ARFF: Este submenu se activa dando clic en la

opcién correspondiente (Ver Grafica 15). Al presionar en esta opcion se
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visualiza el submenu que contiene la ventana Cargar datos de archivo con la

ruta donde estan los datos a cargar. (Ver Grafica 16).

Grafica 15. Cargar Datos » Archivo ARFFde Datos.

|m| SEM - Software estadistico de mineria

LN Edicién Técricas @) Ayuda

[ Muevo

=] Cargar Datos > = Archivo ARRF
Guardar Datos > | B arheive C5v

Salir Desde BD

&

Fuente: El Autor

Grafica 16. Cargar datos de archivo.

(M) SEM - Software estadistico de mineria

| Abrir £

o 6®

Fuente: El Autor

El procedimiento que se lleva a cabo para encontrar y abrir un archivo es el mismo

que en los programas antes descritos.
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Se selecciona la ruta donde se encuentra el archivo, En nuestro caso se encuentra
dando clic en el siguiente icono i| si la carpeta esta en el Escritorio, lo
seleccionamos, de lo contrario debe ir a Mi PC y dar la ruta definida y viendo el
archivo sobre el fondo blanco de la ventana, lo seleccionamos; en nuestro

software esta en C:\AnalisisCluster\arff y finalmente damos clic en Abrir.

Terminado este proceso, aparece de nuevo el menu principal, donde nos daremos

cuenta que se iluminan los submenu de edicion y técnicas. (Grafica 17).

Grafica 17. Mostrar Datos.

[i_:'l SEM - Software estadistico de mineria

Archivo Edicidn Técnicas € Ayuda

Agregar EI Quitar

EF it [HFU [GR_ Jlogl... Jlogi.. [PT  [RHOB [NPHI [PEF__ [kMaX [kon  [KYERT [POR_ |

1 1 26.88 16375 2.3395 54.9¢ 2.60 006 7.8¢ 029 008 00 25 (Al
744 2079 18232 5931 26 0.06 859 38 05 00 93 [
521 2118 1.9281 57.63 259 007 8 227 181 018 88—
15,74 18773 15544 50.04 254 008 9 145 1252 632 119

16,88 19986 1.8273 54.7% 258 007 &73 193 134 00 5.9
19.09 2236 23124 5206 265 004 &15 045 038 00 3.3
23,28 24346 26026 5289 267 002 S45 018 018 00 2.3
25,61 22183 22956 5481 265 002 T8 08 036 00 5.7
27 21522 156958 92,38 263 004 779 018 017 00 5.8
74,93 2.3397 22518 5163 268 002 7599 012 011 00 2.6
23,77 24221 27312 5183 267 002 .09 013 007 00 3.6
32,97 24263 20626 505 Zed  0.01 &1 014 0.08 00 1.9
37.63 2.6315 3.2967 S0.81 2.7 0ol V36 027 02 0.0 2.2
35,78 2.3613 3.2302 5188 2.7 003 @56 433 182 049 15
23,25 24133 22306 51.94 269 0.02 @55 058 041 00 4.6
4.86  2.5589 24435 525 264 003 &16 09 074 0.7 a

6.4l 2.1331 19493 55394 268 002 @73 039 002 002 26
755 2125 19067 55.06 2465  O0.04 959 055 032 006 5

.26 19505 1.9307 57.88 263 0.05 901 1.07 087 024 6.2
6,73 1.86458 1.5132 59 262 006 723 108 089 007 5.1
779 18279 1531 5844 259 006 #0600 074 045 012 6.9
4,58 1.8685 1.7162 55,75 264 005 &18 043 031 012 6.5
.95 1.89%42 1.7807 55.89 266 004 755 02 018 023 5.5
5,59 245928 1.8944 5138 269 001 &0% 184 0.8 025 3.2

[ R R R R R R P AR S R I R R SR SR A S R S R SR RS Tl
o — & 07— 7 O L3 o~ 1 U1 R 1~ 1 & Ov N 00 on o

Fuente: El Autor

e Cargar Datos » Archivo CSV: Esta opcion nos da la facilidad de cargar los

documentos que estan ordenados por comas, es decir, los formatos .csv.
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Los ficheros CSV (del inglés comma-separated values) son un tipo de documento
sencillo para representar datos en forma de tabla, en las que las columnas se
separan por comas Y las filas por saltos de linea. Los campos que contengan una
coma, un salto de linea o una comilla doble deben ser encerrados entre comillas

dobles.

El formato CSV es muy sencillo y no indica un juego de caracteres concreto, ni
cdmo van situados los bytes, ni el formato para el salto de linea. Estos puntos

deben de indicarse muchas veces al abrir el fichero, por ejemplo, con una hoja de

calculo.

Grafica 18. Mostrar Datos del Formato .CSV.

(W) SEM - Software estadistico de mineria

[, Nueva

== Cargar Dakos bl 4= archivo ARRF

Desde BD

Fuente: El Autor

e Guardar » Guardar en CSV: Este submenu se activa dando clic en la opcion
correspondiente (Ver Grafica 18). Cuando el usuario crea un registro como se
observa en la Grafica 14 se puede guardar en la carpeta C:\temporal\weka
dependiendo de la extensidn, si es un registro separado por coma (,) se debe

guardar en la carpeta de CSV.

Los datos son guardados de manera similar a como son abiertos, es decir,

seleccionamos la ruta donde queremos que sean almacenados
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(“C:\temporal\weka”), posteriormente le asignamos un nombre con el que los
reconoceremos Y finalmente damos clic en Guardar. El prototipo guarda el archivo

con la extension que tiene por defecto “.csv”. (Ver Grafica 19).

Grafica 19. Guardar los Datos del Formato .CSV.

Guardar en: [.‘3 WEKA |E|] [ e |

Iﬂ_] Componentes RTF
= DataSets, arff

Mombre de archivo: [prueba.csv ]

Archivos de tipo: [Tudus los archivos |E|]

Guardar Cancelar

Fuente: El Autor

e Salir: Permite salir del prototipo, cerrando asi todas las ventanas que se

encuentren abiertas.

5.1.2. Menu técnicas En este menu se encuentran todas las técnicas donde se
manejan los algoritmos de clasificacion, y cluster. Este submenu contiene las
técnicas en el siguiente orden: componentes principales, analisis de regresion
lineal simple, cluster y arboles de decision (Ver Grafica 20). Se ha escogido este
orden ya que es la forma en que pueden ser mas aprovechadas las técnicas
segun el tipo de analisis y otras pruebas que se le puedan hacer a variables ya
analizadas, como es el caso de aplicar Analisis de Regresion a las variables

generas por Componentes Principales.
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Grafica 20. Menu Técnicas.

1_§_|- SEM - Software estadistico de mineria

Archiva Edicidn

Agregar E Andisis de componentes principales (ACP)

——————— Reqgresion lineal simple

EF T | DE [NPHI [PEF  [kMax [kao  [kverT [pOR |

1 1 Cluster - K Medias 5 006 784 029 008 00 0 25 E
L 3 Clasificacion arbal - 145 0.06 859 387 056 00 9.3 L
1 B ] 5007 8 227 1.81 018 849 '
1 3 ] 16,88 1,086 1.8273 5475 258 007 873 193 134 0.0 54

1 3 5 19.09 2236 23124 5208 265 004 815 045 033 0.0 0 33

1 3 & 2328 24346 26026 G260 267 002 845 048 048 00 2.3

1 3 4 2561 22183 22956 5451 265 002 78 082 036 00 57

1 3 ] 27 21522 1.569% 52,38 263 004 779 048 047 0.0 58

1 3 1 2493 23397 22518 51,63 268 002 759 042 001 00 26

1 3 g 28,77 24221 27512 5163 267 002 700 043 007 00 36

1 3 2 32,97 24263 20826 505 268 001 &1 044 009 00 1.9

1 3 g 37.63 26315 32967 5081 27 00 736 027 0.2 00 2.2

1 3 ] 35,78 23613 32502 5188 27 003 856 433 182 049 1.5

1 3 1 2825 24133 22506 51,04 269 002 855 058 041 00 46

1 3 3 4,86 25589 24435 525 264 003 &16 09 074 07 @

1 3 6 6.41 21331 19493 53.04 268 002 878 039 002 002 26

Fuente: El Autor

e Componentes Principales: Al seleccionar esta opcion se da doble clic en ella,
y sera enviado a una interfaz que ayudara al usuario para empezar a hacer los
analisis que sean deseados. En la nueva ventana se escogen las variables
dependientes e independientes para hacer el analisis de esta técnica. (Grafica
21)
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Grafica 21. Analisis de Componentes Principales.

|| SEM - Software estadistico de mineria

Archivo Edicion QRIS

Agregar E

findisis de componentes principales (ACF)

Reqresidn lineal simple

EF B [NPHI |PEF  [kMAX [K90 |KYERT POR |
Cluster - K Medias 5 006 784 029 008 00 25 (Al
Clasificacion arbal - 145 006 839 3587 D6 0.0 9.3 L

007 3 227 18 013 &%
1574 18773 15544 5994 254 008 9 145 125 632 119
1688 19986 1.8273 .75 258 007 873 193 134 00 5.9
19.09 2236 23124 5206 265 004 815 045 038 00 3.3
23e8 24340 26020 5269 267 002 845 008 018 00 2.3
29,61 22183 2.2950 5481 265 002 Y8 082 038 00 2.7
27 21522 15693 5238 263 004 779 008 017 00 5.8
24,98 23397 22518 5163 268 002 759 042 011 00 2.6
2877 24221 29512 5163 267 002 A09 013 007 00 3.6
32,97 24203 20620 505 263 001 &1 0,14 009 00 1.9
3763 26315 32967 5081 27 o001 F38 027 0.2 00 2.2

J—=r—=[—[—]—]—=]—=] = === —=]—
LR L R ' R ' R ' TR 5 TR Ak T Ok T % RS R S L R N :
I a2 o= N = NN

Fuente: El Autor

El recuadro izquierdo de la ventana le da la opcion al usuario de poder seleccionar
las variables dependientes (El, Lt y HFU) e independientes, alli se encuentran los
datos que se encuentran cargados (Ver Grafica 22). Segun el criterio del usuario

son escogidas las variables independientes; primero se da clic en la variable

deseada, y a continuacion se da clic sobre el icono agregar variablesi]. Si el

usuario se equivoca puede deshacer la operacion que fue realizada dando clic en

el icono LJ ya que el cumple la funcién de quitarlas después de ser agregadas y
después agregar las variables independientes y se puede realizar el mismo
proceso. Finalmente, después de haber seleccionado las variables, damos clic

sobre Analizar.
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Grafica 22. Seleccidn de Variables - Componentes Principales.

() Seleccion de variables

Andlisis de componentes principales - ACP

Dependisnte

LT |EF
HFU El Bl
RHOB
NPHI Independientes
PEF GR
KMAX log10({LLD)
K30 1og10(MSFL)
KVERT oT
POR

[ Analizar |

" Cancelar

normalize | True [

I

Fuente: El Autor

Dependiente: Este campo es activado ya que el prototipo elimina por defecto la

ultima variable en ser introducida, que es tomada como si fuera dependiente.
Independientes: Se toman las variables mas relacionadas para ser comparadas.
VarianceCovered: Toma un porcentaje para este caso es de 95% para explicar
los componentes. Aunque no se han establecido unos niveles objetivos, se

considera que en las ciencias naturales hay que extraer factores hasta que se

explique, por lo menos el 95% de la varianza.
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Normalize: Si se quieren o no normalizar los datos de la técnica.

Al dar clic sobre Analizar mostrara la ventana de los resultados del analisis de la
técnica, donde aparecen dos iconos mas que permiten guardar los resultados (Ver

Grafica 23). El primero de estos guarda los resultados del anélisis dando clic sobre

| §]
el iconou, cuando la técnica reduce la cantidad de variables sin perder
demasiada informacion, éstas son cargadas automaticamente al Dataset (sabana
de datos).

Grafica 23. Resultados - Componentes Principales.

I Resultado para Anilisis de componentes principales - ACP

E Guardar en RTF | Cetrar

Correlation matrix ()
o8 o 0.13 -0.24
o 1 0.65 -0.56
0.13 0.65 1 -0.63

-0.24 -0.56 -0.63 L

Sugerencia:

Se recomienda trabajar con las wvariables de los componentes cuyos eigenwvalues sean superiores a la unidad.

eigenvalue proportion cunalative
Z.259z9 0.56482 0.56482 -0.5851ogl0 (MSFL)+0. 569DT-0. 5531ogl0 (LLD) -0. 166GR
1.0145a6 0.25374 0.31856 0.9456R-0.2921ogl0(LLD ) -0, 108DT-0. 096logl0 (M3FL)
0.39185 0.09796 0.91652 0.765DT+0. 568 Logl0(LLD ) +0, 27 7GR+0. 12910910 (M5FL)
0.3338 0.08348 L 0.7951ogl0(M5FL)-0.535L0gl0 (LLD)+0.282DT-0. 051GR
Eigenwvectors
V1 vZ 3 4

-0.1665 0.9451 0.2766 -0.0511 GR
-0.5532 -0.2925 0.5676 -0.535 loglO(LLD)
-0.584% -0.0377 0.1239 0.7943 loglO (M3FL)
0.5694 -0.1082 0.7647 0.2817 DT

Se han agregado al Dataset nuevas wariables correspondientes al los componentes principales encontrados.
Sugerencias:

1. Con laz variahles nuevas recomendamos aplicar Andlisis de Regresidn para obtener un modelo
de regresicdn con la wariahle dependiente.

2 Con las wvariables nuevas recomendamos aplicar Cluster para segqmentar las observaciones
de las nuevas variables ¥ emplear asi un Andlisis de Regresidn. =
£4] 12

Fuente: El Autor

e Analisis de Regresion Lineal Simple: Al seleccionar esta opcién se da doble
clic en ella, y sera enviado a una interfaz que ayudara al usuario para empezar

a hacer los analisis que sean deseados. En la nueva ventana se escogen las
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variables dependientes e independientes para hacer el analisis de esta técnica.
(Gréfica 24)

Grafica 24. Analisis de Regresion Lineal Simple.

{M| SEM - Software estadistico de mineria

frchivo  Edicidn BE

Agregar E

EF it B _[NPHI [PEF [kMax koo [K¥ERT [poR |
1 1 Cluster - K Medias B 008 7B+ 029 008 0.0 25 (A
1 3 Clasificacion arbal - 148 006 859 587 058 0.0 9.3 |
1 3 007 3 227 138l 018 89—
1 3 5 15.74 [1.8773 1.5544 52,94 254 008 9 145 1252 632 119

1 3 g 16,88 19936 1.5273 5475 258 007 873 193 134 00 59

1 3 5 19.09 2236 23124 5206 265 004 815 045 038 0.0 3.3

1 3 3 2328 24346 26026 5269 267 002 345 018 018 00 23

1 3 4 2561 22183 2.2956 5451 265 002 78 082 03 00 57

1 3 5 27 21522 1.5698 S2.3% 2.63% 004 779 018 017 00 58

1 3 1 2498 23397 22518 51.63 263 002 759 012 011 00 26

1 3 5 2877 24221 27512 51.63 267 002 709 013 007 00 36

1 3 z 3297 24263 20626 505 263 001 B1 004 009 00 1.9

1 3 g 37.63 2.6315 3.2967 S0.81 27 001 73 027 02 00 2z

1 3 5 3578 23613 3.2502 51.88 27 003 356 433 182 049 15

1 3 1 2825 24133 22506 51.94 269 002 355 053 041 00 46

1 3 3 486 (25589 24435 525 264 003 F16 09 074 0F 8

1 3 & 641 (21331 19493 53.94 268 002 578 039 002 002 26

1 3 5 755 2125 19067 55.06 265 004 959 035 032 006 5

1 3 1 826 (19505 19307 57.83 263 005 901 107 087 024 62

1 3 5 673 1.8648 1.5132 59 z62 008 723 105 059 0.07 51

1 3 4 779 1.8279 1531 5844 259 006 F06 074 045 012 69

Fuente: El Autor

El recuadro izquierdo de la ventana le da la opcion al usuario de poder seleccionar
las variables dependientes (El, Lt y HFU) e independientes. (Ver Gréfica 25).
Segun el criterio del usuario son escogidas las variables independientes; dando

clic en la variable deseada, y a continuacién se da clic sobre el icono agregar
variablesi]. Si el usuario se equivoca puede deshacer la operacién que fue

realizada dando clic en el iconoLJ, ya que el cumple la funcién de quitarlas
después de ser agregadas y después agregar las variables independientes y se
puede realizar el mismo proceso. Finalmente, después de haber seleccionado las

variables, damos clic sobre Analizar.
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Grafica 25. Seleccion de Variables - Analisis de Regresion.

|m Seleccion de variables

Regresion Lineal Simple -

Dependiente
EF LT
HFU ﬂ J
GR
log10{LLD) Independientes
log10({MSFL)

£l 2

Analizar |

Zancelar

Eliminar errares  |True W ]

Fuente: El Autor

Dependiente: Es la variable que se quiere explicar a partir de otras cuyos valores
no dependen unos de otros.

Independientes: Son las variables que buscan explicar la Dependiente.
Eliminar errores: Dependiendo de lo que se escoja elimina o no la colinealidad

(los puntos que se encuentran en la misma recta) entre los atributos. Se

recomienda dejar el que esta por defecto.
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Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Grafica 26)

Grafica 26. Resultados - Analisis de Regresion.

{i} Resultado para Regresion Lineal Simple

H Guardar en RTF | Cerrar
Regresion Lineal Simple
B
-13.22Z * FHOE + 40.54
Resumen
Correlation coefficient 0.5223
Class complexity | order 0 2069.6713 bhits Z.2895 bits/instance
Class complexity | scheme 3343.7342 bits 3.69588 bits/instance
Complexity improwvement [8E) -1274.0629 hits -1.4094 bits/instance
Mean absolute error 1.4077
Root mean scquared error 1.6652
Relative absolute error §5.6096 %
Root relatiwve sgquared error §5.276 %
Total Number of Instances 04
© 5]

Fuente: El Autor

Cuando se guarda la informacion y el usuario desea pasar a la otra técnica le
saldra el siguiente letrero como se muestra en la Grafica 27, debido a que las
variables que se encuentran analizando algunos campos vienen sin informacion,
pero el software internamente lo elimina para tener un buen resultado del analisis
de esta técnica, después de haber dado clic en Aceptar, se cierra la ventana para

asi poder continuar con la siguiente técnica.
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Grafica 27. Error- Anadlisis de Regresion.

8 jawva.lang. stringIndexCOutOfBoundsE xception: String indesx out of range: -1

Fuente: El Autor

e Cluster: Al seleccionar esta opcion se da doble clic en ella, y sera enviado a
una interfaz que ayudara al usuario para empezar a hacer los analisis que sean

deseados. En la nueva ventana se escogen las variables independientes para

hacer el analisis de esta técnica. (Ver Grafica 28).

Grafica 28. Cluster.

1_:] SEM - Software estadistico de mineria

Agreqgar E
|

EF
1

-

Archivo  Edicion BIEEEE

& ayuda

Anaisis de componentes principales (ACP)

Reqresion lineal simple

Cluster - K Medias

Clasificacidn arbol - 148

e e e b e e e e e e | e
LRI I PR s T s R A R R R R R R T R T R A A L
[T oy T s T S 3 RS oy R s S I R |

Fuente: El Autor

En el recuadro izquierdo de la ventana donde aparecen todas las variables, se

encuentran las variables de la hoja de datos que fue cargada (Ver Grafica 29).

15.74
16,88
19.09
23.28
25.61
27
24,95
28,77
32,97
37,63
35,78
28,25
4,56

1.8773
1,9956
2,236

Z2,4346
2.2183
2.1522
2.3397
24221
Z2,4263
Z2.6315
2.3613
2.4133
2,5559

1.5544
1.8273
23124
26026
2,2956
1.5695
2.2518
2.7912
2.0626
32967
3.2802
2,2506
2.4435

59,94
54.75
52,06
52,69
54,81
52,38
51.63
51.63
50.5

50,81
51.88
51.94
52.5

:

be [NPHI [PEF  [kMAX [ko0  [K¥ERT [POR |
B 00 734 029 008 00 25
006 859 387 08 00 9.3
0.07 8 227 181 018 .3
254 008 9 145 1252 5.3z |11
258 007 ®73 (193 134 00 5.9
265 004 815 045 038 00 3.3
267 002 845 018 018 00 2.3
265 002 78 08 038 00 57
263 004 779 018 017 00 5.8
268 002 759 012 011 00 2.6
267 002 709 013 007 00 3.6
268 001 81 014 009 00 19
27 001 736 027 02 o0 2.2
27 003 @56 433 162 049 1.5
269 002 &55 058 041 00 0 4.6
Z64 003 &16 09 074 07 8
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Segun el criterio del usuario son escogidas las variables independientes; primero

se selecciona la variable, y a continuacion se da clic sobre el icono agregar
variablesi]. Si el usuario se equivoca puede deshacer la operacién que fue

realizada dando clic en el iconoiJ, ya que el cumple la funcidén de quitarlas
después de ser agregada. Finalmente, después de haber seleccionado las
variables, damos clic sobre Analizar. EI campo donde se introduce la variable
Dependiente se encuentra desactivado ya que en el Analisis Cluster se toman un

grupo de variables independientes y se comparan todas entre ellas mismas.

Grafica 29. Seleccion de Variables - Cluster.

(m) Seleccion de variables
Cluster, K - Medias

Dependiente

EF [
LT =l =l
HFU
GR Independientes
log10{LLD) PEF
log10({MSFL) KMAX
DT K90
RHOB KVERT
NPHI POR
Analizar
Cancelar
nurmClusters

Fuente: El Autor

Independientes: Son las variables que van a ser comparadas entre si.

numClusters: Es la cantidad de clusters que queremos que el prototipo arroje.

seed: Semilla para calculos aleatorios.
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Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Grafica 30).

Grafica 30. Resultados - Cluster.

lil Resultado para Cluster, K - Medias

: Guardar en RTF | Cerrar

Cluster analysis

Huwher of iterations: 9
Within cluster sum of sguared errors: 36.46136630895159

Cluster centroids:

Cluster 0
Mean/Mode: 5.7785 58.7775 13.441 10.2572 12.2436
Std Dewa: 2.0075 624.976 35.2642 43.3599 3.2387
Cluster 1
Mean/Mode: 6.2039 26.4475 1.2078 7.5622 4.2625
Std Dews: 2.0669 421.1816 3.191 118.1366 2.0678

Fuente: El Autor

Cuando se guarda la informacion y el usuario desea pasar a la otra técnica le
saldra el siguiente letrero como se muestra en la Grafica 31, debido a que las
variables que se encuentran analizando algunos campos vienen sin informacion,
pero el software internamente lo elimina para tener un buen resultado del analisis
de esta técnica, después de haber dado clic en Aceptar, se cierra la ventana para

asi poder continuar con la siguiente técnica.
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Grafica 31. Error- Anadlisis de Regresion.

e java.lang, MullPointerException

Fuente: El Autor

e Arboles de Decision: Al seleccionar esta opcion se da doble clic en ella, y
sera enviado a una interfaz que ayudara al usuario para empezar a hacer los
analisis que sean deseados. En la nueva ventana se escogen las variables

independientes para hacer el analisis de esta técnica. (Ver Grafica 32).

Grafica 32. Arboles de Decision.

|W| SEM - Software estadistico de mineria

Archivo  Edicion

Agregar E Anaisis de componentes principales (ACP)

———————1 Regresion lineal simple

EF LT B [NPHI [PEF  [kMax [kao  [K¥ERT [POR |

1 1 Cluster - K Medias B 006 7.4 029 008 0.0 2.5 E]
1 3 . 006 359 387 056 0.0 93 U
1 3 007 & 227 181 018 &9

1 3 5 15,74 1.8773 1.5544 5094 254 003 3 145 1282 @32 119

1 3 s 16,88 19985 1.8273 5475 253 007 873 193 1.3¢ 0.0 59

1 3 s 19.09 2236 23124 52.06 265 004 815 045 038 0.0 33

1 3 & 23.28 24346 26026 5269 267 002 @45 018 013 00 0 23

1 3 4 2561 22183 22956 54.81 265 002 7.8 082 03 00 057

1 3 5 27 21522 1.5693 52,35 263 004 779 018 017 00 58

1 3 1 24,93 23397 22518 G1.63 263 002 759 012 011 00 26

1 3 5 23,77 24221 27512 G163 267 002 709 013 007 0.0 0 36

1 3 2 32.97 24263 20626 50.5 268 001 &1 014 009 00 1.9

1 3 s 37.63 26315 32957 5081 27 001 736 027 02 00000 22

1 3 s 35.78 23613 32502 51.88 27 003 856 433 182 049 1.5

1 3 1 23.25 24133 22506 51.94¢ 269 002 @55 053 041 00 4.6

Fuente: El Autor
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En el recuadro izquierdo de la ventana donde aparecen todas las variables, se
encuentran las variables de la hoja de datos que fue cargada (Ver Grafica 33).
Segun el criterio del usuario son escogidas las variables independientes; primero

se selecciona la variable, y a continuacion se da clic sobre el icono agregar
variablesi]. Si el usuario se equivoca puede deshacer la operacion que fue

realizada dando clic en el icono ij ya que el cumple la funcion de quitarlas
después de ser agregada. Finalmente, después de haber seleccionado las
variables, damos clic sobre Analizar. EI campo donde se introduce la variable
Dependiente se encuentra desactivado ya que en el Analisis Cluster se toman un

grupo de variables independientes y se comparan todas entre ellas mismas.

Grafica 33. Seleccion de Variables - Arboles de Decision.

(m] Seleccion de variables
Arboles - 148

Dependiente

LT |eF
HFU ﬂ J
GR
log10(LLD) Independientes
log10{MSFL) PEF
2Lk KMAX
RHOB o0
HPHI KVERT
POR
Analizar
Cancelar

Metoda de Laplace False Crecimienta de subérboles | True

Reducir error de poda  |False Arbol binario  |False

Semilla |1 Minimo de observaciones por hoja |2

Factor de confianza  [0.25 Mumero de grupos |3

Arbol sin podar  |False

Fuente: El Autor
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Dependiente: Es la variable que se quiere explicar a partir de otras cuyos valores
no dependen unos de otros.

Independientes: Son las variables que buscan explicar la Dependiente.

Método de Laplace: Se utiliza para mejorar la probabilidad estimada.

Reducir error de poda: Para usar o no la opcién descrita en el Numero de
grupos.

Semilla: Semilla usada para calculos aleatorios.

Factor de confianza: Factor de confianza utilizado en la poda para escoger entre
cuales ramas podar y cuales no.

Crecimiento de subarboles: Se utiliza para impedir el crecimiento de subarboles.
Arbol binario: Crea arboles binarios.

Minimo de observaciones por hoja: Minimo de casos por hoja.

Numero de grupos: Numero de grupos utilizados en la reduccion del error por el
que las instancias son divididas en grupos para aplicar el clasificador a los grupos
y asi comparar.

Arbol sin podar: Lo entrega con o sin podar.

Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Grafica 34).

Grafica 34. Resultados - Arboles de Decision.

(W] Resultado para Arboles - 348
] Guardar en RTF | Ver drbol  Cerrar

DT > 62.18
| loglo|LLD) <= 2.047: 8 (70.0/15.0)
1o10(LLD] > 2.047

NPHI <= 0.12

| GR<=9.7: 7 (2.0)

| GR> 9.7: 10 (3.0/1.0)
NPHI > 0.12: 10 (16.0]

i
1
1
1

Mumber of Leaves 110
he

219

787 87,0575 %
117 12,9425 %

oruwococoooan
cwocorooer

< B

Fuente: El Autor
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Al dar clic sobre Analizar mostrara la ventana de los resultados del analisis de la
técnica, donde aparecen tres submenus. El primero nos permite guardar los
resultados arrojados, el segundo nos permite la visualizacion del arbol (Grafica
35), en esta visualizacion nos lo muestra de diferente tamano, nos lleva al nodo
central y nos hace un desplazamiento y el tercero es cerrar, donde nos saca de la

ventana de los resultados.

Grafica 35. Visualizacion Del Arbol

M| Itcpr csentacion grdfica do drbol 348

S Ty
S T e & e
A T my e b mw
. e § S emig § etod e
= 5 - T s R P
- e ® ¥ & 2 g-q» 3 6 & mE b im

e il---n-i-?w*‘-l-i-i--b g s

% 9 s yEmEESEEENININS ¢ SN ‘.'!!"._'.'-"

QQ F-l--I-lI-I“ ll-n 10 ._!,. 1_"

q_‘”llllii b —_!- *"_—-

s 3 e e
EEEE etz

Katar

Fuente: El Autor
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5.1.3. MENU AYUDA

En este menu se encuentra informacién sobre las técnicas de mineria de datos y

de estadistica multivariada, también se encuentra el documento del desarrollo de

la tesis y otros documentos que dan soporte a la implementacion y ejecucion del

software. Ver Grafica 36

Grafica 36. Documentacién de Ayuda

2l SEM - Sofrware estadistico de mineria - Microsoft Internet Explorer

FEEX
"::

© Archivo Edicén Ver Favoritos Herramientas  Ayuda

: Direcddn @ CianalisisCluster \ayudaindex.htm v =B
. . A y >
£ ) B - : A - -
> x| 2] To - Bisqueda < Favoritos {EA; =

Y_’ - 2| Buscar = [~ | [fMis Favoritos = ¥ Yahoo! rrEn - s
s EE G
' ¥

% Software Efaditico de Pineria
| .

Documentos

+ Documento completo
+ Documento visién
» Informe final

+ Manual de usuario

Curso de estadistica multivariada
(Descargar datos de siercicios)

Introduccidn

Andlisis de wvarianza
Andlisis factorial

. Andlisis cluster
Analisis regresion

. Andlisis MDS

. Andlisis discriminante

N

Fuente: El Autor
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Anexo G Informe Final de Evaluacion del KDD

INTRODUCCION

El proceso de KDD es el proceso de usar Resultados de mineria de datos para
extraer e identificar lo que es considerado conocimiento de acuerdo a las
especificaciones de medidas y umbrales, usando la base de datos junto con algun
pre-procesamiento requerido, sub-muestreo y transformaciones de la base de

datos explorada.

Los pasos a seguir para la realizacién de un proyecto de mineria de datos son
siempre los mismos, independientemente de la técnica o metodologia especifica
de extraccion de conocimiento usada. El proceso de Mineria de Datos KDD pasa

como se muestra en la grafica 1.

Grafico 20. Etapas del procesos KDD

Pre- Trans- Data Interpretacion!
Procesamiento formacién ||| | Mining o5 Evaluacién

i ; =

v | | =T

Datos Patrones Conocimiento
Pre-procesados | Transformados

Objetivo

4
L

Los datos usualmente se encuentran almacenados en una tabla ASCII, mediante

bodegas de bases de datos que estan optimizadas para el proceso analitico
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utilizando las herramientas de KDD las cuales pueden incluir mecanismo para
almacenar y acceder a datos. Se selecciona un conjunto de datos, o enfoque de
un subconjunto de variables o datos de muestra, sobre los cuales el
descubrimiento sera ejecutado. La seleccién de muestras de datos las cuales son
llamadas instancias, mediante el preprocesamiento, se hace la limpieza de los
datos y la eliminacion de ruidos y casos extremos, y el manejo de los datos
faltantes y desconocidos, al llegar al proceso de transformacion al formato
requerido por el Resultado especifico de mineria de datos, asi obteniendo
muestras de los mismos (en busca de una mayor velocidad de respuesta del

proceso), o se reducen el numero de valores posibles (mediante clustering,...)

La seleccion de caracteristicas reduce el tamafio de los datos eligiendo las
variables mas influyentes en el problema, sin apenas sacrificar la calidad del
modelo de conocimiento obtenido del proceso de mineria. Los métodos para la

seleccidn de caracteristicas son basicamente dos:

e Aquellos basados en la eleccion de los mejores atributos del problema,

e Y aquellos que buscan variables independientes mediante tests de sensibilidad,

Resultados de distancia o heuristicos.

Cuando se llega a la mineria de datos comienza la busqueda de patrones de
interés en una forma particular de representacion mediante una técnica de mineria
de datos, la busqueda se puede expresar como un modelo o como un patrén que
expresa cierta dependencia entre datos y asi se obtiene un modelo de
conocimiento que representa los patrones de comportamiento o asociacion entre
las variables. el modelo tiene como funcion los analisis estudiados anteriormente
y la forma de representarlos (funcion lineal, conjunto de reglas), en esta etapa

también se encuentra el criterio de preferencia y la estrategia de busqueda y
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antes de terminar se va a pasar por una evaluacion, esa evaluacién es importante,

pues la interpretacién de los patrones descubiertos.

También pueden usarse varias técnicas a la vez para generar distintos modelos,
aunque generalmente cada técnica obliga a un preprocesado diferente de los
datos. Decidir si el objetivo de KDD es agrupacién, clasificacion, regresion,

clustering,

Una vez obtenido el modelo o prototipo, se procede a su validacion, comprobando

que las conclusiones que arroja son validas y suficientemente satisfactorias.
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OBJETIVO

Evaluar la eficiencia de la metodologia sobre los datos seleccionados, con
base en el juicio de expertos, para que los interesados puedan involucrar el

conocimiento generado a sus operaciones.
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DESARROLLO DEL PROCESO DEL KDD

SELECCION DE LOS DATOS

En esta parte se decidi6 que se iba a trabajar con los datos reales
correspondientes al campo Salt Creek Field Unit (SCFU) el cual esta ubicado en
Kent County, Texas, ya que hay una buena cantidad de datos almacenados y sin

poder ser estudiados.

PRE-PROCESAMIENTO DE LOS DATOS

Se escogieron las variables para aplicar el analisis y se observd los datos
erréneos, es decir las filas que no tienen valor alguno o datos incorrectos, Si Si se
deseo realizar un nuevo analisis con otra técnica, y se borraron las filas los datos
errébneos no hay problema, ya que la base de datos no va a ser modificada por

que los datos vana se filtrados segun la técnica que va a ser aplicada.

Los nombres de las variables también pasan por esta fase, donde se hacen

cambios a los caracteres no aceptados por los Resultados.
La base de datos que se posee comprende 904 registros y 14 variables, en forma

mas detallada, las catorce (14) variables que miden la profundidad que tiene la

tierra en cierto espacio del campo SCFU, son las siguientes:
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EF: Electrofase. Descripcion del gedlogo. Se encuentra en un rango de
1-8.

LT: Litofase. Descripcion del gedlogo. Se mueve entre 1-10.

HFU: Unidad de Flujo Hidraulico. Funcion de la porosidad en la

permeabilidad. Se mueve entre 1-6.

GR: Gamma Ray. Mide la radiactividad natural de la roca. Son registro

de pozos, y su valor minimo es de 4.1 y su valor maximo es de 77.

Log10(LLD): Profundidad de perfil lateral. Es la medida de la parte
lateral del pozo. Son registro de pozos y sus medidas son indirectas de
propiedades petrofisicas. Su valor minimo es 0.871 y su valor maximo es
3.0605.

Log10(MSFL): Microesferico. Se presenta en los registros de pozos.

su dato menor es 0.4843 y su dato mayor es 3.301.

DT: Tiempo de transito. Es el espacio de tiempo que se deja para tomar

la siguiente muestra. Su menor dato es 35y su mayor dato es 73.44.

RHOB: Densidad. Densidad de la roca. Cuando el valor es muy alto
quiere decir que hay mas roca que fluido, vy si el valor es pequefio quiere
decir que hay mas fluido que roca. Son registro de pozos y el dato menor es
2.35y el mayor es 2.62.

NPHI: Porosidad entre los pozos. Es la capacidad para que la tierra quede

recta. También son registro de pozos y se puede observar que el dato

menor es de 0.00001 y el mayor de 0.24
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e PEF: Potencial Fotoeléctrico. Es una de las variables que se presenta en el
registro de pozos, y el dato menor que se encuentra es 3.4 y el mayor es
16.98.

o KMAX: Permeabilidad Maxima. Es una constante (se toma como una
propiedad de la roca) y es registro del laboratorio, se presenta con 0.01

como el dato menor y 9999 como dato mayor.

e K90: Permeabilidad de 90%. Es la propiedad de la roca tomando un 90%

del laboratorio. Su dato menor es 0.01 y el mayor es 291.4

e KVERT: Permeabilidad vertical. Es un dato que se obtiene en el

laboratorio y su dato menor es 0 y el mayor es 2751

e POR: Porosidad de laboratorio. Se obtiene en el estudio del laboratorio. El

numero menor es 0.3 y el mayor es 23.98

SELECCION DE CARACTERISTICAS

Las variables escogidas para el desarrollo fueron de los registros presentados en

el campo SCFU y de algunos otros registros presentados en Kent County. (Texas)

Las caracteristicas de las variables que se presenta en la base de datos son

presentadas en el siguiente cuadro.
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VARIABLE | DESCRIPCION | DEPENDIENTE/ ESCALA
INDEPENDIENTE
EF Electrofase Dependiente Métrica
LT Litofase Dependiente Métrica
Unidad de flujo _ _
HFU Dependiente Métrica
Hidraulico
GR Gamma Ray Independiente Métrica
Profundidad de perfil . o

Log10(LLD) Independiente Métrica
lateral

Log10(MSFL) Microesférico Independiente Métrica

DT Tiempo de transito Independiente Métrica

RHOB Densidad Independiente Métrica

NPHI Porosidad entre los Independiente Métrica
pozos

PEF Potencial Independiente Métrica

Fotoeléctrico

KMAX Permeabilidad Independiente Métrica
Maxima

K90 Permeabilidad de Independiente Métrica

90%

KVERT Permeabilidad Independiente Métrica
vertical

POR Porosidad de Independiente Métrica

laboratorio

EXTRACCION DE CONOCIMIENTO

En este capitulo se presentan las corridas realizadas sobre datos reales con el
software de Data Minning llamado “Weka”. Weka es una herramienta de dominio
publico desarrollada en la Universidad de Waikato en Nueva Zelanda. Weka es la

sigla de “Waikato Environment for Knowledge Analysis”. El sistema esta escrito en

191



Java, un lenguaje de programacion orientado a objetos cuya caracteristica
principal es su amplia compatibilidad con todas las principales plataformas
computacionales; Weka ha sido probado bajo los sistemas operacionales Linux,
Windows y Macintosh. Java permite proveer una interfaz uniforme a varios
diferentes Resultados de aprendizaje, junto con métodos para pre- y post-
procesamiento y para evaluar el resultado de los esquemas de aprendizaje sobre

cualquier conjunto de datos.

Los datos recolectados se presentan en el Anexo No. 1. En la seccidén se
presentan las principales caracteristicas del software Weka y en la seccion se
muestran los resultados obtenidos con la operacién de este software sobre el
conjunto de datos mencionados. Finalmente en la seccidn se hace un analisis de

dichos resultados.

. Caracteristicas del software Weka

La interfaz grafica principal del Weka consta de cuatro rutinas que pueden ser

ejecutadas presionando el botdn correspondiente:

1. Simple CLI. Provee una interfaz de lineas de comandos que permite la
directa ejecucion de los comandos de Weka.

2. Explorer. Es un ambiente para explorar datos con Weka. Esta es la rutina
que sera utilizada durante la conduccion de las corridas.

3. Experimenter. Es un ambiente para ejecutar experimentos y conducir
pruebas estadisticas entre esquemas de aprendizaje.

4. KnowledgeFlow. Permite organizar un flujo de ejecucién de comandos de

Weka en una ambiente grafico.

Grafica 2. Presentacion Software Weka
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2 Weka GUI Chooser - |EI|5|

Waikata Envitohment for
Krowledge Analysis

(511999 - 2004
University of Waiksto
Mewy Zealand

el
SlmpIeCLI
Experimenter KnowyledgeFlow

Explorer

Para iniciar la ejecucidén del Explorer se presiona el boton correspondiente y se

obtiene la siguiente pantalla:

Grafica 3. Pantalla Explorer

-Ioix

|

Open fle... | Open URL... | Open DE... | Lo |
Choose  [Hone | Apply |‘
Currsrt relation Selected attribut
Relation: None Name: Hons Type! Hone
Instances: None Aftributes: None Missing: None Distinct: Hons Uriqus: Kone
Al Hlarie: Invert |

LI Wisualize All

FRemove.

o ‘ Lo | g =0

Welcome to the \Weka Explarer
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Las pestanas principales de esta pantalla son:

1. Preprocess. Para seleccionar y modificar el conjunto de datos sobre el cual
se va a trabajar.

2. Classify. Para entrenar y probar esquemas de aprendizaje que clasifican o

realizan regresiones.

Cluster. Para aprender clusters ajustados a los datos.

Associate. Para aprender reglas de asociacion ajustadas a los datos.

Select attributes. Para seleccionar los atributos mas relevantes en los datos.

2B T

Visualize. Para desplegar graficos interactivos de los datos en 2D.

Se tiene las variables correctas y seleccionadas, se ejecuto los Resultados de
las técnicas de mineria de datos implementadas y obtuvimos los siguientes

resultados con sus respectivas interpretaciones.

e INTERPRETACION DE LA TECNICA COMPONENTES PRINCIPALES

El Analisis de Componentes Principales (A.C.P.) es una técnica estadistica de
antigledad ya que fue propuesta a principios del siglo pasado por Karl Pearson
como parte del analisis de factores. El analisis de componentes principales es una
técnica de reduccion de datos, es decir, pretende pasar de ese numero elevado de
variables, a un numero mas pequefno de elementos explicativos, los factores, que
le permitan explicar de una manera mas sencilla esa realidad, es decir el A.C.P.,
es una técnica estadistica de sintesis de la informacion, o reduccion de la

dimension (numero de variables).

Esta técnica es adecuada cuando se trata de resumir la mayor parte posible de la

informacion inicial (varianza) en el menor numero de factores posibles
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Parametros de la prueba

e Atributos

EF
K90
POR
KMAX
kVERT
e Resultado
CORRELATION MATRIZ
1 0.05 0.24 0.01
0.05 1 0.04 0.35
0.24 0.04 1 0.01
0.01 0.35 0.01 1
Sugerencia:

Se recomienda trabajar con las variables de los componentes cuyos eigenvalues

sean superiores a la unidad.

Eigenvalue Proportion Cumulative

1.37732 0.34433 0.34433
1.2197 0.30493 0.64926
0.75814 0.18954 0.83879
0.64483 0.16121 1
EIGENVECTORS
V1 V2 V3
0.2784 -0.6485 -0.707
0.6634 0.2388 -0.0036
0.2715 -0.6522 0.7071

0.6393 0.3116 0.0113

0.663K90+0.639POR+0.278KMAX+0.272KVERT
-0.652KVERT-0.649KMAX+0.312POR+0.239K90
0.707KVERT-0.707KMAX+0.011POR-0.004K90
-0.709K90+0.703POR+0.046KMAX+0.031KVERT

V4
0.0457 KMAX
-0.7091 K90
0.0308 KVERT
0.7029 POR
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EF
GR
LOG10(LLD)
LOG10(MSFL)
DT

CORRELATION MATRIX
1 0 0.13 -0.24
0 1 0.65 -0.56
0.13 0.65 1 -0.63
-0.24 -0.56 -0.63 1
Sugerencia:

Se recomienda trabajar con las variables de los componentes cuyos eigenvalues

sean superiores a la unidad.

Eigenvalue Proportion Cumulative

2.25929 0.56482 0.56482
1.01496 0.25374 0.81856
0.39185 0.09796 0.91652
0.3339 0.08348 1
EIGENVECTORS
% V2 V3 V4
-0.1665 0.9451 0.2766  -0.0511
-0.5532  -0.2925 0.5676  -0.535
-0.5849  -0.0977 0.1289 0.7948
0.5694  -0.1082 0.7647 0.2817
EF
RHOB
NPHI
PEF
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-0.585l0g10(MSFL)+0.569DT-0.553l0g10(LLD)-0.166GR
0.945GR-0.292l0g10(LLD)-0.108DT-0.098log10(MSFL)
0.765DT+0.568l0g10(LLD)+0.277GR+0.129l0og10(MSFL)
0.795log10(MSFL)-0.535log10(LLD)+0.282DT-0.051GR

GR
log10(LLD)
log10(MSFL)
DT



CORRELATION MATRIX

1 -0.89 0.09
-0.89 1 -0.11

0.09 -0.11 1
Sugerencia:

Se recomienda trabajar con las variables de los componentes cuyos eigenvalues
sean superiores a la unidad.

Eigenvalue  Proportion Cumulative

1.90696 0.63565 0.63565  -0.7NPHI+0.698RHOB+0.149PEF
0.97962 0.32654 0.96219  -0.989PEF+0.116RHOB-0.094NPHI
EIGENVECTORS
V1 V2
0.6984 0.1163 RHOB
0.7 -0.0944  NPHI
0.149 -0.9887  PEF
LT
LOG10(MSFL)
DT
RHOB

Correlation matrix
1 -0.63 0.59
-0.63 1 -0.86
0.59 -0.86 1

Sugerencia:

Se recomienda trabajar con las variables de los componentes cuyos eigenvalues
sean superiores a la unidad.

197



Eigenvalue Proportion Cumulative

2.39057  0.79686 079686  -0.606DT+0.597RHOB+0.526l0og10(MSFL)
0.46904  0.15635 0.9532 -0.848l0g10(MSFL)+0.423RHOB-0.32DT
EIGENVECTORS
V1 V2
0.5264  -0.8478 log10(MSFL)
-0.6058  -0.3203 DT
0.5966  0.4227 RHOB
LT
LOG10(LLD)
NPHI
PEF

Correlation matrix

1 -0.55 0.29
-0.55 1 -0.11

0.29 -0.11 1
Sugerencia:

Se recomienda trabajar con las variables de los componentes cuyos eigenvalues
sean superiores a la unidad.

Eigenvalue  Proportion Cumulative

1.66986 0.55662 0.55662 0.67910g10(LLD)-0.618NPHI+0.397PEF
0.91217 0.30406 0.86068 -0.883PEF-0.459NPHI+0.098log10(LLD)
0.41797 0.13932 1 -0.728l0og10(LLD)-0.638NPHI+0.252PEF

EIGENVECTORS

V1 V2 V3

0.6791 0.0976 -0.7275 log10(LLD)

-0.6177 -0.4595 -0.6382 NPHI

0.3965 -0.8828 0.2517 PEF
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LT
GR
KMAX
POR

Correlation matriz
1 -0.28 0.02
-0.28 1 0.08
0.02 0.08 1
Sugerencia:
Se recomienda trabajar con las variables de los componentes cuyos eigenvalues sean

superiores a la unidad.

Eigenvalue Proportion Cumulative

1.28714 0.42905 0.42905 0.711GR-0.687POR+0.148KMAX
1.00793 0.33598 0.76502 -0.965KMAX-0.257POR-0.047GR
0.70493 0.23498 1 -0.702GR-0.679POR+0.215KMAX
EIGENVECTORS
V1 V2 V3
-0.6874 -0.2567 -0.6794 POR
0.7111 -0.0475 -0.7015 GR
0.1478 -0.9653 0.2152 KMAX
HFU
GR
LOG10(LLD)
LOG10(MSFL)
DT
RHOB
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Correlation matriz

1 0.04
0.04 1

-0.13 -0.03
0.35 0.04
-0.33 -0.06
0 -0.02
0.29 0.06
0.23 -0.02
0.35 0.01
-0.16 -0.01
0.05 0.24

Sugerencia:

-0.13
-0.03
1
-0.62
0.59
0.64
-0.64
0.22
-0.53
0.12
-0.02

NPHI

PEF

KMAX

K90

KVERT

POR
035-033 0 029 023
0.04 -0.06 -0.02 0.06 -0.02
062 059 0.64 -0.64 0.22
1 -0.86 -0.56 0.87 -0.03
086 1 0.54-089 0.1
056 054 1 -056 0.3
087 -0.89 056 1 -0.13
003 01 03 -013 1
0.83 -0.89 -0.48 0.82 -0.04

-0.24 0.19 0.01 -0.23 -0.25
0.05 -0.01 -0.01

-0.02 0.01

0.35 -0.16
0.01 -0.01
-0.53 0.12
0.83 -0.24
-0.89 0.19
-0.48 0.01
0.82 -0.23
-0.04 -0.25
1 -0.27
-0.27 1
0.01 0.08

0.05
0.24
-0.02
-0.02
0.01
0.05
-0.01
-0.01
0.01
0.08
1

Se recomienda trabajar con las variables de los componentes cuyos eigenvalues
sean superiores a la unidad.

eigenvalue proportion cumulative

4.67438 0.42494 0.42494  0.433RHOB-0.432NPHI-0.429DT-0.416POR+0.347l0g10(MSFL)...
1.57084 0.1428 0.56775  -0.629PEF-0.459K90+0.445GR-0.358l09710(LLD)-0.218log10(MSFL)...
1.26088 0.11463 0.68237  0.709KMAX+0.673KVERT+0.151GR+0.126K90+0.068l0g10(LLD)...
0.86713 0.07883 0.7612 0.681GR+0.517K90-0.448KVERT+0.175KMAX+0.117log10(LLD)...
0.73639 0.06694 0.82815  -0.675KMAX+0.581KVERT+0.305GR+0.297K90+0.124l0g10(MSFL)...
0.60619 0.05511 0.88326  -0.762PEF-0.38GR+0.339l0g10(LLD)+0.28 K90+0.24 log10(MSFL)...
0.56281 0.05116 0.93442  -0.544K90+0.514log10(MSFL)+0.361l0g10(LLD)+0.322POR-0.298RHOB...
0.33843 0.03077 0.96519  0.708log10(LLD)-0.665l0g10(MSFL)+0.131NPHI- 0.114K90+0.108GR...
EIGENVECTORS

V1 V2 V3 V4 V5 V6 V7 V8

-0.1687 -0.4594 0.1259 0.5173 0.2967 0.2796 -0.5438 -0.114

-0.0264 -0.011 0.6726 -0.4482 0.5811 -0.0631 0.0249 0.0193

0.3474 -0.2184 0.0056 0.1021 0.1243 0.24 0.5143 -0.6646

-0.4293 -0.0741 -0.0125  0.0332 0.0115 -0.0721 0.1504 0.0187

0.4327 0.0336 -0.0189  -0.0818 -0.0546 -0.0479 -0.2975 0.0144
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0.316  -0.3584 0.0679 0.1173 0.0168 0.3387 0.3614 0.7082 log10(LLD)

-0.4321 -0.0063 0.0071 0.0022 0.0027 0.0362 0.2041 0.1313 NPHI
0.0626 -0.6288 -0.028 -0.01 -0.0693 -0.7617 0.0725 -0.0026 PEF
-0.4158 -0.1117 -0.0035 0.0742 -0.0389 0.1079 0.3216 -0.0819 POR
0.1238 0.4451 0.1511 0.6808 0.3048 -0.3799 0.2164 0.108 GR

0.0043 0.0074 0.7092 0.1745 -0.6755 0.0243 -0.0147 -0.0847 KMAX

e INTERPRETACION DE LA TECNICA CLUSTER

El analisis cluster es una técnica analitica para desarrollar subgrupos significativos
de individuos u objetos. El objetivo es clasificar una muestra de entidades
(personas u objetos) en un numero pequefio de grupos denominados
conglomerados (clusters), de tal forma que, respecto a la distribucion de los
valores de las variables por un lado, cada conglomerado sea lo mas homogéneo
posible y, por otro, los conglomerados sean muy distintos entre si, es decir
mutuamente excluyentes basados en similitudes entre las entidades. En el
analisis cluster, a diferencia del analisis discriminante, los grupos no estan pre-

definidos. Por consiguiente, se usa la técnica para identificar los grupos.

El analisis de cluster pondera a todas las variables por igual, el proceso de
agrupacion consiste en maximizar la distancia entre los grupos que se formen y

minimizar la distancia entre los distintos elementos de cada grupo.

Un buen indicador de la calidad de los clusters obtenidos es si las medias de las
variables en cada cluster son significativamente distintas. Si las medias de las
variables no difieren significativamente entre un grupo y otro, estos serian muy

parecidos y la calidad del analisis muy baja.
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Nuestra hipoétesis nula: Las medias de cada variable en los conglomerados son las
mismas. Esta hipotesis debe poder rechazarse, por lo menos, para la mayoria de

las variables.

PARAMETROS DE LA PRUEBA

Se van a tener en cuenta la siguiente informacion:

e Atributos

GR
LOG10(LLD)
LOG10(MSFL)
DT
RHOB
NPHI
PEF
KMAX
K90
KVERT
POR

e Resultado

SimpleKMeans

Se corrié el Resultado y se obtuvo la tabla de los centros de los conglomerados,
que indica a los valores medios que se toma en cada grupo las variables que se

utilizaron para poderlos definir.

Analizando la significancia que se encuentra en la siguiente tabla, se observa que
las variables DT, EF, HFU, K90, Log10(MSFL), LT, NPHI, PEF, POR y RHOB, no
presentan diferencias significativas entre los dos cluster, luego la calidad del

analisis efectuado se confirma.
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La interpretacion de las agrupaciones se hace atendiendo a qué valores medios
toman en cada uno de ellos las variables que se han utilizado para caracterizarlos,
las variables fueron: EF, LT, HFU, GR, log10(LLD), log10(MSFL), DT, RHOB,
NPHI, PEF, KMAX, K90, KVERT, POR., y se arrojo el siguiente resultado como se

muestra en la siguiente tabla:

En los resultados arrojados por el Resultado implementado, se encuentra el
nuamero de iteraciones en que fue resuelto éste analisis (13), la suma de
cuadrados de los errores entre clusters (70.3168), y por ultimo los centroides de
los cluster 6 centros de los conglomerados. En éste ultimo se muestran el numero
de cluster que fueron escogidos para llevar a cabo el analisis, donde se busca

atender los valores medios de cada conglomerado

Cluster centroids:

Cluster 0
Mean/Mode: 18.3757 1.864 1.5967 59.5007 2.535 0.1022 5.5866 10.3851 4.8543 5.8546 10.1429
Std Devs: 8.3899 0.2301 0.269 2.1297 0.0421 0.0221 1.6086 39.735 9.7697 38.2208 2.2844

Cluster 1
Mean/Mode: 13.2177 2.0855 1.661 63.7869 2.4792 0.1292 11.25 97.0469 78.9688 24.9754 13.3923
Std Devs: 7.845 0.368 0.405 5.0891 0.0742 0.0369 2.1227 118.9125 95.8948 38.4236 4.7653

Cluster 2
Mean/Mode: 25.4489 2.3816 2.3735 50.94 2.6804 0.0202 5.8282 3.0034 0.4089 1.7527 1.9524
Std Devs: 9.4508 0.22 0.3002 1.4032 0.0201 0.0103 1.0653 23.0735 0.8114 5.5616 1.1119

Cluster 3
Mean/Mode: 17.199 2.0661 1.788 54.1964 2.6306 0.0502 6.2325 4.4647 1.6038 1.5535 5.0008
Std Devs: 5.9078 0.2208 0.2488 1.9031 0.0297 0.0186 1.9162 11.1506 3.4182 4.3172 1.8856

Cluster 4
Mean/Mode: 18.1042 1.3853 1.204 65.7701 2.4364 0.1636 4.7384 13.7403 8.4982 9.2073 15.5999
Std Devs: 7.1845 0.3978 0.3302 3.5501 0.0388 0.0206 0.2446 16.5047 8.7103 20.3291 2.6296

Cluster 5
Mean/Mode: 28.2231 1.6658 1.6122 56.0491 2.5978 0.0638 5.0654 26.505 1.1403 27.7254 6.0501
Std Devs: 9.1003 0.251 0.3052 1.7825 0.032 0.0221 0.7447 184.4904 2.3311242.8624 2.223

Cluster 6
Mean/Mode: 10.8172 2.5777 2.5853 52.6895 2.6502 0.0264 9.9714 5.1121 2.8562 1.3276 4.8103
Std Devs: 7.9606 0.2483 0.4945 3.2779 0.0427 0.0171 1.8198 13.6823 6.1574 4.5257 2.412

Cluster 7
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Mean/Mode: 38.3599 2.0441 2.1154 53.3086 2.6361 0.037 5.3294 138.5843 0.8591 6.3208 3.9216
Std Devs: 11.0502 0.2627 0.2605 2.3481 0.033 0.0174 0.9462 1158.1074 1.6496 39.5711 1.9856

En los resultados arrojados por el Resultado implementado, se encuentra el
namero de iteraciones en que fue resuelto éste analisis (26), la suma de
cuadrados de los errores entre clusters (78.0254), y por ultimo los centroides de
los cluster 6 centros de los conglomerados. En éste ultimo se muestran el numero
de cluster que fueron escogidos para llevar a cabo el analisis, donde se busca

atender los valores medios de cada conglomerado.

Cluster centroids:

Cluster 0
Mean/Mode: 32.6623 1.5931 1.5723 55.9317 2.6023 0.0621 4.9503 5.95 0.8598 1.2297 5.5826
Std Devs: 8.9192 0.2307 0.2987 1.8275 0.0331 0.0209 0.6644 35.3931 1.6616 2.9698 2.222

Cluster 1
Mean/Mode: 18.5525 1.9151 1.6319 58.6565 2.5495 0.0957 4.9795 33.2153 3.4223 38.7215 9.1159
Std Devs:  7.0453 0.2037 0.2631 2.1224 0.0461 0.0196 0.4219203.7373 7.2241273.7681 2.5666

Cluster 2
Mean/Mode: 19.5791 2.058 1.8534 53.7197 2.6374 0.0432 5.4752 4.1844 1.3085 1.9511 4.5053
Std Devs: 5.8858 0.2242 0.2673 1.678 0.029 0.0166 0.9736 11.629 2.8642 4.7692 1.5518

Cluster 3
Mean/Mode: 24.9116 2.3835 2.3842 50.9503 2.6801 0.0186 5.707 1.0428 0.4649 2.071 1.9197
Std Devs: 8.2226 0.2004 0.2642 1.5162 0.0216 0.009 0.9863 2.2618 0.9338 4.1408 1.1748

Cluster 4
Mean/Mode: 16.8383 1.5574 1.3021 66.0269 2.4359 0.161 5.4458 37.3234 28.931 13.9392 15.6754
Std Devs: 8.5346 0.4474 0.3957 3.5766 0.0393 0.0212 1.959 77.9529 66.0698 26.6051 3.2043

Cluster 5
Mean/Mode: 12.8265 1.9281 1.6468 5827 2.5622 0.0829 10.2571 16.5278 11.4667 5.119 9.1429
Std Devs: 6.9162 0.333 0.2791 3.1461 0.0453 0.0272 1.6715 31.1578 23.2665 13.1656 3.3107

Cluster 6
Mean/Mode: 10.6739 2.6163 2.6814 522626 2.6621 0.0229 9.5913 3.5089 2.2418 0.3611 4.2737
Std Devs: 7.3392 0.2385 0.4629 2.854 0.0374 0.0158 1.5259 5.9563 3.7661 0.7968 2.3832

Cluster 7
Mean/Mode: 40.519 2.0951 2.09 52.8877 2.6369 0.0356 5.3975287.5466 1.073 11.6991 3.842
Std Devs: 9.1783 0.2485 0.2769 2.8543 0.0321 0.0164 0.9512 1665.3175 1.791 56.818 2.0553
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Clustered Instances

32 (10%)
57 (19%)
64 (21%)
39 ( 13%)
24 ( 8%)
24 ( 8%)
20 ( 6%)
48 (16%)

~N~NoOo O~ WN-O0O

INTERPRETACION DE LA TECNICA ARBOLES DE DECISION

Un arbol de clasificacion o de decision es una forma de representar el
conocimiento obtenido en el proceso de aprendizaje inductivo. Puede verse como
la estructura resultante de la particién recursiva del espacio de representaciéon a
partir del conjunto (numeroso) de prototipos. Esta particion recursiva se traduce en
una organizacion jerarquica del espacio de representacién que puede modelarse
mediante una estructura de tipo arbol. Es decir, La técnica de arboles de decisién
toma como entrada una situacion descrita por un conjunto de atributos y los
clasifica respecto a una clase dependiendo del grado de entropia, que es el nivel
de desorden en los valores del atributo y la ganancia, que es la cantidad de
informacion que ganamos al seleccionar un atributo, dando como resultado una
estructura de clasificacion en forma de arbol, donde las ramas estan etiquetadas
con los posibles valores de la prueba y las hojas representan los valores de la

clase.
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UTILIZANDO EL RESULTADO J48

PARAMETROS DE LA PRUEBA

e Atributos

J Eﬁga...llnb...l e, | e, &We... @Da... Mic... @Re...l

[Ewad @EWIDEE e

ef
ar
log10(lid)
log10(msfl)

dt
rhob
nphi

pef
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e Resultado

f<=6.78
nphi <= 0.06
| gr<=31.75
| gr<=20.14
| dt <=54.64:4 (109.0)
dt > 54.64
| log10(msfl) <= 1.658
| | rhob<=2.63:7 (5.0)
| | rhob>2.63: 3 (2.0/1.0)
| log10(msfl) > 1.658: 4 (8.0)
r>20.14
dt <= 53.52
| rhob <=2.63
| | log10(msfl) <= 2.0107: 5 (8.0/1.0)
| | log10(msfl)>2.0107
| | | log10(lid) <= 1.9783: 5 (3.0/1.0)
| | | log10(lid) > 1.9783: 4 (5.0)
| rhob >2.63
| | nphi<=0.05
| | | dt<=52.06:4 (31.0)
| | | dt>52.06
| | | | gr<=26.41:4(13.0)
| | | | gr>26.41
| | | | | pef<=5.18
| 1 11 | | log10(lld) <= 1.9986: 2 (2.0)
[ 1 | | | | log10(lid) > 1.9986: 4 (4.0/1.0)
| | | | | pef>5.18:5(3.0)
| | nphi>0.05:5(2.0)
dt > 53.52
| gr<=24.36
| | log10(lld) <= 2.0343: 3 (19.0/1.0)
| | log10(lid) >2.0343: 5 (5.0)
| gr>24.36
| | dt<=57.56
| | nphi<=0.02: 4 (3.0/1.0)
| nphi > 0.02
| | log10(msfl) <= 2.2307
| | rhob <=2.57
| | | log10(lld) <= 1.7166: 3 (2.0)
| | | log10(lid) > 1.7166: 5 (2.0)
| | rhob>257
| | | gr<=29.32:5(30.0)
| | | gr>29.32
| | | | rhob<=2.59:2(2.0)
| | | | rhob>2.59:5 (5.0/1.0)
| log10(msfl) > 2.2307
| | pef<=5.08
| | | nphi<=0.03:2(2.0)
| | | nphi>0.03:4 (2.0)
| | p

pe
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
[ ef >5.08: 5 (2.0)

|
[
[
[
[
[
| g
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
[
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I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
n
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I

p

I
g
I
I
I
|
I
I
I
I
I
I
I
I
I
I
I
h
n
I
I
I
I
I
I
I
I
|
I
I
I
I
I
I
I
I
I
I
|
I
I
I
I
I
I
I
I
I
I
|
I
I

| | | dt>57.56:3 (4.0)
r>31.75
gr <=33.41
| rhob <=2.6:5(5.0/1.0)
| rhob>2.6
| | pef<=4.49:5 (3.0)
| | pef>4.49
| | | log10(msfl) <=1.7712: 5 (3.0/1.0)
| | | log10(msfl)>1.7712: 2 (12.0/1.0)
gr > 33.41
| rhob <=2.66
| | rhob<=2.53:3(2.0)
| | rhob > 2.53: 2 (84.0/1.0)
| rhob > 2.66
| | gr<=36.4
| | | log10(lid) <=2.2439: 2 (3.0)
| | | log10(lid) > 2.2439: 4 (10.0)
| | gr>36.4:2(20.0/1.0)
i >0.06
phi <=0.13
gr<=21.2
log10(lld) <= 1.7281
| log10(msfl) <= 1.1767: 2 (3.0/1.0)
| log10(msfl) > 1.1767
| | rhob<=2.57
| | | log10(msfl) <= 1.7265: 3 (21.0/1.0)
| | | log10(msfl) > 1.7265: 7 (2.0)
| | rhob>257
| | | gr<=16.34:4(6.0)
| | | gr>16.34:3(3.0)
log10(lld) > 1.7281
| log10(msfl) <= 1.8158
| gr <= 15.51: 7 (49.0/1.0)
| gr>15.51
| | log10(lid) <= 1.9085: 3 (10.0)
| | log10(lid) > 1.9085
| | | log10(lid) <=2.1809
| | | | rhob<=2.54:3 (4.0/1.0)
| | | | rhob>2.54:7 (24.0/1.0)
| | | log10(lid) >2.1809: 6 (3.0/1.0)
| log10(msfl) > 1.8158
| | gr<=13.04:7 (2.0)
| | gr>13.04:6 (9.0/2.0)
r>21.2
gr<=30.14
| dt <=54.31
| | log10(lid) <=2.1265: 5 (3.0)
| | log10(lid) > 2.1265: 4 (2.0/1.0)
| dt>54.31
| | log10(msfl) <= 2.0107
|
|
|
|

| log10(lld) <= 1.4822
| | rhob <= 2.53:3(2.0)

| | rhob > 2.53:2 (4.0/1.0)
I

I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
g
I
I
I
I
I
I
|
| log10(lid) > 1.4822: 3 (39.0/4.0)
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I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
f
dt< 56.02
|
I
I
I
I
I
I
I
I
d
|
I
I
I
I
I
I
I
I

nphi

| | | log10(msfl)>2.0107: 2 (3.0/1.0)
| gr>30.14

| | rhob <=2.58

| | | log10(lid) <= 1.6898

| | | | gr<=46.75:2(9.0/1.0)

| | | | gr>46.75:6 (2.0)

| | | log10(lid) > 1.6898: 6 (8.0/1.0)

| | rhob>2.58

| | | dt<=54.25:5(3.0/1.0)

| |

| dt>54.25:2(10.0)

nphi > 0.13

log10(msfl) <= 1.658

| log10(lld) <= 1.8696: 8 (56.0/4.0)

| log10(lld) > 1.8696: 3 (7.0/1.0)
log10(msfl) > 1.658

| log10(lld) <=2.0181

| | log10(msfl) <= 1.7943: 7 (3.0)

| | log10(msfl) > 1.7943: 2 (2.0/1.0)
| log10(lid) > 2.0181: 6 (5.0)

gr <= 39.05

nphi <= 0.05

| pef<=12.02: 1(87.0)

| pef>12.02: 6 (3.0/1.0)

nphi > 0.05

| pef<=9.46:1 (6.0)

| pef>9.46

| | log10(lid) <= 2.2057: 6 (5.0)
| | log10(lid) > 2.2057: 1 (2.0)

gr > 39.05: 2 (12.0)
t>56.02
nphi <= 0.08

log10(msfl) <= 1.5039: 6 (10.0)
log10(msfl) > 1.5039

| nphi<=0.03:1(3.0)

nphi > 0.03

| gr<=22.48

| | log10(lid) <= 1.7988: 6 (3.0)

| log10(lid) > 1.7988: 1 (15.0/3.0)
gr>22.48:6 (6.0)

I
I
I
||
| |
hi > 0.08: 6 (43.0)

Number of Leaves : 74

Size of the tree : 147

=== Summary ===

Correctly Classified Instances 703 77.7655 %
Incorrectly Classified Instances 201 22.2345 %
Kappa statistic 0.7403
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Total Number of Instances

=== Detailed Accuracy By Class ===

904

TP Rate FP Rate Precision Recall F-Measure Class

0.874 0.02 0.858 0.874 0.866 1
0.802 0.038 0.827 0.802 0.815 2
0.67 0.051 0.658 0.67 0.664 3
0.843  0.041 0.852 0.843 0.848 4
0.539 0.037 0.569 0.539 0.554 5
0.722  0.037 0.7 0.722 0.711 6
0.8 0.022 0.791 0.8 0.795 7
0.891 0.011 0.845 0.891 0.867 8
=== Confusion Matrix ===
A b C e f g h <-- classified as
97 0 0 0 14 0 0 | a=1
1 134 8 10 10 3 0 1 | b=2
0 6 77 7 4 10 7 | ¢c=3
0O 8 5 167 12 2 4 0 | d=4
0 10 13 10 41 2 0 0 | e=5
15 3 3 1 70 4 0 | f=6
0O O 8 1 3 68 1 | g=7
0o 1 3 0 2 0 49 | h=8
SEGUNDA PRUEBA
LF DT
GR RHOB
LOG10(LLD) NPHI
LOG10(MSFL) PEF
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Preprovess | classity | Custer | assosiate | St striutes | visuaiizs |

Open file | Open LURL. | Open DE: Undo Save

Selected attribut
pozos-weka fitsrs Unsupervised attribute Remove-R1,3,11-14 Narne: tt Type: Morinal
Attributes: 9 ‘ Missing: O (0%) Distinct: & Uricie: 0 (0%)
| Label Count
h 3
Al | hione | Invert | ‘F 3
1B 161
Ho Harme: ||& 26
— —— E
2 & o
3| logr 00y I a2
4| log Oemel) | & LES]
2t 3 s
& rhob 10 B0
7 riahi
8| |pet
Clavss: pef LI isualize Al

136
20
(|

161
[
Retriove
il
g 3 - 0
‘ Lod | gy x0

i#finicio H @ 5 B ”H Sage.. | Db, .|+ we..|[we.. Gyoa... | Etc...| @ke... | Fob.| [ERPBY SORNIDPE oes0pm

~Statu
‘ K

nphi <= 0.07
log10(lid) <= 2.6059
| rhob <=2.65
gr<=19.84
| gr<=10.18
| log10(lid) <=2.236: 3 (16.0/1.0)
| log10(lid) > 2.236: 7 (11.0/1.0)
gr>10.18
| pef<=7.8
| nphi<=0.04
| log10(lld) <= 2.193: 7 (20.0)
| log10(lid) >2.193: 3 (5.0)
nphi > 0.04
| pef<=5.24
nphi <= 0.05
| pef<=4.93:7(4.0)
| pef>4.93:3(2.0)
nphi > 0.05
| log10(lld) <= 2.1265
| | rhob <=2.61
| | | gr<=17.64:8(5.0/1.0)
| | | gr>17.64:7 (2.0)
| | rhob>2.61:5(2.0/1.0)
| log10(lid) > 2.1265: 7 (7.0)
ef > 5.24
gr<=17.04: 5 (8.0/1.0)
gr>17.04
| nphi<=0.05
| | gr<=18.64:7 (3.0/1.0)
I

|
|
|
|
|
I
I
I
I
I
|
|
|
|
|
|
I
I
I
I
I
I
|
|
|
|
|
I
[ | gr>18.64:5(2.0)

||
||
|1
|11
|11
|11
|10
L]
IR
IR
IR
IR
IR
Ll
NN
NN
NN
NN
NN
NN
IR
I A
IR
IR
Ll
NN
Ll
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I
I
I
I
I
I
I
I
I
I
g
|
I
I
||
||
||
||
||
||
||
||
||
||
||
||
||
||
||
|1
o

d
|
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I

| | | | nphi>0.05:7(6.0)
pef>7.8

| pef<=8.73

| | log10(lid) <=1.7281: 10 (2.0)
| | log10(lid) > 1.7281: 3 (3.0/1.0)
| pef>8.73

| | gr<=13.2

| | | pef<=12.02: 8 (6.0/1.0)

| | | pef>12.02:7 (2.0)

| | gr>13.2:7(3.0/1.0)

r>19.84
pef <= 4.22

rhob <=2.6: 7 (2.0)
rhob > 2.6: 3 (10.0/1.0)

pef > 4.22

log10(lld) <= 2.1121
I

| dt <=54.31:7 (32.0/6.0)

dt > 54.31

nphi <= 0.06

| log10(msfl) <=2.1148

| | log10(lld) <=1.9119

| | | rhob<=2.62:8(16.0/4.0)
| | | rhob>2.62:7 (4.0)

| | log10(lid) > 1.9119: 7 (20.0/1.0)
| log10(msfl) > 2.1148: 8 (5.0)
nphi > 0.06: 7 (11.0/2.0)

| gr>28.86:7(71.0/6.0)

| gr>45.55:3 (5.0/1.0)

log10(lid) > 2.1121: 7 (69.0/14.0)

hob > 2.65
t <=54.28
pef <= 5.93

nphi <= 0.01
| log10(lld) <= 2.4133
| rhob <=2.69
nphi <= 0: 7 (2.0)
nphi > 0
| pef<=5.32
| | gr<=25.95:3 (4.0)
| | gr>25.95
| | | log10(msfl) <=2.2307: 7 (5.0)
I

|
|
|
|
I
| | | log10(msfl) > 2.2307: 3 (9.0/1.0)
I

|

|

|

|

|

|

I

| | pef>5.32:7 (4.0)

| | rhob>2.69: 3 (4.0)

| log10(lld) > 2.4133: 7 (11.0/1.0)
nphi > 0.01

| rhob <=2.7

| | dt<=50.38:7(14.0/1.0)

| | dt>50.38

| | | rhob<=2.68

| | | | log10(lld) <=2.1859

| | | | | log10(msfl) <=2.3032
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| gr<=18.06
| | nphi<=0.03:7(3.0)
| | nphi>0.03:5(6.0/1.0)
| gr>18.06:7 (14.0)
log10(msfl) > 2.3032
| log10(lid) <= 2.0461: 3 (3.0)
| log10(lid) > 2.0461: 7 (2.0)
og10(lid) > 2.1859
rhob <= 2.67
| rhob <=2.66
| | nphi<=0.04:3(6.0/2.0)
| | nphi>0.04:7 (4.0/1.0)
| rhob >2.66
| | dt<=51.72
| | | dt<=51.06:3(3.0/1.0)
| | | dt>51.06:7 (4.0)
| | dt>51.72:3(5.0)
rhob > 2.67
| pef<=5.49: 3 (2.0)
| | pef>5.49:7 (3.0/1.0)
rhob > 2.68
| log10(lld) <= 2.4613: 3 (5.0/1.0)
| log10(lld) > 2.4613: 5 (2.0/1.0)
hob > 2.7
pef <= 5.69: 3 (4.0)
pef > 5.69: 5 (2.0)

1]
1]
1]
1]
1]
1]
1]
]!
1]
1]
1]
1]
1]
1]
1]
1]
1]
1]
1]
L]
|||
|||
|1
|
| |
| |

gr<=6.8

| log10(msfl) <=2.1458: 3 (2.0)
| log10(msfl) > 2.1458: 4 (2.0)
gr>6.8

log10(lid) <= 2.4286

| log10(lid) <=1.9891:7 (3.0)
| log10(lid) > 1.9891

| | rhob <=2.69: 3 (28.0/2.0)
| | rhob>2.69

| | | dt<=51.44:7 (2.0)
| | | dt>51.44:3(3.0)
log10(lid) > 2.4286

| nphi<=0.01: 8 (4.0/1.0)

| nphi>0.01

| | log10(msfl) <= 2.4153: 7 (3.0)
| | | log10(msfl) >2.4153: 3 (2.0)

| log10(lld) <= 1.5544: 2 (4.0)
| log10(lid) > 1.5544
| | nphi<=0.03:7(6.0/1.0)
| | nphi>0.03
| | | pef<=5.29:3(3.0/1.0)
| | | pef>5.29:1(9.0/1.0)
0g10(lld) > 2.6059
gr <= 10.68: 4 (25.0/1.0)
gr>10.68
| dt<=50.19
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I
I
I
I
I
n
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I
I

phi

| log10(msfl) <=2.6619: 3 (13.0)
| log10(msfl) > 2.6619: 5 (3.0/1.0)
dt>50.19
| dt<=51.06: 3 (6.0/2.0)
| dt>51.06:7 (2.0)
0.07
hob <= 2.52
0g10(lld) <= 2.1037

pef <=6.95

| gr<=26.3

| gr<=10.9

| dt<=61.81:5(5.0)
| dt>61.81
| | log10(lid) <= 1.585
|
|

||
||
||
||
| |
hi >

|

||

||

||

| | | | pef<=5.04:5(4.0)

| | | | pef>5.04:8(2.0)

| | | | log10(lid) > 1.585: 8 (5.0)

| | gr>10.9:8(79.0/10.0)

| gr>26.3

| | dt<=54.9:9(2.0/1.0)

| | dt>54.9:7(19.0/4.0)

pef > 6.95

| log10(msfl) <= 1.4619: 10 (5.0)
| | log10(msfl) > 1.4619: 7 (2.0)
log10(lid) > 2.1037: 10 (18.0)

hob > 2.52
gr<=17.37
| pef<=5.72

| log10(lld) <= 1.5544: 8 (4.0/1.0)

log10(lid) > 1.5544

| rhob <=2.55

| gr<=13.28:5 (7.0/1.0)

| gr>13.28

| | pef<=4.86:8(3.0/1.0)

| | pef>4.86

| | | gr<=15.74:7 (6.0)

| | | gr>15.74:5(2.0)

rhob > 2.55: 5 (53.0/7.0)

p

| pef<=10.27:7 (16.0/2.0)

| pef>10.27

| rhob <= 2.55

| | log10(lld) <=1.7892: 8 (3.0)
| | log10(lld) > 1.7892: 10 (2.0)
| rhob > 2.55

| | dt<=56.75:8(2.0)

| | | dt>56.75:7 (4.0)
gr>17.37

| rhob <=2.61

| | pef<=8.84:7(53.0/6.0)

| | pef>8.84:8(5.0/1.0)
|

|

|

rhob > 2.61
| log10(lld) <= 1.7404

.
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
:
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
I
| | | | log10(msfl) <= 1.5096: 2 (2.0)
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| | || | log10(msfl) > 1.5096: 3 (3.0)
| | | | log10(lld) > 1.7404: 7 (3.0)

=== Summary ===

Correctly Classified Instances 580 64.1593 %
Incorrectly Classified Instances 324 35.8407 %
Kappa statistic 0.4752

Total Number of Instances 904

=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure Class

0.556 0.003 0.625 0.556 0.588 1
0.5 0 1 0.5 0.667 2
0.497 0.101 0.516 0.497 0.506 3
0.885 0.002 0.92 0.885 0.902 4
0.573 0.047 0.573 0.573 0.573 5
0 0 0 0 0 6
0.729 0.32 0.685 0.729 0.706 7
0.544 0.065 0.597 0.544  0.569 8
0 0.001 0 0 0 9
0.733 0.008 0.759 0.733 0.746 10

=== Confusion Matrix ===
a b C d e f g h I j <-- classified as
5 0 2 0 0 0 2 0 0 0 | a=1
0 3 3 0 0 0 0 0 0 0 | b=2
1 0 80 O 13 0 64 2 0 1 | ¢c=3
0 O 2 23 0 0 1 0 0 0 | d=4
0 O 8 0 51 0 19 11 0 0 | e=5
0 O 0 0 0 0 0 0 0 0 | f=6
2 0 57 2 17 0 322 35 1 6 | g=7
0 O 3 0 8 0 51 74 0 0 | h=8
0 O 0 0 0 0 5 0 0 0 | i=9
0 O 0 0 0 0 6 2 0 22 | j=10
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= Weka Explorer

Preprocess | Classity |

Cluster | Assaciste | Select attriutes | Visuslize |

| Open URL | Open DB |

=18]x]

Open file Unda Save |
Fiker
Choose  [Mone Apply
Current relation Selected stiribute
Relation: pozos-weka fiters unsupervised attribute Remove-R1-211-14 Mame: hiu Type: Mominal
Instances: 904 Attributes: 8 Missing: 0(0%) Distinct: & Unique: 0 (0%)
Adtributes Label Colint
i 3
&l | Mone | Invert | 2 201
3 B0
Ho. Name 4 hzs
IS 84
2l g eg
3 ot o)
4] log Dty
5| Jet
& |rhos
7\ ki
&) jpet
Class: pet =] visusize an
201
125 134
143
126
il
= .
Status
oK el 5 gt

Hnicio| | & S H B || S | B | ww | o [Gw. B | Em| Bk | S

dt <= 55.63

nphi <= 0.08
log10(lld) <= 2.

HFU
GR
LOG10(LLD)
LOG10(MSFL)

DT

RHOB
NPHI
PEF

6315

| log10(lld) <= 2.4863

rhob <=2

||
||
| | | | rhob
| 1 | | rhob
L] oo
L]
L]
L]
L]
L0
L0
L0
L0
L0

| nphi<=

.64

0.05

<=2.55:5(3.0)
>2.55

<=42.93

log10(msfl) <= 1.8826
| gr<=18.23

| | dt<=53.63:6(3.0/1.0)

| | dt>53.63:2(3.0)

| gr>18.23

| | pef<=4.98

| | | nphi<=0.03:6 (4.0/2.0)

| | | nphi>0.03

| | | | log10(lld) <= 1.6067: 2 (2.0)
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[
| p
|1
|1
|1
|1
|1
|
|
|
|
[
|1
|1

log10(lld) > 1.6067: 6 (3.0/1.0)

ef >4.98

pef <= 5.86

nphi <= 0.03: 1 (6.0/1.0)
nphi > 0.03

| pef<=5.19

| | pef<=5.11:1(4.0/2.0)
| | pef>5.11

| | | gr<=27.39:5(2.0)
| | | gr>27.39:4(2.0)

| pef>5.19:1(5.0/2.0)

pef > 5.86
| gr<=23.07:6(2.0)
| gr>23.07:5(3.0)

0g10(msfl) > 1.8826
log10(lld) <= 1.672: 1 (8.0/2.0)
log10(lid) > 1.672
| nphi<=0.04

nphi <= 0.03

log10(lld) <= 1.8871

| nphi<=0.02

| | dt<=54.19: 3 (3.0/1.0)

| | dt>54.19:2 (2.0)

| nphi>0.02: 2 (4.0)

log10(lid) > 1.8871

| nphi<=0.01:2(3.0/1.0)

nphi > 0.01

| dt<=52.2

| log10(lid) <=2.0224: 2 (2.0/1.0)

| log10(lid) > 2.0224: 6 (4.0/1.0)

dt >52.2

| log10(msfl) <= 2.5177

| rhob <=2.63

gr <=21.38:2 (4.0)

gr>21.38

nphi <= 0.02: 6 (4.0/2.0)

nphi > 0.02

| log10(msfl) <= 2.3239

| | gr<=30.89:1(3.0/1.0)

| | gr>30.89

| | | log10(lid) <=2.2368: 5 (2.0)

| | | log10(lid) > 2.2368: 2 (2.0)
| | log10(msfl) >2.3239: 6 (2.0)

hob > 2.63
log10(msfl) <= 2.1438: 5 (4.0/1.0)

| log10(msfl) > 2.1438: 2 (3.0/1.0)

log10(msfl) > 2.5177: 1 (3.0)

|
|
|
|
|
|
|
| |
| |
| |
| |
| |
| |
| |
| |
| |
| |
| r
| |
| |
|

nphi > 0.03

pef <= 4.88: 2 (5.0/1.0)

pef > 4.88

| gr<=30.33

| | rhob<=2.6

| | | rhob<=2.59:2(2.0)

| | | rhob>2.59:6 (3.0/1.0)
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rhob > 2.6

| rhob <=2.62:5 (3.0)

| rhob >2.62

| | log10(msfl) <=2.3511

| | | gr<=20.69:2(2.0)

| | | gr>20.69:1(3.0/1.0)

| | log10(msfl) >2.3511: 5 (2.0)
gr>30.33

| log10(msfl) <= 2.3511: 6 (8.0/1.0)
| | log10(msfl) >2.3511: 4 (2.0/1.0)

nphi > 0.04

| log10(msfl) <= 2.1761

| | pef<=5.09:6(5.0/2.0)
| | pef>5.09:2(6.0/1.0)

| log10(msfl) >2.1761

| | gr<=18.19:2(2.0/1.0)
| | gr>18.19:5(3.0)

log10(msfl) <= 2.4981
nphi <= 0.02: 1 (2.0)
nphi > 0.02
| nphi<=0.03:5 (2.0)
nphi > 0.03
nphi <= 0.04
| log10(msfl) <=2.1438: 1 (2.0)
| log10(msfl) >2.1438: 3 (2.0)
nphi > 0.04
| log10(msfl) <=2.0821: 5 (2.0)
| log10(msfl) >2.0821: 1 (2.0)
0g10(msfl) > 2.4981: 2 (2.0/1.0)
phi > 0.05
rhob <= 2.58
| dt<=54.7:6(3.0)
| dt>54.7
| | log10(lld) <= 2.0004: 5 (2.0/1.0)
| | log10(lid) > 2.0004: 3 (2.0)
rhob > 2.58
| dt<=52.81
| rhob <=2.62: 4 (3.0/1.0)
| rhob >2.62: 3 (4.0)
dt > 52.81
| dt<=53.19: 2 (6.0/2.0)
dt > 53.19
| gr<=12.31
| log10(msfl) <= 1.5678: 3 (2.0)
| log10(msfl) > 1.5678: 2 (4.0/1.0)
gr>12.31
| log10(lld) <= 2.2562
| nphi<=0.06
| gr<=27.39
| | log10(lid) <= 2.0224
| | | gr<=25.95:2(3.0)
| | | gr>25.95:6(2.0)
| | log10(lid) > 2.0224: 6 (3.0)

—_—_———————_—_————_—————— e §y—,-,— M — M- M- - — - —————————————————————— — —
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| gr>27.39

| | rhob<=2.6:2(2.0)

| | rhob>2.6

| | | log10(lid) <=1.8338: 4 (2.0)

| | | log10(lid) > 1.8338: 5 (2.0)
nphi > 0.06

| nphi<=0.07

| | gr<=16.64:1(2.0)

| | gr>16.64

| | | log10(lid) <= 1.8532: 2 (2.0/1.0)
| | | log10(lid) > 1.8532: 4 (6.0/1.0)
| nphi>0.07

| | dt<=5542

| | | pef<=5.35:5(4.0/1.0)

| | | pef>5.35:6(3.0/1.0)

| | dt>55.42:2(2.0/1.0)

0g10(lid) > 2.2562: 5 (9.0/3.0)

ef <= 5.31
dt <=53.12

rhob <= 2.66
| log10(lid) <= 1.9901
| gr<=34.5:3(3.0)
| gr>34.5:1(3.0)
log10(lid) > 1.9901
pef <=4.76: 1 (3.0/2.0)
pef > 4.76
| rhob <=2.65
| | pef<=5.24
| | | nphi<=0.04:2(4.0)
| | | nphi>0.04:5 (4.0/1.0)
| | pef>5.24:5(4.0/1.0)
| rhob >2.65
| | nphi<=0.04
| | | log10(msfl) <=1.991: 5 (4.0)
| | | log10(msfl)>1.991: 2 (4.0/1.0)
| | nphi>0.04:2 (4.0/1.0)
b > 2.66
0g10(lld) <= 2.4108
nphi <= 0.01
rhob <= 2.68
| log10(lid) <=2.3315
| | dt<=52.75
| | | dt<=51:5(3.0/1.0)
I
I

°o -

|

|

|

|

| | | dt>51:2(5.0)

| | dt>52.75:3(2.0)

| | log10(lid) >2.3315: 3 (3.0)
| rhob >2.68:5 (4.0/1.0)

nphi > 0.01

| dt<=50.5

| | nphi<=0.02

| | | gr<=33.88:2(4.0/1.0)
| | | gr>33.88:3(3.0)

| | nphi>0.02:1(2.0/1.0)
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| | | | dt>50.5:2(9.0/1.0)
| | log10(lld) > 2.4108: 5 (4.0/1.0)
dt > 53.12

| log10(msfl) <= 1.4002: 5 (2.0/1.0)
| log10(msfl) > 1.4002
| | nphi<=0.02

| | | log10(lid) <= 1.9691: 2 (5.0/1.0)
| | | log10(lid) > 1.9691: 5 (2.0)

| | nphi>0.02: 2 (15.0/2.0)

f

ef > 5.31

0g10(msfl) <= 2.6945
gr<=11.78
| rhob <=2.66
| gr<=8.7:4(2.0/1.0)
| gr>8.7:3(2.0)
rhob > 2.66
| nphi<=0.01:4(3.0/1.0)
| nphi>0.01:6 (3.0)
r>11.78
rhob <= 2.68
| log10(msfl) <= 2.4595
| pef<=5.94
| log10(msfl) <= 2.1536
| nphi<=0.05
log10(lld) <= 2.3595
| gr<=40.83
| | gr<=19.84
| | | pef<=5.44:5(2.0/1.0)
| | | pef>5.44:2(6.0/1.0)
| | gr>19.84:6 (10.0/2.0)
| gr>40.83:4(2.0/1.0)
log10(lld) > 2.3595: 5 (3.0/1.0)
nphi > 0.05: 5 (3.0/1.0)
0og10(msfl) > 2.1536
| pef<=5.7
| | pef<=5.52
| | | pef<=5.39:2(3.0/1.0)
| | | pef>5.39:5(4.0)
| | pef>5.52:2(4.0)
I
f

pef >5.7: 4 (2.0)
ef >5.94
dt <= 53.12
| dt<=52.63
| | log10(msfl) <=2.2188: 2 (6.0)
| | log10(msfl)>2.2188: 1 (2.0/1.0)
| dt>52.63:5 (4.0/1.0)
dt > 53.12: 2 (7.0/1.0)
0og10(msfl) > 2.4595
log10(lld) <= 2.2813
| gr<=28.84:6 (3.0/1.0)
| gr>28.84:1(2.0)
| log10(lid) > 2.2813: 6 (4.0)
hob > 2.68
rhob <= 2.7
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p
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phi >0.08
p
I
I
I

ef <=6.78
nphi <= 0.18
| nphi<=0.1
| | dt<=54.69:4 (2.0)
| | dt>54.69:1(3.0/1.0)

log10(msfl) <= 2.6394
| log10(msfl) <=2.0477: 3 (2.0)
| log10(msfl) >2.0477

| | rhob<=2.69

| | | log10(msfl) <=2.3328: 2 (7.0/2.0)
| | | log10(msfl) >2.3328: 1 (5.0/2.0)
| | rhob>2.69

| | | log10(lid) <=2.4108: 2 (3.0)

| | | log10(lid) >2.4108: 1 (2.0/1.0)
log10(msfl) > 2.6394: 4 (2.0)

I
I
I
I
I
I
I
I
I
I
rhob > 2.7: 5 (2.0)

log10(msfl) > 2.6945: 5 (7.0/1.0)
(Ild) > 2.4863
phi <= 0.04

gr<=13.09

| gr<=4.91:1(2.0/1.0)

| gr>4.91:6(8.0/1.0)

gr>13.09

| nphi<=0.02

pef <= 5.93

| rhob <=2.68: 3 (2.0)

| rhob > 2.68

| | pef<=4.91:1(2.0)

| | pef>4.91

| | | gr<=25.95:2(3.0/1.0)
| | | gr>25.95:6(2.0)

pef > 5.93

| log10(lld) <= 2.5739: 3 (4.0/2.0)
| log10(lid) > 2.5739: 5 (3.0)
h

n

|

phi > 0.02

phi <= 0.03

log10(lld) <= 2.5352: 1 (2.0)
| log10(lld) > 2.5352: 3 (2.0)
nphi > 0.03: 3 (4.0/1.0)

nphi > 0.04: 2 (2.0/1.0)
0g10(lld) > 2.6315
gr<=23.23
| rhob <=2.69: 2 (17.0)
| rhob >2.69
| | nphi<=0.01:2(11.0/3.0)
| | nphi>0.01
| | | log10(msfl) <=2.5871: 3 (2.0)
| | | log10(msfl)>2.5871:5 (2.0)
gr>23.23
| gr<=44.25
| | nphi<=0.01:3(2.0)
| | nphi>0.01:5(4.0/1.0)
| gr>44.25:1(4.0/1.0)
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nphi > 0.1: 4 (2.0)

nphi > 0.18: 1 (2.0/1.0)
pef > 6.78: 5 (2.0)

t>55.63
nphi <= 0.14

gr<=8.23
pef <= 8.5: 5 (8.0/1.0)
pef > 8.5

pef <= 10.01

| gr<=6.43:6(5.0)

| gr>6.43

| | gr<=7.55:1(2.0)

| | gr>7.55:6(2.0)
pef > 10.01

| gr<=6.66:5(4.0/1.0)
| gr>6.66:6 (2.0)

rhob <= 2.55

gr <=9.32:4 (6.0)

gr>9.32

| nphi<=0.06

| dt<=57.73:1(5.0/1.0)

| dt>57.73:4 (2.0/1.0)

nphi > 0.06

| dt<=57.31

| pef<=4.75:4(3.0)

| pef>4.75:6(8.0/1.0)

dt > 57.31

log10(lid) <= 2.028

| gr<=12.62

log10(lld) <= 1.4475: 1 (3.0)
log10(lid) > 1.4475

| gr<=10.78

| | gr<=9.7:5(2.0)
| | gr>9.7:1(3.0/2.0)
| gr>10.78

| | nphi<=0.13
| | | nphi<=0.11:2(3.0/1.0)
| | | nphi>0.11:6 (5.0)

| | nphi>0.13:2(2.0)

g

| nphi<=0.08

| | gr<=27.68

| | | log10(lid) <= 1.598: 4 (2.0/1.0)
| | | log10(lid) > 1.598: 6 (5.0/1.0)

| | gr>27.68:1(3.0/1.0)

| nphi>0.08

| | pef<=4.65

| | | rhob<=252:6(5.0)

| | | rhob>2.52:1(2.0/1.0)

| | pef>4.65

| | | rhob<=254

| 1 ] | log10(msfl) <=1.9722
|

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
I
| | | | gr<=14.78:4(7.0)
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gr>14.78
pef <= 5.07
| pef<=4.89
| | log10(lid) <= 1.7659
| | | dt<=59.64:1 (4.0)
| | | dt>59.64
| 1 | | nphi<=0.13:4 (5.0/1.0)
| | | | nphi>0.13:1(2.0)
| | log10(lid) > 1.7659: 4 (5.0)
| pef>4.89:1(4.0)
pef > 5.07
| nphi<=0.11
| | pef<=5.16:1(4.0/1.0)
| | pef>5.16:4(4.0)
| | nphi>0.11:5 (3.0)
log10(msfl) > 1.9722: 2 (2.0/1.0)
hob > 2.54
log10(lid) <= 1.9595
| dt<=58.19:6 (2.0)
| dt>58.19
| | log10(msfl) <= 1.6264: 2 (5.0/2.0)
| | log10(msfl) > 1.6264: 4 (3.0)
| log10(lld) > 1.9595: 5 (2.0)
og10(lld) > 2.028
dt <=61.15: 1 (7.0/1.0)
dt>61.15
| rhob <=2.53
| | gr<=20.69:6 (5.0/1.0)
| | gr>20.69:2(2.0)
| rhob>2.53:5 (2.0)

L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
L]
[

hob <= 2.66
log10(msfl) <= 1.5571

pef <= 5.33

gr <= 15.65
| gr<=13.64:1(2.0/1.0)
| gr>13.64
| | nphi<=0.09:5 (4.0)
| nphi>0.09
| | dt<=60.44:2(2.0)
| | dt>60.44:5 (2.0)
r>15.65
nphi <= 0.08
| log10(msfl) <= 1.5008
| | dt<=56.63
| | | log10(msfl) <=1.433: 1 (3.0)
| | | log10(msfl) >1.433: 5 (2.0)
| | dt>56.63
| | | dt<=58.13:4(3.0)
| | | dt>58.13:1(2.0)
| log10(msfl) > 1.5008
| | gr<=22.92:4(3.0/1.0)
| | gr>22.92:2(4.0/1.0)

|
|
|
g
I
|
|
|
|
|
|
|
|
|
| nphi>0.08
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| | gr<=16.34

| | | gr<=15.99: 1 (2.0/1.0)

| | | gr>15.99:6 (2.0)

| | gr>16.34

| | | log10(lld) <= 1.5087: 5 (3.0)
|

| | | log10(ld) > 1.5087: 4 (4.0/1.0)

pef > 5.33

pef <= 6.95
| dt<=57.24:6 (5.0)
| dt>57.24
| | log10(msfl) <= 1.5008
| | log10(lid) <= 1.733: 3 (4.0)
| | log10(lid) > 1.733: 5 (4.0/1.0)
| log10(msfl) > 1.5008: 4 (2.0/1.0)
ef > 6.95
nphi <= 0.06
| rhob <=2.62:4 (2.0)
| rhob>2.62:5(2.0)
nphi > 0.06
| gr<=14.04:2 (5.0/1.0)
| gr>14.04
| | pef<=8.48:2(2.0)
| | pef>8.48:5(3.0)

—_—_— s ——

0g10(msfl) > 1.5571

0g10(lid) <= 1.7281

rhob <= 2.6
| nphi<=0.09

| | log10(msfl) <= 1.9848

| | | pef<=4.88:4(3.0/1.0)

| | | pef>4.88:5(5.0/1.0)

| | log10(msfl) > 1.9848: 6 (2.0)
| nphi>0.09: 3 (2.0/1.0)

rhob > 2.6

| rhob <=2.62

| | gr<=40.79

| | | pef<=4.14:5 (4.0)

| | | pef>4.14:1(3.0)

| | gr>40.79:2 (2.0)

| rhob >2.62: 2 (2.0/1.0)

0g10(lld) > 1.7281

nphi <= 0.05

| gr<=27.68

| | log10(lid) <= 1.9248

| | | gr<=21.77:4 (3.0/1.0)

| | | gr>21.77:2(2.0/1.0)

| | log10(lid) > 1.9248: 1 (10.0/2.0)
| gr>27.68

| | log10(msfl) <= 1.6696: 1 (2.0)

| | log10(msfl) > 1.6696: 6 (5.0/1.0)
nphi > 0.05

| log10(msfl) <= 1.658

| | dt<=57.9

| | | nphi<=0.08:1(5.0)

| | | nphi>0.08:6 (4.0/1.0)
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dt>57.9
| gr<=15.38:5 (4.0)
| gr>15.38
| | gr<=20.42:1(5.0)
| | gr>20.42:5(3.0/1.0)
0g10(msfl) > 1.658
rhob <= 2.6
| log10(msfl) <=1.7033
| | log10(lid) <= 1.9956: 4 (2.0)
| | log10(lid) > 1.9956: 5 (2.0)
| log10(msfl) > 1.7033
| | nphi<=0.06:1(7.0/1.0)
| | nphi>0.06
| | | pef<=4.96:1(6.0/1.0)
| | | pef>4.96
| 1 | | log10(msfl) <=1.8073: 1 (4.0/1.0)
| 1 | | log10(msfl)>1.8073: 5 (6.0/1.0)
rhob > 2.6
| gr<=14.36:4(2.0)
| gr>14.36:5(2.0)

I
rhob > 2.66

| dt <=56.63: 1(2.0/1.0)
I

I
I
I
I
I
I
|
I
I
I
I
I
I
I
I
I
I
|
I
I
I
| dt > 56.63: 2 (5.0)

hob <=2.43
log10(msfl) <= 1.1526: 1 (15.0/2.0)
log10(msfl) > 1.1526
| nphi<=0.16
| | rhob<=2.4:6 (3.0/1.0)
| | rhob>24
| | | nphi<=0.15:1 (2.0/1.0)
| | | nphi>0.15:4 (4.0/1.0)
| nphi>0.16
| | log10(msfl) <= 1.5889
| | | pef<=4.88:4(5.0/1.0)
| | | pef>4.88:1(6.0/2.0)
| | log10(msfl) > 1.5889
| | | pef<=6.35:2(2.0)
| | | pef>6.35:1(2.0)
rhob > 2.43
|

]
I
I
I
I
|
I
I
I
I
I
I
I
I
|

pef <= 5.06: 4 (25.0/9.0)
pef > 5.06: 1 (4.0/1.0)

=== Summary ===
Correctly Classified Instances 239 26.4381 %
Incorrectly Classified Instances 665 73.5619 %

Kappa statistic
Total Number of Instances

0.0975
904
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=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure Class

0.276 0.195 0.267 0.276 0.271 1
0.383 0.22 0.332 0.383 0.356 2
0.15 0.064 0.143 0.15 0.146 3
0.238 0.121 0.242 0.238 0.24 4
0.234 0.181 0.249 0.234 0.241 5
0.196 0.122 0.24 0.196 0.216 6
=== Confusion Matrix ===
a b C d e f <-- classified as
51 34 9 37 33 21 | a=1
28 77 21 15 39 21 | b=2
8 20 9 3 13 7 | c=3
40 17 4 30 18 17 | d=4
31 55 11 18 43 26 | e=5
33 29 9 21 27 29 | f=6

INTERPRETACION DE LA TECNICA REGRESION LINEAL

El analisis de regresion se relaciona con el estudio de la dependencia de una
variable — la variable dependiente — de una o mas variables adicionales, las
variables explicativas con la perspectiva de estimar o predecir el valor medio o
promedio de la primera en términos de valores conocidos o fijos de las segundas.

Es decir, el objetivo de esta técnica es usar las variables independientes,

cuyos valores se conocen, para predecir el de la variable dependiente
Si nos encontramos con bastantes datos empiricos sobre estas variables, el

analisis de regresion es un método apropiado para desvelar el patron exacto de

esta asociacion.
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PARAMETROS DE LA PRUEBA

e Atributos

EF DT
GR RHOB
LOG10(LLD) NPHI
LOG10(MSFL) PEF
KVERT KMAX
POR K90
e Resultado
27.48 * NPHI + 2.19
Resumen
Correlation coefficient 0.5915
Class complexity | order O 2475.1825 bits  2.9223 bits/instance
Class complexity | scheme 3234.757 bits  3.8191 bits/instance
Complexity improvement  (Sf) -759.5745 bits  -0.8968 bits/instance
Mean absolute error 1.5172
Root mean squared error 1.7006
Relative absolute error 87.7675 %
Root relative squared error 80.6282 %
Total Number of Instances 847
LF DT
GR RHOB
LOG10(LLD) NPHI
LOG10(MSFL) PEF
KVERT KMAX
POR K90
-12.62 * RHOB + 39.01
Resumen
Correlation coefficient 0.5147
Class complexity | order O 1927.9397 bits  2.2762 bits/instance
Class complexity | scheme 3181.4796 bits  3.7562 bits/instance
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Complexity improvement  (Sf) -1253.5399 bits -1.48 bits/instance
Mean absolute error 1.3758
Root mean squared error 1.641
Relative absolute error 86.4914 %
Root relative squared error 85.7341 %
Total Number of Instances 847
HFU DT
GR RHOB
LOG10(LLD) NPHI
LOG10(MSFL) PEF
KVERT KMAX
POR K90
-0.01 *GR + 3.66
Resumen
Correlation coefficient 0.0689
Class complexity | order O 2111.3005 bits  2.4927 bits/instance
Class complexity | scheme 3337.4732 bits  3.9403 bits/instance
Complexity improvement  (Sf)  -1226.1727 bits  -1.4477 bits/instance

Mean absolute error

Root mean squared error
Relative absolute error

Root relative squared error
Total Number of Instances

1.6751
1.831
99.483 %
99.7622 %
847
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Analisis De Resultados E Interpretaciéon

Para validar los resultados del prototipo, se empleo , la opinidén de los expertos Los
ingeniero Aristobulo Bejarano, Fabio Santos y Alejandro Mulfor, el Software
SPSS 13.0y el WEKA-3-4 .

ANALISIS DE COMPONENTES PRINCIPALES
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Matriz de correlaciones(a)

| GR log10(LLD) | log10(MSFL) | DT RHOB NPHI PEF KMAX | K90 | KVERT | POR
Correlacion  GR 1.000 -.004 143 | -.226 213 -.257 -179 024 | -.205 -106 | -.311
log10(LLD) -.004 1.000 645 | -613 537 -.586 .397 -031| -.013 .010 | -.499
:_")910(MSF 143 645 1000 | -.695 601  -690 373|  -126| -136| -102| -550
DT -.226 -613 -695 | 1.000 -.833 .903 - 124 114 | 285 233 | .850
RHOB 213 537 601 | -.833 1.000 -.847 191 -234 | -385 -342 | -.890
NPHI -.257 -.586 -690 | .903 -.847 1.000 -.209 A71 .318 275 | .825
PEF -179 .397 373 | -124 191 -.209 1.000 .007 | .183 232 | -117
KMAX .024 -.031 -126 | 114 -.234 171 .007 1.000 | .398 356 | 145
K90 -.205 -.013 -136 | .285 -.385 318 183 .398 | 1.000 751 423
KVERT -.106 .010 -102 | .233 -.342 275 232 356 | .751 1.000 | .381
POR -.311 -.499 -550 | .850 -.890 825 - 117 145 | 423 .381 | 1.000
Sig. GR 479 019 | .000 .001 .000 .005 363 | .001 .064 | .000
(Unilateral)
log10(LLD) 479 .000 | .000 .000 .000 .000 325 | 427 441 .000
:_")91 OMSF 1 019 000 000 000 000 000 034 | 024 070 | 000
DT .000 .000 .000 .000 .000 .037 049 | .000 .000 | .000
RHOB .001 .000 .000 | .000 .000 .003 .000 | .000 .000 | .000
NPHI .000 .000 .000 | .000 .000 .001 .007 | .000 .000 | .000
PEF .005 .000 .000 | .037 .003 .001 462 | .004 .000 | .045
KMAX .363 .325 034 | .049 .000 .007 462 .000 .000| .018
K90 .001 427 .024 | .000 .000 .000 .004 .000 .000 | .000
KVERT .064 441 .070 | .000 .000 .000 .000 .000 | .000 .000
POR .000 .000 .000 | .000 .000 .000 .045 .018 | .000 .000

a Determinante = .000
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Inversa de la matriz de correlaciones

GR | log10(LLD) | log10(MSFL) DT RHOB NPHI PEF KMAX K90 KVERT POR
GR 1.293 218 -.259 -513 .328 487 .335 -.103 .233 -.301 765
log10(LLD) 218 2.158 -.666 733 -134 .021 -.388 -.053 -.160 -.092 .084
log10(MSFL) | -259 -.666 2.664 1.372 -126 488 -.605 119 -.031 169 -.767
DT -513 733 1.372 8.636 .291 -4.333 -1.309 215 -.009 735 -3.004
RHOB .328 -134 -.126 .291 6.482 1.776 -.232 .562 .069 .008 3.880
NPHI 487 .021 488 -4.333 1.776 7.059 .583 -142 .032 -.361 .079
PEF .335 -.388 -.605 -1.309 -.232 .583 1.598 .009 -.044 -.441 .375
KMAX -.103 -.053 119 215 .562 -142 .009 1.296 -410 -.159 489
K90 .233 -.160 -.031 -.009 .069 .032 -.044 -410 2.616 -1.606 -423
KVERT -.301 -.092 .169 735 .008 -.361 -.441 -.159 -1.606 2.542 -.684
POR .765 .084 -.767 -3.004 3.880 .079 .375 489 -423 -.684 7.211
KMO y prueba de Bartlett
Medida de adecuacion muestral de Kaiser-Meyer-
Olkin. 821
Prueba de esfericidad de Chi-cuadrado
Bartlett aproximado 1687.996
g 55
Sig. 000
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Matrices anti-imagen

GR | log10(LLD) | log10(MSFL) | DT RHOB NPHI PEF KMAX | K90 | KVERT POR
Covarianza  GR 773 078 -075| -.046 .039 .053 162 -062 | .069 -.092 .082
anti-imagen
log10(LLD) .078 463 -116 | .039 -.010 .001 -113 -019| -.028 -.017 .005
log10(MSFL) | -.075 -116 375 | .060 -.007 .026 -142 .034 | -.005 .025 -.040
DT -.046 .039 .060 116 .005 -.071 -.095 019 | .000 .034 -.048
RHOB .039 -.010 -.007 .005 154 .039 -.022 .067 .004 .000 .083
NPHI .053 .001 .026 | -.071 .039 142 .052 -.016 .002 -.020 .002
PEF 162 -113 -142 | -.095 -.022 .052 .626 .004 | -.010 -.109 .033
KMAX -.062 -.019 .034 .019 .067 -.016 .004 T72 | -121 -.048 .052
K90 .069 -.028 -005 | .000 .004 .002 -.010 -121 .382 -.242 -.022
KVERT -.092 -.017 025 | .034 .000 -.020 -109 -048 | -.242 .393 -.037
POR .082 .005 -040 | -.048 .083 .002 .033 052 | -.022 -.037 139
Correlacion  GR 579(a 131 140 | -154 113 161 233| -080| 126| -166 251
anti-imagen )
log10(LLD) 131 .913(a) -278 | 170 -.036 .005 -.209 -032| -.067 -.039 .021
log10(MSFL) | -.140 -.278 876(a) | .286 -.030 112 -.293 .064 | -.012 .065 -175
DT -154 170 286 '817(*; 039 555  -352 064 | -002 157 | -.381
RHOB 113 -.036 -030| .039| .878(a) .262 -.072 194 017 .002 .568
NPHI 161 .005 112 | -555 .262 .880(a) 74 -.047 | .007 -.085 011
PEF 233 -.209 -293 | -352 -.072 A74 | .565(a) .006 | -.021 -219 110
KMAX -.080 -.032 .064 | .064 194 -.047 .006 | .753(a) | -.223 -.088 .160
K30 126 -.067 012 | -002 017 007 |  -021| -223 '739("; 623 |  -007
KVERT -.166 -.039 065 | .157 .002 -.085 -219 -088 | -623| .684(a) -.160
POR .251 .021 -175 | -.381 .568 .011 110 160 | -.097 -160 | .835(a)

a Medida de adecuacion muestral
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Comunalidades

Inicial Extraccion
GR 1.000 647
log10(LLD) 1.000 .690
log10(MSFL) 1.000 696
DT 1.000 879
RHOB 1.000 .845
NPHI 1.000 .878
PEF 1.000 629
KMAX 1.000 .601
K90 1.000 .785
KVERT 1.000 766
POR 1.000 857

Método de extraccién: Analisis de Componentes principales.

233



Varianza total explicada

Sumas de las saturaciones al cuadrado

Suma de las saturaciones al cuadrado de

Autovalores iniciales de la extraccion la rotacion
% de la % de la % de la
Componente Total varianza % acumulado Total varianza % acumulado Total varianza % acumulado
1 4.980 45.269 45.269 4.980 45.269 45.269 4.668 42.440 42.440
2 2.109 19.172 64.441 2.109 19.172 64.441 2.203 20.025 62.465
3 1.184 10.767 75.208 1.184 10.767 75.208 1.402 12.744 75.208
4 722 6.564 81.772
5 .609 5.536 87.308
6 475 4.317 91.625
7 341 3.095 94.720
8 .238 2.168 96.888
9 .165 1.499 98.388
10 .108 .984 99.372
11 .069 .628 100.000

Método de extraccion: Analisis de Componentes principales.
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Matriz de componentes(a)

Componente
1 2 3
GR -.282 -.235 715
log10(LLD) -.665 478 =142
log10(MSFL) -.760 334 -.085
DT .920 -113 -.140
RHOB -919 -.010 .016
NPHI 929 -.090 -.084
PEF -.228 623 -.435
KMAX 263 439 582
K90 461 740 .160
KVERT 407 749 .200
POR .909 071 -157

Método de extraccion: Andlisis de componentes principales.
a 3 componentes extraidos
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Matriz de componentes rotados(a)

Componente
1 2 3
GR 258 .045 -.760
log10(LLD) 765 119 .302
log10(MSFL) 815 -.004 178
DT -918 134 134
RHOB .868 -.293 -.082
NPHI -914 182 .097
PEF 371 243 658
KMAX -.059 715 -.292
K90 -191 833 234
KVERT -132 842 .199
POR -.852 276 234

Método de extraccion: Analisis de componentes principales.
Método de rotacion: Normalizacién Varimax con Kaiser.
a La rotacion ha convergido en 5 iteraciones.

Matriz de transformacién de las componentes

Componente 1 2 3

1 -.946 .318 .069
2 312 .829 464
3 .091 461 -.883

Método de extraccion: Analisis de componentes principales.
Método de rotacion: Normalizacion Varimax con Kaiser.

Para interpretar los factores, es necesario ver, mediante las cargas factoriales, que
variables a utilizar. Dado que todas las variables cargan en mayor o menor medida
sobre todos los factores, es necesario tener algun criterio para seleccionar las
cargas mas importantes segun el tamafio de la muestra para un tamafno muestral

de 223 datos se sugiere tomar como referente una carga factorial de 0.25.

Luego para nuestro caso, se utilizara para explicar cada factor a aquellas variables

con una carga factorial superior a 0.35. De esta manera, analizando la tabla de la
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matriz de componentes rotados, vemos que el factor 1 viene explicando por las

variables.

Log10(LLD) Signo +
Log10(MSFL) Signo +
DT Signo -
RHOB Signo +
PEF Signo +
KMAX Signo +
K90 Signo +
KVERT Signo +
NPHI Signo -
GR Signo -
POR Signo -

Los signos indica que los grupos de variables se mueven de manera contraria, es
decir, que cuando Log10 (LLD), Log10 (MSFL), RHOB y PEF aumenta, el DT,
NPHI y POR decaen o disminuyen. Podemos considerar que este factor esta
midiendo los dos componentes principales. De los pozos el Tiempo de transito.

Porosidad entre los pozos, Porosidad de laboratorio.

Por su parte el segundo factor viene explicando por las variables:

KMAX Signo +
K90 Signo +
KVERT Signo +
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Que permite interpretar el factor como Permeabilidad Maxima, Permeabilidad

de 90% y la Permeabilidad vertical dentro de los pozos.

El tercer factor, viene explicado por las variables:

GR Signo -
PEF Signo +

Que permite decir que cuando el Potencial Fotoeléctrico de la roca aumenta el
GR de la roca, este factor esta midiendo las propiedades del potencial eléctrico
respecto al GR de la roca.

En sintesis, la prediccion de propiedades de yacimientos a partir de atributos
sismicos, pueden medirse mediante muchas variables GR, LOG10(LLD),
LOG10(MSFL), RHOB, NPHI, PEF, KMAX, K90, KVERT, DT y POR, pero
podemos afirmar que sin perder demasiada informacion, esta medicion se
sintetiza en tres grandes ejes: la relacidon de la porosidad entre los pozos -
Porosidad de laboratorio - Profundidad de perfil lateral, y el Tiempo de transito -
Permeabilidad Maxima- GR.

238



ANALISIS DE CLUSTER O CONGLOMERADOS

Centros iniciales de los conglomerados

Conglomerado

1 2
GR 10.58 46.15
Log10(LLD) 2.0633 1.6787
Log10(MSFL) 2.0032 1.3118
DT 50.68 58.33
RHOB 2.68 2.58
NPHI .00 .09
PEF 5.56 5.16
KMAX 32 288.16
K90 19 .34
KVERT 0 2
POR 1.9 6.1

Historial de iteraciones(a)

Cambio en los centros
de los conglomerados

Iteracion 1 2
1 16.475 .000
2 .000 .000

a Se ha logrado la convergencia debido a que los centros de los conglomerados no
presentan ningun cambio o éste es pequefio. El cambio maximo de coordenadas
absolutas para cualquier centro es de .000. La iteracion actual es 2. La distancia minima
entre los centros iniciales es de 290.172.
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Centros de los conglomerados finales

Conglomerado
1 2

GR 24.40 46.15

log10(LLD) 1.9639 1.6787

log10(MSFL) 1.8258 1.3118

DT 55.77 58.33

RHOB 2.60 2.58

NPHI .06 .09

PEF 5.95 5.16

KMAX 5.36 288.16

K90 2.80 .34

KVERT 2 2

POR 6.3 6.1

ANOVA
Conglomerado Error F Sig.
Media Media
cuadratica gl cuadratica gl

GR 470.605 1 141.003 208 3.338 .069
log10(LLD) .081 1 73 208 468 495
log10(MSFL) .263 1 .245 208 1.073 .301
DT 6.534 1 20.947 208 312 577
RHOB .000 1 .006 208 .082 775
NPHI .001 1 .002 208 .349 .555
PEF .629 1 3.954 208 159 .690
KMAX 79594.060 1 218.292 208 364.622 .000
K90 6.018 1 58.759 208 102 749
KVERT 547 1 34.993 208 016 .901
POR .034 1 18.431 208 .002 .966

Las pruebas F solo se

iguales.

deben utilizar con una finalidad descriptiva puesto que los
conglomerados han sido elegidos para maximizar las diferencias entre los casos en
diferentes conglomerados. Los niveles criticos no son corregidos, por lo que no pueden
interpretarse como pruebas de la hipotesis de que los centros de los conglomerados son

NUmero de casos en cada conglomerado

Conglomerado

1

|
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Validos
Perdidos

210.000
13.000

Resumen del procesamiento de los casos(a,b)

Casos
Validos Perdidos Total
N Porcentaje N Porcentaje N Porcentaje
210 94.2 13 5.8 223 100.0
a distancia euclidea al cuadrado usada
b Vinculacion de Ward
Historial de conglomeracién
Etapa en la que el

conglomerado aparece por Préxim

Etapa | Conglomerado que se combina | Coeficientes primera vez a etapa
Conglomerad | Conglomerado Conglomerado | Conglomerado
01 2 1 2

1 12 13 308 0 0 5
2 121 142 626 0 0 36
3 69 80 1.060 0 0 65
4 14 15 1.586 0 0 11
5 12 32 2.158 1 0 53
6 103 161 2.817 0 0 16
7 63 82 3.540 0 0 63
8 162 173 4.374 0 0 81
9 157 176 5.253 0 0 36
10 51 64 6.186 0 0 17
11 14 16 7.305 4 0 77
12 107 167 8.535 0 0 87
13 151 199 9.893 0 0 95
14 59 79 11.274 0 0 56
15 124 134 12.767 0 0 66
16 103 159 14.302 6 0 45
17 51 71 15.882 10 0 63
18 149 150 17.552 0 0 49
19 52 61 19.239 0 0 37
20 140 195 20.989 0 0 54
21 144 147 22.873 0 0 48
22 76 122 24.841 0 0 74
23 123 138 26.811 0 0 27
24 109 110 28.811 0 0 79
25 84 104 30.837 0 0 44
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206 28 135 | 40005.149 202 193 208

207 1 2| 58646.641 204 205 209
208 28 72 | 94631.244 206 0 209
209 1 28 | 183414.200 207 208 0

*rRE*F*HIERARCHICAL CLUSTER ANALYS|S******

Dendrogram using Ward Method

Rescaled Distance Cluster Combine

CASE 0 5 10 15 20 25
Label Num + + + + + +

12 00
13 00
32 00
5 00
156 00
14 00
15 00
16 00
6 00
17 00
70 00
174 00
53 00
153 00
154 00
155 00
76 00
122 00
59 00
79 00
78 00
7 00
112 00O
36 00
179 00O
37 00
50 00
83 00
163 00
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Un buen indicador de la calidad de los clusters obtenidos es la medida de cada
variables en cada cluster son significativamente distintas.
El objetivo es que cada conglomerado sea cuanto mas distintos mejor de los

demas.

Si las medidas de las variables no difieran significativamente entre un grupo vy

otro, esto serian muy parecidos y la calidad del analisis muy baja.

El conglomerado 1 esta formado por las propiedades LOG10 (LLD), LOG
10(MSFL) PEF, K90 y POR vy en el conglomerado 2, enfatiza GR, DT, NPHI,
KMAX.

ESTIMACION PASO A PASO
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Variables introducidas/eliminadag

Modelo

Variables
introducidas

Variables
eliminadas Método

1

NPHI

PEF

GR

Hacia
adelante
(criterio:
Prob. de
F para

050)

Hacia
adelante
(criterio:
Prob. de
F para

050)

Hacia
adelante
(criterio:
Prob. de
F para

050)

entrar <=.

entrar <=.

entrar <=.

a. Variable dependiente: EF

Resumen del modeld!

R cuadrado | Error tip. de la Durbin-
Modelo R R cuadrado corregida estimacion Watson
1 .5962 .355 .352 1.723
2 613P 375 .369 1.700
3 .631¢ .398 .389 1.673 .336

a. Variables predictoras: (Constante), NPHI

b. Variables predictoras: (Constante), NPHI, PEF

C. Variables predictoras: (Constante), NPHI, PEF, GR
d. Variable dependiente: EF
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ANOVAd

Suma de Media
Modelo cuadrados gl cuadratica F Sig.
1 Regresién 340.467 1 340.467 114.659 .0002
Residual 617.633 208 2.969
Total 958.100 209
2 Regresion 359.689 2 179.845 62.211 .000°
Residual 598.411 207 2.891
Total 958.100 209
3 Regresion 381.570 3 127.190 45.446 .000¢
Residual 576.530 206 2.799
Total 958.100 209
a. Variables predictoras: (Constante), NPHI
b. Variables predictoras: (Constante), NPHI, PEF
C. Variables predictoras: (Constante), NPHI, PEF, GR
d. Variable dependiente: EF
Coeficientes?
Coeficientes
Coeficientes no estandarizad
estandarizados 0s
Modelo B Error tip. Beta t Sig.
1 (Constante) 1.854 .209 8.852 .000
NPHI 28.887 2.698 .596 10.708 .000
2 (Constante) 2.877 447 6.430 .000
NPHI 27.423 2722 .566 10.075 .000
PEF -.156 .061 -.145 -2.579 .011
3 (Constante) 3.992 .594 6.722 .000
NPHI 25.018 2.813 516 8.895 .000
PEF -.199 .062 -.184 -3.227 .001
GR -.029 .010 -.161 -2.796 .006

a. Variable dependiente: EF
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Variables excluidas®

Estadisticos

de
Correlacién colinealidad
Modelo Beta dentro t Sig. parcial Tolerancia
1 GR -.1169 -2.021 .045 -.139 .934
log10(LLD) .0142 204 .839 .014 .656
log10(MSFL) -.1632 -2.132 .034 -.147 .523
DT .0792 .608 .544 .042 .185
RHOB -.045% -424 .672 -.029 .283
PEF -.1458 -2.579 .01 -.176 .956
KMAX -.0802 -1.412 .160 -.098 971
K90 -.0852 -1.446 .150 -.100 .899
KVERT -.0382 -.652 515 -.045 .924
POR -.0528 -.526 .600 -.037 319
2 GR -.161P -2.796 .006 -.191 .878
log10(LLD) .085P 1.176 .241 .082 577
log10(MSFL) -111P -1.385 .168 -.096 469
DT 1320 1.025 .307 .071 181
RHOB -.037° -.362 .718 -.025 .282
KMAX -.073P -1.318 .189 -.091 .969
K90 -.048P -.799 425 -.056 .834
KVERT .008P 137 .891 .010 .837
POR -.027° -.279 781 -.019 .316
3 log10(LLD) .061°¢ .857 .393 .060 .569
log10(MSFL) -.104¢ -1.315 190 -.091 468
DT .152¢ 1.194 234 .083 .181
RHOB -.038° -.376 .707 -.026 .282
KMAX -.061¢ -1.104 271 -.077 .962
K90 -.061¢ -1.021 .309 -.071 .830
KVERT .015¢ .254 .800 .018 .836
POR -.073¢ -.749 .455 -.052 .307

a. Variables predictoras en el modelo: (Constante), NPHI

b. Variables predictoras en el modelo: (Constante), NPHI, PEF

C. Variables predictoras en el modelo: (Constante), NPHI, PEF, GR

d. Variable dependiente: EF
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Correlaciones de los coeficientes(a)

Modelo I I NPH PEF SR
1 Correlacio NPHI 1.000
nes
;:Sovarlanz NPHI 7278
2 Correlacio  NPHI 1.000 209
nes
PEF .209 1.000
;Jsovarlanz NPHI 7.408 034
PEF .034 .004
3 Correlacio  NPHI 1.000 268 .306
nes
PEF 268 1.000 246
GR .306 .246 1.000
Covarianz  NPHI 7.911 .046 .009
as PEF .046 .004 .000
GR .009 .000 .000

a Variable dependiente: EF

Diagnésticos por caso(a)

Numero de caso Residuo tip. EF
181 3.329 6
a Variable dependiente: EF

Estadisticos sobre los residuo$

Desviacion
Minimo Maximo Media tip. N
Valor pronosticado 43 7.38 3.65 1.344 223
Residuo bruto -3.755 5.568 .039 1.640 223
Valor pronosticado tip. -2.419 2.722 -.036 .995 223
Residuo tip. -2.244 3.329 .023 .980 223

a. Variable dependiente: EF

La estimacién paso a paso es el procedimiento secuencial mas utilizado dado que
permite analizar la contribucion de cada variable independiente por separado al
modelo de Regresion. Lo relevante de este modelo es que no incluye todas las

variables y luego se van eliminando, sino que las evalua una a una antes de
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incorporarlas al modelo y, ademas, puede eliminar una variable después de

haberla introducido en una etapa anterior.

Recta de regresion:

EF= 3.992+25.018NPHI-.199-.029GR

Con esta ecuacion, puede predecirse el nivel de EF en el pozo con un NPHI= 5%,
un PEF=4% y un GR=5, se puede esperar un nivel de EF: 5.1183; Es decir, que
cabe esperar un nivel de EF de 5.1183 en una escala de (1-8)

ARBOLES DE DECISION

PEF <= 6.64
RHOB <= 2.54

NPHI <= 0.13

| log10LLD <= 2.0812: 3.0 (14.0/1.0)
| log10LLD > 2.0812: 6.0 (4.0/1.0)
NPHI > 0.13

| log10LLD <= 1.9209: 8.0 (16.0/1.0)
| log10LLD > 1.9209: 3.0 (2.0)
RHOB > 2.54

GR<=31.75

DT <= 53.8: 4.0 (40.0/4.0)

DT > 53.8

GR <= 19.21

PEF <= 4.89

| NPHI <= 0.09: 3.0 (3.0)

| NPHI > 0.09: 7.0 (2.0)

PEF > 4.89

| K90 <=0.13: 4.0 (2.0)

| K90 >0.13:7.0 (13.0/1.0)
GR > 19.21
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NPHI <= 0.09
GR <= 25.41

| RHOB <= 2.61: 3.0 (9.0)
| RHOB > 2.61: 5.0 (2.0)
GR > 25.41: 5.0 (15.0/2.0)
NPHI > 0.09: 2.0 (3.0/1.0)

GR>31.75

log10LLD <= 2.2552

GR <= 33.26

| PEF <=4.65:5.0 (2.0)

| PEF >4.65:2.0(4.0/1.0)
GR > 33.26: 2.0 (31.0)
log10LLD > 2.2552

| NPHI <= 0.02: 4.0 (6.0/1.0)
| NPHI>0.02: 2.0 (8.0/1.0)

PEF > 6.64

NPHI <= 0.07
GR <=36.72

DT <= 59.62: 1.0 (35.0)
DT > 59.62: 6.0 (2.0)

GR>36.72

log10LLD <= 2.3701: 6.0 (2.0)
log10LLD > 2.3701: 2.0 (2.0)

NPHI > 0.07: 6.0 (6.0)

Number of Leaves : 23

Size of the tree : 45

Mean absolute error 0.0729
Root mean squared error 0.2406
Relative absolute error 34.1726 %
Root relative squared error 73.5865 %
Total Number of Instances 223
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=== Detailed Accuracy By Class ===

TP Rate FP Rate Precision Recall F-Measure Class

1 0.021 0.897 1 0.946 1.0
0.787 0.091 0.698 0.787 0.74 20
0.621 0.036 0.72 0.621 0.667 3.0
0.8 0.073 0.735 0.8 0.766 4.0
0.429 0.025 0.643 0.429 0.514 5.0
0.4 0.019 0.6 0.4 0.48 6.0
0.625 0.029 0.625 0.625 0.625 7.0
0.867 0.019 0.765 0.867 0.813 8.0

=== Confusion Matrix ===

a b c d e f g h <-- classified as
35 0 0 0 0 0 0 0 | a=1.0
0 37 0 5 2 3 0 0 | b=2.0
0 3 18 0 2 1 2 3 | c=3.0
0 5 0 36 0 0 4 0 | d=4.0
0 4 2 6 9 0 0 0 | e=5.0
4 3 0 1 1 6 0 0 | f=6.0
0 0 4 1 0 0 10 1 | g=7.0
0 1 1 0 0 0 0 13 | h=8.0
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=== Summary ===

Correctly Classified Instances 164 73.5426 %
Incorrectly Classified Instances 59 26.4574 %
Kappa statistic 0.6866

Al aplicar el algoritmo de clasificacion J48 observo que para una entrada de datos

el 70% y una prueba del 30% de los datos el valor del kappa es de .6866 lo cual

me genera un total de distancia correcta de 73.54% frente a unas incorrectas del

26.45%, y haciendo el analisis de la ganancia final de la informacién mediante el

calculo de la entropia para cada atributo. (formula9 se observa el atributo como

PEF (PERMEABILIDAD) como la raiz del arbol que empieza a determinar la

decision a tomar por el experto frente a la clase EF(Electrofase) y asi mejorar la

toma de decisiones en los elementos que estan compuesta las rocas (arcilla,

caliza, arena,etc).

258



ALGUNAS SUGERENCIAS METODOLOGICAS

La realizacion del objetivo especifico 1, la revision bibliografica ha permitido
analizar el problema del analisis de datos faltantes. En este caso, se esta
hablando de bloques de datos faltantes y en muchas ocasiones, datos faltantes

por disefno.

Como sugerencia de esta investigacion, y para llevar a cabo el proceso de mineria
de datos de una manera organizada es necesario seguir un conjunto de pasos o

actividades:

1. Determinar la naturaleza y estructura de los datos a utilizar

2. Decidir como cuantificar y comparar cuan bien se ajustan los datos a esa
representacion (estructura)

3. Seleccionar un proceso algoritmico para optimizar la funcion de

comparacion

Pues algo que complica el llevar a cabo el desarrollo de estas herramientas
computacionales es que implica varios tipos de conocimiento, entre los cales

tenemos:

e Algoritmos matematicos

e Organizacion de las bases de datos
e Algoritmos de recuperacion

e Disefio de interfaces de usuario

¢ Interoperabilidad entre diferentes Sistemas operativos
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Unas de las principales aportaciones del prototipo computacional es que permite al
usuario un mejor aprovechamiento del recurso en tiempo real para mejorar la toma

de decisiones en un momento determinado.

ALGUNAS CONCLUSIONES:

Construccién de una base de datos para mineria de datos, esta fase es
fundamental para la preparacién de los datos, puesto que incluye la mayor parte

de tiempo y el esfuerzo de un proceso de mineria de datos.

Sobre las técnicas, en general, cualquiera que sea el problema a resolver no
existe una unica técnica para solucionarlo, sino que puede ser abordado
siguiendo aproximaciones distintas. El numero de técnicas es muy grande y solo

puede crecer en el futuro.

CONCLUSIONES PARA EL USUARIO:

Establecer una jerarquia de aplicacion de las técnicas de mineria de datos pus el

analisis de componentes principales sugirio lo siguiente:

Los signos indica que los grupos de variables se mueven de manera contraria, es
decir, que cuando Log10 (LLD), Log10 (MSFL), RHOB y PEF aumenta, el DT,
NPHI y POR decaen o disminuyen. Podemos considerar que este factor esta
midiendo los dos componentes principales. De los pozos el Tiempo de transito.

Porosidad entre los pozos, Porosidad de laboratorio.
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Por su parte el segundo factor viene explicando por las variables, que permite
interpretar el factor como Permeabilidad Maxima, Permeabilidad de 90% vy la

Permeabilidad vertical dentro de los pozos.

El tercer factor, viene explicado por las variables, que permite decir que cuando el
Potencial Fotoeléctrico de la roca aumenta el GR de la roca, este factor esta
midiendo las propiedades del potencial eléctrico respecto al GR de la roca.

En sintesis, la prediccion de propiedades de yacimientos a partir de atributos
sismicos, pueden medirse mediante muchas variables GR, LOG10(LLD),
LOG10(MSFL), RHOB, NPHI, PEF, KMAX, K90, KVERT, DT y POR, pero
podemos afirmar que sin perder demasiada informacion, esta medicion se
sintetiza en tres grandes ejes: la relacidon de la porosidad entre los pozos -
Porosidad de laboratorio - Profundidad de perfil lateral, y el Tiempo de transito -
Permeabilidad Maxima- GR

Algunos basan sus conclusiones en muestras pequenas y pocas veces toman en
cuenta la magnitud de lo que se desconoce. Generalmente se carece de recursos
para estudiar mas de una parte del problema de interés que pudiera aumentar
nuestro conocimiento. Algunas razones para el uso de las técnicas de muestreo
son: costo reducido, mayor velocidad, mayor enfoque o perspectiva, mayor

exactitud en menor tiempo.

La revision bibliografica ha permitido analizar el problema del analisis de datos
faltantes como una aproximacion al tema de la fusion de datos, considerando que
la fusion de datos es un caso particular. En este caso, se esta hablando de

bloques de datos faltantes y en muchas ocasiones, datos faltantes por disefio.

De lo dicho anteriormente se obtienen algunas conclusiones que a manera de

resumen practico se anotan en seguida:
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1. EI A.C.P. es una técnica que transforma ciertas variables en otras
incorrelacionadas, de media cero, que pueden escribirse como
combinaciones lineales de las primeras y que se llaman factores o
componentes principales, las cuales pueden ordenarse por la magnitud de
Su varianza la cual esta dada por un valor propio de la matriz.

2. Las primeras r componentes principales bastan para describir en alto
porcentaje la variabilidad total de las variables originales. Con frecuencia r
vale 2 o 3, siendo el primero de ellos el caso mas deseable.

3. Aunque todas las variables originales entran en la composicion de cada
componente principal, algunas son mas importantes que otras. Estas, las

mas importantes, determinan la naturaleza de cada componente

Presentaremos a continuacién un ejemplo de pocos datos (observaciones) en el
que se ha realizado ACP no normado. Esto, debido a que las variables
consideradas son de naturaleza semejante y estdan medidas en escalas muy
similares. Los calculos han sido realizados con un programa de computador

escrito por el autor.

Para llevar a cabo el proceso de DM de manera organizada es necesario seguir

un conjunto de pasos o actividades. Se presentan las siguientes:

4. Determinar la naturaleza y estructura de los datos a utilizar
Decidir como cuantificar y comparar cuan bien se ajustan los datos a esa
representacion (estructura)

6. Seleccionar un proceso algoritmico para optimizar la funcién de
comparacion

7. Seleccionar que principios de administracién de datos son requeridos para

implantar los algoritmos de manera eficiente
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Estas actividades evidencian que la MD es un ejercicio multidisciplinario, donde
convergen técnicas estadisticas, tecnologia de base de datos, aprendizaje de

maquinas, inteligencia artificial y visualizacion de datos, entre otros.
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Anexo H Reporte Petrofisico

REPORTE PETROFISICO.

RESUMEN

Este reporte contiene los resultados de interpretacion de los registros
eléctricos adquiridos por Silvia Juliana Mesa Parra en el pozo 1 del campo
Salt crek field unit. La revision se adelant6 para dar soporte para la decision

de probar los intervalos con mayor probabilidad de hallar crudo.

INFORMACION PETROGRAFICA

La seccion perforada de la Formacion en el pozo 1 estd compuesta por
liditas y arcillolitas calcareas hacia la base; y hacia la parte media y
superior, interrelaciones de calizas terrigenas, y areniscas feldespaticas,

ricas en material calcareo.

El ambiente de depositacion es marino somero. La secuencia se depositd
en un ambiente continuo, con algunas variaciones locales, que dieron como
resultado la conformacién de calizas terrigenas; areniscas aglutinadas por
calcita y material arcilloso; y arcillolitas y lodolitas calcareas. En la seccion
hay muy esporadicas apariciones de fosfatos, que representan material sin

sedimentario generado por actividad biogénica en ambientes muy someros.
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El alto contenido de feldespato potasico refleja cercania a la fuente de

aporte de sedimentos.

La porosidad de las calizas reportada en los analisis realizados por Silvia
Mesa es exclusivamente secundaria, reconociéndose escasa porosidad
intercristalina, y leves procesos de microfracturamiento y disoluciéon de
material inestable intergranular (arcilla/carbonato/fosfato). De acuerdo con
este analisis, las calizas son lodosoportadas (el material aglutinante es
micrita); los contornos de los granos son subredondeados a angulares y su
formas son irregularmente elongadas; y varian en tamafio desde limo hasta
arena gruesa (0.76mm). La angularidad de los granos de cuarzo no
corresponde a la angularidad sinsedimentaria, sino que esta afectada por un

fuerte proceso de corrosion del carbonato sobre el cuarzo.

CORRIDAS DE REGISTROS EN EL POZO 1

En el pozo 1 se realizaron las corridas de registros que se resefan en la
tabla 1. Las buenas condiciones geométricas del hueco permitieron obtener

un excelente set de datos en la Formacion.

IREGISTRO TOPE, PIES  |BASE, PIES

IGR 2050 3oo|
IIog10(LLD) 2050 3oo|
IIog10(MSFL) 2050 3oo|
IDT 4620 1 120|
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IRHOB 4620 1 129|
INPHI 5740 2o5o|
IPEF 4590 2o5o|

PRESION Y TEMPERATURA DE LA FORMACION.

La temperatura de la Formacion es de 118 °F, en tanto que la presion de
poro es de 2075.5 psia a XX pies. Estos datos se determinaron a partir de
lecturas de presion y temperatura de dos corridas de multiprobador de
formaciones (LLD). Aunque la presion de poro se pudo determinar con
relativa certidumbre, la informacion adquirida no fue de calidad suficiente

para determinar gradientes de fluido de manera concluyente.

Los valores de presion tomados en las areniscas que se encuentran en la
parte superior de la Formacion son 60 psi mas altos que los medidos en las
areniscas de la seccion intermedia, lo cual sugiere, o bien la presencia de
dos unidades hidraulicamente independientes, separadas por una barrera
de permeabilidad; o una gran sobrecarga en las areniscas de la parte
superior, lo implicaria que no son cuerpos no muy extensos, y que estan
aislados por barreras impermeables posibles trampas estratigraficas de

extension limitada.

GEOMETRIA DEL HUECO Y CALIDAD DE LA INFORMACION
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Si bien el hueco se encuentra ligeramente ovalado, su condicion geométrica

es muy buena

INTERPRETACION LITOLOGICA

Teniendo en cuenta que la secuencia se compone principalmente de
calizas, areniscas, arcillolitas, y liditas, la interpretacion litolégica se basé en
la curva de seccidn transversal fotoeléctrica como discriminante entre las
rocas con mayor proporcién de cuarzo (areniscas) y aquellas con mayor
contenido de caliza. Este resultado se complementd con la utilizacion de la
relacion de resistividad somera a resistividad profunda (LLD/LLS) para
discriminar entre intervalos permeables e impermeables. La relacion de
resistividades se calcul6 a partir de los valores de resistividad de la primera
corrida de registros en la Formacion

El registro de rayos gamma no funciona bien como discriminante litologico,
debido a la importante proporcion de feldespato potasico que se encuentra

en las areniscas de la Formacion.

PERMEABILIDAD Y SALINIDAD DEL AGUA DE FORMACION

La separacion entre las curvas de resistividad somera, intermedia, y
profunda indica la presencia de niveles permeables, donde se desarrolla un

perfil de invasion de filtrado. Puesto que la resistividad profunda es mayor
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que la intermedia, y esta mayor que la somera, se pueden plantear dos

hipotesis:

e El agua de formacién es salobre, y algunos intervalos se encuentra
saturados de hidrocarburos.

e Los niveles permeables se encuentran saturados con agua fresca.

Sin embargo, la deflexion del SP hacia valores negativos indica que el agua
de formacién es mas salobre —y por tanto, menos resistiva— que el lodo.
La linea base de la curva de potencial espontaneo se editd teniendo en
cuenta la interpretacion litologica, y los indicios de permeabilidad que se
desprenden de la separacion entre las curvas de resistividad somera,

intermedia, y profunda.

POROSIDAD Y ARCILLOSIDAD

El contenido de arcilla se estimd a partir de la separacion entre las curvas
de porosidad neutron y de densidad. El alto contenido de feldespato
potasico hace que el perfil de rayos gamma no sea un bien indicador de

arcillosidad.

CONCLUSIONES

268



Los registros suministrados del pozo 1 en el campo Sal Crek Field Unit,
dieron datos optimistas en la busqueda de crudo, presentando factibilidad

economica en la fase calcarea ubicada en el intervalo de 2340ft — 2520ft.
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