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RESUMEN

Ha existido un gran interés comercial por explotar los grandes volumenes de
informacion almacenada. Se cree que se esta perdiendo una gran cantidad de
informacion y conocimiento valioso que se podria extraer de los datos. Este es el
caso de la industria petrolera, donde es almacenada una cantidad abundante de
datos, donde solo una parte de estos son analizados (manualmente en su
mayoria), debido a la falta de técnicas computarizadas aptas para estos analisis.
Con la aplicacién de técnicas de mineria de datos en la planta DEMEX del ICP, se
puede obtener un conocimiento valioso a partir de los patrones que puedan ser
extraidos de los datos arrojados por esta planta. Por estas razones surge la
aplicacion de la mineria de datos en la prediccion de propiedades de

hidrocarburos, ya que se cuenta con una buena cantidad de datos.

Las soluciones que hemos estado trabajando, ademas de las técnicas de mineria
de datos (clustering, arboles de decisién y redes bayesianas), incluyen la
aplicaciéon de técnicas estadisticas (analisis de regresion y componentes
principales) y la construccion de un prototipo que agilice el trabajo de los analisis
de las técnicas sobre grandes volumenes de datos, para con esto obtener

resultados rapidos y confiables.

En este proyecto influye la Ingenieria de Sistemas, ya que se aplican
conocimientos referentes a la programacion, como es la construccion del prototipo
bajo la plataforma JAVA, el manejo del SILAB basado en ORACLE, y la Ingenieria
del Software en la metodologia del proyecto. Ademas del manejo de la gran
cantidad de formulas matematicas y estadisticas que actualmente nos

encontramos aplicando.



Linea de Investigacion: Sistemas De Informacién e Ingenieria de Software

Palabras Claves:
e |CP: Instituto Colombiano del Petroleo.
e Planta DEMEX: Proceso de Desasfaltado.
e SILAB: Sistema para el manejo de datos de laboratorio.
e MINERIA DE DATOS.
e ESTADISTICA MULTIVARIADA.



INTRODUCCION

La tecnologia actual permite capturar y almacenar una gran cantidad de datos,
siendo la identificacion de patrones, tendencias y anomalias en tales datos, uno de
los grandes retos de la vida moderna. Los sistemas de codigo de barras,
automatizaciéon de procesos en general, avances tecnolégicos en almacenamiento
de informacion y abaratamiento de precios en memoria, son algunos de los
factores que han contribuido a la generacién masiva de datos. Este es el caso de
varias areas técnicas de la industria petrolera donde se recolectan gigantescas
cantidades de datos los cuales se usan eficientemente en proyectos aislados, pero
de los cuales se podria obtener un conocimiento valioso a partir de los patrones

que se puedan extraer de los mismos.

El propdsito primordial de este proyecto es obtener mas experticia en la aplicacion
de la mineria de datos. Se escogidé un area de la industria petrolera principalmente
por varias razones: 1) Es un area donde se cuenta con expertos y con una buena
cantidad de datos, requisitos indispensables para trabajar un proyecto de mineria
de datos. 2) Existe una necesidad sentida en el Instituto Colombiano del Petrdleo
de analizar el gran volumen de datos que ha generado la planta DEMEX. El
Instituto de este proyecto sera un primer paso en la aplicacion de técnicas de
Mineria de datos a mayor escala. 3) El proyecto puede redundar en resultados
practicos que conlleven al establecimiento de un convenio de la UNAB con una

empresa petrolera para la realizacion de un proyecto mas amplio.

El objetivo general de este proyecto es implementar una metodologia existente
basada en el proceso del KDD [1], mediante la construccion de un prototipo
computacional para aplicar algoritmos de mineria de datos en la prediccion de

propiedades de hidrocarburos a partir de resultados analiticos de laboratorio, con



el fin de determinar la eficiencia de la metodologia sobre rendimientos y calidades
de productos del proceso de extraccion liquido - liquido de fondo vacié del DMO

(Aceite Desasfaltado) de datos reales obtenidos en la industria petrolera.

Por otra parte, los objetivos especificos contemplados en este proyecto siempre
estuvieron presentes y fueron llevados a cabalidad en el transcurso de su
desarrollo. Para tener claridad en esto, se presentan a continuacion:

1. Hacer una revisién bibliografica (lo mas completa posible) sobre la utilizacién
de algoritmos de mineria de datos en la prediccion de propiedades de
hidrocarburos a partir de resultados analiticos de laboratorio, a través de
busquedas en Internet y en bases de datos, con el fin de que sirva de soporte
para la tesis asi como para otras investigaciones que se hagan en esta area.

2. Construir un prototipo computacional en la plataforma JAVA empleando
algoritmos de mineria de datos (Arboles de Decisidn, Clustering y Redes
Bayesianas) y técnicas estadisticas (Analisis de Regresion, de componentes
principales), para estimar rendimientos y calidades de productos del proceso de
extraccion liquido — liquido del fondo vacio del DMO.

3. Obtener un informe de evaluacion de la utilidad de los resultados finales
generados por la metodologia del KDD sobre los datos seleccionados, con
base en el juicio de los expertos, para que los interesados puedan involucrar el

conocimiento generado en sus operaciones.

En este proyecto se construyé un prototipo de una aplicacion que al recibir un
conjunto amplio de variables con muchos registros, permite predecir el rendimiento
en el proceso de la planta DEMEX (Ver Anexo 1), para ello el software aplica
técnicas de estadistica multivariada para la reduccion de las variables debido al
alto costo computacional de las técnicas de mineria de datos, ademas el software
aplica cluster para la reduccion de los datos mas relevantes y las técnicas de
mineria de datos corroboran la importancia de las variables para evaluar modelos

que se manejan actualmente en el ICP con el software GAMS.



Los alcances obtenidos durante el desarrollo del proyecto, se muestran a

continuacion:

e El estudio de JAVA y ORACLE para el desarrollo del prototipo y la conexién a
la base de datos.

e El desarrollo del trabajo abarca la aplicacién del Proceso de Conocimiento en
Base de Datos, haciendo especial uso en las técnicas de mineria de datos.

e Aprender los analisis de regresion lineal, arboles de decision, cluster,
componentes principales y redes bayesianas.

e Analisis para establecer la veracidad de los datos con el manejo de las técnicas
de mineria de datos mediante el paquete WEKA, asi mismo como las técnicas
de estadistica multivariada mediante el SPSS.

o Diseno del diagrama de casos de uso con sus respectivas plantillas, los
diagramas de clase y de secuencia, entre otros.

e Gracias a que los datos son reales, se pudo hacer algo puntual que atacaba

directamente al problema, mostrando asi resultados positivos.

La informacién encontrada acerca de proyectos, investigaciones, papers o
articulos orientados a la utilizaciéon de algoritmos de mineria de datos en la
prediccion de propiedades de hidrocarburos a partir de resultados analiticos de
laboratorio ha sido escasa. Esto es debido a que la gran mayoria de estos
documentos tiene un enfoque quimico, siendo algo ambiguo hacia la parte de
propiedades de hidrocarburos, es decir, que se trabaja mas en la parte quimica
(como moléculas, atomos, polimeros...), como se transfroma, como interactua con
otros elementos, que no se muestra la aplicacién en los hidrocarburos como tal.
Por esta razon se muestran a continuacién resumenes del tipo de algoritmo(s) o

técnica(s) que se ha trabajado en articulos de mineria de datos.

Un area de aplicacion de las técnicas de mineria de datos en que la humanidad

invierte anualmente mas dinero, es en el area de la busqueda de las causas y



posibles curas de los diferentes tipos de cancer. En el aino 2000, Louis Anthony
Cox [2] realizé estudios de la aplicacion de mineria de datos para predecir
propiedades quimicas cancerigenas en diferentes sustancias, entre las que no
podian faltar los hidrocarburos. Para este estudio utilizaron con frecuencia el
algoritmo ID3 implementado en la herramienta KnowledgeSeeker™, la cual es
utilizada para el analisis de datos, y compararon sus resultados con los de otros
sistemas expertos, con el fin de predecir propiedades identificando patrones en los
datos retomados a lo largo de anos de experimentaciones en ratones y ratas de

laboratorio.

Los laboratorios farmacéuticos tienden a realizar gran cantidad de pruebas en las
que se toman grandes cantidades de datos. En el afio 2003, en una publicacion de
la revista Iberoamericana de Inteligencia Artificial [3] se hace referencia a la gran
necesidad de las empresas que desarrollan medicamentos, de aprovechar los
datos que se toman en los laboratorios para ahorrar dinero en las investigaciones.
El articulo nos habla de la aplicacion de técnicas de mineria de datos para
predecir las propiedades quimicas de diferentes medicamentos, lo que nos
permite deducir que las técnicas utilizadas por ellos para estas predicciones de
sustancias farmacéuticas nos podrian ser de utilidad en el caso de hidrocarburos.
Entre las técnicas mas utilizadas se resalta la utilizacion del clustering para el

analisis de grupos de sustancias que comparten caracteristicas comunes.

En el afio 2003 un conjunto de instituciones de Alemania trabajé en técnicas para
la identificacion de mutaciones inducidas por la actividad de compuestos no-
genéricos [4] mediante un estudio para tratar de ver el comportamiento de
mutaciones de la Salmonela (bacteria que contamina los alimentos y produce
dolor intestinal) aplicando diferentes compuestos de sustancias quimicas con
fragmentos generados por el algoritmo MOLFEA. Entre los algoritmos empleados

se encuentra J48 de la técnica Arboles de Decision, donde se aplicé arbol binario
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y sencillo. Con esto se establecieron unas reglas para las mutaciones que se

presentaban en la Salmonela

En el afio 2004, Data, Decisions and Lenguaje S.A. [5] habla de la necesidad de
implementar las técnicas de mineria de datos en la gestion de alarmas de plantas
petroquimicas en donde los gases que salen de los hornos pueden resultar toxicos
para los empleados, el problema radica en que el manejo de los hornos es
realizado por empleados y lo que se quiere es que un sistema detecte patrones
que le permita identificar gases contaminantes y que accione las medidas
necesarias, como apagar el centro de la propagacion de gases nocivos, para lo
cual destacaron la utilizacién de la técnica de mineria de datos clustering, porque

permite clasificar los gases de acuerdo a unos patrones comunes.

En el presente afio (2005), el American Petroleum Institute [6] habla de la
implementacion de la base de datos (API) Technical Database™ para el
aprovechamiento de los datos almacenados luego de anos de investigacion, con el
fin de ahorrar en practicas de laboratorio para determinar cosas que puedan ser
obtenidas con los datos ya tomados por medio de la aplicacién de técnicas de
mineria de datos para predecir propiedades de mezclas complejas, incluyendo
gases inorganicos, hidrocarburos y fragmentos de petroleo. Estimar las
propiedades criticas, presion de vapor, densidad, viscosidad, enthalpy, calor de
vaporizacion, la capacidad de calor, la tension de la superficie, la conductibilidad
termal, etc., para un rango amplio de componentes puros, el petroleo y sus

mezclas.
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1. DESCUBRIMIENTO DE CONOCIMIENTO EN BASE DE DATOS (KDD)

El proceso de KDD es el proceso de usar algoritmos de mineria de datos para

extraer e identificar lo que es considerado conocimiento de acuerdo a las

especificaciones de medidas y umbrales, usando la base de datos junto con algun

pre-procesamiento requerido, sub-muestreo y transformaciones de la base de

datos explorada.

Los pasos a seguir para la realizacion de un proyecto de mineria de datos son

siempre los mismos, independientemente de la técnica o metodologia especifica

de extraccion de conocimiento usada. El proceso de Mineria de Datos KDD pasa

se muestra de mejor forma en la figura 1. Como es de notar, el proceso comienza

con un conjunto de datos en su forma simple y termina con la obtenciéon de

conocimiento util derivado de esos datos que fueron procesados etapa tras etapa.

Figura 1. Etapas del Proceso de KDD.

Seleccién

Preprocesadd

Seleccioén de
caracteristica

Extraccion dej

Conocimiento|

Evaluacion

Datos

Conocimiento

Los datos son extraidos de una base de datos donde por lo general se encuentran

almacenados. Se selecciona un conjunto de datos, o enfoque de un subconjunto

de variables o datos de muestra, sobre los cuales el descubrimiento sera

ejecutado.
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Mediante el preprocesado, se filtran los datos (de forma que se eliminan valores
incorrectos, no validos, desconocidos, entre otros, segun las necesidades y el
algoritmo a usar), se obtienen muestras de los mismos (en busca de una mayor
velocidad de respuesta del proceso), o se reducen el numero de valores posibles

(mediante clustering,...)

La seleccion de caracteristicas reduce el tamafio de los datos eligiendo las
variables mas influyentes en el problema, sin apenas sacrificar la calidad del
modelo de conocimiento obtenido del proceso de mineria. Los métodos para la

seleccion de caracteristicas son basicamente dos:
¢ Aquellos basados en la eleccion de los mejores atributos del problema,

e Y aquellos que buscan variables independientes mediante tests de sensibilidad,

algoritmos de distancia o heuristicos.

Mediante una técnica de mineria de datos, se obtiene un modelo de conocimiento,
que representa patrones de comportamiento observados en los valores de las
variables del problema o relaciones de asociacién entre dichas variables. También
pueden usarse varias técnicas a la vez para generar distintos modelos, aunque
generalmente cada técnica obliga a un preprocesado diferente de los datos.
Decidir si el objetivo de KDD es agrupacion, clasificacion, regresion, clustering,

etc.

Una vez obtenido el modelo o prototipo, se procede a su validacion, comprobando
que las conclusiones que arroja son validas y suficientemente satisfactorias. En el
caso de haber obtenido varios modelos mediante el uso de distintas técnicas, se
deben comparar los modelos en busca de aquel que se ajuste mejor al problema.
Si ninguno de los modelos alcanza los resultados esperados, debe alterarse

alguno de los pasos anteriores para generar nuevos modelos.
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Por ultimo se incorpora este conocimiento dentro del funcionamiento del sistema,
o simplemente documentarlo y reportarlo a las partes interesadas o utilizacion
estadistica. Este también incluye revisar y resolver conflictos potenciales con

conocimiento previamente conocido.
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2. MINERIA DE DATOS

El proceso de mineria involucra ajustar modelos o determinar patrones a partir de
datos. Este ajuste normalmente es de tipo estadistico, en el sentido que se

permite un cierto ruido o error dentro del modelo.

Los algoritmos de mineria de datos realizan en general tareas de descripcion (de
datos y patrones), de prediccion (de datos desconocidos) y de segmentacion (de

datos).

La Mineria de Datos surgi6 como una integracion de multiples tecnologias tales
como la estadistica, el soporte a la toma de decisiones, el aprendizaje
computacional, la gestion y almacenamiento de bases de datos y el procesamiento
en paralelo. Para la realizacion de estos procesos se aplican técnicas procedentes
de muy diversas areas, como pueden ser los algoritmos genéticos, las redes

neuronales, los arboles de decision, etc.

2.1 TIPOS DE APRENDIZAJE

En cualquier proceso de aprendizaje, se aplica el conocimiento poseido a la
informacion que llega, procedente del entorno, para obtener nuevo conocimiento,
que es almacenado para ser usado posteriormente. A continuacion se presentan

los tipos de aprendizaje [2].
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2.1.1 Aprendizaje por Memorizacion

Los sistemas reciben conocimientos del medio ambiente y los guardan sin ningun
tipo de procesamiento. Su complejidad se encuentra en el almacenamiento de los
conocimientos y no en su adquisicién. Lo importante en estos casos es que la
informacion esté disponible cuando se requiera; no hay ningun tipo de inferencia ni
procesamiento, por lo tanto, los conocimientos deben ser adquiridos vy

almacenados en un nivel que los haga directamente utilizables.

2.1.2 Aprendizaje por Instrucciéon

Los conocimientos son provistos por un instructor o experto en la materia
(aprendizaje supervisado). La informacion provista es abstracta o de indole
general, por lo tanto, el sistema tendra que inferir los detalles. Es decir, el sistema
debera transformar la informacion provista en términos abstractos de alto nivel, a

reglas que puedan ser utilizadas directamente en la tarea del sistema.

2.1.3 Aprendizaje por Deduccion o Aprendizaje Guiado por la Especificacion
Destaca o especifica las relaciones existentes entre conceptos. El sistema
transforma las especificaciones recibidas como entrada en un algoritmo que
actualiza relaciones.

2.1.4 Aprendizaje por Analogia

El sistema, que recibe informacion relevante a problemas analogos a los que esta
tratando de resolver, debe descubrir las analogias e inferir reglas aplicables al

problema. Se trata de generar nuevos conocimientos utilizando informacion

preexistente.
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2.1.5 Aprendizaje por Inducciéon

El sistema genera nuevos conocimientos que no estan presentes en forma
implicita dentro del conocimiento disponible. El aprendizaje por induccién abarca

el aprendizaje por ejemplos y el aprendizaje por observacion y descubrimiento.

2.1.6 Aprendizaje por Ejemplos

El sistema recibe varios ejemplos como entrada y debe generalizarlos en un
proceso inductivo para presentarlos como salida. Generalmente, en este tipo de
aprendizaje existen dos tipos de ejemplos, los positivos y los negativos. Los
ejemplos positivos fuerzan la generalizacion, mientras que los ejemplos negativos
previenen que esta sea excesiva. Se trata de que el conocimiento adquirido cubra
todos los ejemplos positivos y ningun ejemplo negativo. Debe tenerse en cuenta,
que los ejemplos a partir de los cuales aprende el sistema, deben ser
representativos de los conceptos que se esta tratando de ensenar. Ademas, la
distribucion de las clases en el conjunto de ejemplos de entrenamiento, a partir de
los que el sistema aprende, debe ser similar a la distribucion existente en los datos

sobre los cuales se aplicara el modelo resultante.

2.1.7 Aprendizaje por Observacién y Descubrimiento

El sistema forma teorias o criterios de clasificacion en jerarquias taxondémicas, a
partir de la induccién realizando tareas de descubrimiento. Pertenece al tipo de
aprendizaje no supervisado y, como tal, permite que el sistema clasifique la
informacion de entrada para formar conceptos. Existen dos formas en las que el
sistema interactua con el entorno: la observacion pasiva, en la cual el sistema
clasifica las observaciones de multiples puntos del medio; y la observacion activa,
en la cual el sistema observa el entorno, realiza cambios en el mismo, y luego

analiza los resultados.

17



2.2 TAREAS DE UN SISTEMA DE MINERIA DE DATOS

Pueden emplearse diferentes criterios para clasificar los sistemas de mineria de
datos. Un sistema de Mineria de Datos actual realiza una o mas de las siguientes

tareas:

2.2.1 Descripcioén de clases

Provee una clasificacion concisa y resumida de un conjunto de datos y los
distingue unos de otros. La clasificacion de los datos se conoce como

caracterizacion, y la distincion entre ellos como comparacion o discriminacion.

2.2.2 Asociacion

Es el descubrimiento de relaciones de asociacion o correlaciéon en un conjunto de
datos. Las asociaciones se expresan como condiciones atributo-valor y deben

estar presentes varias veces en los datos.

2.2.3 Clasificacion

Analiza un conjunto de datos de entrenamiento cuya clasificacion de clase se
conoce y construye un modelo de objetos para cada clase. Dicho modelo puede
representarse con arboles de decision o con reglas de clasificacion, que muestran
las caracteristicas de los datos. El modelo puede ser utilizado para la mayor

comprension de los datos existentes y para la clasificacion de los datos futuros.

2.2.4 Prediccion

Esta funcion de la mineria predice los valores posibles de datos faltantes o la

distribucion de valores de ciertos atributos en un conjunto de objetos.

18



2.2.5 Clustering

Identifica clusters en los datos, donde un cluster es una coleccion de datos
“similares”. La similitud puede medirse mediante funciones de distancia,
especificadas por los usuarios o por expertos. La Mineria de Datos trata de
encontrar clusters de buena calidad que sean escalables a grandes bases de

datos y a data warehouses multidimensionales.

2.2.6 Analisis de series a través del tiempo

Analiza un gran conjunto de datos obtenidos con el correr del tiempo para
encontrar en él regularidades y caracteristicas interesantes, incluyendo la

busqueda de patrones secuenciales, periddicos, modas y desviaciones.

2.3 TIPOS DE APRENDIZAJE

La Mineria de Datos abarca un terreno muy amplio, no es solamente aplicar un
algoritmo existente a un conjunto de datos. Las herramientas existentes
actualmente incluyen mecanismos para la preparacion de los datos, su
visualizacion y la interpretacion de los resultados. Muchas de las herramientas
funcionan bien en espacios de pocas dimensiones con datos numéricos, pero sus
limitaciones comienzan a aparecer en espacios de mayores dimensiones o con
datos no numéricos. A continuacién se presentan algunos métodos de mineria de

datos que resuelven distintos problemas inherentes a la misma [3].

2.3.1 Aprendizaje activo/Diseiio Experimental

El aprendizaje activo, por el lado de la Inteligencia Artificial, y el disefio

experimental, por el lado de la Estadistica, tratan de resolver el problema de la
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eleccion del método a aplicar durante el aprendizaje. Suponen que durante el
proceso de aprendizaje, existe la oportunidad de influir sobre los datos. El

aprendizaje activo afronta el problema de como explorar.

2.3.2 Aprendizaje acumulativo

Muchas bases de datos crecen continuamente. Tomemos por ejemplo, una base
de datos sobre transacciones financieras en un banco. Aprender a partir de bases
de datos de este tipo es dificli ya que los datos deben ser analizados
acumulativamente a medida que se incorporan a la base. Nos encontramos
entonces ante el desafio de disefar algoritmos que puedan incorporar nuevos

datos y adaptarse a los cambios generados por la incorporacion de los mismos.

2.3.3 Aprendizaje multitarea

Muchos dominios se caracterizan por pertenecer a familias de problemas de
aprendizaje relacionados o similares. Tomemos, por ejemplo, el dominio médico.
Mientras que cada enfermedad posee su aprendizaje individual con bases de
datos dedicadas, muchas enfermedades tienen causas y/o sintomas en comun,
seria provechoso entonces favorecer el intercambio de informacion entre los

distintos resultados de los algoritmos.

2.3.4 Aprendizaje a partir de datos tabulados y no tabulados

En muchas aplicaciones el problema no esta en la obtencion de los datos, sino en

la tabulaciéon de los mismos.
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2.3.5 Aprendizaje relacional

En muchos problemas de aprendizaje las entidades no se describen a partir de un

conjunto estatico de atributos, sino a partir de las relaciones entre entidades.

2.3.6 Aprendiendo a partir de bases de datos de gran tamaino

Muchas bases de datos son demasiado grandes como para ser leidas vy
procesadas por un computador mas de una vez. Lo cual imposibilita el uso de
algoritmos que requieran multiples pasadas sobre los datos. Debe afrontarse
entonces, el desafio de encontrar algoritmos de clasificacion, agrupamiento e

inteligentes que sean escalables eficientemente a grandes bases de datos.

2.3.7 Aprendiendo a partir de bases de datos extremadamente pequenas

En el otro extremo, existen también bases de datos que son demasiado pequefias
para los algoritmos existentes. Por ejemplo, en robdtica la cantidad de ejemplos es
limitada, sin embargo, muchos de los métodos de aprendizaje actuales requieren
un gran numero de ejemplos. Debe encontrarse entonces un método que trabaje
eficientemente con un numero limitado de datos, o bien, que se base en el

conocimiento previo.
2.3.8 Aprendiendo con conocimientos previos
En muchos casos, se poseen conocimientos efectivos acerca del fendmeno en

estudio. Deben existir métodos capaces de incorporar conocimientos previos tanto
abstractos, como diversos o inciertos.
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2.3.9 Aprendiendo a partir de datos de distintos tipos

LA gran mayoria de los algoritmos actuales solo pueden trabajar con un unico tipo
de datos, con lo cual deben encontrarse métodos capaces de manejar los distintos

tipos o formatos de datos presentes en una base de datos.

2.3.10 Aprendiendo Relaciones Casuales

La mayoria de los algoritmos de aprendizaje detectan la correlacion entre los
datos, pero son incapaces de determinar o modelar las casualidades, y, por lo
tanto, fallan al tratar de predecir algunos efectos externos. Deben disefarse,

entonces, algoritmos que incorporen las casualidades.

2.3.11 Visualizacion y Mineria de Datos interactiva

En muchos casos, la mineria de datos es un proceso interactivo, en el cual el
analisis de datos automatico se mezcla con las decisiones de control de un
experto de campo. Deben disefiarse herramientas que contemplen el intercambio
entre estas dos areas.

2.4 COMPONENTES DE LA MINERIA DE DATOS [4]

La Mineria de Datos cuenta con tres grandes componentes [5]: Clustering o

clasificacion, Reglas de asociacion y Analisis de Secuencias.
En el Clustering o Clasificacién se analizan los datos y se generan conjuntos de

reglas que agrupen y clasifiquen los datos futuros. Debe tenerse en cuenta que

en la Mineria de Datos se busca obtener reglas que particionen los datos en

22



clases predefinidas, esto se torna complicado cuando hay una gran cantidad de

atributos y millones de registros.

Una regla de asociacion es una regla que implica o presenta ciertas relaciones
entre un grupo de objetos en una base de datos. En el proceso de la Mineria de
Datos se obtienen varias reglas de este tipo con distintos niveles de abstraccion.
Nuevamente, no debemos olvidar que esto puede implicar el analisis iterativo de
bases de datos transaccionales o relacionales, con millones de registros, lo cual
presenta un elevado costo operativo. Por lo tanto, la obtencién de reglas a partir
de bases de datos relacionales o transaccionales es un importante tema de

estudio.

Por ultimo, el analisis de secuencias trata de encontrar patrones que ocurren con
una secuencia determinada. Trabaja sobre datos que aparecen en distintas
transacciones — a diferencia de los datos que aparecen relacionados mediante

reglas dentro de una misma transaccion.

2.4.1 Algoritmos de Clasificacion

En la Clasificacion de Datos se desarrolla una descripcion o modelo para cada una
de las clases presentes en la base de datos. Existen muchos métodos de
clasificacion como aquellos basados en los arboles de decisién como el ID3 y el
C4.5, los métodos estadisticos, las redes neuronales, y los conjuntos difusos,

entre otros.

A continuacion se describen brevemente aquellos métodos de Aprendizaje
Automatico que han sido aplicados a la Mineria de Datos con cierto éxito:

e Algoritmos estadisticos: muchos algoritmos estadisticos han sido utilizados

por los analistas para detectar patrones inusuales en los datos y explicar dichos
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patrones mediante la utilizacion de modelos estadisticos, como, por ejemplo,
los modelos lineales. Estos métodos se han ganado su lugar y seguiran siendo

utilizados en los anos venideros.

Redes Neuronales: las redes neuronales imitan la capacidad de la mente
humana para encontrar patrones. Han sido aplicadas con éxito en aplicaciones

que trabajan sobre la clasificacion de los datos.

Algoritmos genéticos: técnicas de optimizacidon que utilizan procesos como el
entrecruzamiento genético, la mutacién y la seleccion natural en un disefio

basado en los conceptos de la evolucion natural.

Método del vecino mas cercano: es una técnica que clasifica cada registro de
un conjunto de datos en base a la combinacion de las clases de los k registros

mas similares. Generalmente se utiliza en bases de datos historicas.

Reglas de induccidn: la extraccidén de reglas si-entonces a partir de datos de

importancia estadistica.

Visualizacion de los datos: la interpretacion visual de las relaciones entre

datos multidimensionales.

Clasificadores basados en instancias o ejemplos: Una manera de clasificar
un caso es a partir de un caso similar cuya clase es conocida, y predecir que el
caso pertenecera a esa misma clase. Esta filosofia es la base para los
sistemas basados en instancias, que clasifican nuevos casos refiriéndose a
casos similares recordados. Un clasificador basado en instancias necesita

teorias simbdlicas.
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Los métodos de aprendizaje basados en reglas de clasificacion buscan obtener
reglas o arboles de decision que particionen un grupo de datos en clases
predefinidas. Para cualquier dominio real, el espacio de datos es demasiado

grande como para realizar una busqueda exhaustiva en el mismo.

En cuanto a los métodos inductivos, la eleccion del atributo para cada uno de los
nodos se basa en la ganancia de entropia generada por cada uno de los atributos.
Una vez que se ha recopilado la informacion acerca de la distribucion de todas las
clases, la ganancia en la entropia se calcula utilizando la teoria de la informacién o
bien el indice de Gini [5].

2.4.2 Algoritmos de Reglas de Asociacion

Una regla de asociacion es una regla que implica ciertas relaciones de asociacion
entre distintos objetos de una base de datos, como puede ser: “ocurren juntos” o
“uno implica lo otro”. Dado un conjunto de transacciones, donde cada transaccion
es un conjunto de items, una regla de asociacion es una expresion de la forma XY,
donde X e Y son conjuntos de items. Un ejemplo de regla de asociacién seria:
“30% de las transacciones que contienen nifios, también contienen pafiales; 2%
de las transacciones contienen ambas cosas”. En este caso el 30% es el nivel de
confianza de la regla y 2% es la cantidad de casos que respaldan la regla. La
cuestion esta en encontrar todas las reglas de asociacion que satisfagan los

requerimientos de confianza minima y maxima impuestos por el usuario.

2.4.3 Analisis de Secuencias

En este caso se trabaja sobre datos que tienen una cierta secuencia entre si.
Cada dato es una lista ordenada de transacciones (o items). Generalmente, existe

un tiempo de transaccion asociado con cada dato. El problema consiste en

encontrar patrones secuenciales de acuerdo a un limite minimo impuesto por el
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usuario, dicho limite se mide en funcion al porcentaje de datos que contienen el
patron. Por ejemplo, un patron secuencial puede estar dado por los usuarios de un

video club que alquilan “Arma Mortal”, luego “Arma Mortal 27, “Arma Mortal 3" y

finalmente “Arma Mortal 4”, lo cual no implica que todos lo hagan en ese orden.
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3. TECNICAS ESTADISTICAS Y DE MINERIA DE DATOS UTILIZADAS

3.1 ANALISIS DE CORRELACION

Con frecuencia hemos observado la relacion que existe entre una variable y otra
(correlacién bivarible) lo cual nos permite, en algunos casos, predecir los valores
de una variable a partir de los valores observados en la otra. Por ejemplo: se ha
encontrado que las calificaciones que un estudiante obtiene en una prueba de
ingreso a la universidad se correlacionan con las calificaciones que el alumno
obtiene en su programa académico; siendo asi se podria intentar predecir la

calificacion final del estudiante [6].

El procedimiento analitico que nos permite determinar cuanto de la variacion en la
variable observada esta asociado con la variacién del conjunto de variables que

pretenden predecirla se denomina: Correlacion Multiple.

En el objetivo de la técnica en el procedimiento de correlacion multiple, se procura
construir la mejor combinacion del peso que cada variable simple aporta en la
medicidn de la variable que se observa. Y esta mejor combinacién sin duda tendra
una mayor correlacion con la variable observada que la correlacién que pueda

tener cualquiera de las variables simples de manera independiente.
3.2 ANALISIS DE REGRESION LINEAL
Este tipo de técnica multivariable se utiliza para predecir una variable dependiente

a partir de variables independientes cuyos valores son conocidos. La formulacién

basica que utiliza el analisis de regresion es el siguiente:

Y =8, +5X, +u, i=1,2,...n
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B, + B X, =Representa la parte lineal de la variacion de Y respecto a X

u, = Representa la parte de Y no explicada linealmente por X

1

Donde tanto la variable dependiente como las independientes, son catalogadas
como meétricas. Para el desarrollo del analisis de regresion hay que tener en
cuenta el tipo de variables, tamafio de la muestra y nivel de significatividad que se
van a emplear, ya que estos tienen una influencia importante sobre esta técnica
estadistica. Ademas debe mirarse que las variables dependientes e
independientes del analisis de regresion se basan en hipotesis de linealidad,
normalidad y homoscedasticidad ya que sin este conocimiento, hace que carezca

de sentido aplicar este tipo de técnica multivariable.

Hipotesis:
e Normalidad
Quiere decir que los datos sometidos a tratamiento estadistico tengan una
distribucion normal, es decir, “que cuando una variable es el resultado de
muchas cosas pequenas tendera a distribuirse normalmente” [7]. (Ver
Figura 2).

Figura 2. Normalidad de los residuos
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“‘Hace referencia a la igualdad de varianza entre las variables
independientes, ya sean métricas o no métricas, respecto a la variable o

variables dependientes” [8].

e Linealidad
Para ajustar una linea recta a un conjunto de datos es preciso que éstos
tengan un aspecto razonablemente recto. El coeficiente de correlacion debe
medir adecuadamente la relacién entre los pares de variables. (Ver Figura
3).

B, = Representa el valor medio de Y cuando X es 0.

S, = Representa el incremento que experimenta la media de Y cuando X

aumenta en una unidad.

Figura 3. Linealidad de los residuos.
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Los métodos secuenciales estiman la ecuacién de regresién afadiendo o
eliminando aquellas variables que cumplen determinados criterios. Esta

aproximacion ofrece un procedimiento objetivo para seleccionar las variables, que
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maximiza la capacidad predictiva del modelo con el menor numero posible de

variables independientes. Los métodos secuenciales pueden ser de dos tipos:

3.2.1 Eliminacion Hacia Atras

Es basicamente un procedimiento de prueba y error. Comienza estimando una
recta de regresion con todas las variables independientes posibles y luego va
eliminando aquellas que no contribuyen significativamente. Los pasos son los
siguientes:

1. Calculo de una recta de regresiéon con todas las variables independientes
posibles.

2. Calculo de un estadistico F parcial para cada variable que computa la
varianza que explicaria el modelo si se eliminasen todas las variables
menos esa.

3. Se eliminan las variables con F parciales que indican que no realizan una
contribucion estadisticamente significativa.

4. Después de eliminar esas variables se vuelve a estimar la recta de
regresion con las que quedan.

5. Se vuelve al paso 2 hasta que so6lo quedan las variables significativas.

3.2.2 Estimacion Paso a Paso

Es el procedimiento secuencial mas utilizado dado que permite analizar la
contribucion de cada variable independiente por separado al modelo de regresion.
Se diferencia del anterior en que evalua las variables una a una antes de
incorporarlas al modelo y, ademas, puede eliminar una variable después de
haberla introducido en una etapa anterior. Los pasos que sigue son los siguientes:
1. Comienza con el modelo de regresion mas simple, que es el formado por la
constante y aquella variable que estd mas correlacionada con la variable

dependiente.
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2. Examina los coeficientes de correlacion parcial para encontrar la variable
independiente la mayor proporcion del error que se comete con la recta de
regresion anterior.

3. Vuelve a calcular la ecuacion de regresion utilizando ahora las dos variables
independientes seleccionadas y analiza el valor de la F parcial de la primera
variable para ver si todavia lleva a cabo una contribucion significativa dado
que hemos incluido una variable adicional. Si no lo hace la elimina y en caso
contrario la mantiene.

4. El proceso continua examinando todas las variables independientes para
ver cual debe ser introducida en la ecuacion. Cuando se incluye una nueva
se examinan las ya introducidas para determinar cual debe permanecer y

asi hasta que ninguna variable cumple el criterio de entrada.

3.3 TABLA DE ANOVA [9]

El ANOVA tradicional parte de descomponer la variacion total de la muestra, en

dos componentes:

Variacion Total = Variacion Entre Grupos + Variacion Intra Grupos

Esta igualdad basica nos indica que la variacion total es igual a la suma de la
variacion o dispersion entre los grupos, mas la variacion o dispersion dentro de

cada grupo. Los grupos estan definidos por los niveles de un factor determinado.
Se tiene que dar que la variacién intragrupos sea minima (que para el caso de la

tabla se indica como “Residual”), y que la variacion entre-grupos sea maxima (que

para el caso de la tabla se indica como “Regresion”).
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La siguiente tabla es un ejemplo de la salida basica de un Analisis de Varianza: a
través de los datos que muestra podremos saber si realmente existe una relacion
de dependencia entre las variables objeto de estudio o no, podremos saber si los
distintos niveles de la variable cualitativa o factor determinan el valor de la variable

cuantitativa.

A continuacion, la salida muestra los grados de libertad, g/, que para el caso de la
“Variacion Entre” son g — 1 =1y en el caso de la “Variacién Intra” son n — g = 98.
La columna “Media cuadratica” muestra los valores del cociente de la Variacion
Entre y la Variacion Intra por sus correspondientes grados de libertad. El valor que
nos sirve de referencia a la hora de aceptar (Sig. > 0,05) o rechazar (Sig. < 0,05;
es decir, concluiremos que existe una relacion de dependencia entre las variables)
la hipotesis nula es el nivel de significacién. El nivel de significacion es la

probabilidad de rechazar la hipétesis nula siendo cierta.

Figura 4. Tabla de ANOVA.

ANOVA*
Suma de Media
Modelo cuadrados gl cuadratica F Sig.
1 Regresion 3927,309 1 3927,309 94,525 ,000%
Residual 4071,691 98 41,548
Total 7999,000 99
2 Regresion | 6036,513 2 | 3018256 | 149,184 ,000°
Residual 1962,487 a7 20,232
Total 7999,000 99
3 Regresion 6144,812 3 2048,271 106,049 ,000°
Residual 1854,188 96 19,314
Total 7999,000 99

a. Variables predictoras:
b. Variables predictoras:

(Constante), Servicio

(Constante), Servicio, flexibilidad de precios

c. Variables predictoras: (Constante), Servicio, flexibilidad de precios, Imagen de los

vendedores

d. Variable dependiente: Nivel de uso
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3.4 ANALISIS FACTORIAL [10]

El Analisis Factorial es una técnica que consiste en resumir la informacion
contenida en una matriz de datos con V variables. Para ello se identifica un
reducido numero de factores F, siendo el numero de factores menor que el
numero de variables. Los factores representan a las variables originales, con una

pérdida minima de informacion.

El modelo matematico del Analisis Factorial es parecido al de la regresion multiple.
Cada variable se expresa como una combinacion lineal de factores no

directamente observables.

Xij =F.a, +Fya,+..+Fa, +V,

Siendo:

Xij la puntuacion del individuo i en la variable j.
Fij son los coeficientes factoriales.

aj son las puntuaciones factoriales.

Vi es el factor unico de cada variable.

Los pasos que se suelen seguir en el Analisis Factorial son:

1. Calcular la matriz de correlaciones entre todas las variables (conocida
habitualmente como matriz R).

Extraccion de los factores necesarios para representar los datos.
Rotacion de los factores con objeto de facilitar su interpretacion.

Representacion grafica.

o > 0N

Calcular las puntuaciones factoriales de cada individuo.
Conceptualmente, debe asegurarse que existen suficientes correlaciones entre las

variables que justifican la aplicacion del analisis factorial. Si las variables

estuvieran incorrelacionadas entre si, cada una de ellas seria un factor en si
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mismo y no procederia aplicar la técnica. Conviene, por tanto, analizar la matriz de
correlaciones entre las variables, si no hay un numero importante de correlaciones

superiores a 0.30, probablemente el analisis factorial sera inapropiado.

Otro procedimiento para establecer si procede llevar a cabo el analisis factorial
pasa por estudiar los llamados coeficientes de correlacion parcial, es decir, la
correlacion entre dos variables cuando se ha descontado el efecto de las demas.
Si existen factores reales en el modelo, estos coeficientes deberian ser bajos,
dado que los factores absorben la mayoria de esa correlaciéon al estar agrupando

a las variables descontadas.

Otros mecanismos para determinar la adecuacion de llevar a cabo un analisis
factorial son el test de esfericidad de Barlett y la medida KMO de adecuacion de la
muestra. El primero de ellos es un test estadistico que detecta la presencia de
correlacion entre variables, ofreciendo la probabilidad de que la matriz de
correlaciones recoja valores significativos. Su p debe ser inferior a los niveles
criticos 0.05 o 0.01. Debe saberse, sin embargo, que es un test muy sensible a
incrementos en el tamano de la muestra. Cuando esta se incrementa es mas facil
que encuentre correlaciones significativas. Por su lado el KMO es un indice entre

0 y 1. Valores inferiores a 0.5 no son aceptables.

3.5 COMPONENTES PRINCIPALES

El andlisis en Componentes Principales, ACP, es una técnica de analisis
multivariante que consiste en tratar de reducir la matriz de datos inicial de un
conjunto de variables o caracteristicas que identifican a los elementos de la
poblacién objeto de analisis. EI ACP esta relacionado con la identificacién de la

estructura dentro de un conjunto de variables observadas. Establece dimensiones
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dentro del conjunto de datos y sirve como una técnica de reduccion de variables
[11].

Comparacion de los individuos y relacion entre las variables de la tabla en el ACP
[12]:

3.5.1 Semejanza entre los individuos de la Tabla de Datos

La comparacién de dos individuos i y j es evaluada con la distancia euclidiana

clasicaentreiyj:

k
2 2
dij = ka (X5 —x5)
k=1

3.5.2 Relacion entre las variables de la Tabla de Datos

En el ACP, la relacion entre las variables k y p es evaluada con el coeficiente de

correlacion (excepcionalmente: la covarianza):

L X, —X, X —X
Fik,p) :Zmi( . k)( < p)
pr S, s

Xp

Interpretacién de los componentes

Para que un factor sea facilmente interpretable debe tener las siguientes
caracteristicas, que son dificiles de conseguir:

e Los coeficientes factoriales deben ser préximos a 1.

e Una variable debe tener coeficientes elevados sélo con un factor.

e No deben existir factores con coeficientes similares.
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3.6 ARBOLES DE DECISION [13]

Un arbol de decision toma como entrada una situacidn descrita por un conjunto de
atributos y tiene por salida una clasificacion. Ademas proporciona una forma para
desplegar visualmente un problema y después organizar el trabajo de calculos que

deben realizarse. (Ver Figura 5).

Atributos
Clase
Peludo Edad Tamano
Si viejo grande leén
no joven grande no leén
Si joven mediano ledn
Si viejo pequefio no leén
Si joven pequefio no leén
Si joven grande ledn
no joven pequefo no leén
no viejo grande no leén
Figura 5. Arbol de Decisién
Tamano
Pequefio Mediano
Grande
v
No Ledn Peludo Ledn
Si No
Ledn No Ledn

Cada nodo de un arbol esta conformado por un atributo. Las ramas que salen de
los nodos, corresponden a los posibles valores del atributo correspondiente. Por

su parte, un arbol de decisién clasifica a un ejemplar, filtrandolo de manera
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descendente, hasta encontrar una hoja, que corresponde a la clasificacion
buscada. Estos arboles son especialmente utiles cuando deben tomarse una serie

de decisiones.

La mayoria de los algoritmos para inferir arboles de decision son variaciones de un
algoritmo basico que emplea una busqueda descendente en el espacio de
posibles arboles de decision. La presentacién de estos algoritmos se centra en
J48. J48 tiende a preferir construir arboles pequefios con atributos con ganancia
de informacién alta cerca de la raiz. Para obtener estos atributos con mayor
ganancia, J48 toma en cuenta la entropia (o medida de desorden) que presentan

los ejemplos. El empleo de esta formula es el siguiente:

Si se tienen p ejemplos positivos y n ejemplos negativos, entonces la Entropia es:

I[ P ) ? j =-—£ log, P___" log, .
p+n p+n p+l’l p+l’l p+n p+n
Lo que se quiere es que los arboles tengan la menor entropia posible, ya que asi

se tendra un rango menor de incertidumbre o desorden.

3.7 CLUSTERING

Dada una muestra de observaciones en un conjunto grande de variables
cuantitativas, el analisis de conglomerados es una técnica para agrupar a los
elementos de la muestra en grupos, denominados conglomerados (clusters), de tal
forma que, respecto a la distribucion de los valores de las variables, por un lado,
cada conglomerado sea lo mas homogéneo posible y, por otro, los conglomerados
sean muy distintos entre si. La medida de similaridad esta basada en los atributos
que describen a los objetos. Para datos numéricos, usualmente se pasa primero

por un proceso de estandarizacion.
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El principal objetivo del analisis cluster es dividir un conjunto de objetos en dos o
mas grupos, basandose en la similitud de un conjunto de variables que los
caracterizan. El uso mas tradicional del analisis cluster ha sido el exploratorio, es
decir, pretendiendo clasificar un conjunto de objetos. Pero el analisis cluster

también puede utilizarse con fines confirmatorios.

La seleccion de las variables que van a incluirse en el analisis cluster debe
hacerse atendiendo tanto a cuestiones tedricas como practicas, es decir, debe
basarse tanto en la revision de la literatura sobre el tema, como en investigaciones
pasadas. En todo caso, deben incluirse aquellas variables que: (1) caractericen a
los objetos que van a clasificarse y (2) estén vinculadas a los objetivos de la
clasificacion. Es muy importante saber que el analisis cluster no tiene forma de
saber qué variables son relevantes y cuales no (no disponemos de coeficientes
con tests de significatividad). El analisis cluster forma los grupos atendiendo a
todas las variables. El incluir variables irrelevantes, aumenta la probabilidad de
que aparezcan outliers (casos que son muy distintos de otros; datos o variables
irrelevantes) que afecten a los resultados. Es muy importante que el investigador
revise los resultados para eliminar aquellas variables que no difieran

significativamente entre los grupos formados.

Como se ha mencionado, dos objetos se pondran en un mismo grupo si estan
“cerca” uno de otro respecto a las variables que empleemos. Pero esa distancia
debe ser medida de alguna manera. Existen muchas medidas de la distancia. La
mas comun es la distancia euclidea o variaciones de la misma como la distancia
euclidea al cuadrado que es la recomendada en algunos métodos como el de
Ward, dado que al no calcular la raiz cuadrada facilita los calculos del ordenador.

Existe otra medida de distancia, la distancia de Mahalanobis que incorpora

directamente un procedimiento de estandarizacion de los datos. Tiene el
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problema, sin embargo, de que en caso de que exista un grupo de variables muy
correlacionadas, estas tengan un peso desproporcionado en la formacion de los

grupos.

En general, la recomendacién es que, dado que distintas medidas de distancia
pueden conducir a diferentes resultados del analisis cluster, deben emplearse
varias y comparar los resultados buscando los que sean conceptualmente mas
coherentes. En el caso de que no se detecten correlaciones significativas entre

grupos de variables, la distancia de Mahalanobis es muy recomendable.

El analisis cluster, no pretende inferir resultados de una muestra hacia una
poblacién, sino sdélamente agrupar objetivamente por similitud los casos que

estemos investigando.

La medida z (z-score) elimina las unidades de los datos:

7 = Xy —U,

it

0,

Formas de medida para las variables numéricas (lineales) [14]:

Distancia Euclideana:

d(i, j) = \/(xi1 — X, (= x,) et (1, — X))

Distancia Manhattan:

di,j)=(x; —x;) +(x,—x,,) +..+(x, —x,;,)

Distancia Minkowski:
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d(i, j)=((x; _le)q +(x;, _sz)q +ot(x, — xjn)q)l/q

Si g=1 es Manhattan y si g=2 es Euclideana.

Distancia Pesada (e.g., Euclideana):

.. 2 2 2
d(i,j) = yw(x; —x,)) +w,(x; —x,,)" +...+w,(x, —x,,

3.8 REDES BAYESIANAS [15]

Una red bayesiana o red probabilistica (RP) es un grafo aciclico dirigido en la cual
cada nodo representa una variable y cada arco una dependencia probabilistica, en
la cual se especifica la probabilidad condicional de cada nodo dados sus padres.

(Ver Figura 6).

Figura 6. Red Bayesiana de las Enfermedades
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La variable a la que apunta el arco es dependiente (causa-efecto) de la que esta

en el origen de éste.

Podemos interpretar a una RP de dos formas:
1. Distribucion de probabilidad: Representa la distribucion de la probabilidad

conjunta de las variables representadas en la red. Por ejemplo:
P(A,B,C,D,E,F,G) = P(G | D) P(F| C,D) P(E| B) P(D | A,B) P(C | A) P(B) P(A)

2. Base de reglas: Cada arco representa un conjunto de reglas que asocian las

variables involucradas, Por ejemplo:
Si C, D entonces F

Dichas reglas estan cuantificadas por las probabilidades respectivas.

La topologia o estructura de la red nos da informacion sobre las dependencias
probabilisticas entre las variables. La red también representa la independencia

condicional de una variable (o conjunto de variables) dada otra variable(s).
Ej.: {E} es cond. indep. de {A,C,D,F,G} dado {B}

Esto es: P(E | A,C,D,F,G,B)= P( E | B)

Esto se representa graficamente por el nodo B separando al nodo E del resto de
las variables. En general, el conjunto de variables A es independiente del conjunto
B dado C si al remover C hace que A y B se desconecten. Es decir, NO existe una

trayectoria entre A y B en que las siguientes condiciones sean verdaderas.

e Todos los nodos con flechas convergentes estan o tiene descendientes en C.

e Todos los demas nodos estan fuera de C.

Esto se conoce como Separacion-D.

En una RP todas las relaciones de independencia condicional representadas en el

grafo corresponden a relaciones de independencia en la distribucion de
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probabilidad. Dichas independencias simplifican la representacion del
conocimiento (menos parametros) y el razonamiento (propagacion de las

probabilidades).

El obtener una red bayesiana a partir de datos es un proceso de aprendizaje, el

cual se divide, naturalmente, en dos aspectos:

3.8.1 Aprendizaje estructural

Consiste en obtener la estructura de la red Bayesiana, es decir, las relaciones de

dependencia e independencia entre las variables involucradas.

3.8.2 Aprendizaje paramétrico

Consiste en encontrar los parametros asociados a una estructura dada de una red
bayesiana. Dichos parametros consisten en las probabilidades a priori de los
nodos raiz y las probabilidades condicionales de las demas variables, dados sus
padres. Si se conocen todas las variables, es facil obtener las probabilidades
requeridas. Las probabilidades previas corresponden a las marginales de los
nodos raiz, y las condicionales se obtienen de las conjuntas de cada nodo con

su(s) padre(s).
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4. HERRAMIENTAS DE MINERIA DE DATOS Y ESTADISTICA UTILIZADOS

Existen varias herramientas en el mercado para la aplicacion de técnicas de
Mineria de datos, algunas de ellas son bastante complejas y contienen incluso

procesos de visualizacion sofisticados.

Sin embargo, las herramientas comerciales son bastante caras y dificiles de
conseguir para aplicar en un contexto académico, por lo que se eligieron
herramientas de software libre sin costo, pero que contaran con los elementos y
algoritmos necesarios para la realizacion de las pruebas y el analisis. Para el
analisis de las técnicas de mineria de datos se utilizd principalmente la

herramienta Weka [16].

Los resultados del prototipo basados en los algoritmos del WEKA fueron
confrotados con un segundo paquete llamado SPSS [17]. En éste sofware
estadistico se probaron las técnicas de Regresion Lineal, Cluster y Componentes
Principales con los mismos datos empleados en el prototipo SPP (Sistema de

Prediccion de Propiedades).

4.1 WEKA

Es una biblioteca implementada en lenguaje Java que cubre numerosas técnicas
de aprendizaje automatico. WEKA ha sido desarrollado en la Universidad de
Waikato (Nueva Zelanda), y ya ha sido aplicado en varios trabajos en el ambito de
investigacién. Se trata de una biblioteca muy versatil y sencilla de utilizar. Se

distribuye bajo licencia GPL de GNU. Incluye:
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Esquemas implementados para clasificacion que incluyen:

Inductor de arboles de decision
Aprendices de reglas

Redes bayesianas

Tablas de decision

Regresion

Aprendices basados en instancias

Esquemas implementados para prediccion numérica que incluyen:

Regresion lineal

Generadores de modelos de arboles

Meta esquemas implementados que incluyen:

También son incluidos métodos de Agrupacién (algoritmos Cobweb y EM), y un
aprendiz de reglas de asociacion (A priori). WEKA también contiene una gran

variedad de herramientas que pueden ser usadas para preprocesamiento de

bagging
stacking
boosting

clasificacion sensitiva al costo

conjuntos de datos

4.2 SPSS

El SPSS es un paquete estadistico de Analisis de datos con mas de 20 afios de
aplicacion en la investigacién de las ciencias sociales y econémicas. Contiene

programas capaces de realizar desde un simple analisis descriptivo hasta
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diferentes tipos de analisis multivariante de datos, como pueden ser: analisis de

regresion, cluster, factorial, discriminante, de varianza, etc...

El paquete SPSS cuenta con los siguientes médulos:

e Basico

Lectura y transformacion de datos. Procedimientos estadisticos mas usualespara
analisis basicos, entre los que se incluyen: sumas, tablas de frecuencias, tablas de
contingencia, estadisticos descriptivos, analisis factorial, regresion y analisis de

conglomerados.

e Modelos de Regresion

Proporciona técnicas para el anadlisis de datos que no se ajusten a los
tradicionales modelos estadisticos lineales. Incluye procedimientos para el analisis
probit, la regresion logistica, la estimacion ponderada, la regresion de minimos

cuadrados en dos fases y la regresion no lineal general.

e Modelos Avanzados

Se centra en las técnicas mas frecuentemente utilizadas en la investigacidon
experimental y biomédica sofisticada. Incluye procedimientos para los modelos
lineales generales (MLG), el analisis de componentes de la varianza, el analisis
loglineal, la regresion ordinal, las tablas de normalidad actuariales, el analisis de

supervivencia de Kaplan-Meier y las regresiones de Cox basica y extendida
e Tablas

Crea una amplia variedad de tablas de frecuencias incluyendo variables

multirrespuesta.
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e Tendencias
Analisis y prediccion de series temporales: modelos de ajuste de curvas, modelos

de suavizado y métodos para la estimacién de modelos autorregresivos.

e Categorias
Analisis de escalamiento optimo, incluidos los modelos de correspondencias

simple y multiple.

¢ Pruebas Exactas

Calcula los valores p exactos (valores de significacion) para las pruebas
estadisticas en aquellos casos en los que las muestras son pequefas 0 se
distribuyen de forma poco uniforme y puedan hacer que las pruebas habituales

resulten poco precisas.

e Valores Perdidos
Describe los patrones de los datos perdidos, realiza una estimacion de las medias

y otros estadisticos y permite imputar los valores a las observaciones perdidas.

e Mapas

Transforma los datos distribuidos geograficamente en mapas de alta calidad, con
simbolos, colores, graficos de barras, graficos de sectores y combinaciones de
temas, para representar no solo lo que esta ocurriendo sino también dénde tiene

lugar.
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5. CONCLUSIONES

A medida que avanzamos en el proyecto pudimos corroborar la importancia de la
mineria de datos en diferentes areas en las que se requiere analizar

observaciones para tomar una buena decision.

El desarrollo del proyecto ha sido una experiencia en la que se han visto
involucradas las disciplinas mas importantes de nuestra carrera, como son el
desarrollo de Software, Bases de datos, una parte minima de Redes, y

programacion en una plataforma que no dominabamos.

Comprobamos lo valioso de la metodologia de desarrollo orientado a
componentes y la importancia de las comunidades de software libre, ya que sin el
soporte de la gente del foro de discusién del WEKA el desarrollo hubiera sido
mucho mas lento, y si hubiéramos implementado las técnicas desde cero no

hubiera sido posible cumplir los objetivos con un respaldo de calidad.

Esta experiencia fue la oportunidad de aplicar la algoritmia que se aprende en las
aulas a la construccién de una aplicacion util, donde a pesar de no dominar la
plataforma J2EE aplicando los conceptos de orientacion a objetos pudimos tener

un desempeno acorde con el tiempo de construccidn del prototipo.
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| INTRODUCCION

El proceso de Mineria de Datos KDD (Descubrimiento de Conocimiento en Base
de Datos) es una metodologia para la busqueda de conocimientos en grandes

volumenes de informacion, que esta conformada por el siguiente proceso:

Selecciéon| % | Preprocesadq Seleccpn .de Extracplo_n de Evaluacior]
caracteristica Conocimient

Mediante el preprocesado, se filtran los datos (de forma que se eliminan valores

Conocimiento

incorrectos, no validos, desconocidos, entre otros, segun las necesidades y el
algoritmo a usar), se obtienen muestras de los mismos (en busca de una mayor
velocidad de respuesta del proceso), o se reducen el numero de valores posibles

(mediante clustering,...)

La seleccion de caracteristicas reduce el tamafo de los datos eligiendo las
variables mas influyentes en el problema, sin apenas sacrificar la calidad del
modelo de conocimiento obtenido del proceso de mineria. Los métodos para la

seleccién de caracteristicas son basicamente dos:
e Aquellos basados en la eleccion de los mejores atributos del problema,

e Y aquellos que buscan variables independientes mediante tests de sensibilidad,

algoritmos de distancia o heuristicos
Mediante una técnica de mineria de datos, se obtiene un modelo de conocimiento,

que representa patrones de comportamiento observados en los valores de las
variables del problema o relaciones de asociacion entre dichas variables. También
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pueden usarse varias técnicas a la vez para generar distintos modelos, aunque

generalmente cada técnica obliga a un preprocesado diferente de los datos.

Una vez obtenido el modelo o prototipo, se procede a su validacion, comprobando

qgue las conclusiones que arroja son validas y suficientemente satisfactorias.

Il OBJETIVO
Evaluar la eficiencia de la metodologia sobre los datos seleccionados, con base en

el juicio de expertos, para que los interesados puedan involucrar el conocimiento

generado a sus operaciones.

Il DESARROLLO DEL PROCESO DEL KDD

1. SELECCION DE LOS DATOS

En esta parte se decidié que se iba a trabajar con las caracteristicas de la planta

DEMEX, ya que hay una buena cantidad de datos almacenados.

2. PRE-PROCESAMIENTO DE LOS DATOS
Dependiendo de las variables escogidas para el analisis se filtran los datos

erréneos, es decir, son eliminadas las filas donde no haya valores o datos

incorrectos. En caso de realizar un nuevo analisis con una técnica diferente de la
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cual los datos de las filas fueron eliminados anteriormente, no debe haber
preocupacion porque los datos anteriores no se encuentran, ya que estos nunca
son eliminados del archivo original, sino que son filtrados cada vez que se

requieran segun la técnica empleada.

Los nombres de las variables también pasan por esta fase, donde se hacen

cambios a los caracteres no aceptados por los algoritmos.

3. SELECCION DE CARACTERISTICAS

Las variables escogidas para el desarrollo del KDD fueron las caracteristicas de
los fondos de vacio y el rendimiento en el DMO, ya que las de los fondos DEMEX
y de algunas condiciones operacionales no eran representativas a la hora de

aplicar las técnicas.

4. EXTRACCION DE CONOCIMIENTO

Con las variables seleccionadas y la garantia de que los datos serian filtrados
automaticamente, ejecutamos los algoritmos de las técnicas de mineria de
datos implementadas y obtuvimos los siguientes resultados con sus
respectivas interpretaciones.

4.1 INTERPRETACION DE LA TECNICA REGRESION LINEAL

El analisis de regresion es una técnica estadistica utilizada para analizar la

relacion entre una sola variable dependiente y varias independientes.

59



El objetivo de esta técnica es usar las variables independientes, cuyos valores se

conocen, para predecir el de la variable dependiente.
Para este caso de estudio nos interesa ver como las caracteristicas de la carga,
que son nuestras variables independientes, explican el rendimiento en el DMO que

es nuestra variable clase.

Parametros de la prueba:

Clase:

Rendv-DMO

Atributos:
D-carga PIE-carga S-carga
CCR-carga N2 b s-carga T10-carga
Ni-carga Sat. Carga T30-carga
V-carga Arom. Carga T50-carga
V50-carga Res. Carga BCMI-carga
CarAro-carga Asf. Carga
Penet-carga F.E-carga

Algoritmo:

LinearRegression

Al correr el algoritmo obtuvimos la recta de regresion, que representa las

relaciones entre la variable clase o dependiente y las independientes.

Rendv_DMO =

-1.0554 * CCR-carga +

-0.1077 * Ni-carga +

-0.0327 * V-carga_ +

-0.6397 * CarAro-carga +

-0.03 * PIE [°F]-carga +
0.708 * Sat. Carga +
0.4429 * BCMI-carga +
88.9902
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Rendv DMO = -1.0554*CCR-carga - 0.1077*Ni-carga - 0.0327*V-carga -
0.6397*CarAro-carga - 0.03*PIE [°F]-carga + 0.708*Sat. Carga
+ 0.4429*BCMI-carga + 88.9902

A partir de la funcién de regresion, se puede apreciar que el rendimiento en el
DMO depende principalmente del Residuo Carbdénico (CCR-carga), lo cual indica
que si se quiere un alto rendimiento como resultado de la planta DEMEX, se debe
contar con un residuo carbénico efectivo. Por otra parte se puede apreciar que el
rendimiento en el DMO esta fuertemente correlado negativamente con el punto
final de ebullicién de la carga (F.E-carga). Ademas, en este conjunto de variables
el Niquel (Ni-carga), la Car. Aromatica y la Saturacion (Sat. Carga) estan ligadas

con el rendimiento
En el grafico se pueden observar las hipétesis de linealidad y normalidad, donde
los datos presentan una distribucion normal a lo largo de la linea recta para la

carga aromatica.

Normal grafico P-P de CarAro-carga
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Asi mismo se presentan las hipotesis de linealidad y normalidad para el resto de

variables incluidas en el modelo que ha sido estimado.

61



El resultado de la recta de regresion se puede constatar con un alto coeficiente de
correlacion (0.772) el cual se debe encontrarse entre 0 y 1, apuntando asi al valor
mas alto. Si se quieren evaluar los atributos entre si, para destacar cual de entre
ellos es el que mejor se puede predecir, tomaremos como referencia el error
absoluto relativo que se arrojo para el Rendimiento en el DMO (59.3976%),
comparandolo asi con los nuevos valores. Cabe destacar que el error de

prediccion esta algo elevado.

=== Summary ===

Correlation coefficient 0.772
Mean absolute error 4.1056
Root mean squared error 5.6315
Relative absolute error 59.3976 %
Root relative squared error 63.5645 %
Total Number of Instances 202

4.1.1 Interpretaciéon 30 de noviembre de 2005 de regresion lineal

El usuario propuso ejecutar las técnicas del prototipo con dos condiciones
operacionales: S/C (Solvente/Carga), Trect. (Temperatura de rectificacion), aparte

de las variables anteriormente seleccionadas en los parametros de prueba.

Resultados de la regresion lineal
Aunque los resultados del analisis de regresion lineal son utiles, la mayoria de los
modelos que utilizan los usuarios no son lineales, pero pueden ser empleados

como base para la generacion de los modelos necesitados por los usuarios.

En esta nueva corrida se obtuvo un modelo con mayor numero de variables
correlacionadas con el Rendimiento del DMO, pero a su vez el error disminuyo en
un 19%, debido a que el proceso de la planta DEMEX fue sometido a las

condiciones operacionales de S/C y Trect.
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Rendv_DMO =

1.7874 * s/C +
-0.3369 * Trect. [&C] +
-293.6473 * D-carga +
-1.2409 * CCR-carga +
-0.1245 * Ni-carga +
-0.0236 * V-carga_ +
-0.1315 * PIE [O6F]-carga +
0.6099 * sat. Carga +
0.3361 * Arom. Carga_ +
0.5513 * Asf. Carga +
0.2314 * T10_ [6C]-carga +
0.5711 * BCMI-carga +
344.155

Al evaluar el modelo remplazando las variables por los valores de la
primera linea del Dataset se encontrd que:

Rendv_DMO = 73.71601283123704

=== Summary ===

Correlation coefficient 0.8679
Mean absolute error 2.7839
Root mean squared error 4.4002
Relative absolute error 40.2764 %
Root relative squared error 49.6659 %

Total Number of Instances 202

En comparacion a los resultados obtenidos en la corrida anterior, las variables del
modelo fueron reemplazados por valores reales, arrojando asi un porcentaje

representativo para el rendimiento del DMO.

En estos nuevos resultados el coeficiente de correlacion aumentd
considerablemente (0.86), asi como el descenso del error relativo absoluto al

40.27% que se encontraba alrededor del 59%.
4.2 INTERPRETACION DE LA TECNICA CLUSTER
El analisis de cluster es una técnica para agrupar a los elementos de la muestra

en grupos, denominados conglomerados (clusters), de tal forma que, respecto a la
distribucion de los valores de las variables por un lado, cada conglomerado sea lo
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mas homogéneo posible y, por otro, los conglomerados sean muy distintos entre

Si.

El analisis de cluster, no pretende inferir resultados de una muestra hacia una
poblacion, sino solamente agrupar objetivamente por similitud los casos que

estemos investigando.

El andlisis de cluster pondera a todas las variables por igual, el proceso de
agrupacion consiste en maximizar la distancia entre los grupos que se formen y

minimizar la distancia entre los distintos elementos de cada grupo.

Un buen indicador de la calidad de los clusters obtenidos es si las medias de las
variables en cada cluster son significativamente distintas. Si las medias de las
variables no difieren significativamente entre un grupo y otro, estos serian muy

parecidos y la calidad del analisis muy baja.
Nuestra hipoétesis nula: Las medias de cada variable en los conglomerados son las
mismas. Esta hipotesis debe poder rechazarse, por lo menos, para la mayoria de

las variables.

Parametros de la prueba:

Atributos:
D-carga PIE-carga S-carga
CCR-carga N2 b s-carga T10-carga
Ni-carga Sat. Carga T30-carga
V-carga Arom. Carga T50-carga
V50-carga Res. Carga BCMI-carga
CarAro-carga Asf. Carga
Penet-carga F.E-carga

Algoritmo:

SimpleKMeans
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Al correr el algoritmo obtuvimos la tabla de centros de los conglomerados, que
atiende a los valores medios que toman en cada uno de los conglomerados las

variables que se han utilizado para caracterizarlos.

Analizando los valores de P (significancia — tabla de anova), se observa que las
variables CarAro-carga, PIE [°F]-carga, F.E-carga, T50 [°C]-carga y en el extremo
la variable Arom-carga., no presentan diferencias significativas entre los dos
cluster, luego la calidad del analisis efectuado se confirma, como se muestra en la

siguiente tabla:

ANOVA
Conglomerado Error
Media Media
cuadratica al cuadratica gl F Sig.
D-carga .002 1 .000 200 17.474 .000
CCR-carga 173.747 1 5.427 200 32.016 .000
Ni-carga 15245.395 1 478.789 200 31.842 .000
V-carga 84850.989 1 2493.361 200 34.031 .000
V50-carga 92.698 1 4.694 200 19.749 .000
CarAro-carga 12.621 1 8.603 200 1.467 227
Penet-carga 322456.585 1 1319.223 200 244.429 .000
PIE [§F]-carga 4737 .652 1 1905.155 200 2.487 116
N2 b s-carga .007 1 .000 200 38.276 .000
Sat. Carga 147.428 1 7.250 200 20.335 .000
Arom. Carga 29.233 1 7.538 200 3.878 .050
Res. Carga 86.582 1 11.842 200 7.312 .007
Asf. Carga 63.506 1 6.141 200 10.341 .002
F.E-carga .003 1 .002 200 1.678 197
S-carga .868 1 .029 200 30.405 .000
T10 [§C]-carga 3657.665 1 521.944 200 7.008 .009
T30 [§C]-carga 2904.694 1 650.141 200 4.468 .036
T50 [§C]-carga 566.969 1 1204 .476 200 471 .493
BCMLcarga 480.544 1 31.579 200 15.217 .000

Las pruebas F solo se deben utilizar con una finalidad descriptiva puesto que los
conglomerados han sido elegidos para maximizar las diferencias entre los casos en diferentes
conglomerados. Los niveles criticos no son corregidos, por lo que no pueden interpretarse
como pruebas de la hipotesis de que los centros de los conglomerados son iguales.
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La interpretacion de los conglomerados se hace atendiendo a qué valores medios
toman en cada uno de ellos las variables que se han utilizado para caracterizarlos
D-carga, CCR-carga, Ni-carga, V-carga, V50-carga, CarAro-carga, Penet-carga,
PIE [°F]-carga, N2 b s-carga, Sat. Carga, Arom. Carga, Res. Carga, Asf. Carga,
F.E-carga, S-carga, T10 [°C]-carga, T30 [°C]-carga, T50 [°C]-carga, BCMI-carga.

Se recogen en la siguiente tabla:

Number of iterations: 3
Within cluster sum of squared errors: 195.68025892907707

Cluster centroids:

Cluster O
Mean/Mode: 1.0181 19.8961 131.1767 245.1657 45.9895
25.84 44,7644 881.5699 0.1929 14.5984 45.7853 28.3922
11.0481 0.2655 2.1293 502.2651 572.7938 646.986 78.4191
Std Devs: 0.0101 2.6407 12.6355 50.1811 2.5965

2.1702 51.1599 37.3853 0.0139 2.8439 2.6254 2.9077
2.4648 0.0418 0.1307 18.8563 18.6955 31.4853 4.0025
Cluster 1

Mean/Mode: 1.0049 18.0073 96.0584 221.2252 44.9797
21.8805 77.9589 925.4932 0.1935 16.1027 42.6945 32.3767
8.7014 0.2664 2.0512 527.3315 607.1726 685.1507 70.0303

Std Devs: 0.0109 1.6677 21.4322 57.0673 1.2965
2.3557 52.6933 40.2989 0.0166 2.5185 1.7046 2.9641
1.891 0.0413 0.2387 21.4874 21.4396 25.4597 4.511

En los resultados arrojados por el algoritmo implementado, se encuentra el
numero de iteraciones en que fue resuelto éste analisis (3), la suma de cuadrados
de los errores entre clusters (195.68), y por ultimo los centroides de los cluster 6
centros de los conglomerados. En éste ultimo se muestran el numero de cluster
que fueron escogidos para llevar a cabo el analisis, donde se busca atender los

valores medios de cada conglomerado.

Como son tantas variables y se encuentran en orden horizontal para verlas en

esta hoja, son apreciadas de mejor forma en la siguiente tabla:
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Cluster
0 1
D-carga 1.0181 1.0049
CCR-carga 19.8961 | 18.0073
Ni-carga 131.1767 | 96.0584
V-carga 245.1657 | 221.2252
V50-carga 45.9895 | 44.9797
CarAro-carga 25.84 1 21.8805
Penet-carga 447644 | 77.9589
PIE [°F]-carga 881.5699 | 925.4932
N2 _bs-carga 0.1929 0.1935
Sat. Carga 14.5984 | 16.1027
Arom. Carga 45.7853 | 42.6945
Res. Carga 28.3922 | 32.3767
Asf. Carga 11.0481 8.7014
F.E-carga 0.2655 0.2664
S-carga 2.1293 2.0512
T10_[°C]-carga 502.2651 | 527.3315
T30_[°C]-carga 572.7938 | 607.1726
T50 [°C]-carga 646.986 | 685.1507
BCMI-carga 78.4191 | 70.0303

Si eliminamos del analisis las variables D-carga, CCR-carga, V50-carga, CarAro-
carga, PIE [°F]-carga, N2_bs-carga, F.E-carga, T50 [°C]-carga que hemos visto no
presenta resultados distintos en los dos conglomerados, y nos centramos en las
demas, podremos concluir que el cluster 0 esta formado por aquellos resultados
que prestan especial atencion a las variables Ni-carga, V-carga, Arom.-carga, Asf.-
carga, S-carga, BCMI-carga; respecto al segundo, a la Penet.-carga, Sat.-carga,

Res.-carga, T10_[°C]-carga, T30_[°C]-carga.
4.2.1 Interpretacién 30 de noviembre de 2005 de cluster
Como se habia mencionado anteriormente en las interpretaciones del analisis de

regresion, el usuario propuso ejecutar las técnicas del prototipo con dos variables
mas (S/C y Trect.).
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Resultados del clustering
Para esta nueva corrida se cuenta con la facilidad de obtener nuevas variables
segmentadas a partir de las variables originales con el numero de cluster
seleccionado para el analisis. Lo que se hizo en esta corrida fue seguir las
recomendaciones hechas por el experto del ICP, donde primero ejecutaramos
componentes principales a las variables originales y luego cluster a las variables
generadas por componentes, para a su vez aplicar analisis de regresion a las
variables de cada cluster (Componentes — Cluster — Regresion). Se hizo de esta
forma para reducir el numero de variables, asi de 21 variables pasamos a solo 5.

Este procedimiento se muestra en los siguientes resultados:

Clustered Instances

49
32
69
52

w NP O
w
N
o

Comparacién de medias:

Cluster O Cluster 1 Cluster 2 Cluster 3
V1-PC1l 1.5387 1.5805 1.6160 1.4375
V2-PCl 0.4199 1.3594 0.3071 0.4781
V3-PC1l 0.0137 0.0030 -0.0896 -0.0421
V4-PCl 0.2870 0.2951 0.3021 -0.0837
V5-PC1 -1.2203 -0.6983 -0.6891 -0.4023

Las nuevas variables generadas a partir de estos resultados, son colocadas por el
prototipo en el Dataset (sabana de datos) para aplicarle un analisis de regresion y
comparar el rendimiento que se obtenga en la prueba que se muestra mas
adelante en componentes principales. EI numero de instancias para cada cluster

es explicado en la parte superior, y de esta misma forma son asignadas al
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Dataset, es decir, que para las variables del Cluster 0 son 49 instancias, Cluster 1

— 32 instancias, Cluster 2 — 69 instancias y para el Cluster 3 — 52.

Reemplazando las nuevas variables para cada cluster, los resultados son los

siguientes:

Cluster 0

Rendv_DMO =

-8.2459 * V1-PC1-CO-R1 +
65.9475

Al evaluar el modelo remplazando las variables por los valores de la
primera linea del Dataset se encontrd que:

Rendv_DMO_ = 55.641614274038794

Cluster 1

Rendv_DMO =

-37.7205 * V2-PC1-C1-R1 +
-53.2298 * V3-PC1-C1l-R1 +
103.6081

Al evaluar el modelo remplazando las variables por los valores de la
primera linea del Dataset se encontrd que:

Rendv DMO = 54.939490399276934

Cluster 2

Rendv_DMO

-8.0471 * V1-PC1-C2-R1 +
4.8909 * V3-PC1l-C2-R1 +
67.1042

Al evaluar el modelo remplazando las variables por los valores de la
primera linea del Dataset se encontrd que:

Rendv DMO = 61.982475425033

Cluster 3
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Rendv_DMO =

+
53.4903

Al evaluar el modelo remplazando las variables por los valores de la
primera linea del Dataset se encontrd que:

Rendv_DMO = 53.49

El mayor rendimiento se obtuvo en el Cluster 0, con el 62%.

4.3 INTERPRETACION DE LA TECNICA COMPONENTES PRINCIPALES

El analisis de componentes principales es una técnica de reduccién de datos, es
decir, pretende pasar de ese numero elevado de variables, a un numero mas
pequefio de elementos explicativos, los factores, que le permitan explicar de una
manera mas sencilla esa realidad. Es decir, ante un banco de datos con muchas
variables, el objetivo sera reducirlas a un menor numero perdiendo la menor

cantidad de informacién posible.

Esta técnica es adecuada cuando se trata de resumir la mayor parte posible de la

informacion inicial (varianza) en el menor numero de factores posibles

Parametros de la prueba:

Atributos:
D-carga PIE-carga S-carga
CCR-carga N2 b s-carga T10-carga
Ni-carga Sat. Carga T30-carga
V-carga Arom. Carga T50-carga
V50-carga Res. Carga BCMI-carga
CarAro-carga Asf. Carga
Penet-carga F.E-carga

Algoritmo:

70



PrincipalComponents

Al correr el algoritmo obtenemos la matriz de correlacion, donde miramos si hay
correlaciones entre las variables superiores a 0.30; si esto se cumple el analisis es
apropiado. Cumpliendo el requisito de la matriz de correlaciones, miramos ahora

los analisis propios que se muestran a continuacion.

Eigenvalue proportion cumulative

7.52301 0.39595 0.39595
4.85068 0.2553 0.65125
1.90441 0.10023 0.75148
1.07903 0.05679 0.80827
0.91344 0.04808 0.85635
0.75462 0.03972 0.89606
0.58591 0.03084 0.9269
0.37506 0.01974 0.94664
0.32643 0.01718 0.96382

En primer lugar nos aparecen los valores propios (eigenvalue) de cada
componente principal, y justo debajo la proporcion de varianza explicada

(proportion) por cada una de ellos y la varianza explicada acumulada (cumulative).

Los datos de varianza explicada son muy importantes para saber cuantos
componentes principales vamos a utilizar en nuestro analisis. No hay una regla
definida sobre el numero que se debe utilizar, con lo cual deberemos decidir en
funcidon del niumero de variables iniciales y de la proporcion de varianza explicada

acumulada.

En este caso, parece razonable quedarse con los 4 primeros componentes

principales, ya que con ellos se explica el 80.82% de la varianza.
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El criterio utilizado para seleccionar las variables de los componentes segun los
vectores caracteristicos es el que aparece en la tabla de carga factorial, mostrada

a continuacion:

Tamafo muestral Carga factorial
350 0.30
250 0.35
200 0.40
150 0.45
120 0.50
100 0.55

85 0.60
70 0.65
60 0.70
50 0.75

Para nuestro caso empleamos un tamafio muestral superior a 200, por lo que

tomamos la carga factorial de 0.35 como criterio de seleccion.

Eigenvectors
V1 V2 V3 V4

D-carga @15°C [g/mL] 0.341 -0.0798 0.0369 0.2192
CCR-carga_[Porcent m] 0.3265 -0.0039 0.1283 0.2273
Ni-carga [ppm] 0.2723 -0.2039 -0.0559 -0.2498
V-carga [ppm] 0.2556 -0.0388 0.277 -0.2504
V50-carga 0.2312 0.0341 0.0611 -0.3923
CarAro-carga 0.231 -0.2099 -0.0101 0.4732
Penet-carga -0.3126 -0.0262 -0.0229 0.1984
PIE [°F]-carga 0.1268 0.3707 -0.0164 0.2156
N2 bas-carga [Porcent m] 0.195 0.0985 -0.2054 -0.1931
Sat. Carga [Porcent m] -0.3066 -0.1281 0.2809 -0.0659
Arom. Carga_ [Porcent m] 0.0883 -0.2251 -0.4867 0.0388
Res. Carga_ [Porcent m] -0.0206 0.3972 -0.04098 -0.0455
Asf. Carga [Porcent m] 0.2762 -0.1568 0.3154 0.0883
F.E-carga 0.1181 0.2139 -0.5336 -0.0446
S-carga [Porcent m] 0.2344 0.0235 0.0399 -0.4259
T10 [°Cl-carga 0.1356 0.3923 0.0077 0.1759
T30 [°Cl-carga 0.0909 0.4111 -0.0189 0.0183
T50 [°C]l-carga 0.0895 0.3228 0.3798 0.0806
BCMI-carga 0.3112 -0.1863 -0.0821 0.1934
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Finalmente, nos aparecen las correlaciones de cada componente principal con

cada variable: esto nos ayudara a interpretar las variables.

En este caso, vemos que V1 tiene la mayor correlacidn positiva con las variables
D-carga, CCR-carga, BCMI-carga, mientras que tiene correlacién negativa con
Penet-carga, Sat._Carga, y casi nula con el resto de variables. Por tanto, es claro

que estamos hablando de la facilidad para las variables de proporciones quimicas.

En cuanto a V2, tiene correlacion positiva y aumentada con PIE_[°F], Res._Carga,
T10 [°C]-carga, T30 [°C]-carga, y cercana a 0 con el resto de variables.
Evidentemente, se esta refiriendo a la facilidad en las variables con la

temperatura.

Observamos que V3 tiene alta correlacion negativa con las variables Arom._Carga
y F.E-carga, con lo cual sus valores positivos muestran una relacion inversa con la

variable T50_[°C]-carga.

Por ultimo, V4 tiene una correlacidon negativa muy alta con V50-carga y S-carga, y

correlacion positiva con CarAro-carga.

4.3.1 Interpretacion 30 de noviembre de 2005 de componentes principales

Se agregaron dos variables mas, las condiciones operacionales S/C y Trect.
Resultados componentes principales

Lo que se hizo en esta corrida fue seguir las recomendaciones hechas por el

experto del ICP, donde primero ejecutaramos componentes principales a las

variables originales y luego analisis de regresién a las variables generadas por los

componentes (Componentes — Regresion). Se hizo de esta forma para reducir el
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numero de variables, asi de 21 variables pasamos a solo 5. Este procedimiento se

muestra en los siguientes resultados:

eigenvalue proportion cumulative

7.50838 0.35754 0.35754
4.84806 0.23086 0.5884
1.91884 0.09137 0.67978
1.09764 0.05227 0.73204
1.02326 0.04873 0.78077
0.99363 0.04732 0.82809
0.88358 0.04208 0.87016
0.74182 0.03532 0.90549
0.58566 0.02789 0.93337
0.38442 0.01831 0.95168
Eigenvectors
V1 V2 V3 V4 V5
0.0021 0.0026 0.0438 0.0652 -0.7036 S/C
0.0148 -0.0303 0.0503 0.3918 -0.6153 Trect. [&C]
0.3409 -0.0815 0.0431 0.1975 0.0769 D-carga
0.327 -0.0048 0.1293 0.1708 0.1061 CCR-carga
0.2726 -0.2023 -0.0642 -0.2231 -0.0848 Ni-carga
0.2501 -0.042 0.2856 -0.1921 -0.0891 V-carga
0.232 0.0342 0.0531 -0.4066 -0.0707 V50-carga
0.2298 -0.212 0.0017 0.4596 0.1237 CarAro-carga
-0.3131 -0.0262 -0.0155 0.1973 0.0551 Penet-carga
0.1275 0.37 -0.0084 0.1915 0.0844 PIE [8F]-carga
0.1964 0.0983 -0.2071 -0.1156 -0.1479 N2 bys-carga
-0.3073 -0.1275 0.2795 -0.0584 -0.0148 Sat. Carga_
0.0887 -0.2246 -0.4823 0.0346 0.0322 Arom. Carga_
-0.0182 0.3972 -0.0538 -0.0272 -0.0481 Res. Carga_
0.2758 -0.158 0.3145 0.0502 0.0622 Asf. Carga_
0.1205 0.2136 -0.5298 -0.0066 -0.0513 F.E-carga
0.2349 0.0246 0.026 -0.3905 -0.1439 S-carga__
0.1364 0.3916 0.0147 0.1578 0.0708 T10 [6C]-carga
0.0918 0.4105 -0.014 0.0358 0.002 T30 [6C]-carga
0.0897 0.3218 0.3811 0.0604 0.0447 T50 [6C]-carga
0.3111 -0.1877 -0.0762 0.1781 0.062 BCMI-carga

Se han agregado al Dataset nuevas variables correspondientes al los
componentes principales encontrados.

El criterio de la tabla de carga factorial fue descartado (Ver Conclusiones) debido a
gue no acogia la primera variable (V1), siendo ésta la que mas varianza explicaba.
Como lo dice el mensaje en la parte inferior de los resultados, las nuevas variables
son agregadas al Dataset (sabana de datos), donde a continuacién le haremos el

Analisis de Regresion, para observar el rendimiento.
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Rendv_DMO =

-13.3562 * V1-PC1l +
-4.8571 * V4-PC1l +
-4.6398 * V5-PCl +
68.1338

Al evaluar el modelo remplazando las variables por los valores de la
primera linea del Dataset se encontrd que:

Rendv_DMO_ = 65.79679032618917

En comparacién al rendimiento obtenido en el Cluster 2 (que fue el mas alto de su
tipo) del 61.98%, el de componentes principales se considera mas 6ptimo, por lo
tanto para este caso de estudio resulta mejor utilizar las variables obtenidas en el
modelo de regresion de las generadas por componentes principales, que aplicar

Componentes — Cluster — Regresion.

4.4 INTERPRETACION DE LA TECNICA ARBOLES DE DECISION
UTILIZANDO EL ALGORITMO J48

La técnica de arboles de decisién toma como entrada una situacion descrita por un
conjunto de atributos y los clasifica respecto a una clase dependiendo del grado
de entropia, que es el nivel de desorden en los valores del atributo y la ganancia,
que es la cantidad de informacion que ganamos al seleccionar un atributo, dando
como resultado una estructura de clasificacién en forma de arbol, donde las ramas
estan etiquetadas con los posibles valores de la prueba y las hojas representan los

valores de la clase.

Los arboles de decision estan limitados a hablar de una sola clase por analisis,
para este caso de estudio utilizaremos como clase la variable (Rendv-DMO) ya
que entre las variables dependientes es la de mayor importancia para el usuario y

para nosotros.
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Parametros de la prueba:

Clase:

Rendv-DMO

Atributos:
D-carga
CCR-carga
Ni-carga
V-carga
V50-carga
CarAro-carga
Penet-carga

Algoritmo:

J48

Al correr el algoritmo encontramos que la clasificacidn se encuentra sujeta a una

sola variable (Penet-carga) lo que de inmediato indica que hay un error.

J48 pruned tre

Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga
Penet-carga

e

319:
317.
95:

97.7
15.3
0.5:
99:
82.
65.
65.
73.
94 .
66.
28:
510:
17.8
0.1:

oy B 0 U1 ©

PIE-carga S-carga

N2 b s-carga T10-carga
Sat. Carga T30-carga
Arom. Carga T50-carga
Res. Carga BCMlI-carga
Asf. Carga

F.E-carga

74.26001464 (1.0)

5: 73.31378299 (1.0)

57.18444583 (14.0/13.0)

5: 57.13852594 (18.0/17.0)

: 43.95431997 (9.0/8.0)

23.72846384 (3.0/2.0)

57.5737576 (9.0/8.0)

: 54.63367315 (9.0/8.0)
56.29980707 (9.0/8.0)
57.18877321 (9.0/8.0)
55.12255888 (9.0/8.0)
56.88282139 (9.0/8.0)

: 46.69502957 (2.0/1.0)

40.4396516 (2.0/1.0)

66.68055845 (1.0)

7: 50.5519447 (17.0/15.0)

36.99897225 (9.0/8.0)
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Penet-carga = 27.6: 49.61753153 (3.0/2.0)
Penet-carga = 15: 46.31535611 (4.0/3.0)

Penet-carga = 5.3: 39.35495139 (1.0)

Penet-carga = 1.6: 34.89602153 (1.0)

Penet-carga = 0.6: 29.14798594 (1.0)

Penet-carga = 5.5: 31.07198343 (5.0/4.0)
Penet-carga = 15.5: 37.29024239 (3.0/2.0)
Penet-carga = 38.3: 43.56394565 (2.0/1.0)
Penet-carga = 29.5: 43.41085271 (2.0/1.0)
Penet-carga = 27.1: 45.50155119 (6.0/5.0)
Penet-carga = 38.6: 45.53451309 (6.0/5.0)
Penet-carga = 38.9: 49.75124378 (2.0/1.0)

Penet-carga = 7.6: 50.5519447 (0.0)
Penet-carga = 70.07: 59.3997499 (6.0/5.0)

Penet-carga = 15.4: 45.58640696 (15.0/14.0)
Penet-carga = 56.4: 53.09734513 (14.0/13.0)

Number of Leaves : 33

Size of the tree : 34

La estructura de clasificacion en un estado 6ptimo deberia ser lo mas parecido al

siguiente ejemplo, donde se ven los diferentes nodos y ramas.

El siguiente ejemplo es el de un golfista que necesita tomar la decision acerca de
la clase jugar que tiene los valores (Si, No) teniendo en cuenta los atributos clima,

viento y humedad.

J48 pruned tree

outlook = sunny // Si el clima es soleado entonces
// se consideran los siguientes
// casos

| humidity = high: no (3.0) // Si la humedad es alta entonces

// no juega

\ humidity = normal: yes (2.0) // Si la humedad es normal

// entonces si juega
outlook = overcast: yes (4.0) // Si el clima es nublado si juega
outlook = rainy // Si el clima es lluvioso se

// consideran los siguientes casos
\ windy = FALSE: yes (3.0) // Si no hay viento si juega
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\ windy = TRUE: no (2.0) // si hay viento no juega
Number of Leaves : 5

Size of the tree : 38

Notese que el sumario de este caso ideal tiene todas las instancias bien
clasificadas y que el indice kappa esta en su valor optimo de 1 lo que significa que

el indice es casi perfecto.

=== Summary ===
Correctly Classified Instances 1 100 %
Incorrectly Classified Instances 0 %

Kappa statistic

Mean absolute error

Root mean squared error
Relative absolute error
Root relative squared error
Total Number of Instances

o\

o\

S O O O O OB

=

Retomando nuestro caso de estudio al revisar el sumario de la técnica
confirmamos la existencia del error al ver que de 202 instancias solo 33 se
clasificaron correctamente y que el indice kappa que es una medida de
concordancia entre clasificaciones cuyo valor deberia ser de uno en el caso
optimo; es de solo 0.1585 en esta prueba lo que indica un grado insignificante de

concordancia entre las clasificaciones.

=== Summary ===

Correctly Classified Instances 33 16.3366 %
Incorrectly Classified Instances 169 83.6634 %
Kappa statistic 0.1585

Mean absolute error 0.0083

Root mean squared error 0.0645

Relative absolute error 84.5248 %

Root relative squared error 91.9391 %

Total Number of Instances 202
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Kappa grado de acuerdo

< 0,00 sin acuerdo
>0,00 - 0,20 insignificante
0,21 - 0,40 discreto
>0,41 - 0,60 moderado
0,61 -0,80 sustancial
0,81 -1,00 casi perfecto

En cuanto a la matriz de confusion, esta nos sirve para corroborar la clasificacion,
en un caso ideal debe describir una diagonal con las veces que se clasifico
determinado valor de la clase. Pero para este caso en particular resulto un

desorden.

Volvimos a correr la técnica, esta vez usando la opcion de reduccién de error, pero
con los mismos resultados, asi que revisamos la teoria y probamos con la versién
oficial del WEKA utilizando datos entrenados aplicando filtros, pero con los

mismos resultados.

=== Summary ===

Correctly Classified Instances 33 16.3366 %
Incorrectly Classified Instances 169 83.6634 %
Kappa statistic 0.1585

Mean absolute error 0.0083

Root mean squared error 0.0645

Relative absolute error 84.5248 %

Root relative squared error 91.9391 %

Total Number of Instances 202

Como ultimo recurso decidimos eliminar aquellas variables que eran determinadas

como unicas clasificaciones pero no se encontrd una clasificacion satisfactoria.

4.4.1 Pruebas adicionales Algoritmo J48

Las pruebas a continuacion se hicieron tomando diferentes tamafos de muestra

buscando un mejor resultado en la clasificacion que realiza este algoritmo.
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4.4.1.1 Pruebas con un tamaino de muestra igual al 80% de la poblaciéon con

el algoritmo J48

J48 pruned tree

Penetcarga = 319.00: 74.26 (1.0)
Penetcarga = 317.50: 73.31 (1.0)
Penetcarga = 95.00: 57.18 (14.0/13.0)
Penetcarga = 97.75: 57.14 (16.0/15.0)
Penetcarga = 15.30: 43.95 (8.0/7.0)
Penetcarga = 0.50: 23.73 (3.0/2.0)
Penetcarga = 99.00: 57.57 (8.0/7.0
Penetcarga = 82.90: 57.00 (8.0/7.0
Penetcarga = 65.50: 56.30 (7.0/6.0
Penetcarga = 65.80: 57.19 (9.0/8.0
Penetcarga = 73.10: 58.07 (8.0/7.0
Penetcarga = 94.10: 56.88 (8.0/7.0
Penetcarga = 66.60: 52.95 (1.0)
Penetcarga = 28.00: 40.44 (2.0/1.0)
Penetcarga = 17.87: 47.64 (14.0/13.0)
Penetcarga = 0.10: 37.00 (7.0/6.0)
Penetcarga = 5.30: 39.35 (1.0)
Penetcarga = 0.60: 29.15 (1.0)
Penetcarga = 5.50: 31.07 (4.0/3.0)
Penetcarga = 15.50: 37.29 (2.0/1.0)
Penetcarga = 38.30: 43.56 (2.0/1.0)
Penetcarga = 29.50: 43.41 (2.0/1.0)
0)
0)
0)

Penetcarga = 27.10: 45.50 (5.0/4.
Penetcarga = 38.60: 45.53 (6.0/5.
Penetcarga = 38.90: 49.75 (2.0/1.
Penetcarga = 7.60: 48.86 (3.0/2.0)
Penetcarga = 70.07: 59.40 (5.0/4.0)
Penetcarga = 15.40: 51.41 (13.0/12.0)
Penetcarga = 56.40: 53.10 (10.0/9.0)
Penetcarga = 27.60: 41.84 (2.0/1.0)
Penetcarga = 15.00: 33.52 (1.0)

Number of Leaves : 31

Size of the tree : 32

=== Summary ===

Correctly Classified Instances 31 17.8161 %
Incorrectly Classified Instances 143 82.1839 %
Kappa statistic 0.1726

Mean absolute error 0.0097

Root mean squared error 0.0695

Relative absolute error 82.6756 %

Root relative squared error 90.9276 %

Total Number of Instances 174
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4.4.1.2 Pruebas con un tamaino de muestra igual al 50% de la poblacién con

el algoritmo J48

J48 pruned tree

Nicarga = 31.80: 74.26 (1.0)
Nicarga = 32.34: 73.31 (1.0)
Nicarga = 67.23: 62.32 (11.0/10.0)
Nicarga = 101.07: 57.14 (10.0/9.0)
Nicarga = 116.52: 43.95 (6.0/5.0)
Nicarga = 135.35: 38.20 (2.0/1.0
Nicarga = 116.31: 57.57 (5.0/4.0
Nicarga = 117.62: 57.00 (3.0/2.0
Nicarga = 122.01: 61.56 (4.0/3.0
Nicarga = 114.50: 57.19 (6.0/5.0
Nicarga = 109.61: 58.07 (5.0/4.0
Nicarga = 83.98: 62.10 (5.0/4.0)
Nicarga = 118.22: 52.95 (1.0)
Nicarga = 131.25: 46.61 (1.0)
Nicarga = 131.00: 55.51 (6.0/5.0)
Nicarga = 150.73: 37.00 (4.0/3.0)
Nicarga = 130.85: 31.07 (3.0/2.0)
Nicarga = 126.93: 37.29 (1.0)

Nicarga = 119.60: 43.41 (2.0/1.0)

Nicarga = 126.82: 48.58 (3.0/2.0)

Nicarga = 137.20: 50.86 (2.0/1.0)

Nicarga = 123.81: 62.34 (2.0/1.0)

Nicarga = 138.47: 57.52 (7.0/6.0)

Nicarga = 139.21: 53.10 (7.0/6.0)

Nicarga = 152.90: 47.82 (4.0/3.0)

Nicarga = 121.90: 41.84 (2.0/1.0)

Nicarga = 103.43: 33.52 (1.0)

Number of Leaves : 27

Size of the tree : 28

=== Summary ===

Correctly Classified Instances 217 25.7143 %
Incorrectly Classified Instances 78 74.2857 %
Kappa statistic 0.2495

Mean absolute error 0.0144

Root mean squared error 0.0849

Relative absolute error 75.0208 %

Root relative squared error 86.6165 %

Total Number of Instances 105

4.4.1.3 Pruebas con un tamaino de muestra igual al 10% de la poblaciéon con
el algoritmo J48

J48 pruned tree

CCRcarga = 18.32: 49.34 (5.0/4.0)
CCRcarga = 17.21: 57.14 (6.0/5.0)
CCRcarga 20.03: 46.04 (1.0)
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CCRcarga = 24.23: 38.01 (1.0)
CCRcarga = 17.01: 59.37 (1.0)
CCRcarga = 17.05: 60.50 (1.0)
CCRcarga = 17.56: 57.19 (1.0)
CCRcarga = 17.51: 58.11 (2.0/1.0)
CCRcarga = 16.76: 62.10 (1.0)
CCRcarga = 22.36: 51.78 (1.0)
CCRcarga = 24.63: 42.38 (1.0)
CCRcarga = 20.19: 48.58 (1.0)
CCRcarga = 20.26: 57.52 (1.0)
CCRcarga = 18.20: 53.10 (3.0/2.0)
CCRcarga = 19.32: 38.70 (2.0/1.0)
CCRcarga = 19.79: 55.35 (1.0)

Number of Leaves : 16

Size of the tree : 17

=== Summary ===

Correctly Classified Instances 16 55.1724 %
Incorrectly Classified Instances 13 44.8276 %
Kappa statistic 0.5357

Mean absolute error 0.0309

Root mean squared error 0.1243

Relative absolute error 46.4286 %

Root relative squared error 68.1385 %

Total Number of Instances 29

4.4.1.4 Pruebas con un tamano de muestra igual al 5% de la poblacién con el

algoritmo J48

J48 pruned tree

CCRcarga = 17.21: 57.14 (6.0/5.0)
CCRcarga = 17.51: 51.87 (1.0)
CCRcarga = 16.76: 62.10 (1.0)
CCRcarga = 24.63: 42.38 (1.0)
CCRcarga = 20.19: 48.58 (1.0)
CCRcarga = 20.26: 57.52 (1.0)
CCRcarga = 18.20: 53.10 (2.0/1.0)
CCRcarga = 18.32: 54.62 (3.0/2.0)

Number of Leaves : 8

Size of the tree : 9

=== Summary ===

Correctly Classified Instances 8 50 %
Incorrectly Classified Instances 8 50 %
Kappa statistic 0.4667

Mean absolute error 0.0625

Root mean squared error 0.1768

Relative absolute error 53.3333 %

Root relative squared error 73.0297 %

Total Number of Instances 16

=== Confusion Matrix ===
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abcdefghijklmnop <-- classified as
1000000000O00O0O0CO0O01] a=57.14
10000000000000O0O0 1] b=257.00
0010000000000O0O0O0]| ¢c=51.87
0001000000O00OO0O0O01] d=2162.10
000010000000O0O0O0O0]| e=42.38
000001000000O0O0O0O0]| £ = 48.58
00000010000000O0O0] g=57.52
00000001000000O0O01] h=253.10
00000001000000O0O0] i=56.26
10000000000000O0O0 1] j=252.22
10000000000000O0O0 1] k=57.33
100000000000000O0 1] 1=50.11
1000000000O00O0O0O0O0 | m=51.26
00000000000001001] n-=254.62
00000000O0O0O0DO0O010O0]1] o= 51.40
0000000O0O0DO0DO0DO0DO010O0]| p=53.64

4.4.2 Interpretaciéon 14 de octubre de 2005 algoritmo J48

En el dia de ayer el usuario accedi¢ a las sugerencias de reducir las clases por
medio de una nueva categorizacion a través de intervalos, los intervalos

entregados por el usuario para la variable rendimiento en el DMO, fueron:

Bajo: < 50%
Medio 50 -53 %
Alto: >53%

Resultados J48
En la primera corrida del algoritmo con la nueva categorizacion no se ve una
clasificacion satisfactoria ya que el arbol tiene un solo nodo, sin embargo vemos
que de 202 instancias 46 fueron clasificadas incorrectamente lo que nos indica un

22.77% de error en la clasificacion, mejoro respecto a la antigua clasificacion.

El indice Kappa que es la medida de concordancia entre clasificaciones fue de

0.5965 lo que significa que hay una concordancia moderada.

Tabla del coeficiente Kappa
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Kappa
< 0,00
>0,00 - 0,20
0,21 -0,40
>0,41 - 0,60
0,61 -0,80
0,81 -1,00
J48 pruned tree
N2 _bys-carga = 0.146: Alto (2.0)
N2 _bys-carga = 0.1786: Alto (14.0/3.0)
N2 bys-carga = 0.188: Alto (24.0/6.0)
N2 bys-carga = 0.209: Bajo (9.0)
N2 bys-carga_ = 0.184: Bajo (3.0)
N2 bys-carga = 0.182: Alto (9.0/3.0)
N2 bys-carga = 0.186: Alto (9.0/3.0)
N2 bys-carga = 0.183: Alto (18.0/6.0)
N2 bys-carga = 0.179: Alto (9.0/4.0)
N2 bys-carga = 0.221: Alto (9.0/1.0)
N2 bys-carga = 0.187: Bajo (2.0/1.0)
N2 bys-carga = 0.2187: Bajo (2.0)
N2 bys-carga = 0.142: Alto (1.0)
N2 bys-carga = 0.191: Bajo (31.0/14.0)
N2 bys-carga = 0.2127: Bajo (9.0)
N2 bys-carga = 0.201: Bajo (3.0)
N2 bys-carga = 0.206: Bajo (4.0)
N2 bys-carga = 0.2563: Bajo (1.0)
N2 bys-carga = 0.19: Bajo (1.0)
N2 _bys-carga_ = 0.192: Bajo (1.0)
N2 _bys-carga_ = 0.173: Bajo (5.0)
N2 bys-carga = 0.21: Bajo (3.0)
N2 bys-carga = 0.2: Bajo (10.0)
N2 bys-carga_ = 0.177: Bajo (2.0)
N2 bys-carga = 0.218: Bajo (6.0/1.0)
N2 bys-carga = 0.204: Bajo (15.0/4.0)
Number of Leaves 26
Size of the tree 27

Summary
Correctly Classified Instances
Incorrectly Classified Instances
Kappa statistic

Mean absolute error

Root mean squared error

Relative absolute error

Root relative squared error
Total Number of Instances

Confusion Matrix

a b ¢ <-- classified as
69 10 0 | a = Alto

987 0 | b = Bajo
17 10 0 | ¢ = Medio

grado de acuerdo

sin acuerdo
insignificante
discreto
moderado
sustancial
casi perfecto

156

46
0.5965
0.2202
0.3318
54.6563
73.9859

202

o

o

84



En la segunda corrida del algoritmo queriamos averiguar que sucedia si usabamos

la opcion de que el arbol desplegara las ramas de forma binaria y encontramos

una clasificacion aceptable, con la misma cantidad de instancias mal clasificadas y

un valor de kappa similar.

J48 pruned tree

Arom. Carga_ = 47.6: Bajo (17.0)

Arom. Carga != 47.6

| Arom. Carga = 43.1: Bajo (11.0)

| Arom. Carga != 43.1

| | D-carga = 1.0375: Bajo (8.0)

| | D-carga != 1.0375

| | | S-carga = 2.25: Bajo (7.0)

| | | S-carga != 2.25

| | | | D-carga = 1.0166: Bajo (3.0)

| | | | D-carga != 1.0166

\ \ \ \ \ Sat. Carga = 14.1: Bajo (3.0)

\ \ \ \ \ Sat. Carga != 14.1

| | | | | | Asf. Carga = 8.6: Bajo (6.0/1.0)

\ \ \ \ \ I Asf. Carga_ != 8.6

\ \ \ \ \ \ \ Asf. Carga = 12.9: Bajo (17.0/6.0)

\ \ \ \ \ \ \ Asf. Carga != 12.9

\ \ \ \ \ \ \ \ Asf. Carga_ = 10.5: Bajo (26.0/12.0)
\ \ \ \ \ \ \ \ Asf. Carga != 10.5

| | | | | | | | | D-carga = 1.0345: Bajo (2.0)

| | | | | | | | | D-carga != 1.0345

| | | | | | | | | D-carga = 1.0196: Bajo (2.0)
| | | | | | | | | | D-carga != 1.0196

| | | | | | | | | | | D-carga = 1.0058: Bajo (2.0/1.0)
| | | | | | | | | | | D-carga != 1.0058: Alto (95.0/26.0)
Number of Leaves 13

Size of the tree : 25

=== Summary ===

Correctly Classified Instances 153 76.8844 %
Incorrectly Classified Instances 46 23.1156 %
Kappa statistic 0.5918

Mean absolute error 0.227

Root mean squared error 0.3369

Relative absolute error 56.1313 %

Root relative squared error 74.9761 %

Total Number of Instances 199

a
69
9
17

Confusion Matrix ===

b
10
84
10

c
0
0
0

<-- classified as

a
b
c

La estructura de

manera:

Alto
Bajo
Medio

clasificacion entregada esta vez la interpretamos de la siguiente
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Arom. Carga_ = 47.6: Bajo (17.0)

Arom. Carga_ != 47.6
| Arom. Carga = 43.1: Bajo (11.0)
| Arom. Carga != 43.1

| D-carga = 1.0375: Bajo (8.0)

| D-carga != 1.0375
S-carga_ = 2.25: Bajo (7.0)
\ S-carga_ != 2.25

| D-carga = 1.0166: Bajo (3.0)

| D-carga != 1.0166
| Sat. Carga_ = 14.1: Bajo (3.0)
| Sat. Carga != 14.1
\ \ \ \ Asf. Carga = 8.6: Bajo

(6.0/1.0)

86

Si la variable Arom._Carga tiene
un valor de 47.6 entonces el
rendimiento en el DMO es Bajo

Si la variable Arom._Carga tiene
un valor diferente a 47.6 se
consideran los siguientes casos

Si la variable Arom._Carga tiene
un valor de 43.1 entonces el
rendimiento en el DMO es Bajo

Si la variable Arom._Carga tiene
un valor diferente a 43.1 se
consideran los siguientes casos

Si 1la variable D-carga tiene un
valor de 1.0375 entonces el
rendimiento en el DMO es Bajo

Si 1la variable D-carga tiene un
valor diferente de 1.0375 se
consideran los siguientes casos

Si 1la variable S-carga tiene wun
valor de 2.25 entonces el
rendimiento en el DMO es Bajo

Si 1la variable S-carga tiene wun
valor diferente de 2.25 se
consideran los siguientes casos

Si la variable D-carga es tiene un
valor de 1.0166 entonces el
rendimiento en el DMO es Bajo

Si 1la variable D-carga tiene wun
valor diferente de 1.0166 se
consideran los siguientes casos

Si la variable Sat._Carga tiene un
valor de 14.1 entonces el
rendimiento en el DMO es Bajo

Si la variable Sat._Carga tiene un
valor diferente de 14.1 se
consideran los siguientes casos

Si la variable Asf. Carga tiene un
valor de 8.6 entonces el
rendimiento en el DMO es Bajo



| Asf. Carga != 8.6

\ \ \ \ \ Asf. Carga = 12.9: Bajo
(17.0/6.0)
| Asf. Carga != 12.9
\ \ \ \ \ Asf. Carga = 10.5: Bajo
(26.0/12.0)
| Asf. Carga_ != 10.5

| | | | | D-carga = 1.0345:
Bajo (2.0)

| D-carga != 1.0345
| | | | | | | D-carga =
1.0196: Bajo (2.0)
| | | | D-carga !=
1.0196
\ \ \ \ \ \ \ \ D-carga =
1.0058: Bajo (2.0/1.0)

\ | | | I \ \ D-carga

1.0058: Alto (95.0/26.0)

| —

Si la variable Asf._ Carga tiene
valor diferente a 8.6
consideran los siguientes casos

Si la variable Asf. Carga tiene
valor de 12.9 entonces
rendimiento en el DMO es Bajo.

Si la variable Asf._ Carga tiene
valor diferente de 12.9
consideran los siguientes casos

Si la variable Asf._ Carga tiene
valor de 10.5 entonces
rendimiento en el DMO es Bajo

Si la variable Asf._ Carga tiene
valor diferente a 10.5 entonces
consideran los siguientes casos

Si 1la variable D-carga tiene
valor de 1.0345 entonces
rendimiento en el DMO es Bajo

Si 1la variable D-carga tiene
valor diferente de 1.0345
consideran los siguientes casos

Si 1la variable D-carga tiene
valor de 1.0196 entonces
rendimiento en el DMO es Bajo

Si 1la variable D-carga tiene
valor diferente de 1.0196
consideran los siguientes casos

Si 1la variable D-carga tiene
valor de 1.0058 entonces
rendimiento en el DMO es Bajo

Si 1la variable D-carga tiene

un
se

un
el

un
se

un
el

un
se

un
el

un
se

un
el

un
se

un
el

un

valor diferente de 1.0058 entonces

el rendimiento en el DMO es Alto

4.4.3 Informe de pruebas de los algoritmos J48 utilizando diferentes tamanos

de muestra y los nuevos valores de clasificacion del rendimiento

Los resultados que presentamos a continuacion fueron obtenidos con el 80%,

50%, 10% y 5% de las observaciones de la poblacion.
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Estos grupos de observaciones fueron obtenidos de manera aleatoria, con la
ayuda del SPSS.

4.4.3.1 Resultados J48 con un tamaino de muestra correspondiente al 80% de
la poblacién

J48 pruned tree

N2b scarga = 0.21: Bajo (18.0)
N2b scarga != 0.21

Dcarga 1.04: Bajo (7.0)
Dcarga != 1.04

| Dcarga = 1.02

| | CCRcarga = 19.80: Alto (5.0/2.0)

| | CCRcarga != 19.80: Bajo (51.0/11.0)
| Dcarga != 1.02

| | Dcarga = 1.03: Bajo (2.0)

| |

| Dcarga != 1.03: Alto (91.0/28.0)
Number of Leaves : 6
Size of the tree : 11
=== Summary ===
Correctly Classified Instances 133 76.4368 %
Incorrectly Classified Instances 41 23.5632 %
Kappa statistic 0.5876
Mean absolute error 0.2456
Root mean squared error 0.3505
Relative absolute error 60.4687 %
Root relative squared error 77.8237 %
Total Number of Instances 174

=== Confusion Matrix ===

a b ¢ <-- classified as
66 5 0 | a = Alto
12 67 0 | b = Bajo
18 6 0 | c = Medio
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4.4.3.2 Resultados J48 con un tamafo de muestra correspondiente al 50% de

la poblacién

J48 pruned tree

Dcarga = 1.04: Bajo (9.0)
Dcarga != 1.04
| Dcarga = 1.02

| CCRcarga = 19.80: Alto (2.0)

|

| | CCRcarga != 19.80: Bajo (34.0/7.0)

| Dcarga != 1.02: Alto (60.0/17.0)

Number of Leaves : 4

Size of the tree : 7

=== Summary ===

Correctly Classified Instances 81 77.1429 %
Incorrectly Classified Instances 24 22.8571 %
Kappa statistic 0.5935

Mean absolute error 0.2446

Root mean squared error 0.3497

Relative absolute error 60.4203 %

Root relative squared error 77.8364 %

Total Number of Instances 105

=== Confusion Matrix ===

a b ¢ <-- classified as
45 3 0 | a = Alto
736 0| b = Bajo
10 4 0 | c = Medio

4.4.3.3 Resultados J48 con un tamaino de muestra correspondiente al 10% de

la poblacién

J48 pruned tree

F.Ecarga = 0.34: Bajo (3.0)
|

F.Ecarga != 0.34

| Dcarga = 1.04: Bajo (2.0)

| Dcarga != 1.04: Alto (24.0/9.0)
Number of Leaves : 3
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Size of the tree : 5

=== Summary ===

Correctly Classified Instances 20 68.9655 %
Incorrectly Classified Instances 9 31.0345 %
Kappa statistic 0.4082

Mean absolute error 0.2931

Root mean squared error 0.3828

Relative absolute error 71.0801 %

Root relative squared error 84.6183 %

Total Number of Instances 29

Confusion Matrix ===

a b ¢ <-- classified as
5 3 0| a = Bajo

015 0 | b = Alto

0 6 0 | c = Medio

4.4.3.4 Resultados J48 con un tamaino de muestra correspondiente al 5% de

la poblacién

J48 pruned tree

Alto (16.0/7.0)

Number of Leaves : 1

Size of the tree : 1

=== Summary ===

Correctly Classified Instances 9 56.25 %
Incorrectly Classified Instances 7 43.75 %
Kappa statistic 0

Mean absolute error 0.3802

Root mean squared error 0.436

Relative absolute error 97.4017 %

Root relative squared error 99.7901 %

Total Number of Instances 16

=== Confusion Matrix ===

abc <-- classified as
900 | a=Alto
500 | b= Medio
2 00 | ¢ = Bajo
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4.4.4 Interpretaciéon 9 de noviembre de 2005 algoritmo J48

En el dia de ayer el profesor Juan Carlos Garcia dio su opinion respecto a los
resultados de las técnicas de clasificacion y dijo que en los arboles de decision
una condicion igual o diferente parece algo irreal, asi que sugirié revisar la forma
en que estabamos escribiendo los datos en el archivo ARFF porque estabamos
manejando todas las variables como clases, asi que cambiamos la forma en la
que el prototipo escribe el archivo para estas técnicas, ahora las variables
independientes se manejan como numéricas Yy las técnicas crean

automaticamente intervalos de clasificacion.

Resultados J48
Al correr el algoritmo no se ve una clasificacion ya que el arbol tiene un solo nodo,
sin embargo vemos que de 202 instancias 49 fueron clasificadas incorrectamente

lo que nos indica un 24.25% de error en la clasificacion.

El indice Kappa que es la medida de concordancia entre clasificaciones fue de

0.57 lo que significa que hay una concordancia moderada.

Este comportamiento persiste al correr la técnica con la opcion de despliegue

binario.

Tabla del coeficiente Kappa

Kappa grado de acuerdo

< 0,00 sin acuerdo
>0,00 - 0,20 insignificante
0,21 -0,40 discreto
>0,41 - 0,60 moderado
0,61 -0,80 sustancial
0,81 -1,00 casi perfecto
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J48 pruned tree

Penet-carga <= 38.9: Bajo (91.0/11.0)
Penet-carga > 38.9: Alto (111.0/36.0)

Number of Leaves : 2
Size of the tree : 3
=== Summary ===

Correctly Classified Instances
Incorrectly Classified Instances
Kappa statistic

Mean absolute error

Root mean squared error

Relative absolute error

Root relative squared error
Total Number of Instances

=== Confusion Matrix ===

a b c <-- classified as
73 6 0 | a = Alto
16 80 0 | b = Bajo
207 0 | ¢ = Medio

4.4.5 Pruebas de parametros técnicas de clasificacion

Al investigar un poco mas acerca del por qué no se tienen en cuenta los errores en
el sumario de las técnicas de clasificacion encontramos que las férmulas de error

implementadas en el WEKA no son relevantes puesto que tienen una tendencia

153
49

202

.5746
.2507
.3582
62.
79.

1983
8557

alta a disparar el error con una o dos observaciones que sean dudosas.

La técnica de arboles de decision es una técnica que se encuentra sujeta a varios

parametros que controlan su tamano y precision en el momento de la poda.

A continuacién haremos una descripcidon de los resultados encontrados al hacer

las diferentes pruebas cambiando los parametros. Para estas pruebas se utilizaron

todas las caracteristicas de carga y dos condiciones operacionales.
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4.4.5.1 Pruebas cambiando el nimero minimo de instancias por hoja

En la tabla y graficas a continuaciéon vemos lo que pasa cuando aumentamos el
minimo de instancias que deben cumplir una regla para que exista una hoja, como
era de esperarse al ser mas exigentes con las reglas generadas por el algoritmo,
aumentaron las instancias incorrectas y las hojas junto con el tamano del arbol
disminuyeron.

instancias por hoja instancias incorrectas Hojas Tamaio

0 24 13 25
2 25 13 25
4 27 12 23
8 35 6 11
16 39 4 7
32 47 2 3
64 47 2 3
128 106 1 1
120
100 ¥l

80

60

0 20 40 60 80 100 120 140

Grafico instancias por hoja vs. instancias incorrectas
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4.4.5.2 Pruebas cambiando el factor de confianza

En la tabla y graficas a continuaciéon vemos lo que pasa cuando aumentamos el
factor de confianza, el cual es un valor de comparacion entre la ganancia de las
diferentes ramas, para que en el momento de la poda sean eliminadas las ramas
menos significativas. Al aumentar el factor de confianza estamos permitiendo que
mas ramas permanezcan luego de la poda, lo que hace que las reglas sean

menos estrictas y se reduzcan las instancias mal clasificadas.

Factor de confianza instancias incorrectas Hojas Tamafo

0.01 47 2 3
0.05 26 11 21
0.15 26 11 21
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4.4.5.3 Pruebas cambiando el nimero de grupos

En la tabla y graficas a continuacién vemos lo que pasa cuando aumentamos el
numero de grupos, que es el parametro asociado con la opcion de reducir error de
poda, y lo que hace es dividir el numero de instancias en el numero de grupos, y a
cada uno de esos grupos aplicarles el algoritmo clasificador, para al final comparar
cuales reglas deben o no aparecer en el arbol, este parametro describe en las
graficas un comportamiento ondulatorio el cual creemos que se debe a valores

dispersos entre las instancias de los diferentes grupos.

Numero de grupos instancias incorrectas Hojas Tamaio

0 25 13 25
2 37 6 11
3 35 6 11
4 35 11 21
5 35 7 13
6 39 4 7
7 46 5 9
8 34 10 19
9 36 6 11
10 31 11 21
11 35 7 13
12 35 7 13
13 30 10 19
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4.4.5.4 Arbol utilizando los parametros por defecto

J48 pruned tree

Penet-carga <= 38.9: Bajo (91.0/11.0)
Penet-carga > 38.9

| Trect <= 100: Alto (33.0/1.0)

| Trect > 100

| | S/C <= 6.5
| | | S/C <=5

| | | Trect <= 115
| | | | SatCarga <= 18.2

| | | | | N2b-carga <= 0.187: Bajo (5.0/1.0)
| | | | | N2b-carga > 0.187: Alto (7.0/3.0)

| | | | SatCarga > 18.2: Medio (2.0)

| | | Trect > 115

| | | | Penet-carga <= 82.9: Bajo (5.0)

| | | | Penet-carga > 82.9: Medio (5.0/1.0)

| | S/C

| | |

| | |

| | |

| | |

| | |

| | |

| | |

| | |

| | >

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
S

> 5

S-carga <= 2.2

| Trect <= 115

| | CCR-carga <= 17.51: Alto (11.0/1.0)

| | CCR-carga > 17.51: Medio (5.0/2.0)

| Trect > 115

| | Ni-carga <= 103.43: Alto (4.0/1.0)

| | Ni-carga > 103.43: Medio (5.0)

S-carga > 2.2: Bajo (4.0/2.0)

/C 6.5: Alto (25.0/2.0)

Number of Leaves : 13
Size of the tree : 25
=== Summary ===
Correctly Classified Instances 177 87.6238 %
Incorrectly Classified Instances 25 12.3762 %
Kappa statistic 0.7891

4.4.5.5 Arbol utilizando el parametro del método de Laplace

Los cambios en los resultados se vieron en el aumento del error relativo y demas

indicadores no relevantes en estas técnicas.
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J48 pruned tree

Penet-carga <= 38.9: Bajo (91.0/11.0)
Penet-carga > 38.9

| Trect <= 100: Alto (33.0/1.0)
| Trect > 100

| | S/C <= 6.5

| | | S/C <=5

| | | Trect <= 115
| | | | SatCarga <= 18.2

| | | | | N2b-carga <= 0.187: Bajo (5.0/1.0)
| | | | | N2b-carga > 0.187: Alto (7.0/3.0)

| | | | SatCarga > 18.2: Medio (2.0)

| | | Trect > 115

| | | | Penet-carga <= 82.9: Bajo (5.0)

| | | | Penet-carga > 82.9: Medio (5.0/1.0)

| | S/C

| | |

| | |

| | |

| | |

| | |

| | |

| | |

| | |

| | >

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
S

> 5

S-carga <= 2.2

| Trect <= 115

| | CCR-carga <= 17.51: Alto (11.0/1.0)

| | CCR-carga > 17.51: Medio (5.0/2.0)

| Trect > 115

| | Ni-carga <= 103.43: Alto (4.0/1.0)

| | Ni-carga > 103.43: Medio (5.0)

S-carga > 2.2: Bajo (4.0/2.0)

/C 6.5: Alto (25.0/2.0)

Number of Leaves : 13
Size of the tree : 25
=== Summary ===
Correctly Classified Instances 177 87.6238 %
Incorrectly Classified Instances 25 12.3762 %

4.4.5.6 Arbol utilizando el parametro para impedir el crecimiento de
subarboles

No se observaron cambios por lo que se presume que no hay existencia de
subarboles.

J48 pruned tree

Penet-carga <= 38.9: Bajo (91.0/11.0)
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Penet-carga > 38.9
| Trect <= 100: Alto (33.0/1.0)
| Trect > 100

| | S/C <= 6.5

| | | S/C <=5

| | | Trect <= 115
| | | | SatCarga <= 18.2

| | | | | N2b-carga <= 0.187: Bajo (5.0/1.0)
| | | | | N2b-carga > 0.187: Alto (7.0/3.0)
| | | | SatCarga > 18.2: Medio (2.0)

| | | Trect > 115

| | | | Penet-carga <= 82.9: Bajo (5.0)

| | | | Penet-carga > 82.9: Medio (5.0/1.0)

| | S

| | |

| | |

| | |

| | |

| | |

| | |

| | |

| | |

| | >

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
S

/C > 5

S-carga <= 2.2

| Trect <= 115

| | CCR-carga <= 17.51: Alto (11.0/1.0)

| | CCR-carga > 17.51: Medio (5.0/2.0)

| Trect > 115

| | Ni-carga <= 103.43: Alto (4.0/1.0)

| | Ni-carga > 103.43: Medio (5.0)

S-carga > 2.2: Bajo (4.0/2.0)

/C 6.5: Alto (25.0/2.0)

Number of Leaves : 13
Size of the tree : 25
=== Summary ===
Correctly Classified Instances 177 87.6238 %
Incorrectly Classified Instances 25 12.3762 %

4.4.5.7 Arbol sin podar

Es un arbol mas grande, que no esta sujeto a restricciones de poda pero si al

parametro de numero minimo de instancias por hoja.

J48 unpruned tree

Penet-carga <= 38.9

| Trect <= 100

| | V-carga <= 235.38

| | | S/C <= 5: Bajo (4.0/2.0)
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| | | S/C > 5: Alto (8.0/4.0)
| | V-carga > 235.38: Bajo (9.0)
| Trect > 100: Bajo (70.0/4.0)
Penet-carga > 38.9

| Trect <= 100: Alto (33.0/1.0)

| Trect > 100

| | S/C <= 6.5

| | S/C <=5

| | Trect <= 115

| | | SatCarga <= 18.2

| | | | N2b-carga <= 0.187: Bajo (5.0/1.0)
| | | | N2b-carga > 0.187: Alto (7.0/3.0)
| | | SatCarga > 18.2: Medio (2.0)

| | Trect > 115

| | | Penet-carga <= 82.9: Bajo (5.0)

| | | Penet-carga > 82.9: Medio (5.0/1.0)

| S/C
| |

| |

| |

| |

| |

| |

| |

| |

| >

|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
|
S

> 5

S-carga <= 2.2

| Trect <= 115

| | CCR-carga <= 17.51: Alto (11.0/1.0)

| | CCR-carga > 17.51: Medio (5.0/2.0)

| Trect > 115

| | Ni-carga <= 103.43: Alto (4.0/1.0)

| | Ni-carga > 103.43: Medio (5.0)

S-carga > 2.2: Bajo (4.0/2.0)

/C 6.5: Alto (25.0/2.0)

Number of Leaves : 16
Size of the tree : 31
=== Summary ===
Correctly Classified Instances 178 88.1188 %
Incorrectly Classified Instances 24 11.8812 %
Kappa statistic 0.7987

4.4.5.8 Reglas utilizando el 80% de la poblacién

En esta prueba tomamos el 80% de la poblacién de manera aleatoria, puesto que

si se genera el arbol con todas las observaciones quedaria sobre entrenado.

J48 pruned tree

Penetcarga <= 39: Bajo (75.0/9.0)
Penetcarga > 39
| Trect <= 100: Alto (31.0)
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Trect > 100

SC <= 6.5

| N2b scarga <= 0.15: Alto (2.0)

N2b scarga > 0.15

| N2b scarga <= 0.2

| SC <=5

| | N2b scarga <= 0.18: Bajo (10.0/3.0)
| | N2b scarga > 0.18

| | | Dcarga <= 1.01: Medio (7.0/3.0)
| | | Dcarga > 1.01: Alto (2.0/1.0)

| SC > 5

| | Penetcarga <= 56: Bajo (4.0/2.0)

| | Penetcarga > 56

| | | V50carga <= 44.37: Medio (6.0)
| | | V50carga > 44.37: Alto (9.0/3.0)
N

|
|
|
|
|
|
|
|
|
|
| 2b scarga > 0.2: Alto (4.0/1.0)

|
|
|
|
|
|
|
|
|
|
|
|
|
S

C > 6.5: Alto (21.0/1.0)
Number of Leaves : 11
Size of the tree : 21
=== Summary ===
Correctly Classified Instances 148 86.5497 %
Incorrectly Classified Instances 23 13.4503 %
Kappa statistic 0.7709

4.4.5.9 Prueba de las reglas utilizando el 20% de la poblacién

En esta prueba tomamos las reglas generadas con el 80% de la poblacion, las

introducimos en un “Si” y los resultados fueron los siguientes.

Rendimiento de reglas categ-RendDMO

Alto Alto
Alto Alto
Alto Alto
Alto Alto
Medio Medio
Bajo Bajo
Bajo Bajo
Alto Alto
Medio Medio
Alto Alto
Medio Alto
Medio Bajo
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Medio Medio

Alto Alto
Alto Alto
Alto Alto
Alto Alto
Alto Medio
Alto Alto
Alto Alto
Alto Alto
Alto Alto
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Bajo
Bajo Medio
Bajo Alto
Bajo Medio
Bajo Bajo
Medio Alto
Bajo Bajo
Bajo Bajo
Alto Medio
Bajo Bajo
Bajo Bajo
Alto Bajo
Bajo Bajo
Alto Medio
Alto Alto
Alto Bajo
Bajo Bajo
Bajo Bajo

De 49 observaciones 11 fueron diferentes a los valores medidos, aunque se cree

que estas pocas instancias pueden tener problemas de medicién.
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4.5 INTERPRETACION DE LA TECNICA REDES BAYESIANAS

Las redes Bayesianas son una representaciéon de un razonamiento probabilistico a

partir de un conjunto de observaciones de diferentes variables.

Donde los nodos son las variables y los arcos representan la cardinalidad de las

relaciones entre las variables.
Para este caso de estudio nos interesa ver como se relacionan las caracteristicas
de la carga, que son nuestras variables independientes con el rendimiento en el

DMO que es nuestra variable clase.

Parametros de la prueba:

Clase:

Rendv-DMO

Atributos:
D-carga PIE-carga S-carga
CCR-carga N2 b s-carga T10-carga
Ni-carga Sat. Carga T30-carga
V-carga Arom. Carga T50-carga
V50-carga Res. Carga BCMI-carga
CarAro-carga Asf. Carga
Penet-carga F.E-carga

Algoritmo:

BayesNet

Al correr el algoritmo obtuvimos la estructura de la red, que representa las

relaciones entre las variables incluida la clase.
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Network structure (nodes followed by parents)

D-carga (25) : Rendv_DMO
CCR-carga (30) : Rendv_DMO
Ni-carga_ (32): Rendv_DMO
V-carga (32): Rendv_DMO
V50-carga(33) : Rendv DMO
CarAro-carga(32) : Rendv_DMO
Penet-carga(33) : Rendv_DMO
PIE [SF]-carga(29): Rendv_DMO
N2 b s-carga_ (26): Rendv DMO
Sat. Carga_ (28): Rendv_ DMO
Arom. Carga (29): Rendv_DMO_
Res. Carga_ (29): Rendv_ DMO_
Asf. Carga (28): Rendv_DMO
F.E-carga(32): Rendv_DMO
S-carga_(28): Rendv_DMO

T10 [SC]l-carga(31): Rendv_DMO
T30 [SC]l-carga(31): Rendv_DMO
T50 [SC]l-carga(29): Rendv_DMO
BCMI-carga (32): Rendv_ DMO
Rendv_DMO (202) :

La forma en que se lee cada renglon de la estructura es:
1. Variable al final del arco.
2. Valor de dependencia (Instancias en la que existe la relacion).

3. Padre o variable antes del arco.

En este caso de estudio no se presentaron relaciones entre las variables
independientes (caracteristicas de la carga). Solo se obtuvieron las relaciones

entre la variable dependiente y las demas.

Obteniendo el siguiente orden de relacion entre las caracteristicas de la carga y la
clase (Rendv DMO)

Variable Valor de la relacion (Instancias)
V50-carga 33
Penet-carga 33
Ni-carga 32
V-carga 32
CarAro-carga 32
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F.E-carga 32

BCMI-carga 32
T10 [§C]-carga 31
T30 [§C]-carga 31
CCR-carga 30
PIE [§F]-carga 29
Arom. Carga 29
Res. Carga 29
T50 [§C]-carga 29
Sat. Carga 28
Asf. Carga 28
S-carga 28
N2 b s-carga 26
D-carga 25

Pero aunque obtuvimos una representaciéon de las relaciones de las variables
independientes con la clase, no es un modelo confiable por que de 202 instancias
solo se asignaron correctamente 35 instancias y el indice kappa que es una
medida de concordancia entre clasificaciones cuyo valor deberia ser de uno en el
caso optimo; es de solo 0.1688 en esta prueba lo que indica un grado

insignificante de concordancia entre las clasificaciones.

=== Summary ===

Correctly Classified Instances 35 17.3267 %
Incorrectly Classified Instances 167 82.6733 %
Kappa statistic 0.1688

Mean absolute error 0.0083

Root mean squared error 0.067

Relative absolute error 84.0037 %

Root relative squared error 95.5015 %

Total Number of Instances 202

Kappa grado de acuerdo

< 0,00 sin acuerdo
>0,00 - 0,20 insignificante
0,21 -0,40 discreto
>0,41 - 0,60 moderado
0,61 -0,80 sustancial
0,81 -1,00 casi perfecto
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En cuanto a la matriz de confusion, esta nos sirve para corroborar la clasificacion,
en un caso ideal debe describir una diagonal con las veces que se clasifico
determinado valor de la clase. Pero para este caso la matriz es diferente, con

valores de 1 por todas partes.

Volvimos a probar el algoritmo aplicando los diferentes métodos implementados y
lo Uunico que conseguimos fue variaciones poco significativas, en algunos casos
los algoritmos tardaron demasiado tiempo lo que corrobora que estas técnicas

tienen un costo computacional alto.

4.5.1 Pruebas adicionales algoritmo BayesNet

Las pruebas a continuacion se hicieron tomando diferentes tamafos de muestra

buscando un mejor resultado en la clasificacion que realizan estos algoritmos.

4.5.1.1 Pruebas con un tamaio de muestra igual al 80% de la poblacién con

el algoritmo BayesNet

Bayes Network Classifier

not using ADTree

#attributes=20 #classindex=19
Network structure (nodes followed by parents)
Dcarga (7) : RendvDMO

CCRcarga (28) : RendvDMO

Nicarga (30) : RendvDMO

Vcarga (30) : RendvDMO

V50carga (30) : RendvDMO
CarArocarga (30) : RendvDMO
Penetcarga (31) : RendvDMO
PIEGFcarga (27) : RendvDMO
N2byscarga (8) : RendvDMO

Sat.Carga (27) : RendvDMO
Arom.Carga (28) : RendvDMO
Res.Carga (27) : RendvDMO
Asf.Carga (26) : RendvDMO
F.Ecarga(16) : RendvDMO

Scarga (25) : RendvDMO
T106Ccarga (29) : RendvDMO
T306Ccarga (29) : RendvDMO
T506Ccarga (27) : RendvDMO
BCMIcarga (30) : RendvDMO

RendvDMO (170) :

LogScore Bayes: -11497.315880345095
LogScore BDeu: 157934.19952861997
LogScore MDL: -350132.69452009926
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LogScore ENTROPY: -145346.57394543555
LogScore AIC: -224735.573945426

=== Summary ===

Correctly Classified Instances 32 18.3908 %
Incorrectly Classified Instances 142 81.6092 %
Kappa statistic 0.1785

Mean absolute error 0.0097

Root mean squared error 0.0695

Relative absolute error 82.8192 %

Root relative squared error 90.9168 %

Total Number of Instances 174

4.5.1.2 Pruebas con un tamaino de muestra igual al 50% de la poblaciéon con

el algoritmo BayesNet

Bayes Network Classifier

not using ADTree

#attributes=20 #classindex=19
Network structure (nodes followed by parents)
Dcarga (6) : RendvDMO

CCRcarga (25) : RendvDMO

Nicarga (27): RendvDMO

Vcarga (27) : RendvDMO

V50carga (27) : RendvDMO
CarArocarga (27) : RendvDMO
Penetcarga (27) : RendvDMO
PIEGFcarga (24) : RendvDMO
N2b¥yscarga (7) : RendvDMO

Sat.Carga (25) : RendvDMO
Arom.Carga (25) : RendvDMO
Res.Carga (24) : RendvDMO
Asf.Carga(24): RendvDMO
F.Ecarga(16): RendvDMO

Scarga (22) : RendvDMO
T106Ccarga (26) : RendvDMO
T306Ccarga (26) : RendvDMO
T506Ccarga (24) : RendvDMO

BCMIcarga (27) : RendvDMO

RendvDMO (103) :

LogScore Bayes: -6670.728576954908
LogScore BDeu: 83147.08995446956
LogScore MDL: -177244.40239227095
LogScore ENTROPY: -77060.92491460372
LogScore AIC: -120113.9249146067

=== Summary ===

Correctly Classified Instances 28 26.6667 %
Incorrectly Classified Instances 77 73.3333 %
Kappa statistic 0.2596

Mean absolute error 0.0143

Root mean squared error 0.0846

Relative absolute error 74.5399 %

Root relative squared error 86.2369 %

Total Number of Instances 105
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4.5.1.3 Pruebas con un tamaino de muestra igual al 10% de la poblaciéon con

el algoritmo BayesNet

Bayes Network Classifier

not using ADTree

#attributes=20 #classindex=19
Network structure (nodes followed by parents)
Dcarga (5) : RendvDMO

CCRcarga (16) : RendvDMO

Nicarga (16) : RendvDMO

Vcarga (16) : RendvDMO

V50carga (16) : RendvDMO
CarArocarga (16) : RendvDMO
Penetcarga (16) : RendvDMO
PIEGFcarga (14) : RendvDMO
N2b¥yscarga (6) : RendvDMO

Sat.Carga (15) : RendvDMO
Arom.Carga (16) : RendvDMO
Res.Carga(15) : RendvDMO
Asf.Carga(15) : RendvDMO
F.Ecarga(1l1l): RendvDMO

Scarga (15) : RendvDMO
T106Ccarga (15) : RendvDMO
T306Ccarga (15) : RendvDMO
T506Ccarga (15) : RendvDMO

BCMIcarga (16): RendvDMO
RendvDMO (29) :

LogScore Bayes: -1553.5692008624694
LogScore BDeu: 12040.32034114269
LogScore MDL: -23981.328329402455
LogScore ENTROPY: -11727.738804081602
LogScore AIC: -19005.738804081695

=== Summary ===

Correctly Classified Instances 16 55.1724 %
Incorrectly Classified Instances 13 44.8276 %
Kappa statistic 0.5357

Mean absolute error 0.0309

Root mean squared error 0.1243

Relative absolute error 46.4286 %

Root relative squared error 68.1385 %

Total Number of Instances 29

4.5.1.4 Pruebas con un tamaino de muestra igual al 5% de la poblacion con el

algoritmo BayesNet

Bayes Network Classifier

not using ADTree
#attributes=20 #classindex=19
Network structure (nodes followed by parents)
Dcarga (5) : RendvDMO
CCRcarga (8) : RendvDMO
Nicarga (8) : RendvDMO
Vcarga (8) : RendvDMO
V50carga (8) : RendvDMO
CarArocarga (8) : RendvDMO
Penetcarga (8) : RendvDMO
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PIEGFcarga (7) : RendvDMO
N2b¥yscarga (5) : RendvDMO
Sat.Carga (8) : RendvDMO
Arom.Carga (8) : RendvDMO
Res.Carga (8) : RendvDMO
Asf.Carga(7): RendvDMO
F.Ecarga(7) : RendvDMO

Scarga (8) : RendvDMO

T106Ccarga (8) : RendvDMO
T306Ccarga (8) : RendvDMO
T506Ccarga (8) : RendvDMO
BCMIcarga (8) : RendvDMO
RendvDMO (16) :

LogScore Bayes: -664.8724747844852
LogScore BDeu: 2532.257683488181
LogScore MDL: -5608.215103131929
LogScore ENTROPY: -2837.0126752532615
LogScore AIC: -4836.012675253266

=== Summary ===

Correctly Classified Instances 8 50 %
Incorrectly Classified Instances 8 50 %
Kappa statistic 0.4667

Mean absolute error 0.0625

Root mean squared error 0.1768

Relative absolute error 53.3333 %

Root relative squared error 73.0297 %

Total Number of Instances 16

=== Confusion Matrix ===

abcdefghijklmnop <-- classified as
10000000000000O0O0 1] a=257.14
10000000000000O0O0 | b=257.00
001000000000O0O0O0GO | c=51.87
000100000000O0O0O0O0 | d=262.10
00001000000O0O0O0O0O | e=42.38
00000100000O0O0OO0GO | £ =48.58
0000001000000O0O0O0 | g=57.52
0000000100000O0O0O | h=53.10
0000000100000O0O0O0 | i=56.26
10000000000000O0O0 1| j=252.22
100000000000O0O0O0O0 | k=57.33
1000000000000O0O0O | 1=50.11
10000000000000O0O0 | m=51.26
0000000000O0O0O01O00O0 1| n=54.62
0000000000O0O0O01O0GO0/1] o=51.40
0000000000O0O0O01O0GO0/1| p=53.64

4.5.2 Interpretacién 14 de octubre de 2005 algoritmo BayesNet
En el dia de ayer el usuario accedioé a las sugerencias de reducir las clases por

medio de una nueva categorizacion a través de intervalos, los intervalos

entregados por el usuario para la variable rendimiento en el DMO, fueron:
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Al correr el algoritmo obtuvimos la estructura de la red, que representa las

Bajo: < 50%
Medio 50 -53 %
Alto: >53%

Tabla del coeficiente Kappa

Kappa grado de acuerdo

< 0,00 sin acuerdo
>0,00 - 0,20 insignificante
0,21 -0,40 discreto
>0,41 - 0,60 moderado
0,61 -0,80 sustancial
0,81 -1,00 casi perfecto

Resultados BayesNet

relaciones entre las variables incluida la clase.

Al igual que en otras ocasiones, no se encontraron relaciones entre las variables
independientes, aunque si hubo una mejoria en cuanto al error ya que de 202
instancias se clasificaron mal 48 los que nos representa un error del 23.7%, en

cuanto al indice Kappa obtuvimos un valor de 0.59 lo que significa que existe una

concordancia entre clasificaciones moderada.

Bayes Network Cla
not using ADTree

fattributes=20 #c
Network structure

D-carga (25) :
CCR-carga (30) :
Ni-carga (32):
V-carga (32): Cat
V50-carga(33): Ca
CarAro-carga (32) :
Penet-carga (33) :

PIE [OF]-carga (29

Ca
Ca

N2 bys-carga (26):

Sat. Carga_ (28):
Arom. Carga (29):
Res. Carga_ (29):
Asf. Carga_ (28):
F.E-carga(32): Ca
S-carga_(28): Cat
T10 [6C]-carga (31

ssifier

lassindex=19
(nodes followed by parents)

CatRendDMO

tRendDMO
tRendDMO
RendDMO
tRendDMO
CatRendDMO
CatRendDMO

) : CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO
tRendDMO
RendDMO

) : CatRendDMO
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T30 [dC]-carga(31): CatRendDMO
T50 [0C]-carga(29): CatRendDMO
BCMI-carga (32) : CatRendDMO
CatRendDMO (3) :

LogScore Bayes: -12073.955643047595
LogScore BDeu: -8472.324346188689
LogScore MDL: -18337.380421718964
LogScore ENTROPY: -13952.751303665566
LogScore AIC: -15604.751303665566

=== Summary ===

Correctly Classified Instances 154 76.2376 %
Incorrectly Classified Instances 48 23.7624 %
Kappa statistic 0.5938

Mean absolute error 0.1678

Root mean squared error 0.3808

Relative absolute error 41.6635 %

Root relative squared error 84.9227 %

Total Number of Instances 202

=== Confusion Matrix ===

a b c¢ <-- classified as
70 4 5 | a = Alto
14 80 2 | Db = Bajo
1l 7 4 | c = Medio

Recordamos que la forma en que se lee cada renglén de la estructura de
clasificacion es:

1. Variable al final del arco.

2. Valor de dependencia (Instancias en la que existe la relacién).

3. Padre o variable antes del arco.

Teniendo en cuenta la clasificacién presentamos a continuacion el orden de las
variables independientes de acuerdo al grado de relacién que tienen con el
rendimiento en el DMO, aunque debemos advertir que es el mismo orden

encontrado en las corridas anteriores.
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Variable Valor de la relacion (Instancias)

V50-carga 33
Penet-carga 33
Ni-carga 32
V-carga 32
CarAro-carga 32
F.E-carga 32
BCMI-carga 32
T10 [§C]-carga 31
T30 [§C]-carga 31
CCR-carga 30
PIE [§F]-carga 29
Arom. Carga 29
Res. Carga 29
T50 [§C]-carga 29
Sat. Carga 28
Asf. Carga 28
S-carga 28
N2 b s-carga 26
D-carga 25

4.5.3 Informe de pruebas del algoritmo BayesNet utilizando diferentes

tamanos de muestra y los nuevos valores de clasificacion del rendimiento

Los resultados que presentamos a continuacion fueron obtenidos con el 80%,

50%, 10% y 5% de las observaciones de la poblacion.

Estos grupos de observaciones fueron obtenidos de manera aleatoria, con la
ayuda del SPSS.

4.5.3.1 Resultados BayesNet con un tamafio de muestra correspondiente al

80% de la poblaciéon

Bayes Network Classifier

not using ADTree

#attributes=20 #classindex=19

Network structure (nodes followed by parents)
Dcarga (7) : CatRendDMO
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CCRcarga (28): C
Nicarga (30): Ca
Vcarga (28) : Cat
V50carga (30): C

atRendDMO
tRendDMO
RendDMO
atRendDMO

CarArocarga (30) : CatRendDMO
Penetcarga (25) : CatRendDMO
PIESFcarga (27) : CatRendDMO
N2b scarga(8): CatRendDMO
Sat.Carga(27) : CatRendDMO
Arom.Carga (28) : CatRendDMO
Res.Carga (13): CatRendDMO
Asf.Carga(26): CatRendDMO
F.Ecarga(l16): CatRendDMO
Scarga (25) : CatRendDMO
T10§Ccarga (29): CatRendDMO
T30SCcarga (29) : CatRendDMO
T508Ccarga (27) : CatRendDMO
BCMIcarga (30): CatRendDMO

CatRendDMO (3) :

LogScore Bayes: -9603.566420132933

LogScore BDeu: -6783.223020190434

LogScore MDL: -14435.72028899598

LogScore ENTROPY: -10994.63040441989

LogScore AIC: -12328.63040441989

=== Summary ===

Correctly Classified Instances 132 75.8621 %
Incorrectly Classified Instances 42 24.1379 %
Kappa statistic 0.5925

Mean absolute error 0.177

Root mean squared error 0.3836

Relative absolute error 43.5713 %

Root relative squared error 85.1915 %

Total Number of Instances 174

Confusion Matrix

a b c¢ <-- classified as
6l 4 6 | a = Alto
11 66 2 | Db = Bajo
14 5 5 | c = Medio

4.5.3.2 Resultados BayesNet con un tamafio de muestra correspondiente al

50% de la poblaciéon

Bayes Network Classifier

not using ADTree

#attributes=20 #classindex=19

Network structure (nodes followed by parents)
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Dcarga (6) : CatRendDMO
CCRcarga (25) : CatRendDMO
Nicarga (27) : CatRendDMO
Vcarga (25) : CatRendDMO
V50carga (27) : CatRendDMO
CarArocarga (27): CatRendDMO
Penetcarga (23) : CatRendDMO
PIESFcarga (24) : CatRendDMO
N2b scarga(7): CatRendDMO
Sat.Carga (25) : CatRendDMO
Arom.Carga (25) : CatRendDMO
Res.Carga(1l2): CatRendDMO
Asf.Carga(24): CatRendDMO
F.Ecarga(l16): CatRendDMO
Scarga (22): CatRendDMO

T10§Ccarga (26) : CatRendDMO
T30SCcarga (26) : CatRendDMO
T50§Ccarga (24) : CatRendDMO
BCMIcarga (27): CatRendDMO

CatRendDMO (3) :

LogScore Bayes: -5781.646967395637
LogScore BDeu: -3301.6591944737024
LogScore MDL: -9910.175189050886
LogScore ENTROPY: -7120.125959131448
LogScore AIC: -8319.125959131448

=== Summary ===

Correctly Classified Instances 81 77.1429 %
Incorrectly Classified Instances 24 22.8571 %
Kappa statistic 0.63

Mean absolute error 0.1526

Root mean squared error 0.3895

Relative absolute error 37.6964 %

Root relative squared error 86.6908 %

Total Number of Instances 105

Confusion Matrix ===

a b ¢ <-- classified as
39 1 8 | a = Alto

6 34 3 | Db = Bajo

5 1 8 | c = Medio

4.5.3.3 Resultados BayesNet con un tamano de muestra correspondiente al
10% de la poblaciéon

Bayes Network Classifier
not using ADTree
fattributes=20 #classindex=19
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Network structu
Dcarga (5) :
CCRcarga (l6): C
Nicarga (16): Ca
Vcarga (16) : Cat
V50carga(l6): C

CarArocarga (16) :

Penetcarga (1l5) :
PIESFcarga(l4) :
N2b scarga(6) :
Sat.Carga(1l5) :
Arom.Carga (16) :
Res.Carga (10):
Asf.Carga(l)):

F.Ecarga(ll): C

Scarga(1l5): Cat

T10§Ccarga (15) :

T30§Ccarga (15) :

T508§Ccarga (15) :
)

BCMIcarga (16

re (nodes followed by parents)

CatRendDMO

atRendDMO
tRendDMO
RendDMO
atRendDMO

CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO
atRendDMO
RendDMO
CatRendDMO
CatRendDMO
CatRendDMO
CatRendDMO

CatRendDMO

CatRendDMO (3) :

LogScore Bayes: -1497.392186621726
LogScore BDeu: -134.42191480810212
LogScore MDL: -3526.581141286639
LogScore ENTROPY: -2290.7835716816044
LogScore AIC: -3024.7835716816035

=== Summary ===

Correctly Classified Instances 22
Incorrectly Classified Instances 7

Kappa statistic 0.6163
Mean absolute error 0.1l61
Root mean squared error 0.4008
Relative absolute error 39.0513 %
Root relative squared error 88.5955 %
Total Number of Instances 29

=== Confusion Matrix ===

a b ¢ <-- classified as
6 2 0| a = Bajo

011 4 | Db = Alto

0 1 5 | ¢ = Medio
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4.5.3.4 Resultados BayesNet con un tamano de muestra correspondiente al

5% de la poblacién

Bayes Network Classifier

not using ADTree

#attributes=20 #classindex=19

Network structure (nodes followed by parents)
Dcarga (5) : CatRendDMO

CCRcarga (8) : CatRendDMO

Nicarga (8) : CatRendDMO

Vcarga (8) : CatRendDMO

V50carga (8) : CatRendDMO

CarArocarga (8) : CatRendDMO
Penetcarga (8) : CatRendDMO
PIESFcarga (7) : CatRendDMO
N2b scarga(5): CatRendDMO
Sat.Carga(8): CatRendDMO
Arom.Carga (8) : CatRendDMO
Res.Carga(7) : CatRendDMO
Asf.Carga(7): CatRendDMO
F.Ecarga(7): CatRendDMO
Scarga (8) : CatRendDMO
T10§Ccarga (8) : CatRendDMO
T308Ccarga (8) : CatRendDMO

T508Ccarga (8) : CatRendDMO

BCMIcarga (8): CatRendDMO
CatRendDMO (3) :

LogScore Bayes: -627.1568234447049
LogScore BDeu: -36.29610265494984
LogScore MDL: -1447.7943719360696
LogScore ENTROPY: -933.4791639605903
LogScore AIC: -1304.4791639605905

=== Summary ===

Correctly Classified Instances 12 75 %
Incorrectly Classified Instances 4 25 %
Kappa statistic 0.5844

Mean absolute error 0.169

Root mean squared error 0.4025

Relative absolute error 43.3035 %

Root relative squared error 92.1278 %

Total Number of Instances 16

=== Confusion Matrix ===

abc <-- classified as
6 30 | a = Alto
1 40 | b= Medio
0 02 | ¢ = Bajo
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4.5.4 Interpretacién 9 de noviembre de 2005 algoritmo BayesNet

En el dia de ayer el profesor Juan Carlos Garcia dio su opinion respecto a los
resultados de las técnicas de clasificacion y dijo que en los arboles de decision
una condicion igual o diferente parece algo irreal, asi que sugirié revisar la forma
en que estabamos escribiendo los datos en el archivo ARFF, porque estabamos
manejando todas las variables como clases, asi que cambiamos la forma en la
que el prototipo escribe el archivo para estas técnicas, ahora las variables
independientes se manejan como numéricas Yy las técnicas crean

automaticamente intervalos de clasificacion.

Tabla del coeficiente Kappa

Kappa grado de acuerdo

< 0,00 sin acuerdo
>0,00 - 0,20 insignificante
0,21 -0,40 discreto
>0,41 - 0,60 moderado
0,61 -0,80 sustancial
0,81 -1,00 casi perfecto

Resultados BayesNet
Al correr el algoritmo obtuvimos la estructura de la red, que representa las

relaciones entre las variables incluida la clase.

Al igual que en otras ocasiones, no se encontraron relaciones entre las variables
independientes, se nota una reduccién drastica en las cardinalidades, puesto que
de valores cercanos a 30 pasamos a hablar de cardinalidades menores a 5. Sin
embargo seguimos con un margen de error del 27.2% en la clasificacion de las

instancias y un indice Kappa moderado.

Bayes Network Classifier
Network structure (nodes followed by parents)

D-carga (2) : CatRendDMO
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CCR-carga (2) : CatRendDMO
Ni-carga (3): CatRendDMO
V-carga_ (2): CatRendDMO
V50-carga (3) : CatRendDMO
CarAro-carga (2) : CatRendDMO
Penet-carga (2) : CatRendDMO
PIE [OF]-carga(2): CatRendDMO
N2 bys-carga_ (3): CatRendDMO
Sat. Carga_ (2): CatRendDMO

Arom. Carga (1): CatRendDMO
Res. Carga (1): CatRendDMO
Asf. Carga (3): CatRendDMO

F.E-carga(3): CatRendDMO
S-carga_(2): CatRendDMO

T10 [6C]-carga(2): CatRendDMO
T30 [6C]-carga(2): CatRendDMO
T50 [6C]-carga(2): CatRendDMO
BCMI-carga(2): CatRendDMO
CatRendDMO (3) :

=== Summary ===

Correctly Classified Instances 147 72.7723 %
Incorrectly Classified Instances 55 27.2277 %
Kappa statistic 0.5406

Mean absolute error 0.1841

Root mean squared error 0.3959

Relative absolute error 45.6831 %

Root relative squared error 88.256 %

Total Number of Instances 202

=== Confusion Matrix ===

a b c¢ <-- classified as
65 4 10 | a = Alto
11 80 5 | b = Bajo
18 7 2 | c = Medio

Con estos resultados obtenemos este orden de las variables mas relacionadas

con el Rendimiento en el DMO.

Variable Valor de la relacion
(Cardinalidad)
Ni-carga 3
V50-carga 3
N2 b-carga 3
Asf-carga 3
F.E-carga 3
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D-carga
CCR-carga
V-carga
CarAro-carga
Penet-carga
PIE-carga
Sat-carga
S-carga
T10-carga
T30-carga
T50-carga
BCMI-carga
Arom-carga
Res-carga

5. EVALUACION O VALIDACION

La evaluacion fue hecha con base a los paquetes WEKA (version oficial) y SPSS,
donde se comprobé la veracidad de los resultados arrojados por el prototipo, ya

que tuvieron una comparacion exitosa.

Al presentar los resultados de algunas de las técnicas el usuario reconocio
relaciones que existen en la vida real entre las variables. Dichas relaciones fueron
nuevamente comprobadas personalmente por el usuario con datos que tenia
como base, calculados manualmente en ocasiones anteriores, donde le tomé algo

mas de tiempo y dedicacion el obtener resultados iguales o semejantes a los del

SPP.

6. CONOCIMIENTO

Esto es llevado a cabo mediante la interpretacién y conclusiones de los

resultados, que son mostrados en este informe.

— = RN NN NN NN



IV CONCLUSIONES

Obtuvimos eficiencia a la hora de realizar los analisis, pues con la ayuda del
prototipo los datos son extraidos desde sus origenes y no hay que desgastarse
haciendo preprocesado de los mismos, es decir, filtrando los datos innecesarios o
proyectos que aun no han sido terminados y/o aprobados, o se encuentran
incompletos. Desde sus origenes esa tarea le tomaba al usuario horas copiando y

pegando los datos del SILAB.

Se corrid Analisis de Regresion a las variables generadas en Componentes
Principales (Componentes — Regresién). Ademas se corrié Cluster con las
variables generadas por Componentes Principales, y a las generadas en el Cluster
se le aplico también Analisis de Regresion (Componentes — Cluster —
Regresién). En la comparacién de los dos modelos de Regresién, se obtuvo un
Rendimiento en el DMO mas ¢6ptimo aplicando Componentes — Regresion,
explicando un 65.79% que en el Cluster 0 con 55.64%. Los resultados del
algoritmo de seleccion Componentes Principales fueron positivos, ya que se pudo
extraer un buen numero de componentes basados en la Varianza Total Explicada,

tomando ademas como referencia el eigenvalue superior a la unidad.

Al aplicar los diferentes algoritmos de mineria de datos se observd que la técnica
de mayor utilidad es la de componentes principales, ya que permitid reducir el

numero de variables de 21 a 5, perdiendo la menor cantidad de informacién.

En el libro “Analisis Multivariante” [18] se utiliz el criterio de la carga factorial para
seleccionar las variables de cada nuevo componente generado (de los
eigenvectors), y fue aplicado durante algun tiempo en los resultados del SPP. Pero
se concluyo que para la seleccion de los eigenvectors de componentes principales

este criterio no es recomendable, ya que descarta todas las variables del primer
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componente, siendo este el que mas varianza explica. Ademas se comprob6 que
las variables violan las hipotesis de homoscedasticidad y linealidad en algunos
casos, y aunque esto se podria mejorar estadisticamente normalizando las
variables se sabe que en la realidad los valores son medidos y no van a estar

normalizados.

Con los resultados obtenidos en el prototipo al realizar las diferentes pruebas de
los parametros de la técnica arboles de decisidén, se determind que los mejores
parametros ajustables para las diferentes corridas en este caso de estudio son,

minimo numero de hojas igual a 8 y factor de confianza igual a 0.55.

Luego del proceso de interpretacion y prueba, de las técnicas de clasificacion,
pudimos determinar que éstas ultimas son de menor importancia para el usuario,
debido a que con sus resultados para el caso de Arboles de Decisién, no se
encontraron relaciones entre las variables independientes, y ademas el margen de
error no parecia dismunir como se esperaba. Por razones como esta es muy poco

lo que se puede hacer a diferencia de las demas técnicas.

Los resultados del analisis de regresion lineal son utiles aunque los modelos que
utilizan los usuarios no sean lineales ya que sirven como base para la creacion de

los modelos de los usuarios.

Al tratar de analizar mas a fondo las variables utilizando analisis cluster se
concluyd que no era tan recomendable pues el modelo de los diferentes grupos de

instancias era menos significativo.

Por medio de las pruebas de hipdtesis para los componentes principales se pudo
determinar que debido a la violacién de las hipotesis se presentan en los
resultados de componentes principales eigenvalues muy altos que en realidad

explican muy poca varianza.

122



V SUGERENCIAS

Después de realizar un analisis de Cluster y/o de componentes principales,
exportar los resultados a Excel para que el usuario pueda utilizar los datos
(variables nuevas) generados por la técnica respectiva del SPP y asi poder

graficar las tendencias de los datos de estas nuevas variables.

En el sumario de resultados de Arboles de Decisién deberia observarse
principalmente el numero de instancias acertadas y el indice kappa, ya que

resumen la mayor parte de la informacion.

Para la técnica de componentes principales puede ser tomado un componente
mas para abarcar un porcentaje mas cercano al 100% en la varianza total
explicada, y probar asi resultados mas amplios con las distintas variables,

teniendo como experticia y segundo criterio el del usuario.

Después de descartar de las 11 variables restantes las que no cumplen con el
criterio de p>0.05 en el Cluster, y por su semejanza o igualdad de los valores
medios, deducimos que entre las variables mas relevantes desde el usuario para
un modelo no lineal en GAMS, serian: Penet.-carga, PIE-carga, T10-carga y T30-
carga, dejando como entrada cualquier otra que el usuario considere mejor a las

aqui mencionadas.
Durante el proceso de interpretacion y pruebas, se encontré que es importante

que el usuario haga una revision de los diferentes valores de las variables para

evitar trabajar con valores mal medidos o erroneos.
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ANEXO B. Manual de Usuario.

MANUAL DE USUARIO
APLICACION DE MINERIA DE DATOS EN LA PREDICCION DE
PROPIEDADES DE HIDROCARBUROS E IMPLEMENTACION DE UN
PROTOTIPO

RAFAEL ALFONSO CONTRERAS PEINADO
RICARDO JOSE FARFAN MARTINEZ

Director
M.Sc. JAVIER HERNANDEZ CACERES

UNIVERSIDAD AUTONOMA DE BUCARAMANGA
FACULTAD DE INGENIERIA DE SISTEMAS
ESCUELA DE CIENCIAS NATURALES E INGENIERIA
BUCARAMANGA
2005
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1. INTRODUCCION

Aplicaciéon De Mineria De Datos En La Prediccion De Propiedades De

Hidrocarburos E Implementaciéon De Un Prototipo

SPP es un prototipo desarrollado en Windows con la herramienta Java que es un
lenguaje independiente de la plataforma y posee comunicacion con el SILAB que
maneja la base de datos ORACLE empleada en el ICP. La funcion de este sistema
es emplear algoritmos de mineria de datos y técnicas estadisticas, para estimar
rendimientos y calidades de productos del proceso de extraccion liquido — liquido
del fondo vacio del DMO.

Este manual encierra todo el manejo del Sistema de Prediccion y Propiedades
(SPP) mediante algoritmos de mineria de datos y estadisticos, y describe todas las

funciones y elementos que lo conforman.

Los médulos que conforman este sistema son:

e Manejo de Informacién: Contiene todo lo referente a la manipulacion de
archivos, asi como cargar y/o agregar datos de un archivo de datos o de la
base de datos. Ademas se pueden guardar datos previamente cargados y
los resultados de los analisis resueltos por el prototipo. Los datos pueden
ser cargados y manipulados para hacer posible el analisis, presentarselos
al usuario y guardar la informacion.

e Analisis: En este se realizan los andlisis respectivos segun la técnica de
mineria de datos o estadistica empleada, asi como analisis de regresion,
arboles de decision, cluster, componentes principales, redes bayesianas y

analisis de varianza.
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2. REQUERIMIENTOS DE HARDWARE Y SOFTWARE

2.1 REQUERIMIENTO HARDWARE EN EL CLIENTE

1. RAM 256 MB

2. Disco Duro 2GB

3. Tarjeta de Red 10/100 Mbps Ethernet
4. Procesador Pentium IV

2.2 REQUERIMIENTO SOFTWARE EN EL CLIENTE
1. Sistema Operativo Windows 98 6 superior
2. Maquina Virtual Java
3. Acceso a la base de datos SILAB
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3. INSTALACION DEL SOFTWARE

El CD-ROM adjunto a este manual incluye el software del prototipo SPP y la
Maquina Virtual Java (JRE 5.0).

Nota: Si tiene instalado JRE 5.0, pase a la Instalacion SPP.

Lo primero que debe tener instalado en su computador para que el software

trabaje correctamente es la Maquina Virtual Java. Se recomienda instalar este

componente de Java incluido en el CD-ROM. Para esto siga los pasos que a

continuacion se describen:

INSTALACION JRE 5.0

1.
2.
3.

Encienda el computador y espere hasta ver los iconos del escritorio.

Introduzca el CD-ROM del software SPP en la unidad de CD-ROM o DVD.

El programa de instalacion se lanza automaticamente para instalar SPP, asi
que damos clic en Cancel.

Haga doble-clic en el icono Mi PC !ﬂ, luego haga clic-derecho sobre el icono
del CD-ROM SPP & y a su vez clic-izquierdo sobre la pestafa Abrir.

Haga doble-clic sobre el archivo JRE 5.0 y la instalacién de la Maquina Virtual

comienza.
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6. Vera la pantalla del contrato de licencia. Lea el contrato y estando de acuerdo
con éste acepte los términos. Seleccione Siguiente para proceder con la

instalacion.

ﬁ! J2SE Runtime Environment 5.0 Update 4 - Licencia

Contrato de licencia

Lea cuidadosamente el acuerda de licencia siguiente,

Contrato de Licencia de Codigo Binario de Sun Microsystems, Inc.
para
Jana, 2 PLATFORM STANDARD EDITION RUMTIME EMYIRCOMMENT 5.0

SR MICROSYSTEMS, IMC. (EM ADELAMNTE DEMOMINADO "SUN") LE COMCEDE L& LICEMCIA,

DEL SOFTVWARE DEFINIDO A COMTIMUACION OMICAMEMTE COM LA COMDICION DE QILE

IUSTED ACEPTE TODOS LOS TERMINGS ESTIPULADOS EN EL PRESENTE CONTRATO DE
LICENCIS, DE CODIGO BINARIO ¥ TERMINOS DE LICENCIA, ADICIONALES (EM COMJUNTO
DEMOMINADOS "CONTRATO"). POR FAVOR, LES EL CONTRATO DETEMDAMENTE. AL ™

(*)acepta |os kérminos del contrato de licencia:

() Mo arepto los términos del contrato de licencia

Siguiente = l’ Cancelar

7. Vera la pantalla del tipo de instalacion que desea. Seleccione Tipica y a

continuacién de clic en Siguiente.

15! J2SE Runtime Environment 5.0 Update 4 - Tipo de instalacidn

Tipo de instalacion

& Sun.

Elija el tipo de instalacidn que se adapte mejor & sus necesidades,

Seleccione un tipo de instalacidn, Después de realizarla, puede wtilizar la herramienta
Agregar o quitar programas del Panel de control si desea cambiar las opciones
seleccionadas.

(%) Tipica

5e instalaran todas las caracteristicas recomendadas,

() Personalizada

Especifique el directorio de instalacidn v elija las caracteristicas del
programa que desea instalar, Es recomendable gue eska operacion
la realicen solo usuarios avanzados.

< fkras " Siguiente = ][ Cancelar
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8. Cuando la instalacion concluya, haga clic en Finalizar.

INSTALACION SPP
1. Encienda el computador y espere hasta ver los iconos del escritorio.
2. Introduzca el CD-ROM del software SPP en la unidad de CD-ROM o DVD.

3. El programa de instalacion se lanza automaticamente. (Si no lo hace, haga
doble-clic en el icono Mi PC 4 y luego haga doble-clic en el icono del CD-

ROM SPP €2 ))
4. Vera la pantalla de bienvenida del instalador donde le informara que el software
va a ser instalado en su computador. Seleccione Next para proceder con la

instalacion.

15/5PP Setup

a \ Welcome to SPP Setup Wizard

The Setup Wizard will install SPP on your computer. Click
Mext ta continue or Cancel to exit the Setup Wizard.,

Mext = ] [ Zancel

5. Vera la pantalla donde el software se encuentra listo para ser instalado. Haga

clic en Install para comenzar la instalacion del software.
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15/ SPP Setup

Ready to Install
The Setup 'Wizard is ready ko begin the Typical installation

(e

Click Install to begin the installation. If ywou wank to review or change any of wour
inskallation settings, click Back. Click Cancel to exit the wizard,

Advanced Installer

< Back ][ Install ] [ Cancel

6. Cuando la instalacion concluya, haga clic en Finish.

5P Sotup B

A
. \ Completing the SPP Setup
; Wizard

Click the Finish button to exit the Setup \Wizard,

< Back Finish Cancel

En la carpeta de instalacion por defecto del SPP, se encuentra una sub-carpeta
llamada config, que posee un archivo con el nombre Leame, donde se describe la

configuracion del sistema.
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Formas de Trabajo:
A continuacion se describen en forma general, clara y concreta las formas de
trabajo en el prototipo SPP, asi como las partes que la conforman y su finalidad.

(Ver figura 1).

Figura 1. Pantalla Principal del Software.
Nombre del software
Imagen del software

el

% SPP (Sistema de Prediccion de Propiedades) g

/ Archivo Techicas

Barra del menu
principal

Mo ha seleccionado ninguna tecnica

Fuente: Autor

¢ Imagen del Software: Es la imagen o logotipo del prototipo SPP.

e Nombre del Software: Es el nombre del prototipo SPP y aparece al lado de la
imagen.

e Barra del Menu Principal: Presenta una serie de palabras que al dar clic

sobre cada una de ellas se despliega un submenu con diferentes opciones.
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4. DESCRIPCION DE PROCESOS

En este proceso se explican de forma clara y concreta los pasos a seguir para

llevar a cabo los procesos generales del sistema.

El cuadro que se muestra a continuacién describe la funciéon de cada uno de los

botones que aparecen en el prototipo.

e Cuadro 1. Lista de Botones.

BOTON DESCRIPCION

Permite cargar o agregar datos de un
- Archivo de Datos archivo de datos existente en el
ordenador local.

Permite cargar o agregar datos que se
24 Base de Datos encuentren en la base de datos del
SILAB.

Guarda los datos cargados y/o

modificados en el prototipo en un
& patos archivo nuevo, para que los datos del
original no sean alterados.

Muestra los datos cargados en una
@ nueva ventana. Estos pueden ser

editados sin el riesgo que el archivo
original sea alterado.

____________ Abre una nueva ventana donde se
@I seleccionan las variables a ser

| analizadas y el tipo de algoritmo de la
- técnica escogida (segun el caso).

ﬂ Permite agregar variables para que
sean analizadas.

= Permite retirar las variables agregadas.
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Analizar

Procede a realizar el analisis respectivo
en nueva ventana, habiendo ya
cargado los datos, escogido la técnica y
algoritmo, y seleccionado las variables
a comparar.

& Guarda los resultados del analisis.
Permite anadir uno o mas resultados
&) después de cada analisis a los
resultados de la sesion.
44 salir Permite salir del prototipo.

Minimiza una ventana, disminuyendo su
tamafno.

Maximiza una ventana, ampliando su
tamano.

Cierra una ventana o permite salir del
prototipo.

Fuente: Autor

e Proceso para acceder al sistema.

Para entrar al prototipo SPP, el usuario debe haber pasado por la Instalacion del

Software y estar ubicado en la pantalla principal del monitor, hacer clic en el botén

Inicio en la barra de Windows y buscar la opcion Todos los programas,

seleccionar en el menu Microsoft y elegir SPP, como se muestra en la figura. (Ver

Figura 2).

Otra forma de ingresar al sistema, es dando doble-clic sobre el icono SPP @ que

aparece en el

escritorio.
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Figura 2. Escritorio de Windows XP.

@ Skwpe
I/ soundmax £ LogeD
. 2 7 PSS for Windows f Uninstal
Todos los programas [ @ it -
(] '@ weka »
”t @ ‘Westwood 3
Wm @ Winamp ]

Fuente: Microsoft
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5. PROCESO DE NAVEGACION DEL SISTEMA

e Barra del menu principal: Aqui se encuentra el menu principal, donde el

usuario puede navegar por todo el sistema. (Ver Figura 3).

Figura 3. Pantalla de la Barra de Menu.

% SPP (Sistema de Prediccion de Propiedades) E]

Archivo Tecnhicas

Mo ha seleccionado ninguna tecnica

Fuente: Autor

5.1 MENU ARCHIVO

En este menu se encuentra todo lo referente al manejo de archivos. Como es
cargar datos de un archivo de datos o de la base de datos SILAB. Después de
cargados se cuenta con la posibilidad de agregar mas datos, para crear una nueva
hoja con formato csv, que puede ser vista en una ventana aparte dentro del
prototipo. Los datos cargados y los que sean agregados pueden ser guardados en
esta nueva hoja, que posteriormente de ser salvados pueden ser abiertos en
Excel. (Ver Figura 4).
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Figura 4. Menu Archivo.

% SPP (Sistema de Prediccion de Propiedades) E] i

Archivo | Tecnicas

Cargar Datos »

Agregar Datos »

Guardar [

4 salir ha seleccionado ninguna tecnica

Fuente: Autor

e Cargar Datos » Archivo de Datos: Este submenu se activa dando clic en la
opcidn correspondiente (Ver Figura 5). Al presionar en esta opcion se visualiza
el submenu que contiene la ventana Cargar datos de archivo con la ruta donde

estan los datos a ser cargados. (Ver Figura 6).

Figura 5. Cargar Datos » Archivo de Datos.

% SPP (Sistema de Prediccion de Propiedades) E] i
Archivo | Tecnicas

Cargar Datos » _] Archivo de Datos

Agregar Datos #| S8 Base de Datos

Guardar F

f salir ha seleccionado ninguna tecnica

Fuente: Autor
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Figura 6. Cargar datos de archivo.

% Cargar datos de archivo

O—
O—

oo
oo

Buscar en: | Escritorio | |@||TF| (3

T Mis documentos
I Mi PC

3 Mis sitios de red
7 Copia DATOS

3 LOS ANGELES
|j| NEWatos.csv |

Hombre de archivo: |NEWdatus.csv

Archivos de tipo: CSY -

Abrir Cancelar

Fuente: Autor

Esta ventana es muy similar a la utilizada por programas como Word y Excel
cuando se quiere abrir un archivo. El procedimiento que lleva a cabo para

encontrar y abrir un archivo es el mismo que en los programas antes descritos.

Primero se selecciona la ruta donde se encuentra el archivo, dando clic sobre la
pestafna ubicada en la barra superior que dice “Buscar en:”. Si lo que buscamos
esta en Escritorio, lo seleccionamos. Después teniendo la ruta definida y viendo el
archivo sobre el fondo blanco de la ventana, lo seleccionamos (que para nuestro

caso es “NEWdatos.csVv”), y finalmente damos clic en Abrir.

Terminado este proceso, aparece de nuevo el menu principal, donde nos daremos

cuenta que el icono de mostrar datos se ha iluminado, demostrando que los

datos han sido cargados y pueden ser vistos dando clic sobre éste. (Ver Figura 7).
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Figura 7. Mostrar Datos.

% SPP (Sistema de Prediccion de Propiedades) B i ﬁ

Archivo Tecnhicas

&

Mo ha seleccionado ninguna tecnica

Fuente: Autor
Si damos clic sobre Mostrar Datos, aparece una nueva ventana llamada Datos
Cargados, donde podremos ver los datos del archivo que abrimos hace un

momento. (Ver Figura 8).

Figura 8. Datos Cargados.

0 Datos Cargados g =
hakhito impuesto SEMO

3 4 2 =
3 4 2

3 4 1

3 K] 2

3 2 2

1 4] 2

1 4] 2

3 K] 1

3 4 2

1 K] 2

3 K] 1

3 2 1

3 4 2

1 a 2

1| | »]

Fuente: Autor
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e Cargar Datos » Base de Datos: Este submenu se activa dando clic en la
opcion correspondiente (Ver Figura 9). Al presionar en esta opcién se visualiza
el submenu que contiene la ventana Identificadores de las samples con la ruta

donde estan los samples a ser cargados. (Ver Figura 10).

Figura 9. Cargar Datos » Base de Datos.

% SPP (Sistema de Prediccion de Propiedades) E] O
Archivo | Tecnicas

Cargar Datos » ] Archivo de Datos

Agregar Datos ¢| 24 Base de Datos

Guardar F

ﬂ Salir ha seleccionado ninguna tecnica

Fuente: Autor

Figura 10. Identificadores de las samples.

% ldentificadores de las samples

Buscar en: | Escritorio v | || |TF| |3

oo
Bo

| o—

7 Mis documentos
9 Mi pC

3 Mis sitios de red
3 Copia DATOS

[ LOS ANGELES
|j| alias.csv |
|j| NEWdatos.cev

Hombre de archivo: |a|ias.csv

Archivos de tipo: CEY -

Abrir Cancelar
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Hay que tener muy en cuenta que antes de cargar los datos de la base de datos,
se debe contar con un archivo csv, donde estén almacenados los sample ID del
Fondo vacio y del DMO. Sin estos dos datos la conexién al SILAB no puede ser
establecida, ya que no se sabria que tablas traer de la base de datos para ser
analizados. Por esta razon se crea el archivo csv, donde en la primera columna se
encuentra el sample ID del Fondo vacié y en la segunda la sample del DMO. No
importa el rotulo o nombre que se de a cualquiera de las dos columnas, siempre y
cuando se encuentren en el orden mencionado. Posteriormente después de haber
confirmado que existe este archivo csv, se procede a cargar los identificadores de

las samples (Ver Figura 11).

Figura 11. Sample ID del Fondo vacio y del DMO para la Base de Datos.
L@Microsoft Excel - Libro1 g@

E‘_’] Archive  Edicion  Wer Insertar Formato  Herramientas Datos  Yenotana  Herramientas del estudiante 2 AdobePDF - & X
RN RERENI= RGN N RN - RS AN RAERAL NN RS T OV W LN |
: avial -0 | N & S| =] $ % w0 £ ) 08 E = A9

(T R
M43 - fx

A [ B [ C
F.vacio B
200141961 200142745 LCT-860
200141963 200143223 LCT-884
200140599 200144334 L CT-975
200140599 200144331 LCT-975
200140599 200144459 L CT-975
200140599 200144332 LCT-975
200140599 200142744 LCT-975
200140599 200144444 LCT-975
200140599 200144333 LCT-975
200140599 200144328 LCT-975
200140599 200144460 LCT-975
200144396 200145890 L-200
200144396 200145889 L-200
200144396 200145891 1J-200
200144396 200145887 1J-200
200144396 200145884 U-200
200144396 200145888 U-200
200144396 200145921 U-200
200144396 200147047 U-200
200144396 200145919 L-200 -
4 4 » M]}Hojal {Hoja2 £ Hojas / < Sl
Lista NUM

]
]
1
]
i
3

mREEEEEE=EE=

Fuente: Autor
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e Agregar Datos » Archivo de Datos: Este submenu se activa dando clic en la
opcion correspondiente (Ver Figura 12). Al presionar en esta opcion se
visualiza el submenu que contiene la ventana Abrir con la ruta donde estan los
datos a ser agregados. La forma para agregar mas datos a los que ya se
encuentran cargados es igual a cuando son cargados, pero con la diferencia

que realmente se estan agregando. (Ver Figura 6).

Figura 12. Agregar Datos » Archivo de Datos.

% SPP (Sistema de Prediccion de Propiedades) E]

Archivo | Tecnicas

Cargar Datos »

Agregar Datos »| _] Archivo de Datos

Guardar ¥ 49 Base de Datos

f salir ha seleccionado ninguna tecnica

Fuente: Autor

Si queremos verificar que los datos han sido agregados a los que ya teniamos,

damos clic sobre el icono Mostrar Datos. (Ver Figura 13).
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Figura 13. Datos Cargados y Agregados.

» Datos Cargados Q |
hahito impuesto SEM0 S Mi-carga [p...|Y-ca

a 4 2 G.5 1.8 35 |-

K] 4 2 G.5 3234 44

K] 4 1 a 6723 134,

K] 3 2 G.5 6723 134,

K] 2 2 8.5 6723 134,

1 a 2 a 6723 134,

1 al 2 G.5 B7.23 1349,

K] 3 1 a5 B7.23 1390 —

K] 4 2 al B7.23 1349,

1 3 2 G.5 B7.23 1349,

K] 3 1 a5 B7.23 1349,

K] 2 1 al 101.07 236.

K] 4 2 G.5 101.07 236.

1 al 2 a5 101.07 236.
al 101.07 236
G.5 101.07 236.
a5 12201 24971 |
al 12201 2459 1™ |

q] [ | |

Fuente: Autor

Agregar Datos » Base de Datos: Este submenu se activa dando clic en la
opcion correspondiente (Ver Figura 14). Al presionar en esta opcion se
visualiza el submenu que contiene la ventana Identificadores de las samples
con la ruta donde estan los datos a ser agregados. La forma para agregar mas
datos a los que ya se encuentran cargados es igual a cuando son cargados,
pero con la diferencia que se estan agregando de la base de datos. (Ver Figura

6). Nota: Tener en cuenta que los datos de la figura 11 se encuentren creados.
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Figura 14. Agregar Datos » Base de Datos.

% SPP (Sistema de Prediccion de Propiedades)

BEX]

Archivo | Tecnicas

Cargar Datos

K

Agregar Datos »

.l Archivo de Datos

Guardar

¥

4 Base de Datos

4 salir

ha seleccionado ninguna tecnica

e Guardar » Datos: Este submenu se activa dando clic en la opcién

correspondiente (Ver Figura 15). Nos damos cuenta que Guardar Datos es la

unica opcidn que se encuentra iluminada para este caso, ya que si se quieren

guardar los Resultados, estos deben existir, y como no se ha aplicado ninguna

técnica ni realizado ningun analisis, no hay resultados que guardar.

Los datos son guardados de manera similar a como son abiertos, es decir,

seleccionamos la ruta donde queremos sean almacenados (“Mis documentos”),

posteriormente le asignamos un nombre con el

que los reconoceremos

(“DatosNuevos”), y finalmente damos clic en Guardar. El prototipo guarda el

archivo con la extension que tiene por defecto “.csv”. (Ver Figura 16).

Figura 15. Guardar Datos.

% SPP (Sistema de Prediccion de Propiedades)

-,

o

Archivo | Tecnicas

Cargar Datos

k

Agregar Datos ¥

Guardar

K

E Datos

4 salir

0 hinguna techica
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Figura 16. Guardar.

% Guardar
Guardar en: | Mis documentos - | @] |23 || |Be|E=
7 Alcohol 120% [ Mis eBooks
3 CyberLink ] Mis imagenes
7 Downloads ] Mis albumes
CJERC ] My Music
[T GTA San Andreas User Files 3 My Skype Pictures
3 Mi misica [ Muewva carpeta
[T Mis archivos recibidos [ RAFAEL ALFONSO

Hombre de archivo: |[Datoshuevos

Archivos de tipo: CSY -

Guardar Cancelar

Fuente: Autor

e Guardar » Resultados: Este submenu se activa dando clic en la opcién
correspondiente (Ver Figura 17). Para Guardar los resultados de algun analisis
desde el menu archivo, lo podemos hacer de igual forma a la Figura 16, pero

con la excepcion del tipo de formato con que es guardado.
Al guardar resultados de analisis se tomara como referencia un formato de facil

acceso, como es “rtf’ que puede ser abierto en Word para una facil vista. (Ver
Figura 18)
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Figura 17. Guardar » Resultados.

% SPP (Sistema de Prediccion de Propiedades) Q i

Archivo | Tecnicas

Cargar Datos »

Agregar Datos »

Guardar ¥ [ patos
ﬂ Salir Resultados

nns.LinearRegression

Fuente: Autor

Figura 18. Guardar Resultados (rtf).

2 Guardar

'\

Guardar en: [ Mis documentos

(] Alcohol 120%

7 CyberLink
3 Downloads

3 ERC

T Mi misica

3 Mis archivos recibidos

] Mis eBooks

] Mis imagenes

3 Mis albumes

3 My Music

] GTA San Andreas User Files 3 My Skype Pictures
[T Nueva carpeta

[ RAFAEL ALFONSO

Hombre de archivo: |Resultados

Archivos de tipo: rtf

Guardar Cancelar

Fuente: Autor

Salir: Permite salir del prototipo, cerrando asi todas las ventanas que se

encuentren abiertas.
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5.2 MENU TECNICAS

En este menu se encuentran todas las técnicas donde se manejan los algoritmos
de clasificacion, seleccion de atributos y cluster, ademas del analisis de varianza y
GAMS. Este submenu contiene las técnicas en el siguiente orden: componentes
principales, analisis de regresion, analisis de varianza, cluster, arboles de decision,
redes bayesianas y GAMS. (Ver Figura 19). Se ha escogido este orden ya que es
la forma en que pueden ser mas aprovechadas las técnicas segun el tipo de
analisis y otras pruebas que se le puedan hacer a variables ya analizadas, como
es el caso de aplicar Analisis de Regresion a las variables generas por

Componentes Principales.

Figura 19. Menu Técnicas.

%> SPP (Sistema de Prediccion de Propiedades) E]

Archivo | Techicas

@ Componentes Principales
Analisis de Regresion
Analisis de Varianza ]
Cluster F juna tecnica
Arboles de Decision b
Redes Bayesianas b
GAMS 3

Fuente: Autor

Al seleccionar una técnica se ilumina el icono Analizar@L y a continuacion cambia

el letrero “No ha seleccionado ninguna técnica“, que se encuentra debajo de los

iconos Mostrar Datos y Analizar @\ por otro que depende de la técnica
escogida, por ejemplo, en el caso de Componentes Principales el letrero dice

“weka.attributeSelection.Principal Components”. Este cambio se debe a que ya se
selecciond una técnica, y por lo tanto coloca el nombre del algoritmo que utiliza.
(Ver Figuras 20 y 21).
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e Componentes Principales: Al seleccionar esta opcién se ilumina el icono

Analizar @ entonces procedemos a dar clic sobre éste y se despliega la
ventana de seleccion de variables. En la nueva ventana se escogen las
variables dependientes e independientes para hacer el analisis de esta técnica.
(Ver Figuras 20 y 21).

Figura 20. Componentes Principales.

% SPP (Sistema de Prediccion de Propiedades) E] i

Archivo | Techicas |

@ m Componentes Principales
Analisis de Regresion
Analisis de Varianza ]
Cluster F CcipalComponents
Arboles de Decision b
Redes Bayesianas b
GAMS 3

Fuente: Autor

Figura 21. Analizar Técnica.

%> SPP (Sistema de Prediccion de Propiedades) E] [

Archivo Tecnicas

&

Analizar

weka.classifiers.functions.LinearRegression

Fuente: Autor
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En el recuadro izquierdo de la ventana Seleccion de Variables, se encuentran las

variables de la hoja de datos que fue cargada (Ver Figura 22). Segun el criterio del

usuario son escogidas las variables independientes; primero se selecciona la

variable, y a continuacion se da clic sobre el icono agregar variables ﬂ Para

hacer el proceso contrario a agregar variables, damos clic sobre el icono adjunto

ﬂ, que cumple la funcion de quitarlas después de agregadas. Finalmente,

después de haber seleccionado las variables, damos clic sobre Analizar. El campo

de la variable Dependiente es activado para esta técnica, ya que el algoritmo

empleado elimina por defecto la ultima variable Independiente que fue introducida,

por lo tanto se hace una excepcion para este caso en particular y se introduce la

Dependiente para que luego el prototipo la elimine.

Figura 22. Seleccién de Variables - Componentes Principales.

&5 Seleccion de variables weka.attributeSelection.PrincipalComponents

=/okd

Dependiente

sIc S

ok [l J ﬂ
-4

n-c4

Trect. [GC]
D-carga
CCR-carga
Mi-carga
W-carga
Wa0-carga
Carhro-carga
Fenet-carga
FIE [EF]-carga
M2 bys-carga
Sat Carga
Aram. Carga
Res. Carga
Asf. Carga
F.E-carga
S-rarna

Independientes

_ Arizar_|

VarianceCovered |0.85
normalize
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Dependiente: Este campo es activado ya que el prototipo elimina por defecto la
ultima variable en ser introducida, que es tomada como si fuera dependiente.
Independientes: Se toman las variables mas relacionadas para ser comparadas.
VarianceCovered: Toma un porcentaje para este caso del 95% para explicar los
componentes. Aunque no se han establecido unos niveles objetivos, se considera
que en las ciencias naturales hay que extraer factores hasta que se explique, por
lo menos el 95% de la varianza.

normalize: Si se quieren o no normalizar los datos de la técnica.

Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis
de la técnica, donde aparecen dos iconos mas que permiten guardar los

resultados (Ver Figura 23). El primero de estos guarda los resultados del analisis

dando clic sobre el icono | % de igual forma a como se hace desde archivo (Ver
Figura 18).

El segundo icono permite afiadir uno o mas resultados después de cada analisis a

i
los resultados de la sesion, ejecutando el icono . Cada vez que este icono es
presionado, se afaden resultados de varios analisis, y se crea un archivo donde
estos son acumulados. Cuando se quieren almacenar los resultados de la sesion

se procede a guardar de igual forma a la Figura 18.
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Figura 23. Resultados - Componentes Principales.

< weka. attributeSelection.PrincipalComponents E]@

Z1EY
Guardar los resultados actuales|

Ge recomienda trabajar con las wariables de los componentes cuyos eigenwalues sean superiores a la uni el
eigenvalue proportion cumulative
7.508348 0.35754 0.35754 0.0025/C+0.015Trect. _[8C]+0. 34lD-carga+l. 327CCR-cargad+0. 232V50-
4, 54806 0.230586 0. 5554 0.0035/C-0.03Trect. _[8C]-0.0820-carga-0, 005CCR-carga-t0, 034750~
1.91584 0.09L357 0.87975 0.0445/C+0.05 Trect._[8C]+0.0430-cakgat+0. 1290CR-carga-+0. 053VE0-
1.08764 0.05227 0.73z04 0.0653/C+0.392Trect. _[8C]+0.197D-carga+0. 171CCR-carga--0. 407V 50—
1.02326 0.04873 0.73077 -0.70453/C-0.615Trect. _[8C]4+0.077D-carga+0. LOGCCR-cary: -0.071V50
0.599363 0.04732 0.82509 0.64953,/C-0,532Trect. _[8C]+0. 0490 -cargat+0. 101CCR-carga-0, 098¥50-0
0.85835% 0.04z08 0.57018 -0, 26853 /0+0. 379Tect. _[OC]-0.025D-carga-0. 072CCR-cary: +0, 224VE0
0.74182 0.03532 0.90549 -0.06253/0+0.175Trect. _[8C]+0.01 D-carga+0.289CCR-carg: +0. 577V50
0.558566 0.027589 0.93337 0.0145/C-0.036Trect. _[&C]-0.1630-cargat+l. 035CCR-cargad-0. 148V50-
0.35442 0.01851 0.95165 0.023%/C-0.087Trect, _[3C]+0.1890-cakga-0. 208CCR-carga-+0. 412V50-
Eigenvectors
w1 Wa W3 W4 V5 Ve w7 W e w10
0.00z1 0.0026 0.0435% 0.0852 -0.7036  0.64537 -0,2876 -0.061% 0.0144 0.0228 5/C ——
0.0148 -0.0303 0.0503 0.3918 -0.6153 -0.5315 0.3789 0.1752 -0.0359 -0.0666 Trect. [@C]
0.340% -0.0815 0.0431 0.197% 0.0765 O0.0435 -0.0246 0.0101 -0.163 0.1885 D-carga
0.327 -0.0045 0.1293 0.1708% 0O.1061 0.1009 -0,0721 0.2892 0.0348 -0.2076 CCR-carga
0.2726 -0.2023 -0.0642 -0.2231 -0.05458 -0.096 0.0087 -0.124% 0.0561 -0.2454 Ni-carga_
0.2501 -0.042 0.2856 -0.1921 -0.0891 -0.1098 0.116 -0.3592 0.1482 0.5017 V-carga
0.232 0.0342 0.0531 -0.4066 -0.0707 0.0951 O0.2244 0.5767 -0.1484 0.4123 ¥50-carga
0.2298 -0.212 0.0017 0.4596 0.1237 -0.0178 -0.1866 -0.2704 -0,2281 0.1107 Cardro-carga
-0.3131 -0.0262 -0.0155 0.1973% 0.0551 0.0815 0.1635 -0.1734 -0.0585 0.4435 Penet-carga
0.1275 0.37 -0.0084 0.1%15 0.0844 0.181% 0,.2443 -0.0808 0.2483 -0.0123 PIE_[&F]-carga
0.1964 0.0983 -0.2071 -0.1156 -0,.1479 -0,3434 -0.4771 -0.0426 0,5244 0,197 HNZ_bys-carga_
-0.3073 -0.1275 0.2795 -0.0584 -0.0148 -0.0182 0.0717 -0.1378 0.1279 0.1231 Sat._Carga
0.0887 -0.2246 -0.4823 0.0348 0.0322 0.:22 0.4042 -0.003 0.2167 -0.0419 Arom. Carga =
-0.0182 0.3972 -0.0535 -0.0272 -0.0431 -0.1565 -0.308% 0.0662 -0,3906 -0.0041 Res._Cardga
0.2758 -0.158 0.3145 0.0502 0.0822 0.0425 -0.0041 0.0563 0.1776 -0.1539 4=f. Carga
0.1205 0.2136 -0.529% -0.0066 -0.0513 -0.03458 0.0227 -0.108 -0.2609 0.1806 F.E-carga
0.234% 0.0246 0.026 -0.3%05 -0.143%9 -0,0255 0.2331 -0.4867 -0.3087 -0.2747 S-carga_
0.1384 0.3916 0.0147 0.1578 0.0708 0.1274 0.1704 -0.0415 0.1984 -0.024 TLO0_[8C]-cakga
0.0915 0.4105 -0.014 0.0358 0.002 -0.0008 0.1077 -0.1209 0.1985 -0.0282 T30_[OC]-carga
0.0897 0.3218 0.3811 0.0604 0.0447 0.0203 0.06872 -0.0336 -0.1686 -0.0043 TS0_[G&C]-carga
0.3111 -0.15877 -0.0762 O0.1781 0.062 0.0415 -0.0474 0,022 -0.1159 0.1912 BCMI-carga
Se han agregado al Dataset nuewas variables correspondientes al los cowponentes principales encontrade
sugerencias: -
1. Con las wvariables nuevas recomendamos aplicar &nalisis de Regresidn para ohtener un modelo
de regresidn con la wariable dependiente. =
4] Il | [»]

Fuente: Autor

Cuando la técnica reduce la cantidad de variables sin perder demasiada
informacion, éstas son cargadas automaticamente al Dataset (sabana de datos)
con sus coeficientes respectivos, anexandolos en la parte izquierda. (Ver Figura
24)
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Figura 24. Variables Nuevas Generadas - Componentes Principales

2o Datos Cargados g [
I W1-PC1 VPG W3-PCA1 W4-PCA Wa-PC WE-F A Trect. [AC] D-
01862776, |0 RZ224230 . |-0. 7242141 (05955272 . [-0.6849108. 02233458 1145 098
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1.2513585. |0.7527374. |0.0742116.. (0.2929882.. [-0.6589795..-0.4418793../120 1.00
1.2522615.. |0.7538586... |0.0929504... (0.3209303... [-0.9605407..-0.1638630.../120 1.00
1.2534664.. |0.7553534.. |0.1180288... [0.3531864... [-1.3626223.|0.2068252... 1120 1.00
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La forma como se leen las nuevas variables esta compuesta por dos factores: el
numero de variable (V1) y el numero de corrida de la técnica de componentes
principales (PC1). De esta forma la variable 1 se lee como V1, la variable 2 como
V2, y asi sucesivamente. Por la otra parte, la corrida 1 de componentes principales
se lee como PC1, la corrida 2 como PC2, etc. La razén por la que se lee el nUmero
de corrida junto a cada variable es debido a que la técnica puede ser ejecutada

mas de una vez.

e Andlisis de Regresion: Al seleccionar esta opcion se ilumina el icono Analizar

@, entonces procedemos a dar clic sobre éste y se despliega la ventana de
selecciéon de variables. En la nueva ventana se escogen las variables
dependientes e independientes para hacer la estimacion de esta técnica. (Ver
Figura 25).

151



Figura 25. Analisis de Regresion.

% SPP (Sistema de Prediccion de Propiedades) E]

Archivo | Techicas |

@ Componentes Principales
Analisis de Regresion
Analisis de Varianza ]
Cluster F juna tecnica
Arboles de Decision b
Redes Bayesianas b
GAMS 3

Fuente: Autor

En el recuadro izquierdo de la ventana Seleccion de Variables, se encuentran las
variables de la hoja de datos que fue cargada (Ver Figura 26). Segun el criterio del
usuario son escogidas la variable dependiente y las independientes; para el primer

caso se selecciona la variable, y a continuacion se da clic sobre el icono agregar

variables ﬂ Este icono deja de ser iluminado cuando es pasada la variable
dependiente, a diferencia del segundo caso, donde se pueden agregar tantas

variables independientes como se desee. Para hacer el proceso contrario a

agregar variables, damos clic sobre el icono adjunto ﬂ que cumple la funcién de
quitarlas después de agregadas. Finalmente, después de haber seleccionado las

variables, damos clic sobre Analizar.
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Figura 26. Seleccion de Variables - Analisis de Regresion.

<5 Seleccidn de variables weka.classifiers. functions.LinearRegression g@
Dependiente
C3 N Rendy DMO
R il B B
n-C4 .
mi DO Independientes .
W DIk 0) Sic ]
CCR DMO Trect. [GC]
CatRendDho D-carga
0-DMO CCR-carga
Y&0-Dmo Mi-carga
rSthT'O DM Jrara
Vs Wa0-carga
M2 total DMO N o

Carfro-carga

Lrefraccitin DO

Sat OMO Peneﬁt—carga

Arorn. CIMO FIE [l?F]-carga

Res OMO M2 bys-carga

Manoaro Sat. Carga

Diarom M| Aramm. Carga

Triarom . Analizar Res. Carga |

tetrarnrm hdl Ast Carna &)
eliminateColinearAttributes |True |~| ridge [1.0E-5

attributeSelectionMethod |M5 method |=|

Fuente: Autor

Dependiente: Es la variable que se quiere explicar a partir de otras cuyos valores
no dependen unos de otros.

Independientes: Son las variables que buscan explicar a la Dependiente.
eliminateColinearAttributes: Dependiendo de lo que se escoja elimina o no la
colinealidad (los puntos que se encuentran en la misma recta) entre los atributos.
attributeSelectionMethod: Escoge el tipo de algoritmo a utilizar para el Analisis
de Regresidon. Se recomienda dejar el que esta por defecto, ya que es uno de los
mas optimos.

ridge: Coeficiente de riesgo. Cresta.
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Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Figura 27)

Figura 27. Resultados - Analisis de Regresion.

-

25 weka.classifiers. functio ns.LinearRegression g@

e

Linear Fegression Model

Fendw DHO_ =
1.7874 * 5/C +
-0.3369 * Trect._[8C] +
-293.6473 * D-carga +
-1.2409 * CCR-carga +
-0.1245 * Ni-cardga  +
-0.0236 * V-carga  +
-0.1315 * PIE [A&F]-carga +
0.6099 * 3Jat._ Carga  +
0.3361 * Arom. Cardga_ +
0.5513 * Asf. Carga_  +
0.2314 * TLO_[AC]-carga +
0.5711 * BCMI-carga +
344,155

1 ewaluar el wmodelo remplazando las wvariables por los walores

Fendw DMO_ = 73.71601283123704

=== Smary ===

Correlation coefficient 0.5679

Mean absolute error 2.7839

Foot mean squared error 4.4002

Felatiwve abszcolute errcor 40,2764 %

Root relatiwve scquared error 49,6659 %

Total Mumber of Instartces Z0z

1] [ »

Fuente: Autor

¢ Analisis de Varianza: Al seleccionar esta opcion se ilumina el icono Analizar

@, entonces procedemos a dar clic sobre éste y se despliega la ventana de

selecciéon de variables. En la nueva ventana se escogen las variables
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dependientes e independientes para hacer la estimacion de esta técnica. (Ver
Figura 28).

Figura 28. Analisis de Varianza.

%> SPP (Sistema de Prediccion de Propiedades) E]

Archivo | Techicas |

@ Componentes Principales

Analisis de Regresion

Analisis de Varianza F ANOWA
Cluster b ljuna tecnica
Arboles de Decision b

Redes Bayesianas b

GAMS 3

Fuente: Autor

En el recuadro izquierdo de la ventana Seleccion de Variables, se encuentran las
variables de la hoja de datos que fue cargada (Ver Figura 29). Segun el criterio del
usuario son escogidas la variable dependiente y las independientes; para el primer

caso se selecciona la variable, y a continuacién se da clic sobre el icono agregar

variables ﬂ Este icono deja de ser iluminado cuando es pasada la variable
dependiente, a diferencia del segundo caso, donde se pueden agregar tantas

variables independientes como se desee. Para hacer el proceso contrario a

agregar variables, damos clic sobre el icono adjunto ﬂ que cumple la funcién de
quitarlas después de agregadas. Finalmente, después de haber seleccionado las

variables, damos clic sobre Analizar.
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Figura 29. Seleccién de Variables - Analisis de Varianza.

£ Seleccién de variables ANOVA M=%

Dependiente

S PSS

g fs ! '
i-C4
-4 Independientes
Trect. [GC]
D-carga
CCR-carga
Mi-carga
W-carga
W50-carga
Carfro-carga

Fenet-carga J ﬂ
PIE [dF]-caraa
M2 hits-carga
Sal Carga
Ararm. Carga
Res. Carga
Asf Carga

F.E-carga

S-rarna [vl

Fuente: Autor
Dependiente: Es la variable que se quiere explicar a partir de otras cuyos valores
no dependen unos de otros.

Independientes: Son las variables que buscan explicar a la Dependiente.

Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Figura 30).
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Figura 30. Analisis de Varianza.

-~

£ ANOVA mE[X]

Contrastes indiwviduales de la t©

Wariahles t Calculado t Tahla Fesultada
Constante 4. 05 1.96 *
CCR-carga 0.66 1.96 -
WEhl-carga 0,44 1.9 -
Penet-carga 2.2 1.96 w
L-carga J.29 1.96 *

Gat. Carga_ 1.058 1.98 -
T10_[8C]-carga 2.01 1.96 +

*: Zignificatiwvo

-: Mo significatiwo

1| [ b

Fuente: Autor

e Cluster: Al seleccionar esta opcion se ilumina el icono Analizar @ entonces
procedemos a dar clic sobre éste y se despliega la ventana de seleccion de
variables. En la nueva ventana se escogen las variables independientes para

hacer el analisis de esta técnica. (Ver Figura 31).
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Figura 31. Cluster.

% SPP (Sistema de Prediccion de Propiedades) E]

Archivo | Techicas

@ Componentes Principales
Analisis de Regresion
Analisis de Varianza ]
Cluster F SimpleKMeans
Arboles de Decision b
Redes Bayesianas b
GAMS 3

Fuente: Autor

En el recuadro izquierdo de la ventana Seleccion de Variables, se encuentran las
variables de la hoja de datos que fue cargada (Ver Figura 32). Segun el criterio del

usuario son escogidas las variables independientes; primero se selecciona la

variable, y a continuacién se da clic sobre el icono agregar variables ﬂ Para

hacer el proceso contrario a agregar variables, damos clic sobre el icono adjunto

ﬂ, que cumple la funcion de quitarlas después de agregadas. Finalmente,
después de haber seleccionado las variables, damos clic sobre Analizar. El campo
donde se introduce la variable Dependiente se encuentra desactivado ya que en el
Analisis Cluster se toman un grupo de variables independientes y se comparan

todas entre ellas mismas.
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Figura 32. Seleccion de Variables - Cluster.

-

nEx]

£y Seleccidn de variables weka_clusterers. SimpleKMeans

5 OMO [4]

[ 2 bips- DO J J

[ 2 total DO

|refracciian DO

Sat. DO

Aram. DO

Res. DO

Monoaro

Diarom

Triaram

tetrarom = j j
L

numClusters |2
seed (10

Dependiente

Independientes

SiC

Trect. [GC]
D-carga
CCR-carga
Mi-carga
W-carga
Val-carga
CarAro-carga
Penet-carga
PIE [GF]-carga
M2 biys-carga
Sat Carga
Arom. Carga
Fes. Carga
Asf Carna

Fuente: Autor

Independientes: Son las variables que van a ser comparadas entre si.

numClusters: Es la cantidad de clusters que queremos el prototipo arroje.

seed: Semilla para calculos aleatorios.

Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Figura 33).

159




Figura 33. Resultados - Cluster.

o -1
T—

“e weka.clustere rs.SimpleKMeans E]@

7
Sallls

Cluster 1 -

MeanMode: G.6780 111.9175 1.0049 11 =]
Atd Devs: 1.39203 7.8594 o,o01o09 1: <

Clustered Instances

0 129 [ 64%)
1 T30 36%)

Conparacion de medias:

Cluster 0O Cluster 1
3/C 6,645 6. 6780
Trect. [#C] 11z.4031 111.9178
D-carga 1.0181 1.0049
CCR-carga 19,5961 15.0072
MNi-carga_ 131.1766 Q6.0583
V-carga 245. 1657 221. 2252
Vol-carga 45,9594 44, 3797
Cardro-carga 25.5399 21.58805
Penet-carga 4, Tl TT7.9559
PIE_[&F]-carga 851.5699 925.4931
Ni_b¥s-carga  0.19:29 0.1934
Gat. Carga_ 14, 5954 1a. 1027 =
Arom. Carga 45,7552 4z, 6945
Fes._Carga_ 28. 3922 32.37a7
Azf. Carga 11.0450 5.7013
F.E-carga 0,2655 0.26e63
J-carga Z.1292 Z2.0511
T10_[BC]-carga S02,2651 527.3315
T30_[BC]-carga 572.7337 a07. 1726
TE0_[BC]-carga 646,9860 655. 1506
BCMI-carga 75,4150 70,0303

3e han agregado al Dataset nuewas wvariables con las segqm

Sugerencias:

4] [ [ ]

Fuente: Autor
Al igual que en componentes principales, el cluster genera nuevas variables que

son agregadas al Dataset (sabana de datos) con las segmentaciones de las

variables originales para el numero de clusters escogido. (Ver Figura 34).
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Figura 34. Variables Nuevas Generadas - Cluster

<5 Datos Cargados g |
W1-PCA-CO-R2 [ W-PC1-C1-R2 | W1-PC1-C2-R2 (W1-PCA-C3-R2 | W2-PC1-CO-R2 | W2-PC1-C1-R2 | W2-PC1-C2-R2 | V2-PC1-C3-R2 | W3-PCI-C0-. W4
12497587559, [1.0436737016.|019627TE232. |1.236627850.. |0.FE29170324. |1 4819195365, (06224230444 |0.7829817074. (01054 410, |0. ]~
12522619282 1.0445771683. 022583860926, |1.237431227 . |0.F538586247.. |1 4830406757, (08538107158, |0.7841128466..[0.0925 303, |0
1.2534664315..1.0457816705...|1. 2485542537 1. 238635729, |0.F553534769... |[1.4845355280... (07614221802, |0.7856076E988. |0.1180864.. (0.
23790657104, 1.0547968182. 1. 25135855261 247650877, |0.5534624938.. 1. 4592288701, [0.7527374855.. |0.7603010410..{0.1454 154, |0,
1.2625314661...1.0857001948..|2.3769578315...11.240300560... |0.2319169225... [1.46035000593... [0.5508465024... |0.2519915974..[0.0595072... [0
1.26503463584 . |1.05690465971 ..|2. 3778612081 1.250203937 . |0.2228585147 . 1 4618448616, (05519676416, |0.25311 27366, |0.0475965... (0.
1. 2662391416, |1.0585044937 |1 2604235872, 1251408439, |0.2243533670... 1 4516653147 [0.2293009310... |0.2546075889. |0.0725526... (0.
12570372233, 1.0594078704 |1 26132696359, |1.243806317... |0.4008830970... |11 4527864539, |0.2304220702.. |0.4209577720.. |-0.0082365.. |0.4=
12595403966, 1.0606123726... 1. 26413126258, )1. 244709694, |0.391 8246893, |1 4542813061, (02217373746, |0 4220785111, |-0.021€6258.. [0,
12607448988, | 2.0771378427. 12858327211, )1.24591 4196, [0.3933195415.. 1. 3703107656, [0.3993882447 . |0.42345737634..[0.00338149... |-0
1.3692750841...|2.0780412193.. 1. 2586370199..]1.254929344 . [0.1093707648... [1.3719319048... [0.3907035501 ... |0.3982671056...|-0.061 S664...|-0
13717782575, |2.07924587216...1.2813100221..)1.35960441 7., [0.1003123571... 137342674571 ... [0.0038415707... |0.12944543088. [-0.0739772..-0
13729827507 |2.0882608692 1. 2903251695, 1.356947555. (010180720583, 1.34812009592 _ |-0.021465087... |0.13056657590. |-0.0485210..|0.
12824330487 |2.0891 642450 1 2912285465, 1.358152057 . |-0.018849095 . 13492412384 . [-0.0203435947 . |01320614312. |0.088545949 . |0
128961407242 |2.0903687481 .1.2940328453. 1. 367167205, |-0.026412651 ... |1.3507360906... [-0.029028642.. |01067547 734, (01011953, 0.3
09226883563, |2.0919685448 1 2949362220 1. 368070581, |0.6785947413.. |1.34059565437 .. [-0.027907503... |0.10787A59124. |0 44082621 ..(0.
||D.9251 H15286.. | 2.0928719214. 10911366432, 1.370874880... |0.6695363336... 1. 3416776829, [0.A811207666... |0.0991812179..{0.4284 371.. |0,
0.9263960318...|2.0940764237..1.0920400199.. 1278202143, 06710311858, [1.3431725352 . [0.A822419058.. |0.0012255793..|0.4535932.. |0
1.08932445221..1.7333174579..1.0948443187..]1.280105519... |0.58373674581... [1.0957032472 . (04735572112, |0.00234671845..|0.0370309... (0.
1.08957476954.|1.9361874476.. 1. 3001735460, |0.908457450.. |0.5746783503... 1. 39745188596, (07623547377 |0 6986694162, (00245202, |0
108969521976, | 2. 3065784584 1 7321803893 0910360827 |0.5761 732026, |0.7999899304 . (07593376223, |0.6997805554. |0.0496 763, (0.
17330754116, |1.7750881387 . |-01 78570727 0911665329, |0.7604575284 . |1.0843432658. . [-0.467321676... |0.7012854077. |-0.0912901 .. |0
187735146763 |1.7759924144 |1 8662285497 |0.920680477. |0.0278607057 ... |1.0854644050... [0.0505513721 . |0.6T59787498. |-0.1588201.. (0.
1.8810592518.. 1.0436737916... 1. 87524360874, |0.921483854.. |0.0202971502... 1. 4819195365, [0.0252447143. |0.677F0895890.. |-0.1462655... (0.
28358310065, 1.04457 716831 8761470741, |0.9242881452. |0.FFEE97E139... [1.4830406757 .. (00263658535, |0.6684151944. |-0.097E240.. [0.
25395386520, 1.0457816705... 1. 8789513729, 1.08001 3616... |0.F693342584... |1.4845355280... [0.01768114585... |0.6035114330..|-0.08506594.. |0
21261528031...1.0557001948..|1.8798547496.,. 1080916993, |0.3217261984 ... 1 4603500093, |0.0188022980... |0.6048325722..|1.0243076... |0
177719701 76, |1.05690465971 |2 52470797959, 1.0821 21495 |1 0869592573, 1 4618448616, [0.7995884803. |0.6064274245 |0 2382733, |0
1.70455648086..1.73331755709 |2 5337231276, |1.2992704649. . |0.391 0664782, [1.0957032472 (07742818225, |0.76123359845. |-0.3500932. |0
1.4063845306.../1.9352840709..|2 5346265042, 11864120670 |-0.185283184 . |1.3963607504. . (077584029617, |0.0479353807..{0.0207 125, (0.
17778929424 1.9361874476...|2.5374308031..]1.86502404 7. |0.6586279821... |[1.397481 88596, (07667182670, |0.0490565199. |-0.2341743.. [0,
1.7803961157.../1.9373919498..|2. 5383341795, |2.522600101.. |0.6495695744. . |1. 3989767418, (07678394062, |0.79697 24889, |-0. 2464636, (0.
1.7816006180... 22822161702..|2.523503477... |0.651 0644267 . 00702452157 [0.7980936281..[-0.2214197 .
1.5654319811... 25289402785, 2.109214222. |0.0782721985... 0.4458185573... [0.3403644288.-0.2002876...
4] Il [#]

Fuente: Autor

La forma como se leen las nuevas variables es similar a la de componentes. Se
cuenta con dos factores: el numero de cluster (CO) y el numero de corrida de la
técnica de Cluster (R1). De esta forma el primer cluster se lee como CO, el cluster
2 como C2, y asi sucesivamente. Por la otra parte, la corrida 1 de cluster se lee
como R1, la corrida 2 como R2, etc. La razén por la que se lee el numero de
corrida junto a cada variable es debido a que la técnica puede ser ejecutada mas
de una vez. Para el caso de ejemplo mostrado en la figura 34, se lee la primera
columna (V1-PC1-C0-R2) como cluster 0 de la corrida 2 de la variable 1 de la

corrida 1 de componentes principales.

En los resultados de ésta técnica, aparecen las instancias de los cluster

clasificadas de acuerdo al numero de cluster empleados, por esta razén si en la
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figura 34 V1-PC1-C0-R2 presenta mas instancias (observaciones) que V1-PC1-

C1-R2, es debido a la clasificacion que ha aplicado la técnica.

e Arboles de Decisién: Al seleccionar esta opcién se ilumina el icono Analizar
-

seleccion de variables. En la nueva ventana se escogen las variables

, entonces procedemos a dar clic sobre éste y se despliega la ventana de

dependientes e independientes para hacer el analisis de esta técnica. (Ver
Figura 35).

Figura 35. Arboles de Decision.

% SPP (Sistema de Prediccion de Propiedades) E]

Archivo | Techicas |

@ Componentes Principales

Analisis de Regresion

Analisis de Varianza ]

Cluster J juna tecnica
Arboles de Decision K a8

Redes Bayesianas b

GAMS 3

Fuente: Autor

En el recuadro izquierdo de la ventana Seleccion de Variables, se encuentran las
variables de la hoja de datos que fue cargada (Ver Figura 36). Segun el criterio del
usuario son escogidas la variable dependiente y las independientes; para el primer

caso se selecciona la variable, y a continuacion se da clic sobre el icono agregar

variables ﬂ Este icono deja de ser iluminado cuando es pasada la variable
dependiente, a diferencia del segundo caso, donde se pueden agregar tantas
variables independientes como se desee. Para hacer el proceso contrario a

agregar variables, damos clic sobre el icono adjunto ﬂ que cumple la funcién de
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quitarlas después de agregadas. Finalmente, después de haber seleccionado las

variables, damos clic sobre Analizar.

Figura 36. Seleccion de Variables - Arboles de Decision.

2y Seleccidn de variables weka.classifiers.trees. J43 g@
Dependiente
ca ry CatRendDMO
-4 Il ﬂ J
n-C4
Mi DMO Independientes
i Dl S0 |
CCR DO Trect. [AC]
Rendy DMO D-carga
D-Dmo CCR-carga
YEO-DIO Mi-carga
rSJQDEJ'O DO veara
V- Wal-carga
M2 total DMO ﬂ ﬂ Camm_far a
l.refraccitan DMO Pansbear ga
Sat. DMO LAy
Arorm. DO FIE [u;nF]—carga
Res. DMO M2 hys-carga
Monoaro Sat Carga
Diarnrm | Arom. Carga
Triarom . Res. Carga i
tatrarnm Il Ast Carda Il
Metodo de Laplace Crecimiento de subarholes
Reducir error de poda ﬂ Arbol binario =
Semilla |1 Minimo de observaciones por hoja |2
Factor de confianza |(0.25 Humero de grupos |3
Arhol sin podar

Fuente: Autor

Dependiente: Es la variable que se quiere explicar a partir de otras cuyos valores
no dependen unos de otros.

Independientes: Son las variables que buscan explicar a la Dependiente.

Método de Laplace: Se utiliza para mejorar la probabilidad estimada.

Reducir error de poda: Para usar o no la opcion descrita en los Numero de
grupos.

Semilla: Semilla usada para calculos aleatorios
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Factor de confianza: Factor de confianza utilizado en la poda para escoger entre
cuales ramas podar y cuales no.

Crecimiento de subarboles: Se utiliza para impedir el crecimiento de subarboles.
Arbol binario: Crea arboles binarios.

Minimo de observaciones por hoja: Minimo de casos por hoja.

Numero de grupos: Numero de grupos utilizados en la reduccion del error por el
que las instancias son divididas en grupos para aplicar el clasificador a los grupos
y asi comparar.

Arbol sin podar: Lo entrega con o sin podar.

Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Figura 37).

Figura 37. Resultados - Arboles de Decision.

£ waka.c lassifiers trees. J40 [-_”ﬂ]
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| | | | | | Nz_b¥s-carga > 0.1871 Alte (7.0/3.0)
| 1 | | | aEt. LAargs > lE.dr Medio (2.0)
| | | | Treot. [dC] = 115
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| | | | | | CCR-carga > 17.51: Medio (4.0/72.0)
| ] | | | Tewct. _[BC] = 115
| | | | | | Ni-carga <= 103,43: Alto (4.071.0)
| | | | | | MWi<cargn_ = 103.43: Hedio (5.0)
| | | | S-oarga  x 2.21 Dajlo (4.0/2.0)
| | 40 = 6.5 Alwo {25.0/2,.00
Humber of Lesves (K]
Hime of the tree ; 25
mmm JUNNAEY ===
Correctly Clasaified Inatances 177 87.6238
Incorrectly Classified Instances 25 R ) e
Fappa acaciscic 0.7891
Mean absolubte srrox O.1353
Root mean Aquared @Eror 0.2601
Foot relatiwve sguared srror 57,9966 %
Motal Hunber of Tns#tances A0
1] [ ¥
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e Redes Bayesianas: Al seleccionar esta opcién se ilumina el icono Analizar @\,

entonces procedemos a dar clic sobre éste y se despliega la ventana de

seleccion de variables. En la nueva ventana se escogen las variables
dependientes e independientes para hacer la estimacion de esta técnica. (Ver
Figura 38).

Figura 38. Redes Bayesianas.

%> SPP (Sistema de Prediccion de Propiedades) E]

Archivo | Tecnicas |

@ Componentes Principales
Analisis de Regresion
Analisis de Varianza J
Cluster F juna tecnica
Arboles de Decision b
Redes Bayesianas F BavesHet
GAMS b

Fuente: Autor

En el recuadro izquierdo de la ventana Seleccion de Variables, se encuentran las
variables de la hoja de datos que fue cargada (Ver Figura 39). Segun el criterio del
usuario son escogidas la variable dependiente y las independientes; para el primer

caso se selecciona la variable, y a continuacién se da clic sobre el icono agregar

variables ﬂ Este icono deja de ser iluminado cuando es pasada la variable
dependiente, a diferencia del segundo caso, donde se pueden agregar tantas

variables independientes como se desee. Para hacer el proceso contrario a

agregar variables, damos clic sobre el icono adjunto ﬂ que cumple la funcién de
quitarlas después de agregadas. Finalmente, después de haber seleccionado las

variables, damos clic sobre Analizar.
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Figura 39. Seleccion de Variables - Redes Bayesianas.

&5 Seleccion de variables weka.classifiers. bayes.BayesMet

l=Jojes

[ rS

-4 I ﬂ J
n-c4

i DO

W DM

CCR DMO
CatRendDMO
D-DMo
WaO-DMO

5 DO

M2 bits- DMO

2 total DMO ﬂ ﬂ
lrefraccien DO
Sat. DMO

Ararm. DO

Res. DMO
Wonoaro
Diaram

Triaram
tetrarnrm

L

K2-P1

Dependiente
Rendy DMO

Independientes

SiC

Trect. [GC]
Ci-carga
CCR-carga
Mi-carga
W-carga
Wal-carga
CarAro-carga
Penet-carga
PIE [GF]-carga
M2 bys-carga
Sat. Carga
Aram. Carga
Res. Carga
Asf. Carna

SimpleEstimator -A 0.5

[ Searchalgarithm
o= local
=k

o [ glakal
o= [ fixed

[ estimatar

[} simpleEstimator -4 0.5

Fuente: Autor

Dependiente: Es la variable que se quiere explicar a partir de otras cuyos valores

no dependen unos de otros.

Independientes: Son las variables que buscan explicar a la Dependiente.

useADTree: Es para saber si se hace o no una especie de arbol para la

clasificacion.
SearchAlgorithm: Buscan las relaciones.
EstimatorAlgorithm: Calculan las relaciones.

Al dar clic sobre el boton Analizar emerge la ventana de los resultados del analisis

de la técnica. (Ver Figura 40).
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Figura 40. Resultados - Redes Bayesianas.

25 weka.classifiers. bayes. BayesNet E]@
Tele

af. Carga (17): Rendw DHO_
F.E-cargai2di: Hepdw DMO _ _
TS0 _[BC]-carga(l®): Rendv DMO_
BCHI-carga(lf): Rendw DMO_
Fendy DMO_(=202) :

[ 1

Wariahles ordenadas por cardinalidad:

F.E-carga 24
T30_[AC]-carga 20 —
HNi-carga 19
TEO_[BC]-carga 19
ECHI-carga 149
Carhro-carga 15
Penet-carga 15

PIE_[#F]-carga 18
T10_[#C]-carga 1&

V-carga 17
Fat._Carga 17
Arom. _Carga_ 17
hsf. Carga 17
G-carga 17
D-carga 17
Rea._Carga_ 16
VE0-carga 15
CCR-carga 15
i _b¥z-carga 14
3/C 3
Trect. [&C] 3
=== SUmmary ===
Correctly Classified Instances 150 74,2574 %
Incorrectly Classified Instances 52 25,7426 %
Fappa statistic 0.7411
Mear absolute error 0.0065
Foot mean squared error 0.0555
Foot relative squared error 79,0511 %
Total Mumber of Instances 202 |
-
4] I [ #]

Fuente: Autor

¢ GAMS (General Algebraic Modeling System): En la carpeta GAMS de la
aplicacion encontramos el archivo GAMS.txt, en él se encuentra la ruta en
donde esta instalado el software GAMS, la ruta del archivo del modelo GAMS y

la carpeta donde se trabajaran los resultados.

Es importante resaltar que en la ruta se utiliza doble slash o slash invertido ya que

es para una aplicacion java.
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C:\Archivos de programa\\GAMS20.5\\gams.exe
C:\\solver\\DMO.gms
C:\\solver

Formato del archivo GAMS.txt

El software crea un archivo gms con las variables que estén cargadas y hace el
llamado para que el GAMS evalue. El modelo debe tener en una de sus lineas una
sentencia import que utilice el archivo de datos.gms generado en la carpeta
c:\solver, para posteriormente mostrar los resultados en pantalla. Es importante
que los modelos estén almacenados en la carpeta c:\solver y que en sus lineas se

generen los resultados en el archivo modelo.dat

Table parametros(i,vars)

VARIABLE 1 VARIABLE 2 VARIABLE 3 VARIABLE 4
1 31 35 46
29 32 45 36
35 20 4 28
39 5 14 20
38 2 13 17,

Formato del archivo gms
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ANEXO C. Proceso planta DEMEX

Crudo

I
I
Destiacion =

Fondo Vacio Otros
l Procesos

Carga
Condici Planta de DMO
ondiciones
; DECESENED o —— )
Operacionales Aceite Desasfaltado
P DEMEX ( )
Solvente
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ANEXO D. Documento Visiéon

Aplicacion De Mineria De Datos En La Prediccién
De Propiedades De Hidrocarburos E
Implementacién De Un Prototipo

Version 1.2
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1. Introduccion

Por medio de este documento pretendemos dejar en claro el propodsito, los alcances,
definiciones y demads caracteristicas de la aplicacion de algoritmos de mineria de datos en la
prediccion de propiedades de hidrocarburos para la empresa ECOPETROL. Con esto se
quiere aprovechar de una manera mas profunda los datos generados en las pruebas de
laboratorio de la planta DEMEX.

1.1 Proposito

Ofrecer una perspectiva de un producto software para realizar andlisis de datos a través de
técnicas estadisticas y de mineria de datos utilizando ingenieria de software orientada a
objetos.

1.2 Alcance

Aclarar las caracteristicas de lo que puede hacer el software al interactuar con los usuarios
finales y con su entorno.

1.3 Definiciones, Acronimos, y Abreviaciones

e Patrdon. Una expresion E, en alglin lenguaje L que describe un subconjunto de
los datos d, siempre que sea mas sencilla que la simple enumeracion de todos los
hechos que componen d.

e ICP. Instituto Colombiano del Petroleo.
e SILAB. Sistema para el manejo de datos de laboratorio.
e Planta DEMEX. Proceso de Desasfaltado.

e DATASET. Se denomina asi, a cualquier conjunto de datos

2. Posicionamiento

2.1 Oportunidades de Negocio

Dada la cantidad de datos que son almacenados con cada prueba que se realizan en el
laboratorio de la planta DEMEX, se vio la necesidad de aprovechar de una manera mas
adecuada ese volumen de datos, utilizando técnicas de mineria de datos.
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2.2 Declaracion del Problema

El problema

En este momento hay almacenados una gran cantidad
de datos que no estan siendo explotados al maximo,
por las dificultades que implica hacer un analisis de
forma manual. Por lo que se pensé en las técnicas de
mineria de datos para clasificar los datos e identificar
patrones entre los mismos.

Por otra parte, los datos que son analizados
manualmente, estan expuestos a fallas humanas,
debido a la cantidad que hace que sean omitidas
algunas  variables, sin  contar el tiempo
extremadamente prolongado que implicaria analizar
una muestra promedio de cien observaciones que
arroja la planta DEMEX.

Afectados

Las personas que necesitan analizar grandes
volimenes de datos para determinar con base a
muestras, diferentes propiedades de hidrocarburos en
la industria petrolera.

Cual es el impacto

El impacto del problema es que no se cuenta con
software necesario para el analisis de la cantidad
excesiva de datos, que estan siendo desaprovechados,
de los cuales se podria obtener un conocimiento
valioso a partir de los patrones que se puedan extraer
de los mismos.

Una solucion exitosa podria ser

El desarrollo y construccion de un prototipo software
que pueda analizar la mayor cantidad de datos
necesarios para encontrar patrones de una manera
mas rapida y precisa, mediante técnicas estadisticas y
de mineria de datos, que contribuyan a la prediccion
de propiedades de hidrocarburos.
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2.3 Declaracion de posicionamiento del producto

Para quien Personas que quieran analizar grandes volumenes de
datos en la prediccion de propiedades de
hidrocarburos.

Para que Suplir una necesidad que existia en la industria
petrolera, la cual representa una oportunidad para
Nnosotros.

Como Un prototipo software que permita el andlisis de

grandes volumenes de datos, utilizando técnicas
estadisticas y de mineria de datos.

Beneficios claves

Agilidad y precision en el proceso de andlisis de
grandes volumenes de datos

Diferente

Actualmente no se cuenta con un software capaz de
conectarse a la base de datos SILAB, y analizar los
datos que en ésta sean almacenados.

3. Stakeholder y Descripciones del Usuario

3.1 Mercado Demogrdfico

La reputacion de la organizacion frente al andlisis de datos es bastante buena, debido a que
en ella confluyen las necesidades de ciertas empresas petroliferas de menor tamafo, que
desean analizar muestras acerca de propiedades de hidrocarburos, ya sean obtenidas en
laboratorios, como es el caso de la planta DEMEX en el ICP, o de pozos petroliferos como

tal.

Buscamos que personas de diferentes regiones e incluso paises puedan encontrar patrones
mediante la herramienta, y que ayude al aprovechamiento de informacion, a través de los
servicios de la empresa en cuanto al andlisis de gran cantidad de datos.

3.2 Sumario de Stakeholder

modulos del prototipo y
requerimientos del sistema.
Hace correccion de errores.

Nombre Representa Papel que desempeiia
Administrador Administra las bases de | Toma decisiones con
datos. respecto a las bases de datos.
Es el que debe mantener el
sistema funcionando.
Desarrollador Crea los diferentes | Modela y disefia la capacidad de

evolucion  del  prototipo y
posteriormente hace uso de las
acciones evolutivas para realizar
los cambios necesarios sobre él.
Ademas de daro soporte al sistema.
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3.3 Sumario de Usuario

Nombre Descripcion Stakeholder
Ingeniero Quimico Quien con los | La interpretacion de los
conocimientos de su area | resultados arrojados por el
puede interpretar  los | prototipo son mejor

diferentes datos arrojados | entendidos por éste. Ademas
por el prototipo, asi como | se relaciona mejor con la
aquellos que son | planta DEMEX, donde esta
introducidos. mas al tanto, de los factores
o materiales influyentes de
los hidrocarburos.

Ingeniero de Sistemas | Posee caracteristicas para | Aunque tiene conocimientos
interpretar diferentes areas | de diversas areas, tiene un
de las ciencias, asi como la | enfoque mas directo hacia el
quimica. Se encuentra en | sistema como tal, y se
capacidad de analizar los | involucra un poco mas con

datos, y  suministrar | los tipos de andlisis que éste
soporte (con el previo | realiza, pudiendo de esta
conocimiento de la | manera afrontar imprevistos

estructura del prototipo). | del prototipo.
Ademas se involucra con

técnicas para la
construccion e
implementacion de

analisis de datos (mineria
de datos 'y técnicas
estadisticas -para  este
caso-).

3.4 Ambiente de Usuario

Todo lugar con acceso al prototipo y a datos provenientes de bases de datos como el SILAB
y la planta DEMEX, ya sea en oficinas del ICP (preferiblemente, ya que se tiene un control
mas detallado de lo que se hace) o el propio hogar de los usuarios, que soporte este tipo de
software.

3.5 Perfiles de Stakeholder

3.5.1 Administrador
Representante | Ricardo Farfan, Rafael Contreras

Descripcion Dar soluciones para el desarrollo y mantenimiento de las bases de
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datos

Tipo Administrador

Responsabilida | Debe ofrecer una informacion confiable y clara de los procesos que
des debe llevar el sistema

Criterio de | Que el sistema tenga éxito, que sea viable y que cumpla con todo
Exito aquello que se requiera

Participaciéon Fuente de informacion del prototipo

Comentarios /

Depende de la informacion que dé el usuario es la confiabilidad del

Problemas software

3.5.2 Desarrollador

Representante | Ricardo Farfan, Rafael Contreras

Descripcion Encargado del desarrollo del prototipo para la prediccion de
propiedades de hidrocarburos, mediante técnicas de mineria de datos

Tipo Desarrolladores

Responsabilida | Deben dar soluciones para los cambios del administrador y dar

des .
soporte al usuario

Criterio de | Que el sistema sea estable, flexible, cumpla con los requerimientos

Exito establecidos y que su interfaz se plasme con una excelente
presentacion

Participacion Desarrollo del prototipo

Comentarios /
Problemas

Depende de la informacion que dé el usuario es la confiabilidad del
software

3.6 Perfiles de Usuario

3.6.1 Ingeniero Quimico

Representante

Martha Parra

Descripcion

Ya que la industria petrolera estd compuesta practicamente en su
mayoria por la quimica (gases y liquidos), la prediccion de
propiedades de hidrocarburos, se ha vuelto una parte fundamental
para el desarrollo y/o analisis de datos que contribuyen a la
generacion de patrones, que a su vez son importantes para la creacion
de posibles nuevos compuestos, y técnicas para extraer al maximo
propiedades reutilizables del petréleo pasando por diferentes procesos
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de destilacion.

Su funcidn estd relacionada con el analisis de grandes volimenes de
datos provenientes empresas petroliferas o de laboratorios como la
planta DEMEX del ICP, donde estd mas al tanto, de los factores o

materiales influyentes de los hidrocarburos.

Tipo Crear y/o modificar tecnologias para la racional explotacion y
transformacion de los hidrocarburos.

Responsabilida | Realizar una interpretacion positiva de los datos arrojados por el

des prototipo, para que el analisis realizado por éste sea de utilidad.

Criterio de | Con base a los resultados obtenidos por el prototipo, realizar

Exito investigaciones para verificar y mejorar las diferentes etapas de las
operaciones que sean necesarias.

Participacién Analizar los datos suministrados por el sistema

Comentarios /
Problemas

Depende de la interpretacion de los datos suministrados por el
Ingeniero Quimico, los resultados pueden ser confiables.

3.6.2 Ingeniero de Sistemas

Representante | Juan Carlos Garcia, Martha Orellana

Descripcion Posee caracteristicas para interpretar diferentes areas de las ciencias,
asi como la quimica.
Se encuentra en capacidad de analizar los datos, y suministrar soporte
(con el previo conocimiento de la estructura del prototipo). Ademas
se involucra con técnicas para la construccion e implementacion de
analisis de datos (mineria de datos y técnicas estadisticas).

Tipo Conocimientos semejantes o superiores al administrador y
desarrollador.

Responsabilida | Proporcionar un correcto funcionamiento del sistema, puede reportar

des anomalias del mismo y hasta llegar a solucionarlas con el
conocimiento necesario del prototipo y lo que implementa.

Criterio de | Conocimiento general del sistema e implementacion del prototipo con

Exito un poco de relacion a las técnicas que emplea, y las variables y tipos
de datos que aplica.

Participacion Se involucra un poco mas con los tipos de analisis que éste realiza,

pudiendo de esta manera afrontar imprevistos del prototipo.

Comentarios /
Problemas

No contar con el conocimiento suficiente para comprender el manejo
de hidrocarburos y qué tipo de variables se emplean.
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3.7 Stakeholder Clave o Necesidades de Usuario

Pueden existir casos en los que el ingeniero(s) no interprete correctamente los resultados,
poniendo asi en riesgo la credibilidad del prototipo y la veracidad de los resultados. Es por
esto que se debe dar una capacitacion adecuada sobre el manejo e interpretacion de los
resultados arrojados por el prototipo. Por su parte el personal que maneje este software no
solo debe ser el adecuado para comprender los resultados, sino estar altamente calificado
para la comprension de propiedades de hidrocarburos.

4. Apreciacion Global del Producto

4.1 Perspectiva del Producto

El prototipo software que se desea presentar puede que no sea el unico en su género pues
actualmente existen otras opciones para el usuario, pero no conocemos alguno que utilice
las técnicas de mineria de datos y estadisticas que agrupamos para la prediccion de
propiedades de hidrocarburos y que ademads se encuentra adaptado para el proceso DMO de
la planta DEMEX. Este seria un sistema independiente, debido a que sélo los
administradores son los que hacen los cambios.

4.2 Resumen de Capacidades
Sistema de Apoyo al Cliente

Beneficio del cliente Caracteristicas del Soporte
Los administradores pueden | El administrador contard con
dar soporte rapido la  colaboracion de su

compaiiero que le ayudara a
solventar  dificultades de
forma adecuada y rapida.

4.3 Asunciones y Dependencias
El prototipo tiene una restriccion, ya que necesita tener instalada la Maquina Virtual,
porque se piensa trabajar sobre la plataforma JAVA.

4.4 Costos y Valores
El prototipo serd GNU (libre) hasta su finalizacién, donde serd puesto a disposicion de la
UNAB o el ICP. Por lo tanto no se cobrara por su distribucion y/o licenciamiento.

4.5 Licenciamiento e Instalacion
El desarrollo del prototipo se realizara mediante software GNU (libre), lo que permitira la
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libre distribucion del mismo, a excepcion de lo que sea establecido en los derechos de autor
(UNAB o ICP), por ser un proyecto de grado.

5. Rasgos del Producto

5.1 Componente WEKA
Es una herramienta importante que nos permite la implementacion de algoritmos de
mineria de datos que ya han sido probados, lo que le agrega un grado de credibilidad a
los resultados que presente el software.

5.2 Componente OJDBC
Es un componente desarrollado por ORACLE que hace posible la comunicacion entre las
bases de datos Oracle y la plataforma J2EE de JAVA.

6. Restricciones

e El software es un prototipo académico que no estara en capacidad de prestar un
nivel como el de una aplicacion comercial.

e El softwre serad dirigido hacia el proceso de planta DEMEX, por lo que solo se
implementaran las técnicas mensionadas en los objetivos de esta tesis.

7. Rangos de Calidad

El paquete WEKA aporta calidad en los algoritmos que sean llamados de ¢l mismo, porque
es un componente que se encuentra en uso en muchas partes del mundo y lleva varios afios
en funcionamiento.

Para los componentes a desarrollar seguiremos las metodologias para calidad y métricas de
la ingenieria de software orientada a objetos.

8. Precedencia y Prioridad

El software debe ser flexible para la carga y la seleccion de archivos de manera que el
usuario no se vea limitado a la hora de querer realizar alguna tarea con el software.

El software debe ser lo mas amigable posible para brindarle unos resultados claros y
entendibles de manera que el usuario se sienta a gusto al comprender todo lo que el
software le entrega.

9. Otros Requisitos del Producto

9.1 Requisitos del sistema
El sistema necesita que los usuarios tengan acceso a la informacion de la base de datos
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SILAB y la maquina java para que se pueda ejecutar, ya que es una aplicacion en java.

9.2 Requisitos de Desempeiio
Los equipos deben ser preferiblemente Pentium 4 con 256 MB de RAM minimo.

10. Requisitos de la Documentacion

10.1 Manual de Usuario

El manual de usuario se elaborard lo mas explicito posible, ilustrando las diferentes tareas
que el usuario pueda realizar en el software.

Apéndice 1 — Rasgos de los Atributos

A.1  Estado
Proponed

Approved Componente WEKA
Componente JChart

Incorporated

A.2  Beneficio
Critical Componente WEKA

Important Componente JChart
Useful

A.3  Esfuerzo

El componente WEKA viene con su codigo fuente respectivo, pero es un codigo avanzado
y complicado de trabajar, pero la idea es hacer una interfaz que llame los algoritmos de las
tecnicas, entregando como paramentros el DataSet de las variables seleccionadas por el
ususario, y manipular los resultados.

El componente Jchart es un poco menos complejo, no viene con codigo fuente, asi que hay
que traducir los archivos .class a archivos .java para su implementacion. Este componente
se invoca a través de un data set y de una interface conocida como Chart, que puede ser
cualquier elemento grafico dentro de la libreria.
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A.4  Riesgo

La existencia de errores en el manejo de resultados de los algoritmos del weka o una
incorrecta implementacion del mismo, generarian resultados falsos que harian que el
software fuera obsoleto.

La incorrecta implementacion de los dos componentes en cuanto a la forma de entrega de
los resultados, podrian hacer que el usuario pierda el interés.

A.5  Estabilidad

Dado que se la implementacion serd orientada a objetos sera relativamente facil decubrir
que componente es inestable, las técnicas de mineria de datos son computacionalmente
costosas, de ahi que pensemos en WEKA para usarlas, ya que este componente a
demostrado un grado de estabilidad aceptable por los usuarios.

A.6  Target Release
Se entregara a los usuarios una aplicacion de escritorio hecha en java.

A.7  Assigned To
La implementacion esta asignada a los autores de la tesis.

A.8 Reason

Los componentes que distinguen al software nos proporcionan estabilidad,
credibilidad y facilidad para satisfacer las necesidades de los usuarios.
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ANEXO E. Diagrama de Casos de Uso
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ANEXO F. Plantilla Caso de Uso: Cargar Datos BD

Nombre Caso de Uso

Descripcion
Es una interfaz para la carga de datos provenientes de una base de datos que al cargarlos los
acomoda en un DataSet.

Flujo de Eventos

Flujo Basico
El usuario le indica al programa que los datos estdn en una base de datos, entonces se

prepara un DataSet y se le hace un llamado al caso de uso Consultar BD para colocar los
datos en el DataSet.

Requisitos Especiales

< Primer Requisito Especial >
Acceso a la base de datos para poder hacer las consultas.

< Segundo Requisito Especial >

Para el caso de los usuarios WINDOWS es necesaria la maquina java para correr la
aplicacion.

Pre-condiciones

< Pre-condicién Uno >
Debe haberse cargado los datos de las muestras de la planta DEMEX en la base de datos.

Post-condiciones

< Post-condicion Uno >

Se habran cargado datos de la base de datos, que le permitiran al usuario empezar a analizar
la informacion.
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ANEXO G. Plantilla Caso de Uso: Cargar Datos Archivo

Archivo

Nombre Caso de Uso
Descripcion

Es una interfaz para la carga de datos provenientes de un archivo que al cargarlos los
acomoda en un DataSet.

Flujo de Eventos

Flujo Basico
El usuario le indica al programa que los datos estdn en un archivo, entonces se prepara un
DataSet y se procede a leer los datos del archivo para colocar los datos en el DataSet.

Requisitos Especiales

< Primer Requisito Especial >

Para el caso de los usuarios WINDOWS es necesaria la maquina java para correr la
aplicacion.

Pre-condiciones

< Pre-condicién Uno >
Debe haberse guardado los datos de las muestras de la planta DEMEX en un archivo.

Post-condiciones

< Post-condicion Uno >

Se habran cargado datos de la base de datos, que le permitiran al usuario empezar a analizar
la informacion.
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ANEXO H. Plantilla Caso de Uso: Seleccionar Variables

Nombre Caso de Uso

Descripcion
Es una interfaz donde el usuario selecciona las variables que desea analizar, que genera un
nuevo DataSet, para utilizar las técnicas de mineria de datos.

Flujo de Eventos

Flujo Basico
El usuario le indica al programa con que variables va a trabajar, el programa genera un
nuevo DataSet que sera usado en el caso de uso Analizar.

Requisitos Especiales

< Primer Requisito Especial >

Para el caso de los usuarios WINDOWS es necesaria la maquina java para correr la
aplicacion.

Pre-condiciones

< Pre-condicién Uno >

Debe haberse cargado los datos en el sistema, lo cual se comprobara con el DataSet de
datos cargados.

Post-condiciones

< Post-condicion Uno >

Se habran seleccionado cuales variables seran analizadas, lo que implica que existird un
DataSet listo para aplicarle las técnicas de mineria de datos.
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ANEXO I. Plantilla Caso de Uso: Analizar

Nombre Caso de Uso

Descripcion
Es una interfaz donde el usuario escoge con que técnica desea realizar el anélisis, entonces

con el DataSet de las variables seleccionadas, se hace un llamado al componente WEKA
para hacer el analisis.

Flujo de Eventos

Flujo Basico

El usuario escoge con que técnica desea realizar el andlisis, entonces con el DataSet de las
variables seleccionadas, se hace un llamado al componente WEKA para hacer el analisis.
Los resultados de aplicar la técnica seleccionada se manipulan para presentar lo resultados
de una forma agradable.

Requisitos Especiales

< Primer Requisito Especial >

Para el caso de los usuarios WINDOWS es necesaria la maquina java para correr la
aplicacion.

Pre-condiciones

< Pre-condicién Uno >

Debe haberse seleccionado un conjunto de variables para el andlisis, debido a que las
técnicas tienen un costo computacional alto, aparte de que no todas las variables son
necesarias, dependiendo de lo que el usuario esté buscando al aplicar alguna técnica.

Post-condiciones

< Post-condicion Uno >

Se habran entregado al usuario de una forma clara y amigable los resultados de los
diferentes analisis.
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ANEXO J. Plantilla Caso de Uso: Cargar Datos

Nombre Caso de Uso

Descripcion
Es una generalizacion de los casos de uso Cargar Datos BD y Cargar Datos Archivo, ya que

estos dos poseen caracteristicas comunes como son preparar el DataSet y acomodar los
datos.

Flujo de Eventos

Flujo Basico
El usuario le indica al programa que los datos estdn en una base de datos, entonces se

prepara un DataSet y se le hace un llamado al caso de uso Consultar BD para colocar los
datos en el DataSet.

Requisitos Especiales

< Primer Requisito Especial >

Para el caso de los usuarios WINDOWS es necesaria la maquina java para correr la
aplicacion.

Pre-condiciones

< Pre-condicién Uno >
Debe haberse cargado los datos, ya sea que vengan de la base de datos o de un archivo.

Post-condiciones

< Post-condicion Uno >

Se habran cargado datos de la base de datos, que le permitiran al usuario empezar a analizar
la informacion.
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ANEXO K. Plantilla Caso de Uso: Consultar BD

Nombre Caso de Uso

Descripcion
Es una interfaz que realiza una conexion con la base de datos SILAB y realiza consultas
SQL para la carga de datos en el sistema.

Flujo de Eventos

Flujo Basico
El usuario necesita cargar datos de la base de datos, el caso de uso Cargar Datos BD

prepara el dataset donde seran cargados los datos y ejecuta el caso de uso Consultar BD
para que establezca conexion y consulte los datos que el usuario necesita.

Requisitos Especiales

< Primer Requisito Especial >
Acceso a la base de datos para poder hacer las consultas.

< Segundo Requisito Especial >

Para el caso de los usuarios WINDOWS es necesaria la maquina java para correr la
aplicacion.

Pre-condiciones

< Pre-condicién Uno >
Debe haberse cargado los datos de las muestras de la planta DEMEX en la base de datos.

Post-condiciones

< Post-condicion Uno >

Se habran cargado datos de la base de datos, que le permitiran al la preparacion de un
DataSet.
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ANEXO N. Diagrama de Secuencia: Seleccionar Variables
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ANEXO Q. Diagrama de Secuencia: Consultar BD
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ANEXO R. Diagrama de Clase: Cargar Datos BD
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ANEXO U. Diagrama de Clase: Analizar
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ANEXO V. Diagrama de Clase: Cargar Datos
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ANEXO X. Manual Técnico

MANUAL TECNICO
APLICACION DE MINERIA DE DATOS EN LA PREDICCION DE
PROPIEDADES DE HIDROCARBUROS E IMPLEMENTACION DE UN
PROTOTIPO

RAFAEL ALFONSO CONTRERAS PEINADO
RICARDO JOSE FARFAN MARTINEZ

Director
M.Sc. JAVIER HERNANDEZ CACERES

UNIVERSIDAD AUTONOMA DE BUCARAMANGA
FACULTAD DE INGENIERIA DE SISTEMAS
ESCUELA DE CIENCIAS NATURALES E INGENIERIA
BUCARAMANGA
2005
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2. INTRODUCCION

Aplicaciéon De Mineria De Datos En La Prediccion De Propiedades De

Hidrocarburos E Implementaciéon De Un Prototipo

ERC es un prototipo desarrollado en Windows con la herramienta Java que es un
lenguaje independiente de la plataforma y posee comunicacién con el SILAB que
maneja la base de datos ORACLE empleada en el ICP. La funcion de este sistema
es emplear algoritmos de mineria de datos y técnicas estadisticas, para estimar
rendimientos y calidades de productos del proceso de extraccion liquido — liquido
del fondo vacio del DMO.

Este manual encierra todo el manejo de la Estimacion de Rendimientos y
Calidades (ERC) mediante algoritmos de mineria de datos y estadisticos, y

describe todas las funciones y elementos que lo conforman.

Los médulos que conforman este sistema son:

e Manejo de Informacién: Contiene todo lo referente a la manipulacion de
archivos, asi como cargar y/o agregar datos de un archivo de datos o de la
base de datos. Ademas se pueden guardar datos previamente cargados y
los resultados de los analisis resueltos por el prototipo. Los datos pueden
ser cargados y manipulados para hacer posible el analisis, presentarselos
al usuario y guardar la informacion.

e Analisis: En este se realizan los andlisis respectivos segun la técnica de
mineria de datos o estadistica empleada, asi como analisis de regresion,
arboles de decision, cluster, componentes principales, redes bayesianas y

analisis de varianza.
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2. REQUERIMIENTOS DE HARDWARE Y SOFTWARE

2.1 REQUERIMIENTO HARDWARE EN EL CLIENTE

1. RAM 256 MB

2. Disco Duro 2GB

3. Tarjeta de Red 10/100 Mbps Ethernet
4. Procesador Pentium IV

2.2 REQUERIMIENTO SOFTWARE EN EL CLIENTE
1. Sistema Operativo Windows 98 6 superior
2. Maquina Virtual Java
3. Acceso a la base de datos SILAB
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ASPECTOS TECNICOS ADMINISTRABLES

Conexion a la base de datos:

Para la conexion a la base de datos el software maneja cinco archivos que son:
DB.cfg , query.cfg , AliasDeCarga.csv , AliasDeDMO.csv y un archivo en formato
csv donde se encuentren los identificadores de los dos tipos de muestra que se

vayan a cargar.

Estos archivos se encuentran en la carpeta config de la aplicacion, a excepcion del

de las samples, que es un archivo del usuario.

El software genera un archivo Log donde se reportan los sucesos luego de dar la

orden de cargar o agregar de una base de datos.

@ SPP.exe
QL LogeD.td

f Uninstall

Ubicacion LogBD

Archivo DB.cfg
En este archivo se encuentra la informacion que se refiere a la conexién con la

base de datos. Cabe recordar que el software se puede conectar con bases de
datos ORACLE 8iy 9i.
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En el archivo, la primera linea corresponde a la IP del servidor o equipo donde se
encuentra la base de datos, la segunda corresponde al puerto por el que la
maquina servidor atiende las consultas (en el ICP se maneja el puerto de
ORACLE por defecto 1521), la tercera corresponde al nombre de la base de datos
y en la cuarta y quinta linea respectivamente deben estar el login y el password

aceptados para hacer las consultas.

PATH:@192.168.11.30
PORT:1521

DB:sqllims
LOGIN:ops$consulta

PW:consulta

Formato del archivo DB.cfg

Archivo query.cfg

En este archivo se encuentra la consulta SQL, en ella se deben respetar dos
parametros: el parametro elementospp que corresponde al elemento quimico de
una muestra, que representa para el software una variable; el parametro
identificadorspp que corresponde al identificador de la muestra de la cual vamos a

obtener el elemento quimico.

select TEXT_VALUE

from ops$penlims.nai_results

where

component like'%elementospp%' and
sample_id in (identificadorspp)

and status = 'COMPLETE' and
condition = '"APPROVED'

Formato del archivo query.cfg
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Archivos AliasDeCarga.csv & AliasDeDMO.csv

En estos archivos se encuentran en la segunda columna los nombres de los
elementos tal como aparecen en la base de datos para ser remplazados en el
query por el parametro elementospp, la primera columna corresponde a los alias,
que son los nombres de variables que el software va a utilizar en los diferentes
analisis (Al software solo le interesa el contenido de las dos primeras columnas, lo

demas no se tiene en cuenta).

Los archivos deben estar en formato csv y se recomienda no usar comillas en

ninguno de los casos.

alias elemento
D-carga DENSIDAD A15GR C
CCR-carga RESIDUO CARBON MICRO
Ni-carga NIQUEL
V-carga VANADIO
Penet-carga PENETRACION A25GR C
PIE-carga 5
N2 b s-carga NITROGENO BASICO EN HIDROCARBUROS
Sat. Carga SATURADOS
Arom. Carga  AROMATICOS
Res. Carga RESINAS
Asf. Carga ASFALTENOS
S-Carga AZUFRE
T10-Carga 10
T30-Carga 30
T50-Carga 50

Formato del archivos AliasDeCarga.csv & AliasDeDMO.csv
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Archivo de Samples.csv

En este archivo se encuentran los identificadores de los dos tipos de muestras,
para el caso de planta DEMEX serian los identificadores de la carga y los
identificadores de DMO, al igual que los dos archivos anteriores el software solo
tiene en cuenta las primeras dos columnas, donde en la primera columna deben
estar los identificadores de los elementos que aparecen en el archivo
AliasDeCarga, lo mismo en la segunda columna donde se encuentran los

identificadores de los elementos del archivo AliasDeDMO.

Los valores de identificador son remplazados en la consulta por el parametro

identificadorspp.

Los archivos deben estar en formato csv y se recomienda no usar comillas en

ninguno de los casos.

F. vacio DMO

200141961 200142745 LCT-880
200141963 200143223 LCT-894
200140599 200144334 LCT-975
200140599 200144331 LCT-975
200140599 200144459 LCT-975
200140599 200144332 LCT-975
200140599 200142744 LCT-975
200140599 200144444 LCT-975
200140599 200144333 LCT-975
200140599 200144328 LCT-975
200140599 200144460 LCT-975
200144396 200145890 U-200
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Archivo queryV.cfg

En este archivo se encuentra la consulta SQL, en ella se debe respetar un

parametro denominado identificadorspp que corresponde al identificador de la

200144396
200144396
200144396
200144396
200144396
200144396
200144396
200144396
200144398
200144398
200144398
200144398
200144398
200144398
200144398
200144398
200144398

Formato del archivo Samples.csv

200145889
200145891
200145887
200145884
200145888
200145921
200147047
200145919
200147053
200147051
200147052
200147049
200147048
200147050
200147055
200147054
200147056

U-200
U-200
U-200
U-200
U-200
U-200
U-200
U-200
U-2100
U-2100
U-2100
U-2100
U-2100
U-2100
U-2100
U-2100
U-2100

muestra de la cual vamos a obtener el las viscosidades a 100 & 80 GR.

where

in

select component, TEXT_VALUE
from ops$penlims.nai_results

sample_id (identificadorspp)and

'COMPLETE' and condition ='APPROVED'

status

Formato del archivo queryV.cfg
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CONEXION CON GAMS

En la carpeta GAMS de la aplicacion encontramos el archivo GAMS.txt, en él se
encuentra la ruta en donde esta instalado el software GAMS, la ruta del archivo del

modelo GAMS y la carpeta donde se trabajaran los resultados.

Es importante resaltar que en la ruta se utiliza doble slash o slash invertido ya que

es para una aplicacion java.

C:\Archivos de programa\\GAMS20.5\\gams.exe
C:\\solver\\DMO.gms
C:\\solver

Formato del archivo GAMS.txt

El software crea un archivo gms con las variables que estén cargadas y hace el
llamado para que el GAMS evalue. El modelo debe tener en una de sus lineas una
sentencia import que utilice el archivo de datos.gms generado en la carpeta
c:\solver, para posteriormente mostrar los resultados en pantalla. Es importante
que los modelos estén almacenados en la carpeta c:\solver y que en sus lineas se

generen los resultados en el archivo modelo.dat

Table parametros(i,vars)

VARIABLE 1 VARIABLE 2 VARIABLE 3 VARIABLE 4
1 31 35 46
29 32 45 36
35 20 4 28
39 5 14 20
38 2 13 17,

Formato del archivo gms

213



MENSAJES DE ERROR

El prototipo tiene implementada una clase para reportar los errores o excepciones

que se puedan presentar durante su ejecucion.

La forma de interpretar los mensajes de error es la siguiente:
o En el titulo de la ventana aparece el nombre de la clase donde se presento

el error.

e El mensaje es el que reportaria java en modo compilado al presentarse el

error.

Mensajes mas comunes

Aparece cuando falla la conexion con la base de datos, lo que puede ser debido a

informacion incorrecta en el archivo BD.cfg

<5 Conexion BD E]

The Network Adapter could not establish the connection

Aparece cuando en el archivo query.cfg se esta haciendo una consulta a una tabla

o vista de la base de datos que no existe.
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é_fg Conexion BD [._] W

table or view does not exist

Aparece cuando al ejecutar un algoritmo de mineria de datos se encuentran
valores no numéricos como palabras, a excepcion de las variables clase de las

técnicas de clasificacion.

El mensaje significa que al leer el archivo DataSetA.arff se esperaba un numero,
pero se encontré un token o valor invalido que es mostrado entre paréntesis
cuadrados, ademas de la linea en el archivo DataSetA.arff en donde se encontrd

el error.

éﬁ Cluster u ﬁ

java.iolOException: number expected, read Token[palabra], line 20

Aceptar
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