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1. PLANTEAMIENTO DEL PROBLEMA, JUSTIFICACIÓN, PREGUNTA DE 

INVESTIGACIÓN E HIPÓTESIS. 

 

Los cálculos renales, o también conocidos como litiasis renal, están en la posición 

número 10 de enfermedades más buscadas y consultadas a los profesionales de la salud 

en Colombia (Pico, 2019). La litiasis renal es una masa sólida compuesta de cristales 

que la orina contiene, como lo son: calcio, fosfato, carbonato, oxalato y ácido úrico que, 

en grandes cantidades, tienen la posibilidad de cristalizarse y formar cálculos dentro de 

los riñones (Farrera & Acebes, 2015).  

La litiasis renal es caracterizada por la aparición de cálculos en el aparato urinario 

superior y, cuyo diagnóstico se realiza ante la presencia de uno o más cólicos renales, 

infección urinaria, hematuria y/o la evidencia de la formación o la expulsión de un cálculo 

(Gamboa-Gutiérrez, Varela-Villalobos, & Varela-Briceño, 2020). Gracias a la forma de 

expulsar este cálculo del cuerpo (uretra), su paso puede causar dolor abdominal agudo, 

náuseas, vómitos, fiebre, escalofríos, sangre en la orina, palidez y sudoración (Farrera & 

Acebes, 2015).  

De los métodos existentes de detección de la litiasis renal, la Tomografía Computarizada 

(TC) es considerado el método más efectivo existente ya que, este genera varias 

imágenes de toda el área del cuerpo que se desea estudiar, las cuales se envían a una 

computadora y se reconstruyen rápidamente en imágenes bidimensionales detalladas, 

teniendo la posibilidad de ver hasta el cálculo más pequeño, gracias a la claridad con la 

que se perciben las vías urinarias (riñones, uréteres y vejiga). Existen también otras 

herramientas para su identificación como las ecografías, también conocidas como 

ultrasonidos (Akkasaligar & Biradar, 2016).  Dada la naturaleza de esta última como 

procedimiento no invasivo, fácilmente reproducible y también su bajo costo, resulta ser 

la opción favorita a la hora del diagnóstico, siendo en todo caso una alternativa que brinda 

resultados bastante precisos sin necesidad de exponer al paciente a la radiación de la 

TC (Akkasaligar & Biradar, 2016).   

La detección de cálculos renales a través de ecografías presenta varios desafíos 

importantes relacionados a la calidad de las imágenes o videos capturados por el equipo 



médico para su posterior análisis (Shah & Kadge, 2019). Por ejemplo, la aparición de 

ruido en la imagen y la sensibilidad al manejo del ultrasonido por parte del operador 

durante el examen, sumado a la necesidad de aplicar diferentes técnicas de 

preprocesamiento para extraer la información importante y las regiones de interés ROI 

(Ranjitha, 2016). A pesar de esto, el ultrasonido renal es una modalidad de imagen 

bastante común aplicada por médicos especialistas (urólogos y nefrólogos) quienes la 

utilizan como examen previo y herramienta de diagnóstico para detectar cálculos renales 

entre diferentes anomalías (Mangayarkarasi &Najumnissa, 2017).  

El problema al que le apunta este proyecto es a la brecha de confiabilidad existente entre 

una imagen capturada por ultrasonido y una capturada por TC para la detección de litiasis 

renal. La captura de datos por TC en principio se considera más efectiva, pero tiene un 

costo mayor y es invasiva para el paciente; por otro lado, las imágenes capturadas por 

ecografía se pueden conseguir a menor costo, pero dependen en gran medida de la 

habilidad y experticia del profesional que las captura. Tomando en cuenta esto, si se 

diseña un procedimiento que disminuya el ruido de la imagen y asista a los especialistas 

médicos en el proceso de detección, se podrán reducir los costos relacionados al 

diagnóstico y de esta manera, aumentar la precisión del mismo sin la necesidad de uso 

de equipos adicionales ni capacitación adicional para los profesionales.  

Por esto, la posibilidad de tener un sistema que permita la detección de cálculos o litiasis 

renales a través de ecografías implicaría un avance importante en este campo y un apoyo 

para los especialistas radiólogos, ya que, con el procedimiento estándar utilizado 

actualmente (TC), generan un mayor costo y deben lidiar con los riesgos de la invasión 

al cuerpo humano en el momento del estudio. 

1.1 Justificación  

 

La litiasis renal es una afección sumamente frecuente en la actualidad. Entre un 5% y un 

12% de la población de los países industrializados presenta algún episodio sintomático 

antes de los 70 años (Nieto & Yanes, 2019).  



Al ser un problema de índole global representa un potencial problema para los sistemas 

de salud, dada la cantidad de tiempo y recursos que se necesitan para la correcta 

identificación de la patología. Se estima que en Colombia para 2030 existirán 

aproximadamente 1800 radiólogos en todo el territorio nacional, cifra bastante baja en 

proporción a la población nacional estimada para el mismo año (MINSALUD, 2018).  

Otro de los beneficios que se encuentra en el cambio estándar de tomografías a 

ecografías, es la disminución de la complejidad en la toma del estudio, ya que, el 

procedimiento de la ecografía es mucho más sencillo de aplicar que una tomografía, 

evitando el uso de rayos X para la toma de este examen.  

Por esto, el desarrollo de un modelo predictivo basado en Deep Learning para la 

detección de litiasis renal haciendo uso de imágenes capturadas con ultrasonido, 

representa una contribución en el área de la imagenología diagnóstica, cuyo primer 

beneficiario será la clínica La Foscal, que a través del semillero de Radiología a cargo 

del Doctor Federico Lubinus, aportan al proyecto imágenes y videos de pacientes reales 

despersonalizados para el entrenamiento del modelo de Machine Learning. Con el fin de 

reducir sus tiempos actuales de espera de resultados, y contar con una segunda opinión 

estadísticamente válida a los profesionales de la salud para mejorar la calidad del 

servicio a los pacientes sobre los que se requiera aplicar el examen. 

1.2 Pregunta de investigación  

 

¿Qué configuración debe tener un sistema basado en Deep Learning para la detección 

de litiasis renal usando imágenes de ultrasonido? 

  



2. OBJETIVOS 

En esta sección, se presenta el objetivo general propuesto y, a su vez, los objetivos 

específicos; los cuales van a permitir lograr satisfactoriamente el objetivo general:  

2.1 Objetivo general 

Desarrollar un algoritmo basado en Deep Learning para la detección de litiasis renal a 

través del uso de imágenes diagnósticas capturadas por ultrasonido. 

2.2 Objetivos específicos  

1. Diagnosticar el uso de Deep Learning para la detección de litiasis renal. 

2. Diseñar un algoritmo basado en Deep Learning para la detección de litiasis renal. 

3. Evaluar el correcto funcionamiento del sistema predictivo con el conjunto de datos 

prueba suministrado contrastandolo con el concepto de los médicos expertos. 

 

  



3. MARCO REFERENCIAL 

Esta sección del documento se va a concentrar principalmente en la definición de los 

conceptos del marco teórico y conceptual mostrados a continuación:  

3.1 MARCO CONCEPTUAL 

Se desarrollan los conceptos clave, fundamento de este proyecto, así como una guía 

para el desarrollo de la solución al problema planteado: 

3.1.1 Litiasis Renal  

Litiasis renal o comúnmente conocida como cálculo renal, es una masa sólida compuesta 

de cristal la cual se forma dentro de los riñones, efecto producido por el mineral adicional 

en la orina, teniendo la posibilidad de desarrollarse en cualquier parte del tracto urinario. 

El cálculo renal puede crecer hasta el tamaño de una pelota de ping-pong, cuya 

estructura es afilada y cristalina (Shah & Kadge, 2019). 

Ilustración 1: Un riñón real de un paciente humano. Las piedras están 
marcadas por los triángulos amarillos. 

 

 

Para esto, es importante recalcar que si un cálculo renal crece demasiado (más de 5 

mm), puede bloquear el uréter y aumentar la presión renal, causando daño al riñón con 

síntomas de dolor intenso para el paciente, por lo que se vuelve necesaria una 

intervención quirúrgica. El diagnóstico de los cálculos renales se basa actualmente en 

múltiples modalidades, como lo es la tomografía computarizada (TC), la ecografía y la 

radiografía simple (Li et al, 2019). 



3.1.2 Inteligencia Artificial  
 

La inteligencia artificial (IA) es un conjunto de técnicas computacionales y tecnologías 

que respaldan la vida social diaria y las actividades económicas, contribuyendo en gran 

medida al crecimiento sostenible de la economía y a su vez resuelven, varios problemas 

sociales de interés (Lu, Li, Chen, Kim, & Serikawa, 2017). 

Existen diferentes familias de algoritmos de inteligencia artificial (IA), pero, 

particularmente, para este proyecto, se profundiza en uso del Deep Learning o 

“Aprendizaje profundo”, que ha demostrado un progreso notable en las tareas de 

reconocimiento de objetos y patrones en imágenes (Ahmed Hosny, Quackenbush, 

Schwartz, & Aerts, 2018).  

Los métodos que van desde redes neuronales convolucionales hasta autoencoders han 

contribuido en diferentes aplicaciones en el campo del análisis de imágenes médicas, 

impulsándolo hacia adelante a un ritmo vertiginoso, ayudando así, en el quehacer 

cotidiano de la radiología, al evaluar visualmente las imágenes médicas para la 

detección, caracterización y monitoreo de enfermedades (Ahmed Hosny, Quackenbush, 

Schwartz, & Aerts, 2018). 

3.1.3 Deep Learning 

 

Deep Learning o aprendizaje profundo, es una forma de aprendizaje automático que 

permite a las computadoras aprender de la experiencia y entender el mundo en términos 

de jerarquía de conceptos, por lo que, debido a que la computadora reúne el 

conocimiento de la experiencia, no hay necesidad para que un operador de computadora 

especifique formalmente todos los conocimientos que necesita la computadora 

(Goodfellow, Bengio, & Courville, 2016).  

El Deep Learning permite que los modelos computacionales que se componen de 

múltiples capas de procesamiento aprendan representaciones de datos con múltiples 

niveles de abstracción, los cuales han mejorado de manera significativa en 

reconocimiento de voz, reconocimiento visual de objetos, detección de objetos y muchos 

otros dominios; este, a su vez, descubre la intrincada estructura de los grandes conjuntos 



de datos utilizando el algoritmo de retropropagación para indicar cómo una máquina debe 

cambiar sus parámetros internos que se utilizan para computar la representación en cada 

capa a partir de la representación en la capa anterior (LeCun, Bengio, & Hinton, 2015). 

 

Hoy en día, los métodos de Deep Learning son dominantes y relacionados, cuyos 

estudios intentan obtener puntajes altos en la competencia, utilizando principalmente 

diferentes combinaciones de redes neuronales (Goularas & Kamis, 2019).  Estos 

métodos han mejorado en reconocimiento de voz, reconocimiento de objetos visuales, 

detección de objetos y muchos otros dominios como el descubrimiento de fármacos y la 

genómica (LeCun. Bengio & Hinton, 2015). 

Un concepto importante en Deep Learning son las redes neuronales artificiales (Artificial 

Neural Networks ANN), ya que, estas son capaces de aprender algo de lo que ven y 

luego generalizar ese conocimiento a ejemplos o pruebas que nunca han visto antes 

(Lemley, Bazrafkan, & Corcoran, 2017). Esta es una asombrosa capacidad que tiene los 

seres humanos que muchas veces se da por sentado porque nuestro cerebro lo hace de 

forma automática; por ejemplo, la poderosa capacidad de los seres humanos de 

comprender el concepto de una roca después de ver y tocar unas rocas; para este punto, 

la persona es capaz de identificar una roca independientemente de sus formas o texturas 

(Lemley, Bazrafkan, & Corcoran, 2017). 

3.1.4 Transfer Learning  

 

El Transfer Learning se utiliza para mejorar un modelo de Deep Learning entrenado en 

un dominio mediante la transferencia de la información de un dominio diferente. Un 

ejemplo de esto puede ser el de dos personas que desean aprender a tocar el piano. 

Una de ellas con amplia experiencia en tocar la guitarra y la otra sin conocimiento alguno 

en instrumentos musicales. La persona con una amplia experiencia musical podrá 

aprender a tocar el piano de una manera más eficiente transfiriendo sus conocimientos 

musicales aprendidos con anterioridad (Weiss. Khoshgodtaar & Wang, 2016). 

Ilustración 2: Marcos básicos de los enfoques tradicionales de aprendizaje 
automático y los enfoques de transferencia de conocimiento 



 

El aprendizaje de transferencia (Transfer Learning) imita el sistema de visión humana 

haciendo uso de cantidades de conocimiento previo en otros dominios que son 

relacionados al ejecutar nuevas tareas en el dominio inicial. En Transfer Learning, tanto 

los datos de entrenamiento como los datos de prueba pueden contribuir a dos tipos de 

dominios:  

1) El dominio objetivo   

2) El dominio fuente.  

El dominio de destino es aquel que contiene las instancias de prueba, que son tarea del 

sistema de categorización y el dominio de origen contiene instancias de capacitación, 

que están bajo una distribución diferente con los datos del dominio de destino (Shao Zhu 

& Li, 2014).   

3.1.5 Redes Neuronales Convolucionales  
 

Para el reconocimiento de imágenes se hace uso de una arquitectura de aprendizaje 

profundo especial. Las redes neuronales convolucionales (CNNs “Convolutional Neural 

Networks”), estas son “un modelo en el cual las neuronas corresponden a campos 

receptivos de una manera muy similar a las neuronas de la corteza visual primaria de un 

cerebro biológico” (Quintero et al, 2017). 



Uno de los aspectos más novedosos y útiles de las CNN es que se basan en el uso de 

filtros optimizados automáticamente por el propio algoritmo, para identificar las 

características morfológicas más importantes de un conjunto de imágenes (líneas, 

texturas, patrones, colores, etc.). Una tarea que manualmente en un conjunto de datos 

muy grande llevaría años de prueba y error, siendo la base de este tipo de aplicaciones 

con redes las neuronales profundas modernas (Lemley, Bazrafkan, & Corcoran, 2017). 

Un concepto que surge cuando se habla de CNN’s, son las  “Convolutional Layer”, las 

cuales consisten en dichos filtros, de dimensiones espaciales específicas, que se aplican 

a través de la operación matemática de la convolución, las cuales resumen a lo largo de 

la dimensión de profundidad de la entrada para formar lo que se conoce como un mapa 

de características, conformado por los patrones más relevantes para el algoritmo. 

(Gollapudi, 2019). 

Ilustración 3: Visualización de los filtros convolucionales aprendidos en 
diferentes capas, se observa como diferentes filtros pueden ayudar a identificar 

diferentes patrones con distintos grados de complejidad 

 

Otro concepto igual de importante, es la capa de “Pooling Layer”, la cual se define como 

una operación que acepta un grupo de valores de datos (píxeles) como entrada y genera 

un valor resumido a través de una operación de agregación (suma, máximo, mínimo, 

promedio) para pasar la información más significativa a la siguiente capa (Lemley, 

Bazrafkan, & Corcoran, 2017). Esto se ve más claramente en la Ilustración 4, la cual es 

un ejemplo en el que se considera una capa convolucional con diez canales y un espacio 



de características de 100 × 100, en la cual, el colocar una capa completamente 

conectada, resultaría en la computación 100,000 pesos W a cada neurona en la capa 

siguiente, operación que requiere una considerable cantidad de memoria RAM y otros 

recursos computacionales; el uso del Pooling Layer, ayuda a reducir la demanda de 

recursos manteniendo la información original casi intacta; teniendo en cuenta que, sin 

esta capa, además, una red de tamaño grande puede sufrir de sobreajuste, 

especialmente si no hay suficientes datos representativos en el conjunto de 

entrenamiento (Lemley, Bazrafkan, & Corcoran, 2017).  

 

Ilustración 4: Un filtro 4-D asigna un espacio 3-D a otro espacio 3-D 

 

 

Después de los dos procesos mencionados anteriormente (Convolutional Layer y Pooling 

Layer) el mapa de características final utilizado para la tarea de aprendizaje de la 

clasificación, es ejecutado por la capa de neuronas totalmente conectadas, siendo esta 

última sección una red neuronal profunda estándar. Es común encontrar a la salida de 

esta red neuronal, una capa que aplique la función softmax para convertir la salida, que 

es un arreglo de probabilidades para cada una de las categorías de salida, en un único 

escalar con el valor más probable de la predicción (Gollapudi, 2019). 

Las capas requeridas para la implementación de una CNN se pueden especificar en: 

 



1. Convolución: 
 
La convolución consiste en filtrar una imagen utilizando una máscara y diferentes 

máscaras producen distintos resultados; estas máscaras, representan las conexiones 

entre neuronas de capas anteriores (ITELLIGENT, 2018) 

Estas convoluciones igualmente, consisten en tomar «grupos de píxeles cercanos» de la 

imagen de entrada e ir operando matemáticamente (producto escalar) contra una 

pequeña matriz que se llama kernel; este, puede llegar a ser cualquier tamaño, el cual 

recorre todas las neuronas de entrada (de izquierda-derecha, de arriba-abajo) y genera 

una nueva matriz de salida, que en definitiva será nuestra nueva capa de neuronas 

ocultas (Na8, 2018). 

 

Ilustración 5: Kernel que recorre todas las neuronas de entrada dando como 
resultado una nueva matriz de salida 

 
 

2. Funciones de activación + ReLU 
 
Las redes neuronales convolucionales se forman usando dos tipos de capas: 

convolucionales y pooling; la capa de convolución transforma los datos de entrada 

utilizando la operación matemática de convolución y, la operación de convolución 

describe cómo fusionar dos conjuntos de información diferentes (ITELLIGENT, 2018). 

ReLU es una función que transforma los valores de entrada de un nodo en valores de 

salida; para el caso específico de CNN, existen diferentes funciones de activación que 

se suelen utilizar en el dominio de las imágenes. Sin embargo, para el desarrollo de este 

proyecto todas las capas convolucionales tienen función rectificadora, a cada nodo de 

esta función de activación se le llama ReLU (rectified linear unit), definida como: 

 

𝑓(𝑥) =  𝑚𝑎𝑥 (0, 𝑥) (1) 



 

Es decir, retornar 0 si el valor de entrada es negativo, y en caso contrario retornar el 

mismo valor de entrada x, donde x es el input de la neurona (Arias, 2019). 

 

3. Pooling + Max Pooling 
 
Después de la capa o capas de convolución se usa una capa de pooling; esta función 

consiste en resumir las respuestas de las salidas cercanas cuya principal característica 

de la capa de pooling son dos: Primero, la capa de pooling reduce progresivamente el 

tamaño espacial de los datos y después, la agrupación ayuda a obtener una 

representación invariable a una pequeña traslación de la entrada (ITELLIGENT, 2018). 

 

Ilustración 6: Representación capa de pooling 

 

 
Por otra parte, la capa de Max-pooling es utilizada para reducir el volumen espacial de 

la imagen de input y normalmente va entre dos convoluciones, ya que, si se aplica una 

capa totalmente conectada, sería demasiado costoso (Arias, 2019). 

 

Ilustración 7: Resultado de operación de agrupación. En la imagen, se aplicó un 
filtro de 2x2 y un paso de 2 píxeles para reducir la imagen de 4x4 a 2x2 



 

 
4. Dropout 

 
En CNN, es comúnmente utilizada la técnica llamada "Dropout", la cual consiste en forzar 

a cero la salida de cada neurona oculta con una probabilidad p al azar ; estas neuronas 

son "abandonadas" (Dropped) y de esta manera no contribuyen al modelo y tampoco 

participan en la respectiva retropropagación de los parámetros; gracias a que algunas 

neuronas se desconectan aleatoriamente, una neurona no puede confiar en la presencia 

fija de otras neuronas en la siguiente capa y, se ve obligada a buscar otras rutas de 

aprendizaje más robustas que pueden resultar en el hallazgo de óptimos con un mejor 

rendimiento al minimizar la función de pérdida (Krizhevsky, Sutskever, & Hinton, 2012) 

 
5. Fully Connected o Capa Densa 

 
Por último, se tiene la capa totalmente conectada o Fully connected layer (FC), la cual 

es una red neuronal tradicional que conecta a todas las neuronas de una capa con los 

elementos de la capa siguiente y esta se usa para asociar las imágenes de entrada a las 

diferentes categorías definidas para el entrenamiento. 

Ilustración 8: CNN con capas totalmente conectadas (FC) 



  

3.1.6 Ecografía (Ultrasonido)  
 

La ecografía es la exploración mediante ultrasonidos que realiza el médico al lado de la 

cama del paciente con el objetivo de precisar diagnósticos o información que no han 

podido ser elucidados mediante el uso del método clínico (Diaz & Suárez, 2017). La 

ecografía es un método de diagnóstico por imágenes seguro, portátil no invasivo, de bajo 

costo y fácilmente reproducible, el cual brinda excelentes resultados cuando se es 

realizado por un operador que esté entrenado para esto (Poggio et al, 2017). 

3.1.7 Tomografía Axial Computarizada (TAC)  

La tomografía axial computarizada (TAC) es una técnica de imágenes que puede llegar 

a ser fundamental para la contribución al diagnóstico de un paciente con una patología 

de emergencia. A pesar de esto, muchas veces estos pacientes se encuentran en 

condiciones especiales que impiden que este examen se realice de forma correcta, por 

lo cual, es necesario hacer este examen bajo sedación (García, 2015).  

3.1.8 Object detection (Detección de objetos)  
 

Object detection es una de las áreas más estudiadas en la visión por computadora. En 

éste, se realizan la clasificación de objetos y la localización de estos mismos cuyo 

propósito es separar los objetos del fondo y clasificar la clase de objeto (Por ejemplo, 



humano y automóvil) (Kim & Ro, 2019). La detección de objetos se encarga 

principalmente de la identificación de objetos del mundo real, ya sea como anteriormente 

se dijo, personas, animales, objetos de suspenso u objetos amenazantes. Estos 

algoritmos utilizan una amplia gama de aplicaciones de procesamiento de imágenes para 

extraer la porción deseada del objeto, la cual, se usa comúnmente en áreas como 

recuperación de imágenes, seguridad, campo médico y defensa (Raghunandan et al, 

2018) 

3.1.9 Imagen 

Los estudios por imágenes son métodos no invasivos que permiten tanto la evaluación 

cuantitativa y cualitativa de la grasa hepática guiado en este caso a eso. Algunos de los 

ejemplos comunes que se pueden ver en esto, están: La ecografía, la tomografía 

computada (TC), la resonancia magnética (RM) y la elastografía (Graffigna et al, 2017).   

3.1.10 Data Augmentation  

En muchos problemas de clasificación, los datos disponibles son insuficientes para 

formar clasificadores precisos y robustos, por lo que, para aliviar la falta de los datos en 

comparación con el número de parámetros libres de un clasificador, un enfoque muy 

utilizado es Data Augmentation (DA).  Esta consiste en transformar las muestras 

disponibles en nuevas muestras utilizando transformaciones de preservación de 

etiquetas.  

La importancia de la Data Augmentation se destaca particularmente para entrenar redes 

profundas muy grandes y mejorar el error de generalización. Desafortunadamente, el 

aumento de datos es supremamente preciso y es prácticamente un arte, ya que involucra 

muchas opciones manuales. Es probable que diferentes elecciones de esquemas 

pueden resultar bastante inapropiadas y que, estas mismas den como resultado 

muestras aumentadas que no son lo suficientemente informativas, lo que no produce 

ningún efecto o un efecto perjudicial en la precisión y solidez de los clasificadores. Por 

esto, “la elección de la estrategia de aumento de datos es bastante importante para 

alcanzar buenas propiedades de precisión y robustez, con un número limitado de 

muestras de entrenamiento adicionales” (Fawzi, Samulowitz, Turaga, & Frossard, 2016). 



3.2 MARCO TEÓRICO  

En este, se va a desarrollar la teoría en la que va a estar fundamentada este proyecto, 

la cual va a basarse como guía para la solución y desarrollo del problema con ayuda de 

los siguientes conceptos: 

3.2.1 Machine Learning 

El Machine Learning es una forma de construir una máquina inteligente para que pueda 

aprender con el tiempo y hacerlo mejor utilizando su propia experiencia. Esto es basado 

en un mecanismo de búsqueda de patrones, los cuales filtran los detalles o el entorno. 

El objetivo de un algoritmo de aprendizaje es producir un resultado el cual sea preciso al 

máximo (Gollapudi, 2019). 

Este, es como un subconjunto de la Inteligencia Artificial que está relacionada con la 

capacidad de mejorar diferentes sistemas informáticos o máquinas para mejorar el 

rendimiento automático de estas mismas. Los algoritmos de Machine Learning se utilizan 

para implementar los diferentes modelos, que, básicamente se pueden clasificar como:  

1. Aprendizaje Supervisado: “Cuando el aprendizaje se aplica en etiquetas los datos 

o los resultados deseados se conocen como guiados aprendizaje. Por ejemplo, la 

recomendación de Amazon Sistema, asistente de voz, aplicaciones 

meteorológicas, spam de Gmail Filtración, etc. También ayuda a predecir 

resultados futuros” (Sharma & Nandal, 2019). 

2. Aprendizaje no Supervisado: Cuando el aprendizaje se aplica en conjuntos de 

datos sin etiqueta o los datos no se conocen de antemano entonces este tipo de 

aprendizaje se conoce como aprendizaje no guiado.  Un ejemplo claro de esto, se 

ve en la NASA, ya que, utiliza este tipo de aprendizaje para crear los diferentes 

grupos de cuerpos celestes y cada uno de estos, basados en objetos similares de 

la naturaleza (Sharma & Nandal, 2019). 

3. El enfoque de aprendizaje semi-guiado o semi-supervisado: Es un enfoque 

híbrido, es una combinación de aprendizaje guiado y no guiado con pocos datos 

etiquetados y no etiquetados. Un ejemplo de esto vendría siendo en las fotos de 

Facebook. “Cuando se tienen múltiples fotos de una misma persona de una familia 

función de clúster fotográfico (agrupación- aprendizaje no guiado) nombrar a esa 



persona una vez (aprendizaje guiado) y luego adjuntará automáticamente la 

etiqueta de nombre a esa persona en todas las fotos” (Sharma & Nandal, 2019). 

4. El aprendizaje por refuerzo: “Es un aprendizaje automático que permite la 

observación eficiente de los alrededores y comportamiento de aprendizaje 

consistente con un sistema de aprendizaje para para mejorar la frecuencia de 

incentivos acumulativos o recompensas. Por ejemplo, robot en una unidad de 

fabricación” (Sharma & Nandal, 2019). 

3.2.2 Técnicas de procesamiento de imágenes  

El procesamiento de imágenes es una técnica de procesamiento con la ayuda de 

operaciones matemáticas la cual, utiliza cualquiera de las formas de procesamiento de 

señal. Esta técnica es ampliamente utilizada en aplicaciones médicas para diversas 

detecciones y tratamientos (Dutta & Dubey, 2019). Por esto, se divide en 3 etapas: 

• Etapa de mejora de imagen   

La mejora de la imagen es la etapa de preprocesamiento de la imagen. Este método 

mejora la calidad de la imagen para el ojo humano y elimina el ruido no deseado (Dutta 

& Dubey, 2019). Por ello, esta técnica se divide principalmente en 2 partes: 

❖ Técnica de dominio espacial: El valor del píxel cambia respecto al requisito.  

❖ Técnica de dominio de frecuencia: Trata con la tasa de cambio de píxeles que 

están cambiando debido al dominio espacial (Dutta & Dubey, 2019). 

 

• Etapa de segmentación de imagen  

El objetivo de la etapa de segmentación de una imagen es hacer que esta misma sea 

más útil cambiando la representación y simplificando la imagen siendo así más fácil para 

su análisis. Este consiste en la división de una imagen en regiones u objetos en la cual 

incluye la visualización, estimación del volumen del objeto de interés, detección de 

anomalías como tumores, clasificación de tejidos, entre otros. Por esto, este tipo de 

procesamiento tiene numerosas aplicaciones en el campo de la medicina (Dutta & 

Dubey, 2019).  

• Etapa de extracción de características  



La extracción de características de imagen es una de las técnicas más importantes 

para el procesamiento de estas mismas. En esto, se utiliza diferentes técnicas y 

algoritmos para aislar y detectar varias formas y porciones dentro de la misma imagen. 

Para ello, existen numerosas técnicas para aplicar a la imagen (Dutta & Dubey, 2019), 

como: 

❖ La transformación de onda es una de las herramientas que se utilizan para la 

extracción de características 

❖ La transformada wavelet tiene una característica particular muy útil y es la de 

analizar la imagen con diferentes unidades de resolución, la cual tiene 

propiedades analíticas de resolución múltiple (Dutta & Dubey, 2019). 

3.2.3 Procesamiento de imágenes médicas 

El procesamiento de imágenes médicas es un campo muy amplio, especialmente en 

medicina, que afecta todas las especialidades y subespecialidades. Estas imágenes se 

utilizan específicamente para emitir diagnósticos y así, determinar un curso de 

tratamiento y evaluación de los cambios que vayan ocurriendo con el tiempo (Velásquez, 

1999). 

El procesamiento de imágenes médicas consiste en analizar una imagen, alterándola si 

es necesario en una forma ideal para obtener datos e información requerida para la tarea 

adecuada estipulada. Hay una ventaja en esto y es el que no requiere de una persona 

para poder obtener un resultado a la problemática que se estableció, sino que un 

programa se encarga de procesar, analizar y desplegar los resultados a persona, 

facilitando su labor ya que obtendrá el resultado de un algoritmo (BUSTAMANTE, 2014) 

3.2.4 CRISP-DM 

La metodología de CRISP-DM, es una basada en minería de datos, la cual está 

organizada en diferentes fases, donde cada fase se estructura en varias tareas genéricas 

de segundo nivel y estas a su vez hacen una proyección hacia tareas específicas, donde 

se describen las acciones que se deben desarrollar (Palacios, Pantoja, Navarro, 

Puetaman, & Toledo, 2016). 

Esta metodología está dividida en 6 fases, las cuales son:  



• Entendimiento empresarial 

Esta fase representa el paso central para un proyecto de CRISP-DM exitoso. Aquí es 

donde el proyecto está siendo analizado, entendido y definido. En consecuencia, se 

recomienda que se indique una visión general del proyecto, por lo que, normalmente en 

esta fase, se realiza un documento que contiene: 

❖ El caso de negocios 

❖ La descripción del problema, los objetivos derivados y el enfoque del proyecto. En 
combinación con eso, se determinan las cantidades medidas. 

❖ El líder responsable del proyecto y los miembros del equipo del proyecto. 

❖ Fases del proyecto y duración del proyecto (Schäfer, Zeiselmair, Becker, & Otten, 
2018) 

• Comprensión de datos 

Esta fase se caracteriza por la recopilación inicial de los datos y la familiarización con 

estos mismos, al igual que la calidad de estos mismos. En este, las herramientas de 

gestión de calidad se pueden aplicar para obtener más información, ya que, las 

herramientas de minería de datos pueden manejar más parámetros en sus algoritmos. 

Aquí, las herramientas para estudios exploratorios como las pruebas estadísticas y las 

siete herramientas de calidad pueden “ayudar a obtener las primeras impresiones de los 

parámetros relevantes del proceso y de sus relaciones o, también en caso de que falten 

conjuntos de datos, pueden ayudar a crear un conjunto de datos inicial para un análisis 

posterior” (Schäfer, Zeiselmair, Becker, & Otten, 2018). 

• Preparación de datos 

En esta fase, contiene la parte de selección, limpieza, construcción, integración y 

formateo de datos para la preparación para la fase de modelado. Una vez hecho esto, 

las pruebas preliminares estadísticas pueden ayudar a derivar diferentes 

recomendaciones para la acción respecto a la calidad de los datos y el pre procesamiento 

necesario, al igual que, dado caso existan faltantes pueden identificarse y construirse 

utilizando enfoques de minerías de datos (Schäfer, Zeiselmair, Becker, & Otten, 2018). 

• Modelado 



Esta fase, viene incluida en la fase de análisis, la cual es comparable con la fase de 

diseño para la planificación de la prueba. Esta fase es mucho más compleja, debido a la 

gran cantidad de técnicas y algoritmos que pueden ser utilizados en el modelado 

(Schäfer, Zeiselmair, Becker, & Otten, 2018).  

• Evaluación  

En esta fase, los resultados se evalúan en relación con los objetivos de la minería de 

datos, los modelos utilizados y las relaciones costo beneficio. Para esto, la evaluación 

comparativa y el análisis estadístico pueden ayudar en la evaluación de los resultados y 

la creación de ideas de mejoras que son rentables (Schäfer, Zeiselmair, Becker, & Otten, 

2018). 

Ilustración 9: El ciclo QM-CRISP-DM combina el enfoque CRISP-DM con las 
herramientas de gestión de calidad adecuadas. 

 

• Despliegue y control 

Esta parte se centra en la perspectiva comercial de la parte de mejora, donde se abordan 

aspectos estratégicos y organizativos. Aquí, los planes de proceso y los bucles de control 

se pueden definir dentro de un proceso de mejora, el cual incluye la documentación del 

proceso con respecto a proyectos futuros (Schäfer, Zeiselmair, Becker, & Otten, 2018).  

• Comunicación 



En esta fase, se propone un módulo de comunicación en cada etapa de esta 

metodología. Por esto, la traducción de la salida de datos del proceso de producción a 

datos para la minería es un desafío (Schäfer, Zeiselmair, Becker, & Otten, 2018). 

• Muestra 

En esta fase se comenzará el muestreo de los datos, los cuales deben ser de gran 

volumen y, que se utilizarán para modelar. Estos contienen la información necesaria pero 

lo suficientemente pequeña como para ser fácil de procesar; es por esto, que también 

esta fase incluye la partición de los datos para crear, formar y validar (DÅDERMAN & 

ROSANDER, 2018). 

• Exploración 

Aquí, los datos serán explorados y buscados por cualquier interés de patrones y 

relaciones. Esto, se realiza para comprender el dato y sacar conclusiones y obtener así 

mismo las ideas (DÅDERMAN & ROSANDER, 2018).  

• Modificación 

En este paso, los datos comienzan a ser modificados y preparados para ser utilizados 

en un modelo en específico. Aquí, se puede incluir la segmentación adicional de la 

muestra y la creación de nuevas variables (DÅDERMAN & ROSANDER, 2018). 

• Modelo 

Aquí, diferentes técnicas de modelado serán aplicados al nuevo modelo modificado y 

bien seleccionado los datos y las variables. Esto se reforzará para lograr el objetivo de 

obtener un modelo confiable, que luego puede usarse para predecir un resultado o 

clasificar los datos desconocidos (DÅDERMAN & ROSANDER, 2018). 

• Evaluar 

Con este paso final, se realiza una evaluación del resultado de los modelos y el 

rendimiento de este mismo, se realiza contra las muestras que se usan para la validación 

y prueba del proyecto (DÅDERMAN & ROSANDER, 2018). 

 



4 ESTADO DEL ARTE 
 

La revisión de la literatura se llevó a cabo en diferentes bases de datos, las cuales tienen 

convenio directo con la Universidad Autónoma de Bucaramanga, entre las cuales se 

encuentran IEEE, Clinical Key, ScienceDirect, al igual que se investigó en Google 

Scholar, teniendo como intervalo de tiempo los años comprendidos entre 2014-2020, 

empleando las siguientes palabras claves: Deep Learning, renal lithiasis, Kidney stone, 

neural networks, ultrasound images, convolutional network, detection, medical ultrasound 

 

Tabla 1: Filtros utilizados en las bases de datos IEEE, Clinical Key, ScienceDirect 
y Google Scholar 

No. Filtro  Palabras Clave 

1 Kidney stone, neural networks, ultrasound images 

2 Kidney stone, convolutional network, detection 

3 Deep Learning, Kidney stone, neural networks 

4 deep learning, convolutional neural network, kidney stone 

5 deep learning, medical ultrasound, detection, kidney stone 

6 renal lithiasis, convolutional network, detection 

  



7 Deep Learning, renal lithiasis, neural networks 

 

Se ha seleccionado de manera aleatoria el filtro número 5 de la tabla 1, para explicar 

consideraciones que se tuvo en cuenta al momento de realizar la búsqueda en este caso, 

de la base de datos ScienceDirect, ya que fue una de las que más arrojó resultados 

respecto a los temas tratados en este proyecto, en donde, se encontraron 190 

documentos, entre Conference Papers, Artículos y “otros”, en los cuales se tuvieron en 

cuenta capítulos de libros y Encyclopedia, como se puede ver en la ilustración 7. 

Ilustración 10: Tipos de documentos hallados en la base de datos ScienceDirect 
con el filtro 5 de búsqueda 

 

La cantidad de documentos arrojados por esta búsqueda, gracias a los 7 filtros utilizados 

fue en total de 7 en IEEE, 668 en ScienceDirect, 20876 en Google Scholar y 342 en 

ClinicalKey, entre los cuales, se eligió para presentar en este documento, los 

considerados más importantes, especificados en la tabla 2. 

 

También, se utilizó VosViewer, la cual es una herramienta utilizada para construir y 

visualizar redes bibliométricas, que puede utilizarse para construir y visualizar redes de 

coocurrencia en términos importantes (keywords), la cual fue utilizada en este caso, 



específicamente con la base de datos ScienceDirect, igualmente por intervalo de tiempo, 

mostrada en la ilustración 8. 

 
Ilustración 11: Gráfico de visualización de palabras clave con su respectivo 

intervalo de tiempo en VosViewer 

 

 
 
 
 
 

 
Tabla 2: Especificaciones del estado del arte.



 ¿En qué 
consiste? 

Método Resultado 
Aportes a mi 

proyecto 

Torres, H. R., Queiros, S., 
Morais, P., Oliveira, B., 

Fonseca, J. C., & Vilaca, J. L. 
(2018). Kidney segmentation 

in ultrasound, magnetic 
resonance and computed 

tomography images: A 
systematic review. Computer 

methods and programs in 
biomedicine, 157, 49-67. 

Este artículo tiene 
como objetivo 
presentar una 

revisión 
sistemática de las 

diferentes 
metodologías 

desarrolladas para 
la segmentación 

renal. 

En este trabajo, se 
pretende analizar y 

clasificar los diferentes 
algoritmos de 

segmentación renal, 
estableciendo una 

comparación entre ellos 
y discutiendo los 

métodos más 
apropiados para cada 

modalidad 

Se recuperaron un total 
de 1528 artículos de 

las bases de datos y se 
seleccionaron 95 

artículos para esta 
revisión. Después del 

análisis de los artículos 
seleccionados, las 

técnicas de 
segmentación 
revisadas se 

clasificaron según su 
enfoque teórico. 

Aporta a mi 
proyecto el 

entendimiento 
como tal de la 

imagen del 
ultrasonido, el 

cómo se podría 
presentar la 

segmentación del 
mismo y algunos 

tipos de 
segmentación que 

podrían ser 
utilizados 

Reddy, A. K., Vikas, S., 
Raghunatha Sarma, R., 
Shenoy, G., & Kumar, R. 
(2019). Segmentation and 
Classification of CT Renal 

Images Using Deep Networks. 
Immunological Tolerance, 

497–506. 

Se ha realizado un 
estudio sobre el 
uso de modelos 

CNN como U-net y 
Alexnet en el 

conjunto de datos 
renales para la 
segmentación y 
clasificación de  

Imágenes renales. 

Para el pre-
procesamiento de datos 
en imágenes de riñón 
se ha llevado a cabo 

utilizando la arquitectura 
Unet. Un estudio 

detallado al ajustar los 
hiperparámetros que 

rigen el rendimiento y la 
prueba del modelo  

Se logró un coeficiente 
de dados del 83% al 
crear máscaras para 

datos renales utilizando 
U-net. Realizamos 
experimentos en 

AlexNet y la mejor 
precisión alcanzada es 

94.75% 

Este documento 
aporta la 

posibilidad de 
utilizar 2 

arquitecturas 
diferentes para el 
entrenamiento de 
los modelos y sus 

respectivas 
configuraciones. 

Esteva, A., Kuprel, B., Novoa, 
R. A., Ko, J., Swetter, S. M., 

Blau, H. M., & Thrun, S. 
(2017). Dermatologist-level 
classification of skin cancer 

En este artículo, 
se demuestra la 

clasificación de las 
lesiones cutáneas 
utilizando un solo  
CNN, entrenado 

Para esto, se utilizó una 
CNN utilizando un 

conjunto de datos de 
129,450 imágenes 

clínicas, dos órdenes de 
magnitud más grandes 

Según este artículo, 
ésta CNN logra un 

rendimiento a la par 
con todos los expertos 

probados en ambas 
tareas, demostrando 

Puede aportar 
para el proyecto la 

configuración 
especifica de la 
CNN, ya que se 

muestra el uso de 



with deep neural networks. 
Nature, 542(7639), 115–118. 

de extremo a 
extremo a partir de 

imágenes 
directamente, 
utilizando solo 

píxeles  
y etiquetas de 
enfermedades 
como insumos. 

que conjuntos de datos 
anteriores, que 

consisten en 2,032 
enfermedades 

diferentes. Nosotros 
probar su desempeño 

contra 21 dermatólogos 
certificados por la junta 
en Imágenes clínicas 
probadas con biopsia 

con dos clasificaciones 
binarias críticas casos 
de uso: carcinomas de 
queratinocitos versus 
seborreicos benignos 

queratosis y melanomas 
malignos versus nuevos 

benignos. El primero 
el caso representa la 
identificación de los 

cánceres más comunes, 
el segundo representa 

la identificación del 
cáncer de piel más 

mortal. 

una inteligencia 
artificial capaz de 

clasificar el cáncer de 
piel con un nivel de 

competencia 
comparable a 

dermatólogos equipado 
con redes neuronales 

profundas 

una gran cantidad 
de imágenes 

disponibles para 
este estudio  

Liu J, Wang S, Turkbey EB, 
Linguraru MG, Yao J, 

Summers RM. Computer-
aided detection of renal calculi 
from noncontrast CT images 

using TV-flow and MSER 
features. Med Phys. 
2015;42(1):144-153. 

Este trabajo tiene 
como objetivo 
desarrollar un 

sistema de 
diagnóstico 
asistido por 

computadora 
totalmente 

Los autores 
desarrollaron un método 

de flujo de variación 
total (TV) para reducir el 

ruido de la imagen 
dentro del riñones 

manteniendo la 
apariencia característica 

Los resultados 
experimentales 

demostraron que las 
funciones de flujo de 

TV y MSER son 
medios eficientes para 

detectar de manera 
robusta y precisa los 

Aporta a mi 
proyecto la 

posibilidad de 
utilizar las 

funciones de flujo 
de TV y MSER 

para la 
identificación de 



automatizado  
para detectar con 

precisión los 
cálculos renales 

en imágenes CTC. 

de cálculos renales. Las 
características de la 
región (MSER) se 
calcularon para 

identificar de manera 
robusta a los candidatos 
de cálculo. Finalmente, 
los autores calcularon 
las características de 
textura y forma que se 
importaron para admitir 
máquinas de vectores 
para clasificación de 

cálculo.  

cálculos renales en 
imágenes CTC de baja 

dosis y alto ruido. 

os cálculos 
renales y para la 

reducción de ruido 
en las imágenes 
de tomografía 

Roth, H. R., Farag, A., Lu, L., 
Turkbey, E. B., & Summers, 

R. M. (2015). Deep 
convolutional networks for 

pancreas segmentation in CT 
imaging. Medical Imaging 
2015: Image Processing. 

Este trabajo tiene 
como objetivo 
desarrollar un 

sistema de 
diagnóstico 

basado en redes 
neuronales 

convolucionales 
para la 

segmentación del 
páncreas en 

imágenes 
tomografías 

El método se basa en la 
clasificación jerárquica 

gruesa a fina de las 
regiones de imagen 

locales(superpíxeles). 
Los superpíxeles se 
extraen de la región 

abdominal mediante el 
agrupamiento iterativo 
lineal simple (SLIC). Se 

genera un mapa de 
respuesta de 

probabilidad inicial, 
utilizando confidencias 

de nivel de parche y 
una cascada de dos 

niveles de clasificadores 
forestales aleatorios, de 
los cuales se retienen 

Se evaluó este método 
en imágenes de TC de 
82 pacientes (60 para 
entrenamiento, 2 para 
validación y 20 para 
pruebas). Usando 

ConvNets logramos 
puntajes máximos de 
dados de un promedio 
de 68% ± 10% (rango, 

43-80%) en las 
pruebas 

Aporta a mi 
proyecto la 

posibilidad de 
utilizar este 
método de 

agrupamiento 
iterativo lineal 

simple y la 
utilización de estos 

clasificadores  



las regiones de 
superpíxeles con 

probabilidades mayores 
de 0.5. Estas los 

superpíxeles retenidos 
sirven como una 

entrada inicial altamente 
sensible del páncreas y 
sus alrededores a un 

ConvNet que muestrea 
un cuadro delimitador 

alrededor de cada 
superpíxel a diferentes 

escalas (y 
deformaciones no 
rígidas aleatorias a 

tiempo de 
entrenamiento) para 

asignar una 
probabilidad más clara 
de que cada región de 

superpíxeles sea 
páncreas o no. 

Chen, Z., Zhang, Z., Zhu, R., 
Xiang, Y., & Harrington, P. B. 
(2016). Diagnosis of patients 

with chronic kidney disease by 
using two fuzzy classifiers. 

Chemometrics and Intelligent 
Laboratory Systems, 153, 

140–145. 

El objetivo 
principal de este 
documento es 

investigar y 
comparar la 

viabilidad de dos 
clasificadores 

difusos internos, 
sistema experto de 
creación de reglas 

Primero, se agregaron 
11 niveles de ruidos 

proporcionales a cada 
atributo numérico de los 

conjuntos de 
entrenamiento y 

predicción uno después  
otro, y luego estos 

conjuntos simulados de 
entrenamiento y 

El rendimiento de dos 
clasificadores difusos 

utilizando los conjuntos 
de datos simulados, en 
los que 11 niveles de 
ruido fueron aleatorios 

distribuidos a cada 
atributo numérico, se 

compararon y las tasas 
de predicción promedio 

Aporta a mi 
proyecto la 

posibilidad de 
utilizar 

clasificadores 
difusos internos, 

como lo son 
FuRES, FOAM y 

PLS-DA 



difusas (FuRES) y 
óptimo difuso Se 

investigó la 
memoria 

asociativa (FOAM) 
para el diagnóstico 
de pacientes con 
enfermedad renal 
crónica (ERC). Al 

igual, que un 
clasificador lineal, 

análisis 
discriminante de 

mínimos 
cuadrados 

parciales (PLS-
DA) 

predicción se 
combinaron en pares. 

Por lo tanto, una 
cuadrícula con 121  

grupos de datos 
simulados se agregaron 

y se compararon las 
tasas de clasificación 
para estos 121 pares. 

En segundo lugar,  
el rendimiento de dos 
clasificadores difusos 

utilizando los conjuntos 
de datos simulados, en 
los que 11 niveles de 
ruido fueron aleatorios  

distribuidos a cada 
atributo numérico 

de FuRES y FOAM 
fueron 98.1 ± 0.5% y 

97.2 ± 1.2%, 
respectivamente, con 
200 particiones latinas 
de arranque. El PLS-
DA puede dar 94.3 ± 
0.8% con la misma 

evaluación  

Kazemi, Y., & Mirroshandel, 
S. A. (2018). A novel method 
for predicting kidney stone 
type using ensemble learning. 
Artificial Intelligence in 
Medicine, 84, 117–126. 

El objetivo del 
presente estudio 

es derivar un 
modelo para la 

detección 
temprana del tipo 

de cálculos 
renales y la 

mayoría  
parámetros 

influyentes con el 
objetivo de 

proporcionar un 
sistema de apoyo 

a la decisión 

El pre procesamiento de 
datos fue el primer paso 

hacia extrayendo las 
características 

relevantes. Los datos 
recopilados se 

analizaron con el 
software Weka. Se 
utilizaron modelos 

mineros para preparar 
un modelo predictivo. 
Varios algoritmos de 

minería de datos como 
el Modelo bayesiano, 

diferentes tipos de 

El modelo final basado 
en el conjunto (con una 

precisión del 97,1%) 
era robusto y podía 

aplicarse con 
seguridad. a futuros 

estudios para predecir 
las posibilidades de 

desarrollar nefrolitiasis. 
Este modelo 

proporciona una forma 
novedosa. para 

estudiar la enfermedad 
de los cálculos 
descifrando la 

Aporta a mi 
proyecto la posible 
utilización de estos 

modelos de 
procesamiento, 
como el modelo 

bayesiano, arboles 
de decisión, CNN 
y diferentes tipos 
de clasificadores, 
aparte de tener la 

opción de 
combinar estos 
modelos para 



árboles de decisión, 
redes neuronales 

artificiales y 
clasificadores basados 

en reglas fueron 
utilizados en estos 

modelos. También se 
propuso cuatro modelos 

basados en el 
aprendizaje conjunto 

para mejorar la 
precisión de cada 

algoritmo de 
aprendizaje. Además, 

una nueva técnica para 
combinar clasificadores 
individuales en conjunto 

se propuso el 
aprendizaje. En esta 
técnica, para cada 

clasificador individual, 
se asigna un peso 
basado en nuestro 
método basado en 
algoritmo genético 

propuesto. 

interacción compleja 
entre diferentes 

variables biológicas, 
por lo tanto  

ayudando en una 
identificación temprana 

y reducción en el 
tiempo de diagnóstico 

lograr un obtener 
un mejor resultado 

Li, H., Weng, J., Shi, Y. et al 
(2018). An improved deep 

learning approach for 
detection of thyroid papillary 
cancer in ultrasound images.  

En este estudio, se 
desarrolla un 

detector que es 
más adecuado 

para la detección 
del carcinoma 

papilar tiroideo en 

Este estudio, está 
inspirado en la red de 

detección de objetos de 
última generación 

Faster R-CNN, y se 
desarrolla un detector 
que es más adecuado 

Se encontró que el 
93,5% de las regiones 
del carcinoma papilar 

de tiroides podrían 
detectarse 

automáticamente, 
mientras que el 81,5% 

Este articulo 
aporta a mi 
proyecto la 

posibilidad de 
utilizar las 

configuraciones de 
las redes 



imágenes de 
ultrasonido. 

para la detección del 
carcinoma papilar 

tiroideo en imágenes de 
ultrasonido. Para 

mejorar la precisión de 
la detección, se agregó 

una capa espacial 
restringida a CNN para 
que el detector pueda 

extraer las 
características de la 

región circundante en la 
que residen las 

regiones cancerosas. 
Además, al concatenar 

las capas poco 
profundas y profundas 
de la CNN, el detector 

puede detectar regiones 
de cáncer más borrosas 

o pequeñas. 

del tejido benigno y 
normal podría excluirse 

sin el uso de 
marcadores 

inmunohistoquímicos 
adicionales o 

intervención humana. 

neuronales aquí 
utilizadas  

Liu, S., Wang, Y., Yang, X., 
Lei, B., Liu, L., Xiang Li, S., … 

Wang, T. (2019). Deep 
Learning in Medical 

Ultrasound Analysis: A 
Review. Engineering 

El objetivo 
principal de este 
trabajo es el de 

realizar una 
revisión de varias 

arquitecturas 
populares de 
aprendizaje 
profundo y 

analizarlas a fondo 

Esta revisión primero 
presenta brevemente 
varias arquitecturas 

populares de 
aprendizaje profundo, y 
luego resume y analiza 

a fondo sus 
aplicaciones en diversas 
tareas específicas en el 
análisis de imágenes de 
los ultrasonidos, como 

la clasificación, la 

Como conclusión, se 
discuten los desafíos 

abiertos y las 
tendencias potenciales 
de la aplicación futura 

del aprendizaje 
profundo en el análisis 
médico de imágenes 
en los ultrasonidos 

Aporta a mi 
proyecto, las 

ventajas y 
desventajas de 

utilizar las 
diferentes 

arquitecturas 
populares de Deep 

Learning, 
específicamente 
en imágenes de 

ultrasonido, 



detección y la 
segmentación. 

haciendo hincapié 
en la clasificación, 

detección y 
segmentación 

Bochkovskiy, A., Wang, C. 
and Mark Liao, H., 2020. 

YOLOv4: Optimal Speed and 
Accuracy of Object Detection. 

El objetivo 
principal de este 

trabajo es diseñar 
una operación 

rápida velocidad 
de un detector de 

objetos en 
sistemas de 
producción y 

optimización para 
cálculos paralelos, 

en lugar del 
indicador teórico 
de bajo volumen 

de cálculo 
(BFLOP). 

El objetivo básico es la 
velocidad de operación 

rápida de la red 
neuronal, en sistemas 

de producción y 
optimización para 

cómputos paralelos, en 
lugar del indicador 

teórico de bajo volumen 
de cómputo (BFLOP). 

Presentamos dos 
opciones de tiempo real. 

Redes neuronales:  
• Para GPU usamos un 

pequeño número de 
grupos (1 - 8) en  

capas convolucionales: 
CSPResNeXt50 / 
CSPDarknet53  

• Para VPU: utilizamos 
convolución agrupada, 
pero nos abstenemos 

de usar bloques 
Squeeze-and-

excitement (SE)  
- específicamente esto 
incluye los siguientes 

modelos:  
EfficientNet-lite / 

YOLOv4 se encuentran 
en la curva de 

optimización de Pareto 
y son  

superior a los 
detectores más rápidos 
y precisos en términos  

tanto de velocidad 
como de precisión 

Este articulo 
aporta a mi 

proyecto con la 
posibilidad de 

utilizar el algoritmo 
de YOLO, para la 

detección de 
objetos en 

imágenes médicas 
gracias a su 

rapidez y precisión 



MixNet/ GhostNet / 
MobileNetV3 

Parakh, A., Lee, H., Lee, J. H., 
Eisner, B. H., Sahani, D. V., & 
Do, S. (2019). Urinary Stone 

Detection on CT Images 
Using Deep Convolutional 

Neural Networks: Evaluation 
of Model Performance and 

Generalization. 

El propósito de 
este proyecto es el 

de investigar la 
precisión 

diagnóstica de la 
red neuronal 

convolucional en 
cascada (CNN) 

para la detección 
de cálculos 
urinarios en 

imágenes de TC 
sin mejorar y 

evaluar el 
rendimiento de los 

modelos 
entrenados 
previamente 

enriquecidos con 
imágenes de CT 

marcadas en 
diferentes 
escáneres. 

Los escaneos se 
obtuvieron en dos 

escáneres (escáner 1 
[en adelante S1] y 

escáner 2 [en adelante 
S2]). Un radiólogo 
revisó los informes 
clínicos y los casos 

etiquetados para 
determinar la referencia. 

estándar. Las piedras 
estuvieron presentes en 
279 (S1, 131; S2, 148) y 

ausentes en 256 (S1, 
158; S2, 98) 

exploraciones. Cien 
exploraciones (50 de 

cada escáner) se 
reservaron 

aleatoriamente como el 
conjunto de datos de 
prueba, y el resto se 

utilizó para desarrollar 
una cascada de dos 

CNN: el primero CNN 
identificó la extensión 
del tracto urinario, y la 

segunda CNN detectó la 
presencia de cálculos 

El modelo preformado 
de GrayNet mostró una 

mayor precisión del 
clasificador que los 

modelos preformados o 
aleatorios de ImageNet 

cuando se probaron 
utilizando datos de 
estos o diferentes 

escáneres a nivel de 
sección. A nivel del 

paciente, el AUC para 
la detección de 

cálculos fue 0,92–0,95, 
según el modelo. La 

precisión de GrayNet-
SB (95%) fue mayor 

que la de ImageNet-SB 
(91%) y Random-SB 

(88%) 

Aporta a mi 
proyecto la posible 

utilización de 
GrayNet como 
clasificador de 

litiasis renal en la 
detección de 

imágenes 
diagnosticas  

Bochkovskiy, A., Wang, C., & 
Mark Liao, H. (2019). 

La contribución de 
este documento es 

 
YOLO toma como 

 
Los modelos de 

Este articulo 
aporta a mi 



YOLOv4: Optimal Speed and 
Accuracy of Object Detection.  

para una visión 
general del 

rendimiento del 
modelo de 

detección de 
objetos, YOLOv3, 
en la localización 
renal en 2D y en 

3D de tomografías 
computarizadas. 

entrada imágenes en 
2D, que es el primer 

desafío con su 
adaptación a las 

imágenes médicas en 
3D. Cada tomografía 
computarizada se usa 
como una sola imagen 

para inferencia y 
capacitación. Una vez 
que se encuentran los 
cuadros delimitadores 

en cada imagen 2D, un 
3D. Se realizó la 

generalización del 
algoritmo de supresión 
no máxima. Este paso 

de procesamiento 
posterior agrupa el 2D 
cuadros con un criterio 

de umbral 
correspondiente a su 
intersección sobre la 

unión (IoU) para 
generar cuadros 
delimitadores 3D 

detección de objetos 
en tiempo real como 

YOLOv3 o SSD 
mostraron resultados 
prometedores para la 

detección de riñones, lo 
que sugiere que podría 

funcionar bien en el 
reconocimiento de 

órganos incluso con 
pocas tomografías 

computarizadas como 
conjunto de 

entrenamiento. Los 
resultados demuestran 

la capacidad de la  
modelo para 

generalizar a una 
amplia gama de 
morfología renal. 

proyecto con la 
posibilidad de 

utilizar el algoritmo 
de YOLO, para la 

detección de 
objetos en 

imágenes medicas 

Andrabi Y, Patino M, Das CJ, 
Eisner B, Sahani DV, 

Kambadakone A. Advances in 
CT imaging for urolithiasis. 

Indian J Urol 2015;31:185-93 

Este artículo 
presenta las dos 

formas de 
imágenes 

diagnósticas que 
se utilizan para la 

detección de 

A través de la 
comparación y la 

búsqueda de 
información respecto a 

2 herramientas en 
concreto en este 

documento. La primera 

En este documento, se 
analiza el papel de la 

MDCT en el 
diagnóstico y la 
evaluación pos 

tratamiento de la 
urolitiasis y revisar el 

Ayuda a identificar 
los avances en la 

detección de 
litiasis a través de 

imágenes 
diagnósticas y 

tenerlas en cuenta 



litiasis renal. La 
tomografía 

computarizada por 
una parte con sus 
derivaciones como 
la DECT y MDCT 
para el manejo de 
la enfermedad de 
cálculos renales, 

desde el 
diagnóstico inicial 
para abarcar la 
planificación del 
tratamiento y la 
supervisión del 

éxito del 
tratamiento. 
Aunque la 

exposición a la 
dosis de radiación 
relacionada con la 
TC sigue siendo 

una preocupación 
válida, el uso de 

protocolos de 
MDCT de baja 

dosis y la 
integración de 
algoritmos de 
reconstrucción 
iterativos más 
nuevos en la 

práctica habitual 

de ellas es la 
Tomografía 

computarizada (TC) y la 
segunda es Multiple 
detector computed 

tomography (MDCT) 

impacto de las 
tecnologías 

emergentes de TC 
como la energía dual 
en la práctica clínica. 

al momento de la 
investigación y 
desarrollo del 
documento 



de la TC han 
resultado en una 

disminución 
sustancial de la 
exposición a la 

radiación ionizante 

Gulshan V, Peng L, Coram M, 
et al. Development and 

Validation of a Deep Learning 
Algorithm for Detection of 
Diabetic Retinopathy in 

Retinal Fundus Photographs. 
JAMA. 2016 

Este proyecto 
consiste en aplicar 

Deep Learning 
para crear un 

algoritmo para la 
detección 

automática de la 
retinopatía 

diabética y el 
edema macular 

diabético en 
fotografías de 

fondo de retina. 

Para el desarrollo de 
este proyecto, se 
entrenó un tipo 

específico de red 
neuronal optimizada 

para la clasificación de 
imágenes llamada red 
neuronal convolucional 
profunda utilizando un 
conjunto de datos de 

desarrollo retrospectivo 
de 128175 imágenes 

retinianas 

El algoritmo basado en 
Deep Learning tenía 

una alta sensibilidad y 
especificidad para 

detectar la retinopatía 
diabética referible, con 
un total de accuracy del 
95% aproximadamente. 

Se determinó que, 
igualmente se necesita 
más investigación para 
determinar la viabilidad 

de aplicar este 
algoritmo en el entorno 

clínico y para 
determinar si el uso del 

algoritmo podría 
conducir a una mejor 
atención y resultados 

en comparación con la 
evaluación 

oftalmológica actual, 
teniendo en cuenta los 
conjuntos de validación 

ingresados en el 
algoritmo 

Este documento, 
una guía clara a 

utilizar en el 
desarrollo de mi 

proyecto, es el de 
la comparación y 

pasos que 
claramente se 
realiza para la 

manipulación de 
datos y las bases 
del entrenamiento 

del modelo de 
Deep Learning 



S. Albarqouni, C. Baur, F. 
Achilles, V. Belagiannis, S. 

Demirci and N. Navab (2016), 
"AggNet: Deep Learning from 
Crowds for Mitosis Detection 
in Breast Cancer Histology 

Images," 

En este 
manuscrito, se 

presenta un nuevo 
concepto para 

aprender de las 
multitudes que 

manejan la 
agregación de 

datos directamente 
como parte del 

proceso de 
aprendizaje de la 

red neuronal 
convolucional 

(CNN) a través de 
la capa de 

crowdsourcing 
adicional (AggNet).  

Aquí, se presenta un 
estudio experimental 

sobre el aprendizaje de 
las multitudes diseñado 

para responder las 
siguientes preguntas. 1) 
¿Se puede entrenar a la 
CNN profunda con los 
datos recopilados del 

crowdsourcing? 2) 
¿Cómo adaptar la CNN 

para entrenar en 
múltiples tipos de 

conjuntos de datos de 
anotación (verdad 

básica y basada en la 
multitud)? 3) ¿Cómo la 

elección de la anotación 
y agregación afecta la 

precisión?  
Para resolver estas 

preguntas, se basaron 
en una configuración 

experimental involucró a 
Annot8, una plataforma 
web auto implementada 
basada en Crowdflower 
API que realiza tareas 

de anotación de 
imágenes para una 
base de datos de 

imágenes biomédicas 
disponible al público. 

 
En este artículo, se ha 

introducido un 
concepto novedoso 

para aprender de las 
multitudes. El CNN 
AggNet de múltiples 

escalas aquí 
desarrollado, está 

diseñado para manejar 
la agregación de datos 

directamente como 
parte del proceso de 

aprendizaje a través de 
una capa de 

crowdsourcing 
adicional. En este 

estudio experimental, 
se ha presentado 

información valiosa 
sobre la funcionalidad 

del aprendizaje 
profundo de CNN a 

partir de anotaciones 
de multitudes y hemos 
demostrado el impacto 

de este nuevo 
esquema de 
agregación.  

Este documento, 
aporta una 

oportunidad de 
utilizar 

crowdsourcing en 
el proyecto que 

voy a desarrollar, 
al igual que las 

bases de la 
configuración, 
metodología, 

implementación de 
detalles y parte 

estadística, ya que 
está implementada 

en MATLAB 



Bochkovskiy, A., Wang, C., & 
Mark Liao, H. (2020). 

YOLOv4: Optimal Speed and 
Accuracy of Object Detection. 
ARPN Journal of Engineering 

and Applied Sciences 

Este artículo 
presenta un nuevo 

enfoque para la 
detección de los 

bordes del riñón a 
partir de imágenes 
de ultrasonido en 
3D. La forma aquí 
propuesta, es la de 
la conversión de la 

imagen de 
ultrasonido en una 

imagen gráfica 
vectorial de la 

región del riñón 
para cada corte. 

Después, se 
identificaron los 
puntos límite del 
riñón, los puntos 
de error fueron 
eliminados y la 

interpolación fue 
realizada para el 

contorno del riñón 
desde su fondo. 

A través de la técnica 
basada en la formación 
de imágenes gráficas 

vectoriales, a través de 
las imágenes de 

ultrasonido iniciales, 
realizando movimientos 
rotatorios de la imagen 

dependiendo de la 
posición del riñón en la 

imagen 

Como resultado de 
esto, la sensibilidad de 

esta técnica de 
detección fue de entre 
94.95% a 97.75%, al 

igual que su 
especificad fue entre 
99.26% a 99.92%, 
llegando así a la 

conclusión de que esta 
técnica semiautomática 

es confiable para ser 
utilizada en el contorno 

del riñón desde 
imágenes 3D 

Descripción de un 
método en el cual 
se puede utilizar el 
contorno del riñón 
de este proyecto 
en el contorno del 
cálculo renal de la 

ecografía a 
evaluar, tomando 

en cuenta el 
formato y 

dimensión de la 
imagen DICOM 
obtenida por los 

médicos 
especialistas. 

Aparte de esto, 
también utilizan 

una parte de 
rotación de la 

imagen, la cual 
vale la pena 
profundizar 

Ebrahimi, S., & Mariano, V. 
(2015). Image Quality 

Improvement in Kidney Stone 
Detection on Computed 

Tomography Images. Journal 
of Image and Graphics, Vol. 3, 

No. 1, June 2015 

Este estudio se 
basa en la 

búsqueda de la 
detección de 

cálculos renales a 
través de una 

tomografía 

Este estudio exploró el 
desarrollo de un 

programa 
semiautomático que 
usaba técnicas de 
procesamiento de 

imágenes y geometría 

Los resultados 
mostraron que el 

programa tiene 84.61% 
de precisión, lo que 

sugiere el potencial del 
programa en eficiencia 

diagnóstica para la 

En el desarrollo de 
este proyecto, 

utilizó diferentes 
métodos de 

Bounding Box, 
Gamma 

Adjustment y 



computarizada de 
riñón, orina y 

vientre (KUBCT) 
es una modalidad 

de imagen que 
tiene el potencial 

de mejorar la 
detección y el 
diagnóstico de 

cálculos renales. 

principios para definir el 
límite y la segmentación 

del área renal y para 
mejorar la detección de 

cálculos renales. 

detección de cálculos 
renales. 

object detection, 
que sirve de guía y 
que son una base 
fundamental para 
la realización de 

mi proyecto 

Erickson, B. J., Korfiatis, P., 
Akkus, Z., & Kline, T. L. 

(2017). Machine Learning for 
Medical Imaging. 

RadioGraphics, 37(2), 505–
515. 

doi:10.1148/rg.2017160130  

Este documento 
propone un 

análisis y una 
comparación entre 
los algoritmos más 
utilizados para los 

estudios y 
desarrollos de 

algoritmos 
enfocados 

principalmente en 
imágenes médicas 

Hay varios métodos que 
se pueden usar, cada 

uno con diferentes 
fortalezas y debilidades. 

Existen versiones de 
código abierto de la 
mayoría de estos 

métodos de aprendizaje 
automático que los 

hacen fáciles de probar 
y aplicar a las 

imágenes. Existen 
varias métricas para 

medir el rendimiento de 
un algoritmo. 

El aprendizaje 
automático se ha 

utilizado en imágenes 
médicas y tendrá una 
mayor influencia en el 

futuro. Quienes 
trabajan en imágenes 

médicas deben ser 
conscientes de cómo 

funciona el aprendizaje 
automático. 

Ayuda en la 
identificación de 

diferentes 
algoritmos con sus 

ventajas y 
desventajas que 
pueden ser guía 
para el desarrollo 

de mi proyecto 

Li, W., Ji, F.C. and Hu, Q.M. 
(2015) Automatic 

Segmentation of Liver Tumor 
in CT Images with Deep  

Convolutional Neural 
Networks. Journal of 

Computer and 
Communications, 3, 146-151 

En este artículo, 
se presenta un 

método basado en 
redes neuronales 
convolucionales 

(CNN) para 
segmentar 

lesiones de TC 

Se comparó el modelo 
CNN con algoritmos 

populares de 
aprendizaje automático: 

AdaBoost, Random 
Forests (RF) y máquina 
de vectores de soporte 

(SVM). Estos 

Entre los 3 algoritmos 
populares probados en 

este artículo, los 
resultados muestran 

que el método de CNN 
tiene un mejor 

rendimiento que otros 
métodos y es 

Muestran la 
posibilidad de 3 

algoritmos 
populares para el 
entrenamiento y 

desarrollo del 
modelo Aparte de 
esto, muestra de 



imágenes. La CNN 
es uno de los 
modelos de 
aprendizaje 

profundo con 
algunos filtros 

convolucionales 
que pueden 

aprender 
características 

jerárquicas de los 
datos.  

clasificadores fueron 
entrenados por 

características a mano, 
que contienen media, 

varianza y 
características 
contextuales.  

prometedor en la 
segmentación de 

tumores hepáticos. 

forma detallada el 
procedimiento de 

los desarrollos y la 
preparación de los 

datos 

Vijayarani, D., & Dhayanand, 
M. (2015). KIDNEY DISEASE 
PREDICTION USING SVM 
AND ANN ALGORITHMS. 

International Journal of 
Computing and Business 
Research (IJCBR) Dr. S. 

Vijayarani.  

En este artículo se 
presentan las 

diferentes técnicas 
avanzadas de 

minería de datos 
que pueden 

ayudar y 
proporcionar 
remedio para 
manejar esta 

situación. 

El objetivo de este 
trabajo es comparar el 

rendimiento de los 
algoritmos de Support 

Vector Machine (SVM) y 
de Artificial Neural 
Network (ANN) en 

función de su precisión 
y tiempo de ejecución. 
Ya que, la minería de 

datos es el proceso de 
extracción de 

información oculta del 
voluminoso conjunto de 
datos y, varias técnicas 
de minería de datos son 

agrupamiento, 
clasificación, análisis de 
asociación, regresión, 
resumen, análisis de 
series temporales y 

En este trabajo de 
investigación, el 

proceso de 
clasificación se utiliza 
para clasificar cuatro 

tipos de enfermedades 
renales. 

Comparaciones de 
Support Vector 

Machine (SVM) y 
Artificial Neural 

Network (ANN). Los 
algoritmos se realizan 

en función de la 
precisión y la 

clasificación de los 
factores de 

rendimiento. 

Para el desarrollo 
de mi proyecto, 

muestra la 
posibilidad de 

utilizar estos dos 
diferentes 

algoritmos con sus 
respectivos pros y 

contras para en 
este caso, la 
detección de 

litiasis renal en vez 
de 4 tipos 

diferentes de 
enfermedades 

renales. 



análisis de secuencias, 
etc.  

N. Thein, H. A. Nugroho, T. B. 
Adji and K. Hamamoto (2018), 

"An image preprocessing 
method for kidney stone 
segmentation in CT scan 

images," 2018 International 
Conference on Computer 
Engineering, Network and 

Intelligent Multimedia 
(CENIM), Surabaya, 

Indonesia, , pp. 147-150 

El principal 
objetivo de este 
documento es el 
de desarrollar un 
algoritmo de pre 
procesamiento 

independiente del 
lector para la 
detección y 

segmentación de 
cálculos renales 
en imágenes de 

TC. 

Se aplican tres 
algoritmos de umbral 

basados en la 
intensidad, el tamaño y 

la ubicación para la 
eliminación de regiones 
no deseadas, como la 
eliminación de órganos 
blandos, la eliminación 
del esqueleto óseo y la 
eliminación de la estera 

de la cama.  

Los resultados 
experimentales 

demuestran que el 
algoritmo de pre 
procesamiento 

propuesto tiene una 
sensibilidad del 95,24% 

como parámetro de 
evaluación. Por lo 

tanto, puede reducir el 
ruido y las regiones no 

deseadas en cada 
procedimiento con una 

buena detección 

Aporta al estudio y 
posible decisión 
de algoritmos 
basados en la 

intensidad, tamaño 
y ubicación para la 

eliminación de 
regiones no 

deseadas en la 
imagen 

computarizada 

P. T. Akkasaligar, S. Biradar 
and V. Kumbar (2017), 

"Kidney stone detection in 
computed tomography 

images," 2017 International 
Conference on Smart 

Technologies For Smart 
Nation (SmartTechCon), 
Bangalore, pp. 353-356 

El trabajo 
propuesto se 
utiliza para 
detectar los 

cálculos renales 
mediante el 
método de 

segmentación de 
conjunto de 

niveles a través de 
técnicas de IA y 

ML 

El desarrollo de este 
proyecto comienza con 

las imágenes de 
entrada, las cuales son 

pre procesadas y la 
región de interés está 

segmentada. Al igual, la 
segmentación de 

conjunto de niveles es 
un buen método para 

resolver el problema de 
la segmentación con 

éxito. 
El pre procesamiento de 

las imágenes CT se 
lleva a cabo para 

recortar la imagen de 

El método propuesto 
en este trabajo 

después del 
procesamiento de la 
imagen fue óptimo y 
eficiente y el tiempo 

necesario para el 
procesamiento de la 

imagen es menor 

Aporta para el 
proyecto la parte 
de los diferentes 

métodos 
propuestos para el 
procesamiento de 

las imágenes  



entrada. Después del 
paso de pre 

procesamiento, la 
imagen de entrada se 
segmenta utilizando la 

técnica de 
segmentación de 

conjunto de niveles. 
Finalmente, las 

imágenes segmentadas 
se analizan para 

detectar el tamaño y la 
ubicación de la piedra. 

T. Shah and S. Kadge (2019), 
"Analysis and Identification of 

Renal Calculi in Computed 
Tomography Images," 2019 
International Conference on 

Nascent Technologies in 
Engineering (ICNTE), Navi 

Mumbai, India, pp. 1-4 

Este estudio se 
basa en el 

desarrollo de un 
sistema 

automático de 
detección de 

cálculos renales 
utilizando las 
técnicas de 

procesamiento de 
imágenes digitales 

en imágenes de 
tomografía 

computarizada. 

La metodología consiste 
en pre procesar la 

imagen usando filtros, 
herramienta de recorte, 

enfocar la imagen y 
aplicar la operación 

morfológica. Luego, la 
imagen se segmenta 
para obtener la región 
de interés y finalmente 
se calcula el número de 

piedras, el área de 
piedras y su ubicación 

respectiva. Las técnicas 
de procesamiento de 
imágenes digitales 

utilizadas en el trabajo 
propuesto incluye un 

filtro gaussiano, 
segmentación, 

La capacidad del 
prototipo es identificar y 
analizar el cálculo renal 
y calcular el número de 

cálculos, el área, la 
ubicación en función 
del riñón izquierdo / 

derecho, así como las 
coordenadas en la 

imagen de tomografía 
computarizada original. 
Este trabajo tiene una 

alta eficiencia y un 
accuracy del 90% . 

Aporta una nueva 
herramienta para 

el pre 
procesamiento de 
estas imágenes 
médicas, el cual 
es "reginprop" 

para el análisis de 
estas imágenes 



binarización, operación 
morfológica y 

componente conectado. 



❖ Computer aided detection of ureteral stones in thin slice computed 
tomography volumes using Convolutional Neural Networks 

El propósito de este estudio es el de desarrollar un algoritmo de detección asistida 

por computadora para identificar un cálculo ureteral. Para esto, el equipo encargado 

abordó este problema mediante el uso de una red neuronal convolucional, utilizando 

los pasos de una CNN que consisten en una capa convolucional, seguida por una 

función de activación no lineal y, finalmente, un submuestreo con agrupamiento. Por 

otra parte, en este estudio también se realizó un mapeo de probabilidad de la 

ubicación de las piedras reales y, esta información se utilizó en un paso de pos 

procesamiento para filtrar el número de casos positivos.  

❖ Features extraction and classification for detection of kidney stone 
region in ultrasound images 

Este proyecto consiste en la extracción de características y regiones de interés de 

una imagen de ecografía, creando una aplicación que ayuda al médico a identificar 

la región en la cual el paciente presenta cálculos renales. Para esto, el profesional 

necesita seleccionar la región que es analizada por el sistema para determinar la 

presencia de la o las piedras. La extracción de estas características se aplica en 

regiones recortadas. 

El método o clasificador utilizado en este proyecto, fue el de KNN, el cual es utilizado 

para la clasificación basada en el entrenamiento del conjunto de datos de la imagen.  

En esta investigación, se utilizó KNN para clasificar imágenes de los cálculos 

renales, comparando las características extraídas del conjunto de datos de 

entrenamiento.  Los rasgos extraídos en la fase de extracción de rasgos se 

almacenan para el análisis de clasificación. El clasificador KNN analiza el nuevo 

conjunto de características con el conjunto de características almacenadas 

anteriormente. Si las características se acercan al conjunto anterior de 

características, entonces la imagen está bien clasificada, de lo contrario la imagen 

es rechazada por la piedra imágenes.  



❖ Chronic Kidney Disease Survival Prediction with Artificial Neural 
Networks 

En este trabajo se construyó 2 neuronas artificiales, uno integrando redes clásicas 

de ML y otro utilizando LASSO ambos teniendo resultados muy similares entre sí, a 

pesar de haber establecido los parámetros manualmente para obtener resultados 

apropiados de rendimiento y debido al conjunto de datos seleccionado. 

En esta investigación, el pre procesamiento de datos, las transformaciones de datos 

y las neuronas artificial se utilizan para establecer el mapeo de muchos factores 

clínicos para la supervivencia del paciente. Estableciendo un estudio tanto de los 

datos que están disponibles para este estudio como diferentes librerías que sirven 

para este proyecto, como Scikit-learn, Keras, Pandas, entre otras, al igual que 

utilizando el algoritmo de Least Absolute Shrinkage and Selection operator o más 

conocido como "LASSO". Este, ha sido usado extensamente como una selección 

de características mecanismo. Por lo tanto, primero lo usamos para seleccionar 

varios de los más atributos relevantes en cuanto a la capacidad de supervivencia. 

Entonces, basado en los atributos seleccionados, diseñamos otro completamente 

conectado MLP que es mucho más estrecho y un poco más profundo. En este 

modelo, la red neuronal se alimenta sólo con la mayor cantidad de cinco atributos 

relevantes, con cinco capas ocultas de tres neuronas apiladas sobre ellas, 

conectadas a una capa de salida sigmoide.  

❖ Diagnosis of renal calculus disease in medical ultrasound images 

Este artículo consiste en la verificación y adaptación del método de Wavelet para el 

pre procesamiento y la descomposición de imágenes diagnósticas para la detección 

de litiasis renal.  Wavelet es una función matemática que divide una onda continua 

en varios componentes de escala. Cada uno de estos componentes de escala 

puede ser asignado con un rango de frecuencia y puede ser estudiado con una 

resolución que coincide con su escala. 

El pre procesamiento de las imágenes de ultrasonido del riñón consiste en la 

eliminación de ruido utilizando el método de umbral de wavelet. La descomposición 



de wavelet se realiza en imágenes despeck y las características de energía de 

wavelet se extraen para diferentes familias de wavelet. Además, estas 

características son utilizadas por la red neuronal artificial de retroalimentación de 

retroalimentación para clasificar la imagen de ultrasonido renal como imagen de 

cálculo renal o imagen normal. 

❖ Renal Stone Detection and Analysis by Contour Based Algorithm 

Este artículo propone la detección, ubicación y el tamaño del cálculo renal mediante 

la segmentación de GAC además de la extracción de características y las 

operaciones morfológicas. 

La metodología propuesta para el proyecto consiste en siete secciones:  

1. Pre procesamiento: Para este paso, se escogió el filtro Wiener  

2. Ecualización adaptativa: Para la mejora de contraste se realiza para representar 

claramente detalles más finos como bordes y límites, de modo que la región de 

piedra deseada se detecte fácilmente  

3. Operaciones morfológicas: Se realizan para detectar la región de piedra 

requerida mediante operaciones como la apertura, el cierre y la reconstrucción.  

4. Segmentación: Esto ayuda a una representación más fácil de la imagen que 

puede analizarse más a fondo  

5. Extracción de características: Reduce la complejidad del sistema, ya que una 

gran información generalmente requiere una gran cantidad de memoria y potencia 

de cálculo. 

6. Esquema de límite: Este paso realiza el contorno del límite de las regiones 

detectadas (en el caso de una o más piedras) y las regiones de interés se muestran 

claramente para facilitar la apariencia visual, así como para otras mediciones de 

ubicación y tamaño  



7. Detección: Además de la detección de bordes, los métodos de detección de 

contornos también se utilizan para la detección. 

❖ An Improved Level Set Method for Segmentation of Renal 
Parenchymal Area from Ultrasound Images 

En este documento, se propone un método de ajuste de nivel mejorado para la 

segmentación del área parénquima renal en imágenes de ultrasonido 2D. Este 

método está basado en 3 aspectos:  

1. Se adopta un modelo de evolución de conjunto de niveles regularizados de 

distancia para extraer los bordes del riñón  

2. Modelo de ajuste escalable por cada región para extraer el sistema recolector del 

riñón  

3. La medición del área parénquima renal, restando el área del sistema recolector 

del grosor de la arena renal gruesa 

El enfoque trabajado en este proyecto de un método de conjunto de niveles 

mejorado de 2 pasos, aplicando DRLSE (distance regularized level set evolution es 

un desarrollo del método de fijación de niveles.) y RSF (region-scalable fitting, se 

define en términos de un contorno cerrado y dos funciones de ajuste que localmente 

aproximar las intensidades de la imagen en los dos lados del contorno) 

❖ Classification of Kidney Images Using Cuckoo Search Algorithm and 
Artificial Neural Network 

El objetivo de este trabajo es clasificar las imágenes del riñón, utilizando las 

imágenes de ultrasonido, según la selección de características relevantes. En este 

trabajo, las imágenes del riñón se clasifican como imágenes anormales mediante el 

pre procesamiento (es decir, la conversión de escala de grises), generan una región 

de interés, extrayendo las características basadas en wavelets de escala múltiple 

Método Gabor, Cuckoo Search (CS) para optimización y Red neuronal artificial 

(ANN).  



❖ Deep learning for ultrasound image caption generation based on 
object detection 

El propósito de este estudio es el de encontrar la ubicación de las áreas de enfoque 

del estudio que se hace en particular, y comprender el contenido de las áreas de 

enfoque convenientemente, proponen un método novedoso de imagen de 

ultrasonido generación de subtítulos basada en la detección de regiones.  

El método detecta y codifica simultáneamente áreas de enfoque en imágenes de 

ultrasonido, luego utiliza el LSTM (Memoria a largo plazo en inglés, la cual tiene 

conexiones de retroalimentación) para decodificar los vectores de codificación y 

generar información de texto de anotación para describir la información del 

contenido de enfermedades en imágenes de ultrasonido. El modelo resuelve 

principalmente el problema de la interferencia entre diferentes órganos, y obtiene 

información más detallada sobre el área de enfoque. Primero, se utiliza el modelo 

de detección de región para detectar áreas de enfoque y codificarlas como vectores 

de codificación. Luego, se codifican los vectores de codificación con LSTM, y genera 

textos de anotación para describir la información del contenido de las áreas de 

enfoque en las imágenes de ultrasonido. 

  



5 MARCO LEGAL 

 

5.1 Resolución 8430 de 1993 

Esta norma tiene como propósito la disposición de las normas científicas para los 

requisitos de desarrollo de áreas investigativas en salud (temas especificados en el 

artículo 4 de este mismo documento), teniendo en cuenta que estas instituciones 

para la realización de investigación en humanos, deberán tener un Comité de Ética 

en investigación, basado en sus reglamentos y sus políticas internas (SALUD, 

1993). 

5.2 Consejo de la OCDE sobre inteligencia artificial (IA) 
 

En esta normal, principalmente se incluyen un conjunto de principios y 

recomendaciones para el diseño de políticas públicas futuras de inteligencia 

artificial en el país, divididas en 5 principios, los cuales son: 

1. La IA debería beneficiar a las personas y al planeta impulsando el crecimiento 

inclusivo, el desarrollo sostenible y el bienestar. 

2.  Los sistemas de IA deben diseñarse de una manera que respete el Estado de 

derecho, los derechos humanos, los valores democráticos y la diversidad, y 

deben incluir salvaguardas apropiadas 

3. Debe haber transparencia y divulgación responsable en torno a los sistemas de 

IA, para garantizar que las personas entiendan los resultados basados en la IA y 

puedan desafiarlos. 

4. Los sistemas de IA deben funcionar de manera robusta y segura a lo largo de 

sus ciclos de vida y los riesgos potenciales deben evaluarse y gestionarse 

continuamente. 

5. Las organizaciones e individuos que desarrollan, despliegan u operan sistemas 

de IA deben ser responsables de su correcto funcionamiento en línea con los 

principios anteriores (MinTIC, 2019). 



5.3 Ley 2015 del 31 de enero de 2020 

 

Esta ley tiene como objetivo regular la interoperabilidad de la historia clínica 

electrónica – IHCE, por la cual se intercambian elementos clínicos relevantes, como 

documentos y expedientes clínicos del curso de vida de cada persona; esta misma, 

tiene como objetivo facilitar, agilizar y garantizar el acceso y el ejercicio de los 

derechos de la salud y la información de las personas, respetando así mismo el 

Hábeas Data y la reserva de esta misma (Colombia, 2020).  

5.4 Declaración de Helsinki 

 

La declaración de Helsinki dictamina los deberes que debe tener un médico al 

momento de estar con su paciente y en la vida cotidiana. El deber del médico es 

promover y velar por la salud de las personas y, estos mismos conocimientos y la 

conciencia del médico han de subordinarse al cumplimiento de ese deber; el médico 

debe actuar solamente en el interés del paciente al proporcionar atención médica 

que pueda tener el efecto de debilitar la condición mental y física del paciente; la 

preocupación por el bienestar de los seres humanos debe tener siempre primacía 

sobre los intereses de la ciencia y de la sociedad (MUNDIAL, 2000). 

 

 

  



6. DISEÑO METODOLÓGICO 

 

Para el desarrollo de este proyecto, la metodología que se eligió fue una orientada 

a minería de datos, llamada CRISP-DM (Cross Industry Standard Process for Data 

Mining), debido a sus 6 puntos importantes de evaluación y procesamiento de 

imágenes. Por esto, en el desarrollo de este proyecto se va a dividir en 3 fases 

principales: 

1. Fase I: Diseño 

En esta fase inicial, se van a tomar en cuenta los requerimientos y objetivos 

del proyecto a desarrollar con el personal médico de la FOSCAL y los 

integrantes del semillero de Radiología FOSUNAB. Por esto, el personal 

médico de la FOSCAL tendrá como objetivo el desarrollo del consentimiento 

a los pacientes y el protocolo médico para la extracción de las imágenes con 

características específicas, al igual que la captura de estas mismas, 

cargando estos archivos en una plataforma en una nube ya etiquetadas. 

 

2. Fase II: Desarrollo 

En este punto del proyecto, se definen las operaciones de pre procesamiento 

de las imágenes ya previamente etiquetadas por el personal médico y se 

procede a la construcción del modelo de Deep Learning, el entrenamiento y 

el ajuste del modelo creado con las imágenes previamente suministradas 

 

3. Fase III: Evaluación  

En este, se optimizan los parámetros utilizados para el entrenamiento, si 

fueron o no los mejores y sus respectivas actualizaciones, al igual que se 

desarrolla el documento de pruebas establecidas para el proyecto y se 

validan los resultados en base a ellos. 

  



7. RESULTADOS 

En este capítulo, se presentan los resultados de este proyecto correspondientes a 

cada objetivo: 

7.1 OBJETIVO NO. 1: DIAGNOSTICAR EL USO DE DEEP LEARNING PARA LA 

DETECCIÓN DE LITIASIS RENAL 

A continuación, se presenta el resultado esperado del primer objetivo específico, el 

cual es el diagnóstico del uso de Deep Learning en litiasis renal. 

7.1.1 Diagnóstico del uso de deep learning en litiasis renal 

En esta sección, son presentados los diferentes métodos de clasificación, 

estrategias de optimización, las arquitecturas, los frameworks y los diferentes 

algoritmos para clasificación y object detection que han sido utilizados exitosamente 

en papers publicados aplicados al caso de la litiasis renal: 

7.1.1.1 Métodos de clasificación  

 La clasificación supervisada es una de las tareas más habituales que realizan los 

denominados “Sistemas Inteligentes” para problemas de clasificación, ya que, estos 

utilizan algoritmos, los cuales, a su vez, utilizan el "historial" de los datos para el 

entrenamiento, por lo que puede "aprender" a asignar la etiqueta de salida 

adecuada al nuevo valor, es decir, puede predecir el valor de salida, por esto, los 

que se encontraron que han sido utilizados previamente en papers publicados con 

relación a litiasis renal son: 

7.1.1.1.1 K-Nearest Neighbors (k-NN) 

K-Nearest Neighbors es el más simple y popular método de clasificación, de tipo 

supervisado y no paramétrico, basado en la distancia que necesita medir la similitud 

de los datos de prueba con las muestras de los datos almacenados en el conjunto 

de entrenamiento y luego, los datos de la prueba son etiquetados por la mayoría de 

los votos de sus vecinos más cercanos en el set de entrenamiento (Akbulut, Sengur, 

Guo, & Smarandache, 2017). 

Dado el ejemplo de X= {x1, x2, …, xn} denote el set de entrenamiento donde xi ∈ 

Rn es un punto de datos de entrenamiento en el espacio de características n-



dimensional y que Y = {y1, y2, ..., yN} denota las etiquetas de clase 

correspondientes (Akbulut, Sengur, Guo, & Smarandache, 2017). 

Dado un punto de datos de prueba x' cuya etiqueta de clase se desconoce, puede 

determinarse así: 

- Calcular las medidas de similitud entre la muestra de prueba y las muestras de 

formación utilizando una distancia función (Akbulut, Sengur, Guo, & Smarandache, 

2017). 

- Encontrar los vecinos más cercanos de la muestra de prueba en los datos de 

entrenamiento de acuerdo a la medida de similitud y determinar la etiqueta de clase 

por la mayoría de los votos de sus vecinos más cercanos (Akbulut, Sengur, Guo, & 

Smarandache, 2017). 

7.1.1.1.2 Linear Discriminant Analysis (LDA) 

La técnica LDA (Linear Discriminant Analysis) se desarrolla para transformar las 

características en un espacio dimensional más bajo (pequeño), lo cual maximiza la 

relación de la variación entre las clases con la variación dentro de la clase, lo cual 

garantiza la máxima separabilidad de clases (Tharwat, Gaber, Ibrahim, & 

Hassanien, 2017). 

El objetivo de esta técnica es proyectar la matriz de datos original en un espacio 

inferior y que, para esto, se necesitan de 3 pasos fundamentales: 

1. Calcular la separabilidad entre clases, es decir, la distancia entre los medios 

de diferentes clases, lo que es llamado el “entre-clase” o “matriz entre clases” 

(Tharwat, Gaber, Ibrahim, & Hassanien, 2017). 

2. Calcular la distancia entre la media y las muestras de cada clase (varianza) 

dentro de la clases o matriz dentro de la clase (Tharwat, Gaber, Ibrahim, & 

Hassanien, 2017). 

3. Construir el espacio dimensional inferior que maximiza la variación entre 

clases y minimiza la variación de estas mismas (Tharwat, Gaber, Ibrahim, & 

Hassanien, 2017). 



A pesar de que la técnica LDA se considera una de las técnicas de reducción más 

utilizadas, sufre de un número de problemas, como, por ejemplo, que el LDA no 

logra encontrar el espacio dimensional inferior, si las dimensiones son mucho 

mayores que el número de muestras de datos de la matriz; el otro problema, es el 

de la linealidad, ya que, si las diferentes clases son separables de forma no lineal, 

esta técnica no puede discriminar entre clases (Tharwat, Gaber, Ibrahim, & 

Hassanien, 2017).     

7.1.1.1.3 Support Vector Machines SVM 

Las Máquinas de Soporte Vectorial son una técnica de ML conocida para la 

clasificación y otras actividades de aprendizaje, siendo este mismo definido como 

un clasificador discriminatorio, que se caracteriza formalmente por un hiperplano 

óptimo; este, produce un resultado del hiperplano óptimo, que clasifica nuevos 

ejemplos y los conjuntos de datos que soportan este hiperplano se llaman vectores 

de apoyo (Support vectors) (Battineni, Chintalapudi, & Amenta, 2019). 

Ilustración 12: Battineni, Chintalapudi, & Amenta, 2019. Clasificación de 
datos utilizando múltiples líneas (Izquierda) y clasificación de datos óptimo 

hiperplano (Derecha) 

 

En una región bidimensional (2D), este hiperplano es una línea que aísla en 2 

segmentos en los que cada segmento se encontraba a cada lado (ver ilustración 

11) que es donde se ve de una mejor forma el cómo se aísla estos segmentos 

(Battineni, Chintalapudi, & Amenta, 2019). 

7.1.1.1.4 Back-Propagation Neural Networks (BPNN) 



El clásico modelo de BPMN, está compuesto por muchas capas de nodos y, es 

designado por el nodo característico, la geometría de interconexión de la red y las 

reglas de aprendizaje (funciones de transferencia o transfer functions); este 

aprendizaje, se retroalimenta continuamente en el modelo para ajustarse a los 

pesos de los nodos entre capas para reducir los errores entre los datos 

pronosticados y los medidos y, por esto, los BPMN consideran la no linealidad, 

aprovechando al máximo las funciones de transferencia que conectan las capas de 

los nodos (Zeng, Zeng, Choi, & Wang, 2017). 

Los errores que puede presentar este modelo pueden ser reducidos por el proceso 

de aprendizaje de propagación (back-propagation learning Process); después de 

determinar los pesos del nodo a través del proceso de entrenamiento, este modelo 

puede ser usado para pronósticos con nuevos datos (Zeng, Zeng, Choi, & Wang, 

2017). 

7.1.1.1.5 Decision trees 

Decision trees (Árboles de decisión) es una técnica de aprendizaje de máquina 

supervisada, las cuales inducen un árbol de decisiones a partir de los datos de 

entrenamiento; este, es un modelo predictivo (que es un mapeo) desde las 

observaciones sobre un elemento hasta las conclusiones sobre su valor objetivo en 

el que, su estructura está basada en los árboles, cuyas hojas representan 

clasificaciones o etiquetas, los nodos sin hojas son características y las ramas 

representan conjunciones de características que conducen estas clasificaciones 

(Tan, 2015). 

La construcción de un árbol de decisión que sea coherente con un conjunto de datos 

es vital y, uno de los elementos que se utiliza para ayudar a construir un árbol 

coherente, es el de “la poda de adaptación” (Overfitting pruning), ya que puede ser 

utilizada para evitar que el árbol sea adaptado solo para el conjunto de 

entrenamiento y, esto hace que el árbol sea general para los datos no etiquetados 

y puede tolerar algunos datos de entrenamiento etiquetados erróneamente (Tan, 

2015) 



7.1.1.1.6 Naive Bayes 

El clasificador de Naive Bayes, tiene como objetivo entrenar un método a partir de 

un conjunto de datos inicial, para que un modelo sea capaz de predecir uno de los 

valores nominales que pertenecen a la clase (Pereira-Toledo, López-Cabrera, & 

Quintero-Domínguez, 2017); esto, se ve más claramente en su fórmula, explicada 

de la siguiente manera:  

Ilustración 13: Pereira-Toledo, López-Cabrera, & Quintero-Domínguez, 2017. 
Fórmula del clasificador de Naive Bayes 

 

● E es representado como una tupla de valores (x1, x2, …, xn) 

● Xi es el valor del atributo de Xi 

● C es el atributo de la clase 

● c es el valor de C 

● c0 y c1 son valores de las clases binarias 

● fnb(E), se le conoce como clasificador de Naive Bayes 

Este clasificador puede ser visualizado en forma de árbol, debido al supuesto de 

independencia de los atributos (Pereira-Toledo, López-Cabrera, & Quintero-

Domínguez, 2017), siendo estos mismos representados como: 

- La raíz: Clase padre 

- Hojas: Atributos de la clase 

7.1.1.1.7 Random Forest  

Random Forest es un modelo de predicción de conjunto, el cual consiste en una 

colección de diferentes árboles de decisión, conocido actualmente como CART 

(Classification And Regression Trees), los cuales se entrenan a través de 

empaquetado y la selección de variables aleatorias, fundamentado en la partición 

recursiva (al igual que CART), en la cual, la posición exacta del punto de corte y la 

selección de la variable de división dependen en gran parte de la distribución de las 



observaciones en la muestra de aprendizaje (Wang, Wang, Zeng, Srinivasan, & 

Ahrentzen, 2018). 

Random Forest, predice con el uso de un conjunto de árboles en vez de un solo 

árbol y, la lógica detrás de utilizar un conjunto de árboles para la predicción es el de 

mitigar el problema de inestabilidad de cada árbol combinando la predicción de 

múltiples árboles (Wang, Wang, Zeng, Srinivasan, & Ahrentzen, 2018). 

7.1.1.1.8 Cuckoo Search Algorithm 

El algoritmo de Cuckoo Search (CS) es uno de los últimos algoritmos inspirados en 

la naturaleza, el cual se basa en el parasitismo de la cría de algunas especies de 

aves, específicamente las cuco (Cuckoo). Las aves cuco (Cuckoo), ponen sus 

huevos en idos de otras aves huéspedes, siendo este nido cuidadosamente elegido, 

ya que contienen huevos recién puestos y elimina los huevos existentes de este 

nido, para así aumentar la probabilidad de eclosión (nacimiento) de sus huevos 

(Cuevas & Reyna-Orta, 2014). 

Tomando en cuenta lo anterior, se ve que los sistemas naturales son complejos y, 

por lo tanto, no pueden ser modelados exactamente por un algoritmo en su forma 

básica, por esto, es necesaria la simplificación de los sistemas naturales para una 

implementación exitosa en cómputo y, para esto, los autores de este, simplificaron 

el proceso en 3 reglas idealizadas (Cuevas & Reyna-Orta, 2014), las cuales son: 

1. Un huevo representa una solución y se almacena en un niño, por lo que, un 

Cuckoo artificial, puede poner un solo huevo a la vez (Cuevas & Reyna-Orta, 

2014). 

2. El cuco busca el nido más adecuado para poner sus huevos, teniendo las 

características más parecidas a los suyos para aumentar la posibilidad de 

eclosión (Cuevas & Reyna-Orta, 2014). 

Se fija el número de nidos del huésped (población), teniendo en cuenta que el ave 

huésped puede descubrir el huevo del Cuckoo (peores soluciones lejos del valor 

óptimo) con una probabilidad de Pa ∈ [0,1] y estos huevos se tiran o el ave abandona 

el nido y construye uno nuevo; en caso contrario, el huevo eclosiona y vive para la 



siguiente generación y, los nuevos huevos puestos por estos, eligen los nidos de 

los alrededores de las mejores soluciones actuales (Cuevas & Reyna-Orta, 2014). 

7.1.1.1.9 Deep Learning  

Tal como se definió en el marco conceptual: Deep Learning o aprendizaje profundo, 

es una forma de aprendizaje automático que permite a las computadoras aprender 

a través de la actualización constante de los parámetros definidos en capas apiladas 

de procesamiento. Para lograr este aprendizaje de patrones, la máquina se debe 

someter a grandes cantidades de información. 

7.1.1.2 Estrategias de optimización en Deep Learning 

Los conceptos a continuación definidos ayudan a la red neuronal a trabajar de una 

manera más eficiente y a reducir el número de problemas que pueden presentarse, 

los cuales van desde la normalización de los parámetros hasta la desactivación de 

un numero de neuronas de una red neuronal de forma aleatoria para ayudar a 

reducir el overfitting: 

7.1.1.2.1 Batch Normalization 

Batch Normalization o Normalizacion de los lotes, se ha convertido en un 

componente estándar para acelerar y mejorar el entrenamiento de redes neuronales 

profundas (DNNs), a pesar de que estas mismas conlleven a cálculos adicionales, 

consumen más memoria y significativamente ralentiza la iteración del 

entrenamiento. Este, se ha propuesto facilitar la capacitación mediante la 

normalización explícita de cada capa para tener una media de cero y una varianza 

unitaria (Wu, y otros, 2018). 

7.1.1.2.2 Dropout 

El Dropout o deserción, se refiere a ignorar las unidades (neuronas), es decir, que 

estas unidades no se consideran durante un determinado paso adelante o hacia 

atrás; durante la fase de entrenamiento de cierto conjunto de neuronas que se elige 

al azar (Budhiraja, 2016). 



Este Dropout se utiliza para prevenir el overfitting, ya que, una capa totalmente 

conectada ocupa la mayoría de los parámetros y, por lo tanto, las neuronas 

desarrollan una codependencia entre sí durante el entrenamiento que frena la 

potencia individual de cada neurona, lo que lleva a un exceso de datos de 

entrenamiento (Budhiraja, 2016). 

7.1.1.2.3 Regularization 

Antes de aplicar la regularización, para el caso normal de aplicación de una red 

neuronal profunda se desea minimizar la siguiente función de costo: 

𝐽(𝑤1, 𝑏1, … , 𝑤𝐿, 𝑏𝐿) =
1

𝑚
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Si se desea aplicar la regularización, se le agrega un componente que penalizará 

los pesos grandes, convirtiéndose así en la siguiente ecuación: 

𝐽(𝑤1, 𝑏1, … , 𝑤𝐿, 𝑏𝐿) =
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Donde se debe tener en cuenta que lambda es el parámetro de regularización, el 

cual se puede ajustar. Si el valor de lambda es mayor, entonces el valor del peso 

mayor será castigado y, así mismo, si el valor de lambda es menor, el efecto de 

regularización también es menor (Peixeiro, 2019). 

Esto tiene sentido, ya que la función de costo debe minimizarse, por esto, sumar la 

norma cuadrada de la matriz de ponderaciones y multiplicar por el parámetro de 

regularización reducirá la ponderación mayor para minimizar la función de coste 

(Peixeiro, 2019). 

7.1.1.2.4 Data Augmentation 

Data Augmentation o aumento de datos, abarca un conjunto de técnicas que 

mejoran el tamaño y la calidad de los conjuntos de datos de capacitación, de manera 

que se puedan construir mejores modelos de aprendizaje profundo con ellos; este 

tipo de algoritmos de aumento de imagen incluyen transformaciones geométricas, 

aumentos del espacio de color, filtros de núcleo, mezcla de imágenes, borrado 



aleatorio, aumento del espacio de características, entre otros (Shorten & 

Khoshgoftaar, 2019). 

Los enfoques de Data Augmentation se ajustan desde la raíz del problema: El 

conjunto de datos de entrenamiento y, esto se hace, bajo el supuesto de que se 

puede extraer más información del conjunto de datos original a través de los 

aumentos, los cuales inflan artificialmente el tamaño del conjunto de datos de 

entrenamiento, ya sea por deformación de los datos o sobre muestreo (Shorten & 

Khoshgoftaar, 2019). 

 

7.1.1.3 Arquitecturas 

Además de mencionar el número de cada capa neuronal en una red neuronal, el 

concepto de arquitectura en redes neuronales también se refiere a cada conexión 

entre capas y / o neuronas, sus tipos e incluso su entrenamiento de forma, por esto, 

se presenta las siguientes arquitecturas que pueden ser utilizadas en este sistema: 

7.1.1.3.1 DenseNet 

Las DenseNets tienen varias ventajas que resultan convincentes, como por ejemplo 

que alivian el problema de gradiente de desaparición, refuerzan la propagación de 

características, fomentan la reutilización de las características y reducen 

sustancialmente su número de parámetros (Huang, Liu, Weinberger, & Maaten, 

2016). 

Las capas de DenseNet son muy estrechas (por ejemplo, 12 mapas de 

características pro capa), añadiendo así solo un pequeño conjunto de mapas de 

características al “conocimiento colectivo” de la red y manteniendo el restante mapa 

de características sin cambios y el clasificador al final toma una decisión basada en 

todo el mapa de características de la red (Huang, Liu, Weinberger, & Maaten, 2016).  

7.1.1.3.2 GoogLeNet o Inception 

GoogLENet es una red neuronal convolucional que tiene 22 capas de profundidad, 

la cual, puede cargar una versión ya pre entrenada de la red entrenada en los 



conjuntos de imágenes ImageNet o Places365; estas redes han aprendido 

diferentes características para una amplia gama de imágenes (MathWorks, 2020). 

Ilustración 14:  Representación de la arquitectura de GoogLENet. 
Recuperado de https://www.researchgate.net/figure/Image-of-GoogLeNet-

architecture-17_fig4_327249814 

 

 

Una característica importante de GoogLENet es que, se introdujo un nuevo módulo 

de inicio local (local inception) en CNN, cuya idea básica es encontrar el óptimo local 

de construcción y repetirlo espacialmente, en el que, uno de los principales aspectos 

beneficiosos de esta arquitectura, es que permite incrementar el número de 

unidades en cada etapa sin un aumento incontrolado de la complejidad 

computacional para que, esta CNN pueda ser diseñada, no solo en profundidad, 

sino ser eficientemente entrenables (Zhong, Jin, & Xie, 2015).  

7.1.1.3.3 ResNet 

La Red Residual (ResNet) es una arquitectura de Red Neuronal Convolucional 

(CNN) que fue diseñada para permitir cientos o miles de capas convolucionales con 

un fuerte rendimiento, solucionando así el problema de “gradiente de desaparición” 

(vanishing gradient), ya que estas redes neuronales se entrenan a través del 

proceso de retropropagación (backpropagation) que se basa en el descenso del 

gradient (gradient descent), bajando así mismo la function de pérdida para encontrar 

los pesos que lo minimizan; si se encuentran demasiadas capas, la multiplicación 



repetida hace que este gradiente sea más pequeño, hasta que “desaparece”, 

hacienda que el rendimiento se sature o incluso se degrade con cada capa adicional 

(missinglink.ai, 2020). 

Ilustración 15: missinglink.ai, 2020. Arquitectura ResNet 

 

Esta arquitectura, apila los mapas de identidad (identity mappings) capas que 

inicialmente no hacen nada y los salta, reutilizando las activaciones de las capas 

anteriores; este salto, inicialmente comprime la red en solo unas pocas capas, lo 

que permite un aprendizaje más rápido y, luego, cuando la red se entrena de nuevo, 

todas las capas se expanden y las partes “residuales” de la red exploran más y más 

el espacio de características de la imagen de origen (missinglink.ai, 2020). 

7.1.1.3.4 VGGNet 

Las VGGNets se desarrollan originalmente para el reconocimiento y detección de 

objetos, las cuales, tienen arquitecturas convolucionales profundas con tamaños 

más pequeños con kernels de (3x3), strides de (1x1) y pooling windows de (2x2); 

en esta arquitectura, hay 4 estructuras de red diferentes, las cuales van desde 11 

capas a 19 capas, teniendo en cuenta que estas se incrementan cuando la red se 



profundiza, pero imponiendo un mayor costo computacional (Wang, Guo, Huang, & 

Qiao, 2015). 

7.1.1.3.5 Unet 

Esta arquitectura consiste en 3 secciones principales: La contracción (contraction), 

El cuello de botella (bottleneck) y La sección de expansion (expansion section).  

Ilustración 16: Sankesara, 2019. Arquitectura Unet 

 

La contracción (contraction), está hecha de muchos bloques de contracción, en el 

que cada bloque toma una entrada y aplica 2 capas de convolución 3*3 seguidas 

de un maxpooling de 2*2 y, cuyo número de mapas de características o kernels se 

duplica para que la arquitectura pueda aprender las estructuras complejas de 

manera efectiva (Sankesara, 2019). 

La sección de expansión (expansion section) también consiste en varios bloques de 

expansion donde, cada bloque pasa la entrada a 2 capas 3*3 CNN seguidas de una 

capa de muestreo 2*2 y, despues de cada bloque, el número de kernels usados por 

la capa convolucional se reduce a la mitad para mantener la simetria (Sankesara, 

2019). 

7.1.1.3.6 Alexnet 



La arquitectura de AlexNet consiste en cinco capas convolucionales, algunas de las 

cuales son seguidas por capas de agrupamiento máximo y luego tres capas 

completamente conectadas y finalmente un clasificador softmax de 1000 formas 

(Rizwan, 2018). 

Ilustración 17: Rizwan, 2018. Arquitectura AlexNet 

 

- Primera capa: La entrada de AlexNet es una imagen RGB de 227x227x3 que 

pasa a través de la primera capa convolucional con 96 mapas o filtros de 

características que tienen un tamaño de 11×11 y un stride de 4 (Rizwan, 2018). 

- Segunda capa: Hay una segunda capa convolucional con 256 mapas de 

características de tamaño 5×5 y una zancada de 1 y, luego hay nuevamente una 

capa de agrupación máxima con tamaño de filtro 3×3 y un stride de 2 (Rizwan, 

2018). 

- Tercera, cuarta y quinta capa: Son capas convolutivas con un filtro de tamaño 

3×3 y un stride de 1; estas 3 capas convolucionales son seguidas por una capa de 

agrupación máxima con tamaño de filtro 3×3, una zancada de 2 y tienen 256 mapas 

de características (Rizwan, 2018). 

- Sexta capa: La salida de la capa convolucional se aplana a través de una capa 

totalmente conectada con 9216 mapas de características cada uno de tamaño 1×1 

(Rizwan, 2018). 

- Séptima y Octava Capa: De nuevo, dos capas completamente conectadas con 

4096 unidades (Rizwan, 2018). 



- Output Layer: Finalmente, hay una capa de salida softmax con 1000 valores 

posibles (Rizwan, 2018). 

 

7.1.1.4 Frameworks 

Un framework es un conjunto de conceptos, prácticas y estándares a seguir, 

proporcionando, además, una serie de funciones que se han desarrollado y están 

listas para ser implementadas. 

7.1.1.4.1 Apache MXNet 

“Apache MXNet es un marco de inferencia y formación técnica escalable y ágil con 

una API concisa y fácil de usar para aprendizaje automático” (aws, 2020). 

Este, incluye la interfaz de Gluon, el cual permite a los desarrolladores con cualquier 

nivel de experiencia, empezar a utilizar el Deep Learning en la nube y en 

aplicaciones móviles (aws, 2020). Este, cuenta con diferentes beneficios, los cuales 

son: 

● Facilidad de uso con Gluon: Ya que, este ofrece una interfaz que facilita la 

creación de prototipos, el entrenamiento y la implementación de modelos de 

Deep Learning sin sacrificar su velocidad (aws, 2020). 

● Mayor Rendimiento: Ya que las cargas de trabajo pueden distribuirse en 

varias GPU, lo que significa que los proyectos que son muy grandes pueden 

gestionarse en menor tiempo (aws, 2020). 

Flexibilidad y Opciones: Teniendo en cuenta que, es compatible con muchos 

lenguajes de programación, como JavaScript, Python, R, entre otros; sin embargo, 

el backend se compila en C++ para maximizar el rendimiento, sin importar el 

lenguaje que se utilice para la creación de los modelos (aws, 2020). 

7.1.1.4.2 Pytorch 

Pytorch se define como un paquete de Python, el cual según su documentación 

provee 2 cualidades: 



- Cálculos con tensores con aceleración de una Graphic Processing Unit 

(GPU): Ya que este permite la utilización de CUDA 

(Compute Unified Device Architecture), que es una plataforma que sirve para correr 

modelos en GPUs y no en CPUs (Central Processing Unit) (Espejel, 2020). 

- Construcción de redes neuronales sobre un sistema de auto gradiente: Esto 

significa que, PyTorch puede realizar un seguimiento a los tensores, después de 

estos pasar por múltiples operaciones que, involucren la creación de una red 

neuronal, de tal forma en la que se retorne la derivada de la última operación 

respecto al tensor actual (Espejel, 2020). 

Aparte de las cualidades especiales que se mencionan anteriormente, también 

cuenta con las siguientes características clave y capacidades: 

-  Ecosistema Robusto: Un ecosistema de herramientas y bibliotecas que apoya 

el desarrollo en computer visión, NLP y más (PyTorch, 2020).  

- Soporte para la nube: Pytorch está soportado en las principales plataformas de 

nubes, que proporcionan un fácil escalado (PyTorch, 2020). 

- Entrenamiento Distribuido: A partir de la formación distribuida escalable y la 

optimización del rendimiento en la investigación y la producción (PyTorch, 2020). 

7.1.1.4.3 Theano 

Theano es una biblioteca de Python construida sobre NumPy, que permite definir, 

optimizar y evaluar expresiones matemáticas que implican conjuntos 

multidimensionales (Index, 2020). 

Algunas de las características principales de esta librería son: 

● Uso transparente de una GPU: Realiza cálculos intensivos de datos hasta 

140 veces más rápidos que en una CPU (Index, 2020). 

● Diferenciación simbólica eficiente: Ya que permite calcular derivadas para 

funciones de una o varias entradas (Index, 2020). 

● Generación de código C dinámico: Permite evaluar expresiones de 

manera más rápida (Index, 2020). 



Pruebas de unidad extensivas y auto verificación: Incluye herramientas para 

detectar y diagnosticar errores y problemas potenciales (Index, 2020). 

7.1.1.4.4 TensorFlow 

TensorFlow es una plataforma de código abierto para el aprendizaje automático, 

contando con un ecosistema integral y flexible de diferentes recursos de la 

comunidad como herramientas y bibliotecas, las cuales permite un aprendizaje 

automático innovador y la compilación e implementación con gran facilidad de 

aplicaciones con tecnología de Aprendizaje Automático (AA) mediante API intuitivas 

y de alto nivel, como por ejemplo Keras, que permite una iteración de modelos 

inmediata (TensorFlow, 2020). 

TensorFlow tiene una gran ventaja en compilación y entrenamiento de modelos, ya 

que, no sacrifica la velocidad ni el rendimiento. Una de las ventajas de este, es la 

compatibilidad con diferentes bibliotecas de complementos y modelos para poder 

experimentar, en los que se incluyen BERT, TensorFlow Probability, Tensor2Tensor 

y Ragged Tensors (TensorFlow, 2020). 

7.1.1.4.5 Caffe: Convolutional Architecture for Fast Feature Embedding 

Caffe es un marco de código abierto, el cual permite un acceso claro a arquitecturas 

profundas (Deep architectures), cuyo código está escrito en C++ con CUDA 

(Compute Unified Device Architecture) utilizada para el cálculo en la GPU, bien 

apoyados por enlaces a Python/Numpy y MATLAB; esta arquitectura, se adhiere a 

las mejores prácticas de ingeniería de software, proporcionando así mismo pruebas 

unitarias de corrección y rigor experimental, al igual que en la velocidad de 

despliegue (Jia, y otros, 2014). 

Ilustración 18: Jia y otros, 2014. Ejemplo de clasificación de dígitos con 
MNIST de una red Caffe, en el que, las cajas azules representan layes y los 

octágonos amarillos representan la información producida en las capas 



 

Caffe proporciona un conjunto de herramientas muy completo para capacitación, 

pruebas, afinamiento y despliegue de modelos, descritas a continuación: 

● Modularidad: El software está diseñado para ser lo más modular posible, 

permitiendo una fácil extensión a nuevos formatos de datos, capas de red y 

funciones de pérdida (loss functions) (Jia, y otros, 2014).  

● Separación de la representación y la implementación: Caffe soporta 

arquitecturas de red en forma de gráficos acíclicos dirigidos arbitrariamente, 

por esto, Caffe reserva exactamente la misma cantidad de memoria según 

sea necesario para la red y se abstrae de su ubicación en el host o en la GPU 

(Jia, y otros, 2014). 

● Cobertura de prueba: Caffe tiene una prueba y no se acepta ningún nuevo 

código en el proyecto sin las pruebas correspondientes, por esto, permite 

rápidas mejoras refactorización de la base del código (Jia, y otros, 2014). 

● Fijaciones de Python y MATLAB: Caffe proporciona los enlaces directos 

para ambos idiomas (Python y MATLAB) para la construcción de redes y 

clasificación de insumos; para el caso especial de Python, exponen el módulo 

de resolución (solver module) para facilitar la creación de prototipos de 

nuevos procedimientos para entrenamiento (Jia, y otros, 2014). 

● Modelos de referencia pre-entrenados: Caffe proporciona modelos de 

referencia para tareas visuales, basados en AlexNet; este incluye, el modelo 

de ImageNet con variaciones y el modelo de detección R-CNN (Jia, y otros, 

2014). 

 

7.1.1.5 Algoritmos para Object Detection  

La detección de objetos u object detection, es una tecnología que está relacionada 

el procesamiento de imágenes, cuyo objetivo principal es el de detectar diferentes 



categorías y/o objetos, como lo son personas, carros o edificios en videos y/o 

imágenes digitales 

7.1.1.5.1 FAST R-CNN 

Fast R-CNN emplea varias innovaciones para mejorar tanto la velocidad de 

entrenamiento como de prueba, mientras que a la par, va aumentando la precisión 

de la detección; está, entrena la Deep Network de VGG16 y es 9 veces más rápida 

que R-CNN (Girshick, 2015). 

Ilustración 19: Girshick, 2015. Arquitectura Fast R-CNN 

 

La manera en la que funciona Fast R-CNN es, tomando como entrada una imagen 

completa y un conjunto de propuestas de objetos, procesando primero que todo el 

conjunto de imágenes con varias convoluciones y max pooling para poder producir 

un mapa de características (feature map) de cada convolución y luego, para cada 

propuesta de objeto de una región de interés (Rol), el pooling layer extrae del mapa 

de características un vector de características de longitud fija y, cada uno de estos 

vectores es introducido en una fully connected layer que finalmente se ramifica en 

2 capas de salidas hermanas: una que produce estimaciones de probabilidad 

softmax sobre K object clases, más una clase de “fondo” y otra capa que produce 4 

números reales para cada uno de los objetos de la k object clases (Girshick, 2015). 

7.1.1.5.2 FASTER R-CNN 



Faster R-CNN mejora esta metodología, combinando las características de una red 

convolutiva (Fully Convolutional network) para realizar tanto propuestas de la región 

a detectar como la detección propia de los objetos (Fan, Brown, & Smith, 2016). 

En Faster R-CNN una red de propuestas regionales (Region Proposal Network 

RPN) comparte capas convolutivas con la red de detección de objetos, reduciendo 

así significativamente el costo de la propuesta, utilizando unas pocas capas 

convolutivas extra para hacer retroceder los límites de la región y los puntajes de 

objetividad en cada lugar, demostrando así mismo, una aceleración significativa, al 

igual que ha demostrado en una mejora del rendimiento de la detección de objetos 

(Fan, Brown, & Smith, 2016). 

Ilustración 20: Fan, Brown, & Smith, 2016. Estructura de Faster R-CNN 

 

Un ejemplo de cómo funciona Faster R-CNN se muestra en la ilustración 14, ya que, 

se ve tanto la red de propuesta de la región (Region Proposal Network) como el 

clasificador de objetos, los cuales comparten capas convolutivas. La red de 

propuestas de la región (Region Proposal Network) se comporta como un director 

de atención, determinando el óptimo de cajas delimitadoras a través de una gama 

de escalas y aspectos proporcionales que deben evaluarse para la clasificación de 

objetos que, en palabras más sencillas, el RPN le dice al clasificador donde buscar 

prácticamente (Fan, Brown, & Smith, 2016). 

7.1.1.5.3 YOLO 

YOLO consiste en que, una sola red convolucional predice simultáneamente 

múltiples cajas delimitadoras y probabilidades de clase de esas cajas, siendo este 



entrenado en imágenes completes y optimizando directamente el rendimiento de 

esta detección (Redmon, Divvala, Girshick, & Farhadi, 2015). 

Ilustración 21: Redmon, Divvala, Girshick, & Farhadi, 2015. Sistema de 
detección YOLO 

 

YOLO enmarca la detección como un problema de regresión, ejecutando la red 

neuronal en una imagen nueva en prueba de tiempo real para predecir estas 

detecciones, teniendo como base esta misma red neural, que esta corre a 45 

fotogramas por segundo (frames per second), teniendo esto como significado el 

poder procesar video en tiempo real, con menos de 25 milisegundos de latencia y, 

como un plus de este, YOLO logra más del doble de la precisión media de otros 

sistemas en tiempo real (Redmon, Divvala, Girshick, & Farhadi, 2015). 

Como punto importante, YOLO calcula globalmente sobre la imagen cuando se está 

haciendo predicciones, ya que ve toda la imagen durante el tiempo en que se está 

entrenando y durante su prueba, de tal manera que implícitamente codifica la 

información contextual sobre las clases, así como su apariencia (Redmon, Divvala, 

Girshick, & Farhadi, 2015). 

 

7.1.1.5.4 Single-Shot MultiBox Detector (SSD) 

El enfoque de SSD se basa en una red convolutiva de alimentación que produce 

una colección de tamaño fijo de cajas delimitadoras y puntuaciones para la 

presencia de la clase del objeto en esas cajas, seguido de un paso de supresión no 

máxima para producir las detecciones finales, teniendo en cuenta que, las primeras 

capas de esta red se basan en una arquitectura estándar utilizada para la 

clasificación de imágenes de alta calidad (truncada antes de la capa de 

clasificación), la cual se llamará “red de base” (Liu, y otros, 2016); después de esto, 



se añade la estructura auxiliar a la red para poder producir estas detecciones con 

las siguientes palabras claves: 

● Mapas de características multiescala para detección: Se añade a esta, 

capas de características convolutivas al final de cada red que fue 

previamente truncada, siendo estas capaces de disminuir el tamaño 

progresivamente y permiten predicciones de detecciones multiescala (Liu, y 

otros, 2016). 

● Predicciones convolucionales para la detección: Cada capa de 

características (features) añadida puede producir un conjunto fijo de 

predicciones de detección utilizando un conjunto de filtros convolucionales, 

teniendo como características de esta capa un tamaño de m * n con canales 

p, el elemento básico para predecir estos parámetros de una detección 

potencial es un núcleo pequeño de 3 * 3 * p, que produce ya sea una 

puntuación categoría, o un desplazamiento de la forma en relación con el 

cuadro por defecto de las coordenadas; teniendo en cuenta que, para cada 

uno de los m * n lugares donde se aplica este núcleo, se produce un valor de 

salida, siendo estos mismo medidos en relación con una caja predeterminada 

en relación con la ubicación de cada mapa de características (Liu, y otros, 

2016). 

● Cuadros predeterminados y relaciones de aspecto: Se asocia un 

conjunto de cuadros delimitadores por defecto con cada celda de mapa de 

características, para múltiples mapas de características en la parte superior 

de la red, teniendo en cuenta que el valor predeterminado de las cajas de los 

rasgos del mapa de forma convolutiva, de modo que la posición de cada caja 

en relación con su correspondiente celda es fija y, en cada una de estas 

celdas del mapa de características, se predicen las compensaciones en 

relación con las formas de la caja que viene por defecto en la celda, así como 

las puntuaciones por clase que indican la presencia de una instancia de clase 

en cada una de estas cajas (Liu, y otros, 2016). 

 

Ilustración 22: Liu, y otros, 2016.  Arquitectura de SSD 



 

En la ilustración 16, el (a) representa que el SSD solo necesita una imagen de 

entrada y “Ground Truth Boxes” para cada objeto durante el entrenamiento que, de 

manera convolutiva, se evalúa un pequeño conjunto de cajas predeterminadas de 

diferentes relaciones de aspecto en cada lugar en varios mapas de características 

de diferentes escalas, como se ve en el (b) y (c). 

7.2 OBJETIVO NO. 2: DISEÑAR UN ALGORITMO BASADO EN DEEP 

LEARNING PARA LA DETECCIÓN DE LITIASIS RENAL. 

A continuación, se presenta el resultado esperado del segundo objetivo específico, 

el cual es el diseño de un algoritmo basado en Deep Learning para la detección de 

litiasis renal 

7.2.1 Protocolo Médico  

En esta sección, son presentados los puntos más importantes de un protocolo 

médico, que va desde la definición de litiasis renal, sus características, tratamiento 

y detección, hasta el procedimiento a seguir para obtener las imágenes médicas 

desde el ecógrafo: 

7.2.1.1 Litiasis o cálculos renales 

La litiasis urinaria o cálculos renales, como es conocida coloquialmente, es una de 

las afecciones más frecuentes que, no solo se tienen que enfrentar el urólogo, sino 

también el médico general, sobre todo en el servicio de urgencias. Estos, se puede 

diagnosticar como hallazgos gracias a exámenes de rutina, tanto de laboratorio 

como de imagenología, en pacientes que no necesariamente han presentado 

síntomas, pero que pueden estar expuestos a dolor abdominal y a complicaciones 

derivadas de la presencia de litiasis (Susaeta, Benavente, Marchant, & Gana, 2018)  



Las formas de representación de la litiasis renal varían dependiendo del tamaño, 

localización y composición del cálculo en el aparato urinario, teniendo como 

resultado las siguientes posibilidades: 

- Cólico nefrítico: Está representado por un dolor muy intenso, que se 

produce gracias a la obstrucción de la salud de orina del riñón, siendo común 

en la zona lumbar, pasando por el abdomen anterior y los genitales que, se 

asocia a náuseas, vómitos y sudoración (CHILLÓN, 2020). 

 

- Hematuria: Es representada por la aparición de sangre en la orina, la cual 

puede ser visible a simple vista o no (CHILLÓN, 2020).  

 

- Infecciones de orina: Los cálculos renales pueden llegar a ser causa o 

consecuencia de infecciones que son frecuentes en la orina (CHILLÓN, 

2020). 

Por otra parte, una de las causas más comunes de la litiasis renal es una hidratación 

inadecuada, la cual conlleva al bajo volumen de orina. Los otros cuatro factores más 

comunes que contribuyen a la formación de cálculos urinarios son hipercalciuria, 

hiperoxaluria, hiperuricosuria e hipocitraturia (Leslie, Sajjad, & Murphy., 2020). 

Los 4 tipos de cálculos renales incluyen: 

- Cálculos de calcio, los cuales se desarrollan gracias al hiperparatiroidismo, 

pérdida renal de calcio, hiperoxaluria, hipomagnesemia e hipocitraturia 

(Leslie, Sajjad, & Murphy., 2020). 

 

- Cálculos de ácido úrico, son aquellos que están asociados con un pH 

menor a 5 y una alta ingesta de alimentos purínicos, como lo son el pescado, 

legumbres y carne, o cáncer (Leslie, Sajjad, & Murphy., 2020). 

 

- Cálculos de estruvita, son causados por organismos que descomponen la 

urea en amoniaco (Leslie, Sajjad, & Murphy., 2020). 

 



- Cálculos de cistina, se deben a un defecto metabólico que hace que los 

túbulos renales no absorban correctamente la cistina, lisina, ornitina y 

arginina (Leslie, Sajjad, & Murphy., 2020). 

 

7.2.1.2 Diagnóstico  

Si hay alguna sospecha de que, el paciente pueda presentar formación de cálculos 

renales, los procedimientos de diagnóstico más comunes son: 

- Análisis de sangre: Estos análisis pueden revelar un exceso de calcio o 

ácido úrico en la sangre. Estos, sirven para controlar la salud de los riñones 

y para que, el médico a cargo pueda comprobar la existencia de otras 

enfermedades (MayoClinic, 2019) 

 

- Análisis de orina: En los análisis de orina antes de las 24 horas, se puede 

mostrar si se está liberando demasiados minerales que forman los cálculos 

o muy pocas sustancias que previenen la formación de estos mismos 

(MayoClinic, 2019). El hallazgo de hematíes macro o micro apoya el 

diagnóstico, a pesar de que no se es extraño que esté ausente, al igual que 

la Leucocituria es frecuente, gracias a la reacción inflamatoria por el paso del 

cálculo (Málaga, 2020). 

 

- Prueba por imágenes: Estos tipos de exámenes son los más frecuentes, 

gracias a que se pueden mostrar los cálculos renales en las vías urinarias. 

Las opciones que abarca este tipo de diagnóstico va desde la radiografía 

abdominal, urografía intravenosa, ecografía abdominal (dependiendo de la 

visibilidad y tamaño del cálculo) y la tomografía computarizada de alta 

velocidad o de energía dual, el cual puede mostrar cálculos muy pequeños 

(MayoClinic, 2019). 

 

Para la radiografía, existen factores limitantes que son primordiales para la 

detección de cálculos de esta manera, los cuales son: 



o Tamaño del cálculo: No permite ver menores de 2mm 

o Baja tonalidad: El 10% de la litiasis son radiotransparentes, como por 

ejemplo el ácido úrico, xantina, indinavir y triamtereno 

o Superposición del aire intestinal debido al íleo 

o Interposición del hueso 

o Confusión de las calcificaciones extraurinarias, flebolitos, etc. 

o Mala técnica de realización  

 

Ilustración 23: Málaga, 2020. Imágenes de radiografía simple con calculo 
renal radioopaco (de calcio). Recuperado de 

https://www.urologosmalaga.com/tratamientos/litiasis-calculos/4-1-litiasis-
calculos-evaluacion-y-diagnostico/ 

 

 

Respecto a la ecografía abdominal, es utilizada para detectar la presencia de 

Hidronefrosis (ectasia), el cual solo detecta cálculos mayores o iguales a 4mm 

situados principalmente en la unión pielo-ureteral o la unión uretero-vesical (Málaga, 

2020) 

Ilustración 24: Málaga, 2020. Ecografía renal donde se puede apreciar pelvis 
renal dilatada por causa obstructiva. Recuperado de 

https://www.urologosmalaga.com/tratamientos/litiasis-calculos/4-1-litiasis-
calculos-evaluacion-y-diagnostico/ 

 



 

En cuanto a la urografía intravenosa, tiene una sensibilidad y especificidad de 

aproximadamente 87-90% y 94-100%, esta, no debe ser realizada durante la fase 

aguda del cólico, ya que la eliminación del contraste puede tardar horas (Málaga, 

2020). 

 

Ilustración 25: Málaga, 2020. Urografía intravenosa: Imágenes donde se 
introduce un contraste intravenoso. Recuperado de 

https://www.urologosmalaga.com/tratamientos/litiasis-calculos/4-1-litiasis-
calculos-evaluacion-y-diagnostico/ 

 



Por último, se tiene el TAC helicoidal, el cual puede ser tanto con y sin contraste, la 

cual es la prueba diagnóstica más utilizada, gracias a la gran sensibilidad y 

especificidad del 94-100% y 92-100% (Málaga, 2020). 

 

Ilustración 26: Málaga, 2020. UroTAC sin contraste donde se aprecia un 
cálculo renal. Recuperado de 

https://www.urologosmalaga.com/tratamientos/litiasis-calculos/4-1-litiasis-
calculos-evaluacion-y-diagnostico/ 

 

 

- Análisis de los cálculos expulsados: En este, se pide al paciente orinar a 

través de un filtro para retener los cálculos que lograron pasar y 

posteriormente, se llevan a análisis de laboratorio para revelar la composición 

de los cálculos renales así, el medico puede utilizar esta información para 

determinar el origen de los cálculos renal es y poder establecer un plan para 

la prevención de estas formaciones (MayoClinic, 2019) 

 

7.2.1.3 Contexto nacional e internacional  

El Observatorio de Salud Pública de Santander (OSPS) realizó un análisis de datos 

sobre litiasis renal a partir de los Registros Individuales de Prestación de Servicios 

de Salud (RIPS) y estadísticas vitales del Departamento Administrativo Nacional de 

Estadística (DANE), para poder determinar tanto la mortalidad como la morbilidad 

respecto a litiasis renal tanto en Santander como en Colombia, teniendo como 



resultado que, aproximadamente 15 de cada 100 muertes por urolitiasis en 

Colombia se presentaron en Santander para el 2014. 

Si bien, existen diversas publicaciones en revistas científicas de programas de 

cómputo que ayuden a la detección de litiasis renal, en Colombia específicamente 

aún no se han comenzado a implementar en ningún hospital. 

Si se toma ya como contexto internacional, existen diversos sistemas 

computarizados ya implementados en otros países, como lo son: 

- España: Un programa informático, desarrollado por El Servicio de Urología 

del Hospital de Manacor y la Universidad de las Islas de Baleares (UIB), para 

mejorar y agilizar el diagnóstico y el tratamiento de los pacientes que 

presentan cálculos renales, creada por el Dr. Félix Grases y la Dra. Antonia 

Costa (infosalus, 2014) 

- Reino Unido: StoneChecker, es una herramienta de software médico 

diseñada para la toma de decisiones clínicas, proporcionando información 

sobre el cálculo renal de un paciente, la cual, está diseñada para evaluar 

cálculos que proporciona a los médicos métricas clínicas útiles utilizando 

tomografías computarizadas sin contraste del paciente (imagingbiometrics, 

2017) 

Al igual, no solo se han desarrollado para la detección, sino también para el análisis 

y su descomposición: 

- España: MyStone, es un dispositivo de análisis rápido de cálculos renales, 

desarrollado por el grupo de Técnicas de Separación en Química (GTS) y el 

centro de visión por computador de la Universitat Autònoma de Barcelona, el 

cual supondrá una mejora de atención al paciente y la reducción del coste 

del análisis de estos mismos (UAB, 2014) 

 

7.2.1.4 Metodología  

https://www.uab.cat/web/universitat-autonoma-de-barcelona-1345467954409.html


A continuación, se presentará los parámetros necesarios para establecer la 

metodología a desarrollar durante la toma de las imágenes y el desarrollo de este 

proyecto: 

7.2.1.4.1 Tipo de estudio  

El tipo de estudio en este caso es el de Conformidad, ya que, este es el que se mide 

el grado de concordancia entre uno o varios observadores con la realidad, 

usualmente basados en el “patrón de oro” el cual permite ver con facilidad los 

verdaderos positivos, negativos y los falsos positivos y negativos de cualquier 

prueba diagnóstica, algo similar a lo que se comprueba en el algoritmo con la matriz 

de confusión.  

7.2.1.4.2 Población 

Las imágenes que serán utilizadas para esta investigación son imágenes de 

ecografía enfocadas en principalmente en el riñón, donde esté especificado el 

cálculo renal y que, anteriormente se haya comprobado que este existe a través de 

UROTAC, tanto pacientes como con y sin litiasis renal, sin tener en cuenta la edad 

del paciente, ni género, ni condición demográfica, ni ninguna condición especial del 

paciente. 

7.2.1.4.3 Cálculo del tamaño de muestra 

Para el total de las imágenes a calcular, se intentará calcular un aproximado de 50 

imágenes semanales, teniendo en cuenta que, por cada paciente, se sacará 

aproximadamente 3 videos de 2 segundos, los cuales capturan 20 imágenes por 

segundo, de las 3 secciones por riñón, dando un total de 6 videos por paciente, 

teniendo así la posibilidad de elección de estas imágenes para el entrenamiento, 

validación y pruebas. 

Para el total de imágenes que se lleguen a sacar para el plazo establecido, se 

tomarán de referencia un 80% sobre las mismas para la parte del conjunto de 

entrenamiento (train), 10% para el conjunto de validación (val) y 10% para el 

conjunto de pruebas (test), tanto las que tienen como las que no litiasis. 

7.2.1.4.4 Consideraciones éticas 



Este proyecto está clasificado como investigación sin riesgo, ya que no es necesaria 

ningún tipo de intervención para la toma de imágenes de ecografía; a pesar de esto, 

a cada paciente se le solicita el permiso para la toma de estas imágenes y, se firma 

un consentimiento (anexo: Consentimiento del paciente) que fue previamente 

aprobado por el epidemiólogo en cargo. 

7.2.1.4.5 Condiciones legales  

Este proyecto se realizará bajo las consideraciones designadas en la resolución 

8430 de 1993, el consejo de la OCDE sobre inteligencia artificial y Declaración de 

Helsinki, las cuales tratan temas de importancia como: los deberes del médico al 

momento de estar con el paciente, la disposición de normas para los requisitos de 

investigación en el área de la salud con humanos y los principios éticos para la 

utilización de la inteligencia artificial en beneficio de las personas y el respeto de sus 

derechos y valores. 

7.2.1.4.6 Recogida de datos  

Para la toma de estas imágenes, se deben pasar por dos procesos respectivamente, 

el primero de ellos es UROTAC y el segundo es la propia ecografía, especificados 

a continuación: 

7.2.1.4.6.1 Diagrama de flujo del proceso de UROTAC 

Para el proceso de la toma de UROTAC, no se necesita ayuno previo, pero si se 

necesita tener la vejiga llena, por lo que se recomienda beber 2 litros de agua unos 

30 minutos antes de la toma de UROTAC, al igual que se debe quitar toda la joyería, 

gafas o cualquier accesorio de metal que se lleve en el cuerpo, ya que podrían 

interferir con el escáner TC. 

Para la toma del examen, el paciente está acostado sobre una mesa de exploración 

estrecha que se desliza hacia la máquina de TC, en el que el detector de rayos X 

de la máquina de TC gira a su alrededor para crear una imagen de la anatomía 

interna, las cuales se compilan y desarrollan mediante programas informáticos 

especiales 

Ilustración 27: Diagrama de flujo de procesos del UROTAC 



 

 

7.2.1.4.6.2 Diagrama de flujo del proceso de Ecografía  

Para sacar la ecografía, no se necesita ni ayuno previo ni tener la vejiga llena, ya 

que solo se va a revisar la parte de los riñones, no la vejiga. Lo que se debe tener 

en cuenta en este, es que el paciente debe llegar al hospital, acostarse en la camilla 

y subirse la camisa para que el doctor pueda aplicar el gel de ecografía, que ayuda 

al transductor a ver todos los órganos y situarse específicamente en los riñones, 

procediendo así mismo con la toma de los 6 videos de 1 a 2 segundos por riñón, 

para después, guardar estos en el ecógrafo y posteriormente subirlos al drive 

compartido.  

Ilustración 28: Diagrama de flujo de procesos de la ecografía 



 

 

7.2.2 Análisis de requerimientos del sistema 

En esta sección, se mostrarán los requerimientos tanto funcionales como no 

funcionales del algoritmo de Deep Learning para la detección de Litiasis Renal por 

ecografía. 

7.2.2.1 Requerimientos funcionales 

El sistema deberá cumplir con estos diferentes aspectos que permitan el correcto 

funcionamiento del sistema con estos requerimientos funcionales, mostrado en las 

siguientes tablas: 

Tabla 3: Requerimiento Funcional No. 1 

Requerimiento 1 

Requerimiento  
Visualización de los resultados: Los resultados de los 
entrenamientos como el accuracy, va a estar 
mostrado en el script de consola 

Prioridad Media 

Precondición 
Se necesita de haber ejecutado primero el 
entrenamiento 

 

Tabla 4: Requerimiento Funcional No. 2 



Requerimiento 2 

Requerimiento  

Cargar las imágenes al sistema: El equipo médico 
debe cargar las imágenes con y sin litiasis renal en 
una carpeta especial para el procesamiento de estas 
mismas 

Prioridad Media 

Precondición N/A 

 

7.2.2.2 Requerimientos no funcionales  

El sistema deberá cumplir con estos diferentes aspectos que permitan el correcto 

funcionamiento del sistema con estos requerimientos no funcionales, mostrado en 

las siguientes tablas: 

Tabla 5: Requerimiento No Funcional No. 1 

Requerimiento 1 

Requerimiento  
Confiabilidad: El proyecto debe poseer un buen 
desempeño en el procesamiento y evaluación de las 
imágenes de, al menos un accuracy del 60% 

Prioridad Media 

 

Tabla 6: Requerimiento No Funcional No. 2 

Requerimiento 2 

Requerimiento  
Accesibilidad: El sistema debe ser completamente 
accesible para el procesamiento y recopilado de 
imágenes médicas 

Prioridad Media 

 

Tabla 7: Requerimiento No Funcional No. 3 

Requerimiento 3 

Requerimiento  
Escalabilidad: El sistema dejará una base para poder 
ser preparado a una escalabilidad futura. 

Prioridad Baja 

 

 



7.2.3 Diagrama de procesos del sistema 

El diagrama de procesos que se muestra a continuación representa de manera 

general el proceso de trabajo del algoritmo, que va desde la recopilación de los 

datos hasta la predicción final del sistema. 

Este, inicia directamente desde la adquisición de los datos por parte del equipo 

médico de la FOSCAL inicialmente, pero, por diferentes motivos se realizó el 

desarrollo de un Web Scrapper para la obtención de las imágenes por Internet, 

seguido del etiquetado de las imágenes, ya sea que esta tenga o no litiasis. Así 

mismo, dividimos todos los datos en Training set, Validation Data y Test Data para 

cada uno de los respectivos pasos a seguir, teniendo como referencia un 80% de 

imágenes para el Training Set, un 10% para Validation Data y otro 10% para Test 

Data. 

Para el Training Set, se procede a desarrollar los scripts y modelos que se va a 

utilizar en este algoritmo, el cual, en este caso, se utilizó una red pre entrenada con 

“ImageNET” con la arquitectura de ResNet50, con un total de parámetros de 

23’587.712, de los cuales 23’534.592 son entrenables y 53.120 no son parámetros 

entrenables y, así mismo, teniendo en cuenta los tiempos de corrida, el Score 

sacado de este algoritmo y su compilación. 

Ya para la evaluación, se utilizó la entropía cruzada binaria (binary crossentropy), la 

cual es una función de pérdida, utilizada en tareas de clasificación entre dos 

posibles categorías, como las presentes en este proyecto (litiasis vs no litiasis), junto 

con la matriz de confusión (confusion matrix) la cual permite la visualización del 

desempeño de un algoritmo diferenciando los éxitos positivos y negativos, además 

de los falsos positivos y los falsos negativos para facilitar la lectura de los resultados. 

Por último, la fase de predicción que es el filtro final de pruebas, en el cual se valida 

ya con las imágenes predispuestas para tal fin (test set).  

Ilustración 29: Diagrama de Flujo del sistema de detección de Litiasis Renal 
por ecografía 



 

7.3 COMPLEMENTO DEL OBJETIVO NO. 2: DESARROLLO DEL ALGORITMO 

BASADO EN DEEP LEARNING PARA LA DETECCIÓN DE LITIASIS RENAL. 

En esta sección, se toma en cuenta desde el principio de toda construcción de un 

proyecto, que es, desde va desde la recopilación del Dataset inicial con el Web 

Scrapper hasta el propio código funcional, con su respectiva construcción, 

entrenamiento y resultados, teniendo en cuenta que esto es complemento para 

alcanzar el objetivo No. 2: 

7.3.1 Recopilación del Dataset con el Web Scrapper 

Para acelerar el proceso de construcción del modelo, y dadas las eventualidades 

que a nivel mundial afectaron a todos los profesionales de salud por la contingencia 

del SARS-CoVid19, impidiendo el acceso a los equipos médicos e incluso a los 

centros de salud por varios meses consecutivos coincidiendo justamente con el 

tiempo de desarrollo del proyecto, se previó la necesidad de crear un Web Scrapper, 

programado en Python, con el fin de recopilar una cantidad suficiente de imágenes 

para el entrenamiento, validación y test del algoritmo, haciendo uso de los siguientes  



filtros de búsqueda, utilizados para la extracción desde Google Images y 

posteriormente pasando por una validación informal por parte de los expertos 

involucrados en el proyecto: 

- Renal calculus ultrasound images 

- Urolithiasis ultrasound images 

- Cálculos renales por ecografía 

- Renal calculi ultrasound images 

Estos filtros permitieron la recopilación de 233 imágenes médicas con litiasis renal, 

las cuales fueron pasadas primero por un proceso para cambiar el color de “rgb” a 

escala de grises, ya que unas imágenes contenían formas y letras diferentes que 

podrían incidir en el momento de entrenamiento del algoritmo. Por parte de las 

imágenes sin litiasis renal, se lograron recopilar aproximadamente 156 imágenes, 

estas específicamente, fueron recopiladas como muestra inicial en un proceso 

dirigido por la Dr. Paola Amaya, interna de radiología y parte del semillero de 

investigación de radiología FOSUNAB. 

7.3.2 Desarrollo del código  

En esta sección, se dará a conocer las partes importantes para la construcción y 

desarrollo del algoritmo de clasificación de litiasis renal 

7.3.2.1 Construcción del modelo  

Para las variables que son importantes en este modelo, como el batch size, que es 

el número de imágenes procesadas simultáneamente de cara a la actualización 

gradual de los parámetros de modelos, la tasa de aprendizaje (learning rate), que 

determina la incidencia del ajuste a realizar para cada parámetro en cada iteración, 

mientras la función de pérdida se mueve paso a paso en dirección a algún mínimo 

(local o global) haciendo uso del valor del gradiente calculado, y, también el número 

de épocas (epoch) que es la cantidad de veces que el total de las imágenes pasa a 

través del conjunto de entrenamiento (training set). 

Ilustración 30: Valores especificados para el batch size, learning rate y la 
cantidad de epochs 



 

Para la selección del mejor modelo, se partió de una arquitectura pre entrenada con 

un Total de 23,587,712 de parámetros, de los cuales 23,534,592 son entrenables y 

53,120 no son entrenables, la arquitectura con mejor desempeño fue una basada 

en ResNet50, previamente entrenada con las imágenes de ImageNET y 

posteriormente sometida al proceso de Transfer Learning.  

Ilustración 31: Construcción del modelo con la arquitectura pre entrenada de 
ResNet50 

 

Así mismo se añadieron manualmente varias capas: una capa de vectorización 

Flatten, seguida de una capa densa con 256 neuronas de capas totalmente 

conectadas, luego de una capa de Dropout al 50% para la regularización del 

modelo y finalmente la capa de salida de 2 neuronas (Una por cada posible estado 

de salida, “con litiasis” o “sin litiasis”) y una función de activación softmax para 

convertir la salida probabilística en un valor binario 1 / 0.  

Ilustración 32: Capas añadidas a la arquitectura ResNet50 para el 
entrenamiento del algoritmo de Litiasis Renal 

 

Después de esto, se utilizó el siguiente filtro, para fijar las capas previamente 

entrenadas y seleccionar y entrenar solo las capas superiores (finales) del 

head_model. 

Ilustración 33: Capas entrenadas y utilizadas en la red 



 

7.3.2.2 Entrenamiento 

El modelo se entrena con la versión más reciente a la fecha de Tensorflow 2.3.0, 

haciendo uso de la herramienta de ETL automatizada de imágenes 

(ImageDataGenerator) que facilita automáticamente las operaciones de carga, 

transformación y ajuste de las imágenes para ser enviadas en bloque al método 

fit_generator() propio de los modelos construidos bajo este framework. 

Se definen adicionalmente dos funciones de Callback para generar 

automáticamente “checkpoints” de los modelos con buen desempeño, y para 

detener el entrenamiento dado el caso de que por cinco épocas consecutivas no 

haya ningún progreso en el aprendizaje del modelo. 

Ilustración 34: Entrenamiento del modelo 

 

Teniendo en cuenta el número de muestras y las épocas que se habían establecido 

previamente, se generan los siguientes resultados con sus respectivas métricas de 

evaluación (loss y accuracy) 

Ilustración 35: Resultados del entrenamiento en las épocas 1-7 



 

Ilustración 36: Resultados del entrenamiento en las épocas 8-14 

 

Ilustración 37: Resultados del entrenamiento en las épocas 15-20 



 

7.3.2.3 Resultados  

Para la generación de las predicciones del modelo sobre el conjunto de pruebas, se 

utiliza el método predict del modelo, junto con la función argmax de Numpy para 

retornar el índice de los valores máximos, obteniendo así como resultado el 

accuracy, la precisión y el F1 Score 

Ilustración 38: Resultados del algoritmo 

 

En la sección de visualización de los resultados, se asigna a las variables 

target_names los valores de positivo y negativo dependiendo del caso que vaya a 

dar de la predicción y se procede a graficar. Junto con esto, está la matriz de 

confusión (confusion_matrix) para ayudar a la visualización de los resultados 

propios del algoritmo, los cuales se ven con la escala a la parte derecha de la matriz 

y la cantidad de: 

- Verdaderos positivos 

- Falsos positivos 



- Verdaderos negativos 

- Falsos negativos 

Ilustración 39: Matriz de confusión 

 

  



 

7.4 OBJETIVO NO. 3: EVALUAR EL CORRECTO FUNCIONAMIENTO DEL 

SISTEMA PREDICTIVO CON EL CONJUNTO DE DATOS PRUEBA 

SUMINISTRADO CONTRASTÁNDOLO CON EL CONCEPTO DE LOS MÉDICOS 

EXPERTOS. 

En esta sección, se toma en cuenta desde los conceptos utilizados para las pruebas 

del entrenamiento hasta los resultados de los intentos probados con las diferentes 

arquitecturas definidas, cumpliendo así con el objetivo No. 3 

 

7.4.1 DOCUMENTO DE PRUEBAS 

En esta sección, se va a presentar desde los parámetros utilizados en este proyecto, 

hasta las pruebas con las arquitecturas utilizadas:  

7.4.1.1 Parámetros utilizados para la evaluación del modelo 

Los parámetros y métricas a continuación mostrados, son muy útiles en el campo 

de ciencia de datos o en aplicaciones de aprendizaje automático, específicamente 

en los problemas de clasificación, ya que, estos tienen en consideración el número 

de aciertos y de valores de error para evaluar la calidad en general. Para otros tipos 

de problemas (regresión, clustering) existen diferentes medidas que no son parte 

del alcance del presente documento. 

7.4.1.1.1 Entropía cruzada 

Esta, es la medida utilizada para el entrenamiento del modelo, que se define como 

la diferencia entre 2 distribuciones de probabilidad tanto para una variable aleatoria 

como un conjunto de eventos determinados, teniendo siempre en cuenta que, esta 

información cuantifica el número de bits necesarios para codificar y enviar eventos; 

los eventos con menor probabilidad tienen más información y, los eventos con 

mayor probabilidad tienen menos información. 

Ilustración 40: Elisha, 2020. Fórmula del parámetro de Entropía Cruzada 
(Cross Entropy) 



 

7.4.1.1.2 Accuracy   

Esta métrica es la más utilizada por las personas que trabajan en problemas de 

clasificación y se define como el número de predicciones correctas sobre el total de 

los datos de prueba utilizados.  

Ilustración 41: Heras, 2020. Fórmula del parámetro de accuracy 

 

Sin embargo, esta se puede ver afectada si no se tiene un conjunto de datos 

balanceados, por ejemplo, tener 90 casos negativos y 10 casos positivos y, puede 

que el algoritmo identifique todas las predicciones con el conjunto de datos de mayor 

tamaño y aun así obtenga un 90% de accuracy. 

Ilustración 42: steemit, 2019. Representación del accuracy 

 

 

7.4.1.1.3 Matriz de confusión 



Es una forma estructurada de resumir el comportamiento del modelo una vez 

entrenado, contrastando los valores reales del conjunto de pruebas (ground truth) 

contra las predicciones realizadas. Los resultados se pueden clasificar en una de 

cuatro categorías:  

a. Verdadero positivo: Cuando la imagen si era y acertó  

b. Verdadero negativo: Cuando la imagen si era y no acertó 

c. Falso positivo: Cuando la imagen no era y no acertó  

d. Falso negativo: Cuando la imagen no era y acertó 

Ilustración 43: steemit, 2019. Representación de la matriz de confusión 

 

7.4.1.1.4 Precisión (Precision) 

Este indicador se define como el número total de casos positivos verdaderos en el 

número total de casos positivos, en otras palabras, se define como, de todo lo que 

el algoritmo afirma como positivo, se compara contra el total REAL de positivos del 

conjunto de pruebas. 

Por esto, en la ilustración 35 se muestra en naranja lo que verdaderamente era 

positivo y, en lo que es un poco de rojo, lo que se marcó como positivo siendo 

negativo.   

Ilustración 44: lawtomated, 2019. Fórmula del parámetro Recall 



 

Ilustración 45: steemit, 2019. Representación de Precisión 

 

7.4.1.1.5 Exhaustividad (Recall) 

Este, es un indicador el cual, el número de casos clasificados como verdaderos 

positivos se compara con todos los casos verdaderos positivos, diferenciándose así 

mismo con el indicador de precisión, ya que, el recall compara la cantidad de casos 

clasificados como verdaderos positivos sobre todo lo que realmente era positivo, 

explicado más claramente en la ilustración 36. 

Ilustración 46: Heras, 2020. Representación de la Exhaustividad (Recall) 

 

7.4.1.1.6 F1Score  

Es un balance entre los parámetros de precision y recall, ya que se define como el 

doble del producto de precision y recall sobre la suma de estos dos; es decir, la 

media armónica. Los valores tomados por F1 asumen que la precisión y el recall 



son igualmente importantes para nosotros y es una métrica bastante adecuada 

cuando el conjunto de datos es desbalanceado.  

Ilustración 47: Heras, 2020. Fórmula de F1Score 

 

7.4.1.2 Pruebas de arquitecturas utilizadas 

En esta sección del documento, se va a presentar 4 diferentes arquitecturas de 

redes neuronales convolucionales profundas utilizadas sobre el mismo conjunto de 

entrenamiento compuesto por imágenes con litiasis y sin litiasis; probando así, 

diferentes configuraciones que son contrastadas bajo las métricas definidas con 

anterioridad. De la misma manera se incluyen las pruebas con los parámetros 

definidos para el proceso de Data Augmentation.  

Ilustración 48: Fuente propia. Parámetros de entrenamiento sin Data 
Augmentation 

 

En Data Augmentation se presenta exactamente los mismos parámetros para todos 

los modelos en la parte de entrenamiento y validación y, se tuvo especial cuidado 

al momento de especificarlos ya que, en la imagen podría o no verse afectado el 

cálculo. 

 

Ilustración 49: Fuente propia. Parámetros de Data Augmentation utilizados 



 

 

7.4.1.2.1 Arquitectura que tuvo los mejores resultados 

En esta sección, se va a tener en cuenta los 2 modelos con mejores resultados en 

accuracy, precisión y f1score, junto con la matriz de confusión:  

7.4.1.2.1.1 Resnet50 sin Data Augmentation y con 1 única capa Densa de 256  

En este apartado, se pueden apreciar los resultados de los hiperparámetros 

utilizados: accuracy, precisión, f1score y matriz de confusión 

En la ilustración 40 se observa la evolución de las métricas respecto a las épocas 

de entrenamiento del modelo, evidenciando el proceso de aprendizaje en el 

comportamiento del accuracy, que inicia cerca del 50%, siendo esto para una 

clasificación binaria equivalente a la decisión por azar, y, a medida que transcurre 

el entrenamiento avanza hasta llegar a valores cercanos al 100%.  

Las gráficas representadas en las ilustraciones 40 y 41 respectivamente, revelan 

también el riesgo latente de overfitting en el proceso, riesgo que se intenta palear 

con diferentes estrategias tales como: Early Stopping, Regularización, Capas de 

Dropout, entre otras.  

Ilustración 50: Fuente propia. Representación gráfica del Accuracy vs 
Epochs 



 

Ilustración 51: Fuente propia. Representación gráfica del Loss vs Epochs 

 

Aquí, se está representando los resultados del accuracy, precisión y f1score 

después de haber pasado por el entrenamiento. 

Ilustración 52: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score 

 

Y, en la representación gráfica de la matriz de confusión, se ven los casos de 

positivo-positivo, falsos positivos, negativo-negativo y falsos negativos: 

Ilustración 53: Fuente propia. Representación gráfica de la matriz de 
confusión 



 

Aún con el problema de overfitting, los resultados con el conjunto de pruebas son 

considerablemente buenos y funcionales para proceder a realizar pruebas más 

detalladas con nuevas imágenes que se puedan ir recolectando.  

 

7.4.1.2.2 Arquitecturas que no se tuvieron en cuenta, debido a sus resultados 

A continuación, se adjunta la configuración de los otros modelos que no se van a 

tener en cuenta debido a los resultados que se obtuvieron  

7.4.1.2.2.1 RESTNET50 con Data Augmentation y con 2 capas densas de 128 

En esta sección, se ven representados los resultados de las pruebas con la 

arquitectura ResNet50, específicamente los parámetros de accuracy, precisión y 

f1score, junto con la matriz de confusión.  

7.4.1.2.2.1.1 Accuracy/Loss vs Epochs. 

A continuación, se visualizan las gráficas de la representación de los resultados del 

accuracy y el Loss, contrastándose con los Epochs: 

 

Ilustración 54: Fuente propia. Representación gráfica del Accuracy vs 
Epochs - Resnet50 



 

Ilustración 55: Fuente propia. Representación gráfica del Loss vs Epochs - 
Resnet50 

 

7.4.1.2.2.1.2 Métricas obtenidas. 

Aquí, se puede apreciar los resultados del entrenamiento anteriormente realizado, 

con los valores especificados del accuracy, precisión y f1score, junto con la 

representación gráfica de la matriz de confusión, dando así mismo los resultados de 

positivos-positivos, falsos positivos, negativos-negativos y falsos negativos: 

Ilustración 56: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score - Resnet50 

 

 



Ilustración 57: Fuente propia. Representación gráfica de la matriz de 
confusión - Resnet50 

 

7.4.1.2.2.2 RESNET50 con Data Augmentation y con 1 capa densa de 256 

En este apartado, se ven representados los resultados de las pruebas con la 

arquitectura ResNet50, específicamente los parámetros de accuracy, precisión y 

f1score, junto con la matriz de confusión.  

7.4.1.2.2.2.1 Accuracy/Loss vs Epochs. 

A continuación, se visualizan las gráficas de la representación de los resultados del 

accuracy y el Loss, contrastándose con los Epochs: 

Ilustración 58: Fuente propia. Representación gráfica del Accuracy vs 
Epochs - Resnet50 

 

Ilustración 59: Fuente propia. Representación gráfica del Loss vs Epochs - 
Resnet50 



 

7.4.1.2.2.2.2 Métricas obtenidas. 

Aquí, se ven representados los resultados del entrenamiento anterior, con la 

accuracy, precisión y f1score, así como una representación gráfica de la matriz de 

confusión. 

Ilustración 60: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score - Resnet50 

 

Ilustración 61: Fuente propia. Representación gráfica de la matriz de 
confusión - Resnet50 

 

 

7.4.1.2.2.3 VGG16 sin Data Augmentation y con 1 capa densa de 256  



En esta sección, se ven representados los resultados de las pruebas con la 

arquitectura VGG16, específicamente los parámetros de accuracy, precisión y 

f1score, junto con la matriz de confusión.  

7.4.1.2.2.3.1 Accuracy/Loss vs Epochs. 

A continuación, se muestra las gráficas de la representación de los resultados del 

accuracy y el Loss, contrastándose con los Epochs: 

Ilustración 62: Fuente propia. Representación gráfica del Accuracy vs 
Epochs – VGG16 

 

Ilustración 63: Fuente propia. Representación gráfica del Loss vs Epochs – 
VGG16 

 

7.4.1.2.2.3.2 Métricas obtenidas. 



En esta, se ven representados los resultados del entrenamiento anterior, con la 

accuracy, precisión y f1score especificados, así como una representación gráfica 

de la matriz de confusión 

Ilustración 64: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precision y f1score – VGG16 

 

Ilustración 65: Fuente propia. Representación gráfica de la matriz de 
confusión – VGG16 

 

 

7.4.1.2.2.4 VGG16 con Data Augmentation y con 2 capas densas de 128 

En este apartado, se visualizan los resultados de las pruebas con la arquitectura 

VGG16, específicamente los parámetros de accuracy, precisión y f1score, junto con 

la matriz de confusión.  

7.4.1.2.2.4.1 Accuracy/Loss vs Epochs. 

En esta sección, se muestra las gráficas de la representación de los resultados del 

accuracy y el Loss, contrastando con los Epochs: 

Ilustración 66: Fuente propia. Representación gráfica del Accuracy vs 
Epochs – VGG16 



 

Ilustración 67: Fuente propia. Representación gráfica del Loss vs Epochs – 
VGG16 

 

 

7.4.1.2.2.4.2 Métricas obtenidas. 

En este, están representados los resultados del entrenamiento anterior, con la 

accuracy, precisión y f1score especificados, así como una representación gráfica 

de la matriz de confusión 

Ilustración 68: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score – VGG16 

 

Ilustración 69: Fuente propia. Representación gráfica de la matriz de 
confusión – VGG16 



 

7.4.1.2.2.5 INCEPTIONV3 con Data Augmentation y con 2 capas densa de 128  

En esta sección, se visualizan los resultados de las pruebas con la arquitectura 

INCEPTIONV3, específicamente los parámetros de accuracy, precisión y f1score, 

junto con la matriz de confusión.  

7.4.1.2.2.5.1 Accuracy/Loss vs Epochs. 

En este apartado, se describen las gráficas de la representación de los resultados 

del accuracy y el Loss, contrastando con los Epochs: 

Ilustración 70: Fuente propia. Representación gráfica del Accuracy vs 
Epochs – INCEPTIONV3 

 

Ilustración 71: Fuente propia. Representación gráfica del Loss vs Epochs – 
INCEPTIONV3 



 

7.4.1.2.2.5.2 Métricas obtenidas. 

En esta, se ven representados los resultados del entrenamiento anterior, con la 

exactitud, precisión y valor de puntuación f1 especificados, así como una 

representación gráfica de la matriz de confusión 

Ilustración 72: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score – INCEPTIONV3 

 

Ilustración 73: Fuente propia. Representación gráfica de la matriz de 
confusión – INCEPTIONV3 

 

 

7.4.1.2.2.6 INCEPTIONV3 con Data Augmentation y con 1 capa densa de 256  



En esta, se visualizan los resultados de las pruebas con la arquitectura 

INCEPTIONV3, específicamente los parámetros de accuracy, precisión y f1score, 

junto con la matriz de confusión. 

7.4.1.2.2.6.1 Accuracy/Loss vs Epochs. 

En esta sección, se plasman las gráficas de la representación de los resultados del 

accuracy y el Loss, contrastando con los Epochs: 

Ilustración 74: Fuente propia. Representación gráfica del Accuracy vs 
Epochs – INCEPTIONV3 

 

Ilustración 75: Fuente propia. Representación gráfica del Loss vs Epochs – 
INCEPTIONV3 

 

7.4.1.2.2.6.2 Métricas obtenidas. 



A continuación, se ven representados los resultados del entrenamiento anterior, con 

la exactitud, precisión y valor de puntuación f1 especificados, así como una 

representación gráfica de la matriz de confusión 

Ilustración 76: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score – INCEPTIONV3 

 

Ilustración 77: Fuente propia. Representación gráfica de la matriz de 
confusión – INCEPTIONV3 

 

7.4.1.2.2.7 DENSENET121 con Data Augmentation y con 2 capas densas de 

128  

En este apartado, se visualizan los resultados de las pruebas con la arquitectura 

DENSENET121, específicamente los parámetros de accuracy, precisión y f1score, 

junto con la matriz de confusión.  

7.4.1.2.2.7.1 Accuracy/Loss vs Epochs. 

A continuación, se muestra las gráficas de la representación de los resultados del 

accuracy y el Loss, contrastando con los Epochs: 

Ilustración 78: Fuente propia. Representación gráfica del Accuracy vs 
Epochs – DENSENET121 



 

Ilustración 79: Fuente propia. Representación gráfica del Loss vs Epochs – 
DENSENET121 

 

7.4.1.2.2.7.2 Métricas obtenidas. 

En este, se ven representados los resultados del entrenamiento anterior, con la 

accuracy, precisión y f1score, así como una representación gráfica de la matriz de 

confusión 

Ilustración 80: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score – DENSENET121 

 

Ilustración 81: Fuente propia. Representación gráfica de la matriz de 
confusión – DENSENET121 



 

7.4.1.2.2.8 DENSENET121 CON DATA AUGMENTATION Y CON 1 CAPA DENSA 

DE 256  

En esta sección, se visualizan los resultados de las pruebas con la arquitectura 

DENSENET121, específicamente los parámetros de accuracy, precisión y f1score, 

junto con la matriz de confusión.  

7.4.1.2.2.8.1 Accuracy/Loss vs Epochs. 

En este apartado, se plasman las gráficas de la representación de los resultados 

del accuracy y el Loss, contrastando con los Epochs: 

Ilustración 82: Fuente propia. Representación gráfica del Accuracy vs 
Epochs – VGG16 

 

Ilustración 83: Fuente propia. Representación gráfica del Loss vs Epochs – 
VGG16 



 

7.4.1.2.2.8.2 Métricas obtenidas. 

En esta, se ven representados los resultados del entrenamiento anterior, con la 

accuracy, precisión y f1score especificados, así como una representación gráfica 

de la matriz de confusión 

Ilustración 84: Fuente propia. Resultados obtenidos de los parámetros 
accuracy, precisión y f1score – VGG16 

 

Ilustración 85: Fuente propia. Representación gráfica de la matriz de 
confusión – VGG16 

 

  



7.4.1.3 Conclusiones del anexo del documento de pruebas  

La arquitectura que presentó un mejor desempeño en general fue una basada en 

Resnet50, pre-entrenada usando el conjunto de datos abiertos ImageNet, sin los 

procesos de Data Augmentation y con una capa Densa adicional con 256 neuronas, 

regularizada usando L2 y adicionalmente una capa de Dropout al 50%. 

Es evidente que las pruebas realizadas tienen una tendencia general a alcanzar 

estados de overfitting, esto se puede dar por la falta de diversidad en las imágenes 

recolectadas, o bien, porque la arquitectura probada está sobrecapacitada para la 

labor. Aún con esto, la arquitectura seleccionada Resnet50 tal como fue utilizada 

cuenta con herramientas para combatir el overfitting como Batch Normalization y 

Dropout. Además, a la capa Densa añadida manualmente se le incluyó una 

regularización L2 con una lambda de 0.001 (Igual a la tasa de aprendizaje), 

evidenciando en todo caso la necesidad de pruebas más exhaustivas para alcanzar 

una mejor optimización hiperparamétrica. 

Tal como se evidencia con las métricas utilizadas, el modelo seleccionado tiene un 

desempeño funcional y no se destaca por la generación de errores del tipo I (Falsos 

positivos) ni del tipo II (Falsos negativos) de una manera que impida su utilización 

en ambientes médicos. 

 

 

 

 

  



8. CONCLUSIONES 

 

Como conclusión inicial, se demuestra el cumplimiento del primer objetivo 

específico, el cual es desarrollar el diagnostico basado en Deep Learning, 

especificado en la sección 7.1 del presente documento. 

El desarrollo del segundo objetivo específico el cual es diseñar un algoritmo basado 

en deep learning para la detección de litiasis renal, se ve demostrado en las 

secciones 7.2 y 7.3 del presente documento, abarcando el protocolo médico 

especificado, el análisis de los requerimientos para el desarrollo del proyecto, junto 

con la recopilación del Dataset y el desarrollo del código.  

Como desarrollo del objetivo No. 3, el cual es evaluar el correcto funcionamiento del 

sistema predictivo con el conjunto de datos prueba suministrado, se ve demostrado 

principalmente en la sección 7.4 del documento, el cual se toma en cuenta desde 

los conceptos utilizados para las pruebas del entrenamiento hasta los resultados de 

los intentos probados con las diferentes arquitecturas definidas. 

Una parte importante que se debe tener en cuenta al momento de trabajar imágenes 

médicas es la posibilidad y necesidad de tener un dataset bien estructurado y con 

una gran cantidad de imágenes de diversos pacientes en lo posible, ya que todo el 

proyecto estará basado en estas y, por lo tanto, sus resultados dependerán en su 

mayoría de este proceso. También, añadir a esto que es necesaria una relación 

estrecha en colaboración con los especialistas para la validación de todos los pasos 

desde la extracción hasta la entrega de las predicciones, contribuyendo así al 

desarrollo del objetivo No. 2. 

Gracias a que, en este proyecto se utilizaron imágenes médicas extraídas de 

internet obtenidas por el Web Scrapper desarrollado, se obtuvo un considerable 

overfitting al no conseguir una gran diversidad en el conjunto de imágenes obtenido, 

siendo un total de 287 en la suma de los casos positivos y negativos, contribuyendo 

así al desarrollo del objetivo No. 2. 



A pesar de la gran publicidad positiva que se encuentra en diferentes proyectos 

sobre el uso de Data Augmentation, se demuestra a través de este proyecto que no 

siempre resulta ser una herramienta útil, y que siempre es necesario validar el 

desempeño de los modelos comparándolos con los resultados generados cuando 

no se aplican estas técnicas sobre los datos. 

Los frameworks de alto nivel tales como Tensorflow y Pytorch son fundamentales 

para cualquier proyecto de Deep Learning que se quiera llevar a producción, tanto 

por su facilidad de aprendizaje y uso tanto como por la extensa documentación y 

códigos que se pueden encontrar al alcance de cualquier buscador web. 

Una etapa vital del proyecto fue la elección adecuada de métricas de medición, el 

solo uso de la pérdida (loss) y la precisión (accuracy) resultan insuficientes para la 

mayoría de los problemas con algún grado de complejidad, especialmente si el 

conjunto de datos no está balanceado o bien, se requiere como en este caso, 

evaluar de la misma manera los errores de Tipo I y de Tipo II. Se encontró 

especialmente útil la visualización de la matriz de confusión y el cálculo del F1 score, 

contribuyendo así al desarrollo del objetivo No. 2. 

Aún con la eventualidad presentada por la crisis del SARS-CoVid-19 las imágenes 

seleccionadas para el entrenamiento y pruebas del modelo fueron validadas por la 

Dr. Mayra Alejandra González Güiza del hospital Somedyt IPS y asesoradas por la 

Dr. Paola Amaya del semillero de Radiología FOSUNAB. 

 

  



9. TRABAJO A FUTURO  

 

El modelo seleccionado está listo para avanzar a una etapa de pruebas con una 

mayor cantidad de imágenes suministradas por los médicos del semillero de 

radiología de la UNAB. Debido a las eventualidades en el equipo médico y en la 

clínica FOSCAL, las pruebas y validación se proponen como trabajo futuro posterior 

a la finalización de la entrega del presente proyecto. 

Haciendo uso de un dataset mucho mayor al recolectado a la fecha de entrega de 

este proyecto, y estando este avalado por el personal médico especializado, se 

reentrenarán los modelos con las arquitecturas propuestas previendo posibles 

variaciones en el desempeño debido a la numerosa cantidad de parámetros propia 

de cada arquitectura.  

Este proyecto escalará de un clasificador a un detector de objetos, consiguiendo 

que este detecte adicionalmente las coordenadas de la región del riñón en donde 

se encuentra ubicado el cálculo reconocido y a su vez, enumerando la cantidad de 

cálculos encontrados. Es importante resaltar que la expectativa de utilidad real del 

proyecto está en este detector de objetos, el clasificador fue desarrollado como 

etapa inicial y como base para el proceso de construcción del detector de objetos, 

por lo que este producto desarrollado como trabajo de grado, evalúa el poder de 

reconocimiento de patrones de esta tecnología y, ayudar a decidir sobre la utilidad 

real que puede llegar a tener este proyecto en su conjunto. 

Como trabajo futuro, una vez finalizadas las pruebas de arquitecturas de Deep 

Learning con el volumen de imágenes que serán suministradas por el semillero de 

radiología de FOSUNAB, se procederá a la creación de un Pipeline de conexión 

entre el algoritmo y el sistema de tomas de ecografía (ecógrafo) en tiempo real para 

la clasificación de litiasis renal, permitiéndole al médico especialista observar y 

obtener los resultados arrojados por el sistema. 
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