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Resumen

Debido a los avances de medicina y al disefio e implementacidn de sistemas de inteligencia
artifical, con la capacidad de detectar enfermedades, los expertos emplean los sistemas de
asistencia por computador con un aliado en la toma de desiciones para el diagndstico de
enfermedades como el Cancer de la Tiroides. El trabajo de grado tuvo como objeto el disefio
de un algoritmo basados en Redes Neuronales Convolucionales con la capacidad de detectar
el nivel de riesgo en malignidad de un nddulo tiriodeo, a partir de imagenes por ultrasonido,

esto al emplear como base la clasificacion EU TIRADS 2017.

El trabajo se inici6 con la caracterizacion y clasificacion de imégenes de los distintos tipos
de nddulos tiroideos, a partir la experiencia de médicos con expertos en la identificacion del
grado de banignidad y malignidad de un nddulo tiroideo, al tener en cuenta el sistema
clasificacion EU TIRADS 2017, esto con el fin de generar una base de datos de imagenes
apropiada para el proyecto. Se realizé el disefio de una red neuronal convolucional, con la
ayuda del software matematico MATLAB 2021b, para el proceso de aprendizaje se logro
obtener una base de imagenes de DICOM, que fue llevada a formato JPG, se obtuvé un total
de 21.000 imagenes extraidas de equipos del ultrasonido del Servicio de Radiologia
(TOSHIBA APLIO 300,400) y del servidor del servicio de Radiologia., de las cuales 17.000
se utilizaron en las fases de aprendizaje y entrenamiento, 4.000 para validacion del algoritmo
disefiada y 300 para el proceso de evaluacion del desempefio de modelo disefiado. Se evalu6
la variabilidad interobservador, se llevo a cabo un proceso de establecimiento de la precision
que ofrece el modelo para detectar y categorizar las imagenes de tiroides, esto a partir de
pruebas estadisticas, y al compararlo con la clasificacion de radidlogos con distintos niveles
de experiencia. Para la comparativa con los radiologos se llevaron a cabo dos sesiones de 75
imagenes, las cuales fueron presentadas de forma aleatoria, se emple6 un radiologo Senior
con mas de 10 afios de experiencia, un radiologo Junior con una experiencia menor a 10 afios

y un radiologo residente de ultimo afio, los resultados obtenidos se entregaron a un



epidemiologo para su evaluacion mediante el software estadistico Stata V14,

Al tener en cuenta los resultados obtenidos el algoritmo desarrollado con Redes Neuronales
Convolucionales una precision de 0.995%, con un VPP de 0.97; el radiologo senior una
precision de 97.05% y un VPP de 0.908; para el radiologo junior la precsién fue de 90.84%,
con un VPP de 1.0; y finalmente el radiologo residente de ultimo afio tuvo un accuracy de
96.75%, con un VPP de 0.9624. Esto muestra en el sistema de IA con Redes Neuronales
Convolucionales se puede emplear como una herramienta de apoyo a los radiologos, para

diagnostico y valoracion del nivel de benignidad o malignidad de nédulos tiroideos.

Palabras Clave: CNN aplicado a TIRADS EU; Redes Neuronales Convolucionales para
Nodulos en la Tiroides; evaluacion de Al por CNN para Nodulos Cancerigenos con TIRADS
EU 2017.



Abstract

Due to the advances of medicine and the design and implementation of artificial intelligence
systems, with the ability to detect diseases, experts use computer assistance systems with an
aliedo in making decisions for the diagnosis of diseases such as Thyroid Cancer. The degree
work was aimed at the design of an algorithm based on Convolutional Neural Networks with
the ability to detect the level of risk in malignancy of a thiriodean node, from ultrasound
images, this by using as a basis the EU TIRADS 2017 classification.

The work began with the characterization and classification of images of the different types
of thyroid nodules, from the experience of doctors with experts in identifying the degree of
banignity and malignancy of a thyroid nodule, taking into account the EU TIRADS 2017
classification system, this in order to generate an appropriate image database for the project.
The design of a convolution neural network was carried out, with the help of the
mathematical softare MATALAB 2021b, for the learning process it was possible to obtain a
DICOM image base, which was taken to JPG format, a total of 21,000 images extracted from
ultradonide equipment of the Radiology Service (TOSHIBA APLIO 300,400) and the server
of the Radiology service were obtained. of which 17,000 were used in the learning and
training phases, 4,000 for validation of the designed algorithm and 300 for the process of
evaluating the performance of the designed model. The interobserver variability was
evaluated, a process was carried out to establish the precision offered by the model to detect
and categorize thyroid images, this from statistical tests, and when compared with the
classification of radiologists with different levels of experience. For the comparison with the
radioogos, two sessions of 75 images were carried out, which were presented randomly, a
Senior radiologist with more than 10 years of experience, a junior radiologist with an
experience of less than 10 years and a resident radiologist of the last year were used, the
results obtained were delivered to an epidemiologist for evaluation using the statistical
software Stata V14.



When taking into account the results obtained the algorithm developed with Convolutional
Nuronal Networks an Accuracy 0.9959%, with a VPP of 0.97; the senior radiologist an
accuracy of 92.9% and a VPP of 0.908; for the junior radiologist the accuracy was 90.2%,
with a VPP of 1.0; and finally, the resident radiologist of the last year had an accuracy of
94.7%, with a VPP of 0.9624. This shows that the Al system with Convolutional Neural
Networks can be used as a support tool for radiologists, to diagnose and assess the level of

benignity or malignancy of thyroid nodules.

Keywords: CNN applied to TIRADS EU; Convolutional Neural Networks for Thyroid
Nodules; Evaluation of Al by CNN for Cancer Nodules with TIRADS EU 2017.



Introduccion

La evaluacion de los nodulos tiroideos es clinicamente desafiante. Los nodulos tiroideos se
detectan con frecuencia incidentalmente durante el diagndstico por imagenes del cuello (Bi
& Goodman, 2019). Se pueden encontrar en el 42-76% de las personas, volviéndose mas
frecuentes con el aumento de la edad (Buda, 2021). La mayoria de los nodulos tiroideos son
benignos, pero el 10% puede ser maligno (Haymart & Benerjee, 2019). La tiroidectomia, la
terapia con yodo radiactivo, la inmunoterapia o la quimiorradioterapia para prevenir la
recurrencia y la muerte pueden ser aplicadas para el tratamiento del cancer de tiroides
dependiendo del subtipo histoldgico, la preferencia del paciente y las comorbilidades (Zhang
et al., 2017). Se puede obtener una biopsia por aspirado con aguja fina (PAAF) del nédulo
para un examen citologico del nodulo. Ademas de generar ansiedad en los pacientes (Tessler
etal., 2017), los FNAB pueden causar dolor localizado y, aunque generalmente son seguros,
existe un bajo riesgo de hematoma (Han et al., 2021). En el 20-30% de los FNAB, el resultado
del examen citoldgico es indeterminado, lo que significa que no siempre producen resultados
clinicamente utiles (Choy, 2018).

Se necesitan sistemas que puedan identificar de manera confiable a los pacientes con nddulos
tiroideos benignos y malignos, al tiempo que evitan un FNAB invasivo y sus consecuencias
negativas asociadas para los pacientes, asi como evitar la utilizacion de recursos por parte de
los proveedores de atencién médica (Gomes et al., 2020). El diagnostico asistido por
ordenador (CAD) puede ser de aplicacion préctica para la deteccion de nddulos cancerigeno
en la tiriodes. Las caracteristicas descritas de TI-RADS pueden integrarse en sistemas
informaticos, que se pueden utilizar para ayudar en la clasificacion radioldgica de los nédulos
tiroideos (Yamashita et al., 2018). Con un enfoque estructurado para la adquisicién de
imagenes, la extraccion de caracteristicas, la clasificacion, el entrenamiento y la prediccion
utilizando el aprendizaje automatico (supervisado y no supervisado), es posible construir y
entrenar un modelo que prediga si los nddulos tiroideos son malignos o benignos (Zhang et
al., 2020). Ademas, con el uso del mismo modelo, una interfaz gréfica de usuario (GUI)
puede mostrar caracteristicas de imagen de nddulo para ayudar en el proceso de toma de
decisiones de los radiélogos.



Planteamiento y Justificacion del problema de investigacion

Las Enfermedades No Comunicables (ENC) son ahora responsables de la mayoria de muertes
a nivel mundial, y de acuerdo con la Organizacion Mundial de la Salud (OMS), se espera que
el cancer sea la causa lider de muerte y la barrera mas importante para incrementar la
expectativa de vida en cada pais del mundo en el siglo XXI (Ferlay et al., 2021). Tanto la
incidencia como la mortalidad por cancer han crecido rapidamente de manera global (Sung
etal., 2021).

A partir de lo reportado por Curado et al., (2007) en su publicacion Cancer Incidence in Five
Continents, el cancer de tiroides, la neoplasia endocrina mas frecuente, reporta un aumento
en la incidencia de manera global en comparacidn con otros tipos de cancer, los cuales
reportan disminucion; con una relativa estabilidad o incluso reduccién en su mortalidad
(Khazaei et al., 2019). Sin embargo, el carcer de tiroides si ha mostrado incremento cuando
se compara con otros tipos de cancer. Las bases de datos reportan la incidencia de cancer de
tiroides en quinto lugar y con tendencia a subir en el ranking a futuro (Mattiuzzi & Lippi,
2019). La incidencia global del cancer de Tiroides es 3 veces mayor en mujeres que en
hombres, mientras que la mortalidad no muestra diferencias entre géneros (Mamedov &
Khodjaeva, 2021). Este constante incremento en la incidencia de cancer de tiroides durante
los Gltimos 30 afos, se mantiene geograficamente en todas las regiones excepto en Africa,
donde las politicas de salud para fomentar la deteccion son deficientes (Pellegriti et al., 2013).

Colombia se encuentra entre los paises que han reportado un aumento en las tasas de
incidencia de cancer de Tiroides en hombres y de mortalidad en mujeres. Este incremento es
casi exclusivo debido a los incrementos en la incidencia del histotipo Papilar, sin cambios
significativos en los histotipos Folicular, Medular y Anaplasico. El incremento también se
ha visto relacionado principalmente con tumores pequefios (<1cm) aunque los tumores
grandes también han aumentado en incidencia (Megan, 2021; Barrea et al., 2020). Se asume
que la mayor parte de la incidencia de cancer de tiroides es causada por sobrediagnostico,
particularmente después de la introduccion de nuevas técnicas diagndsticas y politicas de
vigilancia, principalmente en grupos etareos de edad joven y media (Li et al., 2020;
Vaccarella et al., 2015). En analisis realizados de manera global, el Bocio y los
nodulos/adenomas benignos fueron los factores de riesgo mas fuertemente relacionados con
cancer de tiroides (Liang et al., 2019).



Los nodulos tiroideos son las lesiones nodulares mas comunmente diagnosticadas en la
poblacion adulta. Algunos nodulos pueden ser palpados facilmente, mientras que otros
pueden estar inmersos em la profundidad del tejido tiroideo o en localizaciones inferiores,
donde son dificiles de palpar. Aunque la gran mayoria de nédulos tiroideos son benignos en
mas del 50% de la poblacion, solo 7% de todos los nddulos tienden a ser malignos (Song et
al., 2019). Un nddulo tiroideo también se describe como una lesion discreta dentro de la
glandula, que es radiologicamente distinta del parénquima tiroideo que lo rodea. Algunas
lesiones palpables no presentan distincion radiologica anormal y como tal no cumplen la
definicion estricta de nodulo tiroideo (Ferlay et al., 2021). A los pacientes que presentan
sospecha de enfermedad tiroidea/nodulo tiroideo, usualmente se les realizara estudio de
Ultrasonido como primer paso de la evaluacion diagnostica (Mamedov & Khodjaeva, 2021).
Debido a la localizacion superficial de la glandula tiroidea, la tecnologia de Ultrasonido se
ha posicionado como el estudio de imagen mas empleado para diagnéstico y seguimiento de
patologia tiroidea tales como nddulos, tumores y quistes (Haymart & Benerjee, 2019). La
técnica de deteccidn por ultrasonido es un estudio no invasivo, menos costoso que otras
técnicas de imagen y adicionalmente, es un estudio realizado en tiempo real, de tal manera
que el radiélogo puede controlar directamente el proceso de adquisicion de iméagenes y
seleccionar la region de intéres (Xuesi et al., 2020). Sin embargo, las imagenes de ultrasonido
son facilmente afectadas por perturbaciones del eco y ruidos de sefial, lo cual hace dificil la
diferenciacion de los limites de los nédulos tiroideos (Song et al., 2019). De esta manera, la
interpretacion visual precisa de la naturaleza de las imagenes, debe ser hecha solo por
personal altamente entrenado y experimentado; de no ser asi, resultaria en interpretaciones
subjetivas y variabilidades interobservador. El Ultrasonido de tiroides puede responder las
siguientes preguntas entre otras: ¢Realmente hay un nodulo que corresponde con la
anormalidad identificada?, de que tamafio es el nodulo?, ¢cual es el patron nodular de las
caracteristicas ecograficas encontradas? (Haymart & Benerjee, 2019).

El Ultrasonido de tiroides ha sido ampliamente utilizado para estratificar el riesgo de
malignidad de los nédulos tiroideos y ayudar en la toma de decisiones sobre la indicacion de
Aspirado con Aguja Fina (AAF) guiado por US (Al-Salam et al., 2021). Estudios con anélisis
multivariado reportan consistentemente que varias caracteristicas de la escala de gris del
Ultrasonido estan asociadas a cancer de Tiroides, en su gran mayoria con el histotipo papilar,
como en el trabajo desarrollado por Gong et al. (2021). Los investigadores incluyeron
caracteristicas como la presencia de microcalcificaciones, hipoecogenicidad nodular con
respecto al parénquima tiroideo o muscular adyacente, margenes irregulares, y una forma
mas alta que ancha medida en una vista transversa. Algunas de estas caracteristicas logran
especificidades superiores al 90%, aunque las sensibilidades son significativamente mas
bajas para caracteristicas aisladas.

Dado los diferentes matices en las apariencias ecogréaficas de los diferentes tipos histoldgicos
de cancer tiroideo, algunos autores y asociaciones han sugerido e implementado la



estratificacion del riesgo de cancer basado en la constelacion de caracteristicas sonograficas
(Liuetal., 2019). La apariencia sonogréfica para la gran mayoria de nédulos tiroideos puede
ser generalmente clasificada en diferentes categorias de patrones de US, los cuales combinan
varias caracteristicas sonograficas individuales. Dada que la variabilidad interobservador que
se presenta al reportar las caracteristicas individuales es moderada, incluso en estudios
controlados, el uso de patrones que se correlacionan con los rasgos sonograficos exhibidos,
hace mas consistente el uso de categorias (Wang et al., 2020).

Desde el 2009, diferentes sistemas de clasificacion han sido desarrolladas con el fin de
agrupar las diferentes caracteristicas sonograficas en patrones relacionados con el riesgo de
malignidad, y de la misma manera que se realiza con la clasificacion BI-RADS (Breast
Imaging Reporting and Data System) del Colegio Americano de Radiologia (ACR) para
lesiones de mama detectadas por mamografia y ecografia mamaria (do Nascimento & Duval
da Silva, 2009). Multiples autores y asociaciones de reconocimiento internacional, han
desarrollado guias para llevar a cabo la ejecucion practica de una clasificacion de nddulos
tiroideos detectados por US, caracterizdndolos ya sea en un determinado patron, y
asignandolos dentro de una categoria, o asignandoles puntajes a las diferentes caracteristicas
y el puntaje final es asociado a un determinado porcentaje de riesgo de Cancer de tiroides,
gue en ultimas establece la indicacion de realizar AAF guiada por US. En general todas las
clasificaciones de TIRADS (Thyroid Imaging Reporting and Data System) desarrolladas en
diferentes partes del mundo tiene una muy buena capacidad discriminatoria y un alto acuerdo
interobservador, lo que ayuda a reducir el numero de biopsias innecesarias, siendo
particularmente mas altas en el caso del TIRADS 2017 de ACR y EU TIRADS, los cuales
tienen el mejor desempefio global (Zhang et al., 2017).

Sin embargo, a pesar del aumento en el desempefio de estas clasificaciones, todavia la
precision diagndstica y la variabilidad interobservador pueden ser una barrera si se tiene en
cuenta las diferencias que puede haber entre radidlogos expertos y no expertos en reconocer
y reportar adecuadamente algunas de las caracteristicas, que en algunos estudios ha
evidenciado variaciones significativas (Haymart & Benerjee, 2019). El reconocimiento
visual éptimo de las caracteristicas sonogréficas de los ndédulos tiroideos requiere maquinas
de US de alta calidad y experiencia del radi6logo en la interpretacion de las imagenes. La
baja reproducibilidad de las clasificaciones de nddulos tiroideos con US se agrava por los
diferentes perfiles profesionales y niveles de experticia de las personas que realizan las
ecografias (tecndlogos, radidlogos, médicos no radidlogos) e interpretan los resultados. Los
profesionales con menos experiencia pueden potencialmente tener tasas de error diagndstico
mas altas, debido a la menor habilidad de reconocer las caracteristicas sonograficas (Pellegriti
et al., 2013). El error diagndstico puede llevar a indicar inadecuadamente la realizacion de
biopsias o0 procedimientos quirdrgicos, que generaran mayor presion psicologica y ansiedad
en el paciente, lo que incrementa también la morbi/mortalidad asociada a procedimientos y
al tiempo que aumenta los costos de la atencion médica (Megan, 2021). Aunque los



componentes y variaciones técnicas en la calidad de la imagen adquirida no pueden ser
intervenidas por analisis légico cuantitativo, este tipo de andlisis puede ayudar a superar la
variacion y baja reproducibilidad en la interpretacion de la imagen, con el fin de validar la
efectividad para detectar noddulos tiroideos con caracteristicas sospechosas de malignidad. La
precision del US tiroideo esta estrechamente relacionado con la experiencia y la habilidad
cognitiva del Radiolégo. Debido a la influencia de factores subjetivos, hay muchas
diferencias en el juicio de las entre diferentes observadores (Zhang et al., 2017).

Un Sistema Diagnostico Asistido por Computador (DAC), podria ser util para realizar
verificacion cruzada de la severidad de los n6dulos y mejorar la precision diagnostica. Esto
ha llevado a una extensa investigacion para desarrollar técnicas de analisis de imagenes de
US asisitidos por sistemas DAC para la obtencion de resultados de deteccion mas precisos,
reproducibles y objetivos. Es importante tener en cuenta que el campo de la Radiologia ya
esta familiarizado con sistemas DAC, los cuales fueron introducidos en los afios 60s en
aplicaciones de Rayos X y mamografia (Gong et al., 2021). Los sistemas de diagndstico
asistido por computador (DAC) se emplean cada vez mas en analisis clinico. Por un lado,
estos sistemas pueden reducir la carga laboral de los radidlogos y ademas, pueden evitar
algunos errores que se pueden llevar a cabo en el proceso diagnostico (Gao, 2017). Mas y
mas sistemas DAC estan siendo aplicados en la practica medica para mejorar la precision de
diagnostico de varias enfermedades. Una gran cantidad de estudios de investigacion estan
siendo desarrollados en el diagnostico de enfermedades tiroideas (Yang, 2020).

Como se ha presentado, la tecnologia de imagen es muy importante para el diagnostico de
enfermedad tiroidea, de tal manera que hay muchos estudios cientificos de sistemas DAC
aplicados a las tecnologias de imagen. El sistema DAC por US para enfermedad tiroidea, esta
empezando a ser desarrollado y el tipico ejemplo es el enfoque para el diagnostico de
benignidad o malignidad de nodulos tiroideo por US. Los sistemas computacionales
inicialmente buscaban simular el mecanismo de visién humano como estrategia para abordar
el proceso de deteccidn de caracteristicas en las iméagenes (tales como forma, color, textura)
y fueron tempranamente aplicados para estudio de prostata y mama. Sin embargo, la
tecnologia de vision computacional tenia bajo poder discriminatorio y los costos
computacionales eran muy altos, de tal manera que su uso universal no ha sido muy notable
(Han et al., 2021).

Actualmente los sistemas DAC utilizan algoritmos basados en Inteligencia Artificial. La
inteligencia artificial es un campo de la ciencia computacional dedicado a la creacion de
sistemas que desempefian tareas que usualmente requieren inteligencia humana. Un
subcampo de la IA es el Machine Learning (ML, Aprendizaje de Maquina), el cual es un
grupo de métodos que detectan automaticamente patrones en los datos y entonces utiliza los
patrones descubiertos para predecir futuros datos o facilitar la toma de decisiones bajo
condiciones inciertas (Zhang et al.,, 2020). EI ML incorpora modelos y algoritmos



computacionales que imitan la arquitectura de las Redes Neuronales en el cerebro (Redes
Neuronales Artificiales, RNA). La caracteristica mas representaiva del ML es que es dirigido
por los datos, y el proceso de toma de decisiones se lleva a cabo con minima intervencion
humana. El programa puede aprender al analizar los datos y entonces realiza una prediccion
cuando nuevos datos ingresan. A pesar de su notable desempefio, el ML no trabaja bien con
el procesamiento directo de datos crudos, y tiene tendencia a fallar en lograr convergencia de
informacidn y a sobreajustar los datos de entrenamiento (Baldota & Malathy, 2021).

Entre las técnicas que se utilizan en el ML, el Deep Learning (DL, Aprendizaje profundo) ha
emergido como una de las mas prometedoras. Los métodos de DL pertenecen a los métodos
de aprendizaje por representacion, los cuales procesan datos crudos para realizar tareas de
clasificacion o deteccion. EI DL es un tipo de Aprendizaje de Representacion en el cual el
algoritmo aprende una composicion de caracteristicas que reflejan una jerarquia de
estructuras en los datos. Las representaciones complejas son expresadas en términos de
representaciones mas simples (Adebisi, 2020). Este sistema propone una aproximacion de
aprehender rasgos simples como componentes de un rasgo mas complejo, lo que genera un
apalancamiento de la naturaleza composicional de las imagenes. Debido a su arquitectura,
las redes de DL requieren una enorme cantidad de datos de entrenamiento, lo cual a su vez
incrementa el poder de cémputo necesario para analizarlos (Gomes et al., 2020).

La permanente y creciente generacion de grandes bases de datos de imagenes diagnosticas
adquiridas en las instituciones medicas, genera un problema de almacenamiento y de costos
para las instituciones. Sin embargo, esto genera un campo de accién perfecto para el
desarrollo de los sistemas de DL. El proceso de DL es sorprendentemente similar al proceso
de obtencidn de conocimiento en humanos con respecto a la capacidad de organizacion
automatica. Estos logros han llevado a los avances innovadores de desempefio en varios
campos de investigacion tales como reconocimiento de voz, clasificacion de imégenes y
reconocimiento facial (Buda, 2021).

La red neuronal profunda mas comun es la Red Neuronal Convolucionada (CNN, Convoluted
Neural Network). La CNN son redes inspiradas biologicamente que imitan el
comportamiento del cortex cerebral, el cual contiene una estructura compleja de células
sensibles a pequefias regiones del campo visual. La arquitectura de la CNNs permite la
composicion de caracteristicas complejas (ej: formas) a partir de rasgos mas sencillos (gj:
intensidades de imagen) para decodificar datos crudos sin necesidad de detectar
caracteristicas especificas (Abdolali et al., 2020). Las CNNs tienen actualmente el mejor
desempefio para la clasificacion de imagenes a partir de un gran banco de datos. La CNN ha
demostrado desempefios impresionantes en tareas relacionadas con imagenes naturales (ej:
fotografias) y ha sido rapidamente adoptada por la comunidad del procesamiento de
imagenes medicas de diferentes modalidades tales como, radiografias, US, TC y RM, para
tareas tales como clasificacion, segmentacién y deteccion (Li, 2019).



Los algoritmos de CNN esta siendo utilizados como parte de modelos de deteccion de lesion
por US en diferentes areas tales como mama, préstata, higado y con otros métodos
diagnosticos en pulmon, piel, y ganglios linféticos, entre otros. La glandula tiroides
recientemente también esta siendo estudiada con algoritmos de CNN bajo diferentes
modalidades tales como US, TC, PET CT, SPECTy RM, para el estudio de diferentes
alteraciones, entre ellas la deteccidn de nodulot tiroideos. Actualmente diferentes protocolos
y metodologias de 1A, tales como ML, DL y CNN aplicadas a las iméagenes de US de nodulo
tiroideo estan siendo desarrollados a nivel internacional, con variadas tasas de precision y
desempefio, lo cual indica que este campo de investigacion esta aun en proceso de desarrollo,
con grandes posibilidades de generar conocimiento cientifico con aplicaciones para el &ambito
clinico (Ma, 2017).

Basado en el éxito comprobado del algortimo de CNN en multiples estudios de imagenes
médicas, y al tener en cuenta las ambigtiedades en la clasificacion de nddulos tiroideos ya
descritas previamente, se considera una oportunidad notable para disefiar e implementar un
sistema de IA para deteccion y clasificacion de nodulo tiroideo en imagenes de US, que
permitan aumentar la precision de caracterizacion y clasificacion por parte del Radidlogo al
momento de realizar el US Tiroideo.

En este estudio nos propusimos disefiar, aplicar y evaluar un modelo de Inteligencia Artificial
basado en algoritmos de Redes Neuronales Convolucionadas y Machine Learning para la
deteccidn y clasificacidon de imagenes de Nodulos tiroideos, las cuales se tomaron de la base
de datos de la Clinica Carlos Ardila Lulle, Institucion encargada del estudio. El objetivo del
proyecto se realizo con el fin de analizar la precision aislada y compararla con la evaluacion
realizada por Radidlogos al utilizar la clasificacion EU TIRADS 2017, debido a su aplicacion
en numerosos estudios, validez y aceptacion a nivel internacional.

A partir de una revision de la literatura cientifica, se evidencia que la gran mayoria de
estudios realizados para deteccion de Nodulo Tiroideo con algoritmos de CNN, corresponden
a investigaciones provenientes del continente Asidtico (Korea, Japén y China
principalmente), cuya poblacidn presenta caracteristicas demograficas, epidemiolégicas y
econdmicas diferentes a la poblacidn de nuestro continente, y en especial a la poblacion de
Colombia; lo que abre un campo de investigacion necesario, que analice las imagenes de
nodulo tiroideo obtenidas por US, adquiridas en nuestra poblacion.

También se ha observado que los mdltiples estudios realizados han utilizado diferentes
escalas o parametros de deteccion de nodulos tiroideos por Ultrasonido, con versiones
anteriores de TIRADS, las cuales ya han sido actualizadas basados en recoleccion de nueva
evidencia cientifica. De igual manera para este estudio, se anilizd que los requerimientos en
cuanto a la adquisicion y almacenamiento de bases de datos con suficiente cantidad de



imagenes meédicas, recursos técnicos y tecnoldgicos con dispositivos de Ultrasonido de Alta
Calidad y plataformas de visualizacion y manipulacion de imagenes, recursos de personal
con experiencia notable en la interpretacion de imagenes diagnosticas y por otro lado con
conocimiento y experiencia técnica para el desarrollo de sistemas de 1A, necesarios para
llevar a cabo investigaciones para el uso de este tipo de tecnologia, estan disponibles tanto a
nivel de la Institucion médica (FOSCAL) y académica (UNAB), lo cual permite desarrollar
el proyecto bajo condiciones similares a las que se desarrollan a nivel internacional.

Las imagenes que se utilizaron durante la realizacion del proyecto, fueron imagenes propias
de bases de datos de la institucion y de pacientes relacionados con el area de influencia.
Muchos estudios se llevan a cabo con bases de datos de iméagenes no propias y que
adicionalmente ya han sido calificadas por observadores, de los cuales no se conoce su grado
de experiencia o el patron standard de calificacion utilizado (Adebisi, 2020). El sistema EU
TIRADS 2017 es la escala de clasificacion més reciente que la Asociacion Europea de
Tiroides (EUT) ha publicado, la cual ha reportado altos niveles de sensibilidad y Valor
Predictivo Negativo (86.7% y 97.1% respectivamente) (Magri et al., 2020). Para el estudio
se emple6 la EU TIRANDS 2017 de clasificacion, por ser un estandar sencillo de
implementar y de llevar a la practica clinica rutinaria, para ser utilizado por cualquier
Radiélogo durante un ambito laboral real, lo que mantiene reproducibilidad intra e inter
observador.

Se ha considerado que las aplicaciones de IA, al trabajar en conjunto con la evaluacion
humana, hacen predicciones mas precisas comparadas con las humanas o de IA aisladas, lo
que ha logrado conseguir tasas de precision mas altas en el diagndstico imagenologico, al
tiempo que puede aminorar la dependencia del operador, disminuir los tiempos, costos totales
del proceso de evaluacion y manejo de nédulo tiroideo. De igual manera, es una oportunidad
para evaluar la variabilidad inter e intra observador entre el personal especializado en manejo
de radiografias que laboran en la institucion Radi6logos Especializados de la Clinica
FOSCAL, que realizan el US Tiroideo y utilizan la clasificacion EU TIRADS 2017 para
categorizar el nodulo tiroideo. Sera un trabajo realizado conjuntamente con la Escuela de
Ingenieria de Sistemas de la UNAB, quienes aportaran el recurso humano y tecndlogico,
conocimiento técnico y experiencia en el campo de la A, como estudio inicial conjunto para
poder lograr a futuro un centro de maultiples investigaciones relacionadas con este campo
tecnoldgico, que tiene y tendra importantes repercusiones en el campo de la Medicina y en
particular en la Radiologia e Imagenes Diagndsticas.

El andlisis de los resultados de este estudio, proporciono informacion que permitird avanzar
hacia la implementacion de esta herramienta, que tendra como finalidad el mejoramiento de
la precision y eficiencia en los departamentos de Radiologia, al ser utilizada como sistema
de ayuda en la toma de decisiones de una imagen de US de Glandula Tiroidea.



Objetivos

Objetivo General:

Disefar y evaluacién de un algoritmo de Inteligencia Artificial (IA) basado en Redes
Neuronales Convolucionales (RNC) que permita realizar de forma automaética una tarea
discriminatoria en imagenes de Ultrasonido (US) de Glandula Tiroides, que sea capaz de
realizar la deteccidn de un Nédulo Tiroideo, y asimismo categorizar su riesgo de malignidad
basado en la clasificacion EU TIRADS 2017.

Pregusnta de Invetigacion

El proposito de la realizacion de este trabajo es contestar la pregunta:

¢Qué nivel de precision presenta actualmente el disefio de un algoritmo de IA, para ser
empleado como herramienta de asistencia para la deteccion y clasificacion automatica de
Nodulo Tiroideo (NT) por US?

Objetivos Especificos

v Diseflar y evaluar un algoritmo de RNC, mediante el uso de un lenguaje de
programacion, para la deteccion y categorizacion de NT por US que sea capaz de,
separar una imagen normal de una anormal, detectar un nddulo tiroideo en una
imagen de US de Glandula Tiroides, y asimismo categorizar su riesgo de malignidad
basado en la clasificacion EU TIRADS 2017.

v Comprobar del correcto funcionamiento del sistema de RNC a implementar.

v' Establecer la precision de un algoritmo de RNC para detectar y categorizar imagenes
de Ultrasonido de la glandula Tiroides utilizando pruebas estadisticas.

v Comparar la precision de deteccion y clasificacion de NT por US entre Radiologos
con diferentes niveles de experiencia y el algoritmo de RNC.

v" Identificar la variabilidad interobservador en la evaluacién de NT por US entre
Radiologos, con conocimiento y aplicacion de criterios de la clasificacion EU —
TIRADS 2017

v Obtener de resultados estadisticos que reflejen el rendimiento del sistema de RNC a
desarrollar.

v Validar del algoritmo de modo tal que pueda ser implementado a futuro como
herramienta de software de deteccion y categorizacion de Nodulo Tiroideo hecho por
US basado en IA como asistencia al diagnostico radioldgico.



Antecedentes y Marco Tedrico

Epidemiologia De Cancer Y Céancer De Tiroides

En 2018 se calcul6 que a nivel mundial hubo 18.1 millones de nuevos casos y 9.6 millones
de muertes por cancer. Para ambos sexos combinados se estim6 que casi la mitad de los
casos nuevos y mas de la mitad de muertes por cancer en el mundo ocurren en Asia, en parte
porque cerca del 60% de la poblacion mundial reside alli. Europa presenta el 23.4% de los
casos y 20.3% de las muertes por cancer, aunque alli reside solo el 9% de la poblacién global,
seguido por el continente americano con 21% de incidencia y 14.4% de mortalidad mundial
(Ferlay et al., 2021).

Para ambos sexos, el cancer de pulmon es la neoplasia maligna mas diagnosticada (11.6%
del total de casos) y la causa lider de muerte por cancer (18.4% del total de muertes), seguido
cercanamente por el cancer de mama (11.6%), cancer colorectal (10.2%) y cancer de préstata
(7.1%) en incidencia, y cancer colorectal (9.2%), cancer de estdémago (8.2%), cancer de
higado (8.2%) por mortalidad (Hong et al., 2020).

Por sexo, el cancer de pulmon es el mas diagnosticado y el de mayor mortalidad en hombres,
seguido por prostata y cancer colorectal en incidencia y cancer de higado y estomago en
numero de muertes. Entre las mujeres el cancer de mama es el més diagnosticado y la causa
lider de muertes, seguido por cancer colorectal y de pulmén en incidencia y al contrario para
mortalidad. EI cancer de cuello uterino ocupa el cuarto lugar tanto en incidencia como en
mortalidad. En general los primeros 10 tipos de cancer dan cuenta del 65% de casos nuevos
y muertes (Cao & Chen, 2018) (ver Figura 1).



Incidence

18.1 million
new cases

Incidence

Non-Hodgkin
lymphoma
3.0%

Esophagus Bladdear

A42%  4.5%

9.5 million
new cases

Both sexes
Mortality

Breast
6.6%

Esophagus
s

9.6 million
deaths

Males

Mortality

Mon-Hadakin
Iymphoma
2.7%:

Bladder
2.8%

Leukaemia
3.3%

Calgrectum
9.0%

5.4 million
deaths



C ) Females _
Incidence Maortality
Breast
Other Breast
28.9% 24.2% Uaitks
Nan-Hodgkin Colorectum

lymphama 9.5%
2.B%™

Liver

2.8%

Leukaemia
3%

Colerectum

9.5%

Qva
34

Stomach
4.1%

P

"'éfcrvix uter
7.5%

Corpus UteriTy, s Gervix uter
4.4% hgrf';';g 6.6% Liver

Stomach
5.6% 6.5%

4.2 million
deaths

8.6 million
new cases

Figura 1 Distribucion de Casos y Muertes para los 10 tipos de cancer mas frecuentes en
2018

Si se analizan las estadisticas, al tener en cuenta el indice de Desarrollo Humano (IDH), para
hombres el cancer de pulmon es el mas incidente, tanto para paises con niveles altos y bajos
de IDH, seguido por cancer de prostata. Estos canceres son seguidos de cancer colorectal en
paises desarrollados y cancer labial/cavidad oral en paises en vias de desarrollo. En mujeres,
el cancer de mama es el de mayor incidencia sin importar el IDH, seguido de céancer
colorectal y cancer de cuello uterino, para paises de alto y bajo nivel de IDH, respectivamente
(Radkiewicz, 2019). A nivel global la tasa de incidencia de cancer es 20% mas alta en
hombres que en mujeres, y la de mortalidad es 50 % mayor en hombres con respecto a la de
mujeres. En cuanto al riesgo estandarizado por edad, y al combinar los dos sexos, existe un
riesgo acumulativo de desarrollar cancer del 21.4%, y de morir por cancer del 17.7%, antes
de los 75 afios (Haymart & Benerjee, 2019).

El cancer de Tiroides es el cancer endocrino mas comun, con aproximadamente 1 a 1.5% de
todos los casos nuevos diagnosticados cada afio en USA. El cancer de Tiroides es responsable
de 567,00 casos a nivel mundial, lo que lo hace ocupar el noveno lugar en incidencia. La tasa
de incidencia global en mujeres es 10.2 por cada 100.000 habitantes, 3 veces més alta que en
hombres; con una carga del 5% de todos los casos nuevos diagnosticados en mujeres en 2018
(Khazaei et al., 2019). Las tasas de mortalidad por cancer de tiroides son mucho menores
que las de incidencia, con tasas de 0.4 y 0.5 para hombres y mujeres respectivamente; y un
estimado de 41,000 muertes. En paises con alto IDH las tasas de incidencia para ambos sexos
es 4-5 veces mas alto que en paises con bajo IDH, mientras que las tasas de mortalidad son
algo similares (Ferlay et al., 2021). Tiene las tasas de incidencia mas altos para ambos sexos
y para el sexo femenino en Korea del Sur (Hong et al., 2020). EI mas grande incremento ha
sido observado en Korea del Sur con una incidencia en la poblacion entre 15 a 79 afios
aumentando de 12.2 casos por cada 100.000 personas en 1993-97, a 60 casos por cada



100.000 personas en 2003-2007, haciendo que el cancer de tiroides sea el mas diagnosticado
en ese pais (Vaccarella et al., 2016).

Al hablar de Colombia, segin proyecciones de Globocan para 2015 se reportaron 79.660
personas con cancer en Colombia, con una incidencia mayor en mujeres menores de 65 afos
y en 2035 cerca del doble de casos (152.901) a expensas de los hombres mayores de 65 afios
(Valencia et al., 2016). La tasa de incidencia ajustada por edad (TIAE), por cada 100.000
habitantes, para todos los canceres (excepto piel no melanoma), fue de 151,5 en hombres y
de 145,6 en mujeres (Constanza, 2018). Estas tasas muestran a Colombia como un pais con
una incidencia intermedia de cancer dentro del panorama mundial. Entre los hombres, las
principales localizaciones fueron prostata, estbmago, pulmon, colon-recto y ano, y linfomas
no Hodgkin (Torres et al. 2021). En mujeres, las principales localizaciones fueron mama,
cuello del Gtero, colon-recto y ano, estdmago y tiroides. La figura 6 resume los ultimos datos
publicados de las 10 principales localizaciones de incidencia estimada anual y tasas ajustadas
por edad en Colombia entre el 2007 y el 2011 (Ferlay et al., 2014; Pardo & Cendales, 2018)
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edad, 10 principales localizaciones, hombres y mujeres, Colombia 2007-2011
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La mortalidad general en Colombia para el periodo 2003-2012 fue de 1.099.915 muertes en
hombres y 818.359 en mujeres, con primera causa las enfermedades del sistema circulatorio
para un 29,7 % de las defunciones (569.656) y una tendencia al descenso en el tiempo para
ambos sexos. La mortalidad por neoplasias malignas fue la tercera causa en hombres y la
segunda en mujeres, con una tendencia estable (Figura 2).
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Figura 3. Mortalidad general por grandes causas, hombres y mujeres, Colombia, 2003-
2012

La Figura 3 muestra la mortalidad por neoplasias malignas en Colombia para el periodo
2003-2012 resulté en 157.017 muertes en hombres y 162.310 en mujeres, el 16,6 % de las
defunciones. Se registraron aproximadamente 15.700 muertes anuales por cancer en hombres
y 16.230 en mujeres. El cancer de estomago fue la primera causa de muerte en ambos sexos
con el 14,1 % de defunciones entre todos los canceres (45.078). En hombres el cancer de
estomago fue la primera causa de muerte con 17,3 % del total de canceres en hombres (27.226
defunciones); en mujeres fue el cancer de mama con 12,9 % del total de canceres en mujeres
(20.995 defunciones) (Rivillas, 2018).

Bucaramanga

El Registro Poblacional de Cancer del Area Metropolitana de Bucaramanga (RPC-AMB)
reprtd que durante el quinquenio 2008-2012 se registraron 8,775 casos incidentes de cancer
en el AMB (excluyendo cancer de piel no melanoma), (57.2%) se presentaron en mujeres.
Las tasas estandarizadas de los cinco tipos de cancer méas frecuentes en hombres fueron
préstata (40.9%), estomago (17.1%), colorrectal (14.3%), pulmén (10.3%) y linfoma (9.1%).
En mujeres fueron mama (41.2%), tiroides (14.5%), colorrectal (13.7%), cuello de Utero
(13.0%) y estomago (10.2%) (Uribe & Anaya, 2018).

Las mujeres tuvieron una tasa de mortalidad estandarizada por edad de 78 afios por 100.000
mujeres-afio. Los canceres que mayor nimero de muertes ocasionaron fueron mama (13.3%),
estomago (11.8%), colorrectal (9.4%), pulmoén (8.7%), cuello de atero (7.1%), higado
(4.8%), leucemias y linfomas (4.7%). En hombres, la tasa de mortalidad estandarizada por
edad fue de 94.8 por 100,000 hombres-afio, los canceres de estomago (15.9%), pulmén
(14.1%) y prostata (12.4%), colorrectal (8.0%), higado (5.4%), leucemia (6.0%) y linfoma
(5.4%) (Morales et al., 2022).

Se ha analizado que el aumento en la incidencia es independiente de la causa subyacente. Se
atribuye que el exceso de casos mas alla del numero previsto por modelos de multi-etapas
para diagnostico de enfermedad asintomatica es producto de una tecnologia diagnostica
mejorada y a un aumento de la vigilancia, lo cual ha llevado al sobrediagndstico de la
enfermedad. El sobrediagnostico detecta enfermedades que no afectaran la salud o la



supervivencia. Detectar estas enfermedades no solo confieren un beneficio pequefio para el
paciente (pseudo enfermedad) sino también pueden causar dafio potencial en términos del
estrés evitable, posibles efectos adversos de tratamiento innecesario e incrementar los costos
al sistema de salud.

Cancer de Tiroides

El cancer de Tiroides puede caer facilmente en esta condicion de Sobrediagnostico porque
es una neoplasia de progresion lenta, que causa sintomas solo cuando esta en estadios
avanzados y raramente causa la muerte. El costo economico de sobrediagnostico en un
paciente con Cancer de Tiroides puede variar entre cientos a miles de dolares, al depender de
la cantidad de examenes realizados y de la complejidad de las intervenciones y los
seguimientos (Zhang et al., 2017).

El nimero estimado de casos de cancer de tiroides atribuibles al aumento en la vigilancia es
notable y se ha incrementado con el tiempo. Se estima que el sobrediagnéstico da cuenta del
90% de los casos de cancer de Tiroides en Korea del Sur, 70-80% de los casos en USA, Italia,
Francia y Australia y 50% en Japon, los paises ndrdicos e Inglaterra (Li & Dal Maso, 2020).
En total, se estima que mas de 470.000 mujeres y 90.000 hombres pueden haber sido
sobrediagnosticados con Cancer de Tiroides en las ultimas dos décadas en los 10 primeros
paises desarrollados, con estadisticas que reportan constantes incrementos y poca evidencia
hacia la estabilizacion (Barrea et al., 2020).

En este sentido, los estudios también generan advertencias y recomendaciones acerca de la
interpretacion de las imégenes en esta época de aumento de la vigilancia y mejoras
tecnoldgicas, asociadas al sobrediagndstico. Basados en estudios internacionales, las
estadisticas locales para America Latina y Colombia coinciden con la tendencia global de
aumento de la incidencia con relativa estabilidad de la mortalidad. La Tabla 1 muestra las
tasas de mortalidad de cancer de tiroides estandarizadas por edad en hombres y mujeres de
20 paises europeos, y otras areas del mundo, incluida Colombia entre el afio 2.000 y 2010,
con el correspondiente porcentaje de cambio (Maniakas et al., 2018)

En el afio 2000, la mayoria de los paises tenian tasas de mortalidad en 0.2 y 0.4/100.000
habitantes en hombres y entre 0.2 y 0.6/100.000 en mujeres. Entre los afios 2000 y 2010, la
mortalidad declin6 en varios paises a nivel mundial, particularmente en mujeres. Algunos
incrementos se observaron en paises como Inglaterra, USA, Nueva Zelanda y en hombres, y
Grecia, USA, Ecuador, Venezuelay Colombia en mujeres (Kim, Gosnell, & Roman, 2020).
En el afio 2010, la mayoria de paises aun tenian tasas de mortalidad entre 0.2 y 0.4/100,000
en hombres y entre 0.2 y 0.6/100,000 en mujeres. Las tasas de mortalidad mas altas era
Hungria e Israel para hombres y Ecuador, Israel y nuevamente Colombia en mujeres (Kim
et al., 2020).

Etiologia del Cancer de Tiroides

La etiologia del cancer de tiroides no es muy bien entendida. El Unico factor de riesgo bien
establecido para Cancer de Tiroides es la radiacidn ionizante, particularmente cuando la



exposicion es en la infancia; aunque hay evidencia que otros factores (obesidad, cigarrillo,
exposiciones hormonales y ciertos contaminantes ambientales) pueden tener algan rol. En la
Tabla 2 se exponen los principales potenciales factores carcinogénicos para cancer de
tiroides. Entre los factores de riesgo también aparecen los Nédulos Tiroideos (Kitahara &
Sosa, 2020).

Nodulo Tiroideo
La prevalencia de malignidad en nddulo tiroideo es de alrededor de 5%, y el riesgo de

malignidad entre nodulo Unico y nédulo multiple es el mismo, aunque un meta anélisis
apoya el concepto que el riesgo es mayor con los nddulos Unicos que con los maltipes

(Abdolali et al., 2020).

Men Women

No. of No. of

deaths % Change deaths % Change
Country 2000 2010 (2010) 2010/2000 2000 2010 (2010) 2010/2000
Europe
Austria 0.52 0.39 29 —25.93 0.61 0.32 43 —47.33
Belgium 0.32 0.30 33 —5.64 0.51 0.32 48 —37.43
Bulgaria 0.36 0.32 21 —13.13 0.47 0.33 33 —29.30
Croatia 0.40 0.35 13 —12.77 0.49 0.39 24 —20.51
Czech Republic 0.42 0.33 30 —20.86 0.61 0.32 47 —47.87
Denmark 0.32 0.26 13 —18.74 0.38 0.27 21 —28.09
Estonia = -t - - 0.66 0.49 13 —25.61
Finland 0.41 0.34 19 ~14.99 0.42 0.35 32 —15.55
France 0.31 0.25 144 —18.54 0.35 0.25 249 —29.64
Germany 0.44 0.33 296 —24.64 0.48 0.31 419 —36.03
Greece 0.25 0.22 29 —11.04 0.25 0.28 48 13.30
Hungary 0.55 0.43 34 —21.83 0.57 0.42 57 —26.96
Ireland 0.28 D.28 9 -1.20 0.40 0.31 12 —23.64
ltaly 0.40 0.35 224 —12.19 0.46 0.36 347 —21.88
Latvia 0.40 0.51 8 26.18 0.89 0.59 20 —33.67
Lithuania 0.55 0.39 8 —29.54 0.69 0.42 21 —39.06
Netherlands 0.28 0.23 35 —19.06 0.35 0.32 69 —8.64
Norway 0.34 0.29 14 —14.83 0.45 0.26 19 —41.07



Poland 0.33 0.27 77 —17.52 0.56 0.38 181 —-31.35

Portugal 0.28 0.32 32 15.71 0.40 0.37 62 —7.47
Republic of Moldova 0.28 0.42 8 49,91 0.53 0.52 13 -1.77
Romania 0.33 0.30 52 —6.52 0.43 0.43 102 -0.11
Slovakia 0.38 0.32 12 —15.36 0.50 0.38 22 =g
Slovenia 0.49 0.38 6 —22.20 0.43 0.19 7 ~56.13
Spain 0.28 0.26 109 —6.68 0.34 0.30 195 -10.70
Sweden 0.30 0.31 31 5.23 0.33 0.30 44 —~7.56
Switzerland 0.36 0.30 23 —17.81 0.45 0.27 35 —41.28
United Kingdom 0.21 0.22 136 4.80 0.28 0.25 209 -10.63
European Union 0.34 0.30 1381 —13.69 0.43 0.32 2333 —23.82
America
Argentina 0.25 0.23 58 —8.46 0.35 0.30 113 -13.23
Brazil 0.19 0.20 196 442 0.33 0.29 390 —12.54
Canada 0.22 0.20 72 —8.47 0.21 0.18 102 —14.69
Chile 0.33 0.24 26 —28.25 0.55 0.52 73 —6.39
Colombia 0.34 0.32 65 —7.42 0.54 0.64 168 17.77
Costa Rica 0.15 0.24 6 66.89 0.57 0.32 9 —43.94
Cuba 0.19 0.20 23 473 0.38 0.35 40 —6.90
Ecuador 0.27 0.37 29 36.34 0.65 0.77 72 17.77
Mexico 0.32 0.33 161 2.23 0.62 0.59 395 —4.42
Puerto Rico -1 -1 - - 0.19 0.15 10 —23.87
Men Women
No. of No. of
deaths % Change deaths % Change

Country 2000 2010 (2010) 2010/2000 2000 2010 (2010) 2010/2000
United States 0.23 0.25 713 8.09 0.23 0.24 967 6.76
Uruguay 0.24 0.36 8 47.94 0.35 0.24 11 —30.77
Venezuela 0.25 0.23 33 —5.05 0.41 0.42 67 3.45
Asia

Hong Kong 0.30 0.31 19 4.59 0.43 0.29 23 -31.37
Israel 0.46 0.42 20 —9.04 0.64 0.62 39 —3.30
Japan 0.33 0.31 533 —6.08 0.47 0.39 1066 =15.97
Republic of Korea 0.38 0.35 107 ~7.04 0.59 0.54 254 —9.46
Singapore 0.38 0.27 6 —29.30 0.76 0.56 17 —26.80
Oceania

Australia 0.26 0.23 44 —11.36 0.27 0.30 72 14.00
New Zealand 0.26 0.30 10 14,54 0.33 0.29 13 -13.21

Tabla 1. Tasas de mortalidad ajustadas por edad.

Los nodulos Tiroides son un problema clinico muy comun, estudios epidemioldgicos han
mostrado la prevalencia de nddulos tiroideos palpables en aproximadamente el 5% en
mujeres 'y 1% en hombres, que viven en regiones con suficiente yodo en la dieta. En contraste,
el Ultrasonido (US) puede detectar nddulos tiroideos en el 19-68% de individuos
seleccionados al azar, con mayores frecuencias en mujeres y personas de mayor edad. En
estudios de autopsia llegan al 60% (Gomes Ataide, Ponugoti, & Illanes, 2020)

La importancia clinica del nédulo tiroideo yace en la necesidad de excluir cancer de tiroides,
el cual ocurre entre el 7-15% de los casos, esto al depender de la edad, sexo, historia de



exposicion a radiacion, historia familiar y otros factores de riesgo (Yang, 2020). En la Tabla
2 se presentan los factores que potencializan el cancer de tiroides.

Factor Source
X-rays Medical imaging (dental X-ray and CT scans)
B Nuclear medicine procedures

Exogenous lodine Diet, iodine prophylaxis, BRAFV/" (#)
Nitrate Water and diet

Westernized lifestyle

. Undiscovered carcinogens
and environmental

pollutants Bisphenol A (BPA), polychlorinated biphenyls (PCB), polybrominated diphenyl ethers (PBDEs)
Factor Mechanism
TSH Thyroid growth stimulation
Endogenous Autoimmune increased TSH and oxidative stress
Thyroiditis

Obesity and insulin

st Hyperinsulinemia promotes cancer, but this factor is not specific for the thyroid
resistance

Tabla 2. Factores carcinogénicos potenciales de Cancer de Tiroides

Tipos de Lesiones Tiroideas Malignas

La mayoria de lesiones malignas son carcinomas tiroideos primarios, con el Linfoma y
metéstasis tumorales, que son mucho menos comunes. El Carcinoma Papilar es la lesion
maligna mas frecuente. De las lesiones tiroideas malignas primarias, los carcinomas papilar
y folicular tienen pronostico relativamente bueno, el carcinoma medular con pronostico
intermedio y el carcinoma anaplasico con mal pronostico. Las lesiones malignas secundarias
tienen un pronostico variable (Vaccarella et al., 2016).

Carcinoma Papilar. Neoplasia maligna que tipicamente demuestra una arquitectura papilar
compuesta de células foliculares con caracteristicas nucleares distintivas (tales como
pseudoinclusiones palidas con cromatina punteada, micronucleolo, pliegues longitudinanles
y pseudoinclusiones citoplasmicas intranucleares) y representa el 80% de las lesiones
tiroideas primarias. EI prondstico es generalmente bueno (tasa de supervivencia a 10 afios
del 93%). El tratamiento es Tiroidectomia total, con o sin posterior ablacién con Yodo
radioactivo (Sung et al., 2021).

Carcinoma Folicular. Neoplasia maligna compuesta de células foliculares con invasion
capsular o vascular. Representa el 11% de las lesiones tiroideas malignas. La probabilidad es
mayor en hombres que mujeres, en pacientes mayores y con nodulos de gran tamafo. El
prondstico es generalmente bueno (tasa de supervivencia a 10 afios del 85%). El tratamiento
incluye Tiroidectomia total, con o sin posterior ablacion con Yodo Radioactivo (Ferlay et al.,
2014).

Carcinoma Anaplasico. Neoplasia altamente maligna con caracteristicas inequivocas de un
carcinoma de alto grado (altamente pleomérfico, atipia, células con nucleo irregular, nucléolo
prominente, y necrosis). Se presenta en 2% de las lesiones malignas y tiene un pobre



prondstico con una supervivencia promedio de 5 meses y una tasa de supervivencia a 1 afio
del 20%. El manejo quirdrgico usualmente no es una opcion debido a a su amplia invasion
local y el manejo con Yodo radioactivo no puede ser realizado porque no concentran Yodo
(Kim et al., 2020).

Carcinoma Medular. Neoplasia maligna derivada de células Tiroideas neuroendocrinas C,
que secretan Calcitonina. Representa el 4% de las lesiones tiroideas malignas. Asi como el
carcinoma anaplésico, el carcinoma medular no concentra Yodo, por lo tanto, el tratamiento
con Yodo radioactivo no puede ser realizado. Cerca del 80% de los casos son esporadicos y
20% son familiares, con el tipo MEN 2A, como el mas comun. El tratamiento usualmente
es Tiroidectomia total (Barrea et al., 2020).

Linfoma. Proliferacion clonal maligna de infocitos que representa el 1-5% de las lesiones
malignas tiroideas. El linfoma mas comun es el tipo marginal de células B extra ganglionar
seguido del tipo Difuso. El tratamiento es similar a cualquier linfoma de otras areas del
cuerpo. El pronostico es variable (Constanza et al., 2018).

Metéstasis. Comprende, tanta metastasis de 6rganos distantes y de estructuras adyacentes.
Representa el 5% de las lesiones tiroideas malignas, y usualmente provienen de carcinomas
de pulmdn, mama y células renales.



Diagnostico

Actualmente, la Biopsia por Aspiracion Con Aguja Fina (BACAF) es la prueba practica mas
efectiva para determinar si un nédulo es maligno o si requiere cirugia para llegar a un
diagndstico definitivo. Sin embargo, la mayoria de los ndédulos son benignos y aun los
nodulos malignos, particularmente los menores a 1cm de tamarfio, frecuentemente exhiben
un comportamiento no agresivo. Por lo tanto, no todos los nodulos detectados requieren
BACAF y/o cirugia (Wang et al., 2020).

Diagnostico por Imagenes

Desde hace mucho tiempo las Imégenes Diagnosticas han sido establecidas como un
elemento esencial en la evaluacion de lesiones tiroideas clinicamente sospechosas. El
Ultrasonido (US) es la modalidad de eleccion para la caracterizacion inicial del nédulo
tiroideo. Aunque los nédulos tiroideos pueden ser detectados por Tomografia Computarizada
(TC) y Resonancia Magnética (RM), estas modalidades no son utiles para la caracterizacion
de un n6dulo. La Tomografia por Emision de Positrones (PET) puede ocasionalmente ayudar
a identificar nodulos tiroideos, pero tiene limitada utilidad en diferenciar lesiones benignas
de malignas. Hay varias guias recientemente publicadas para determinar si un nédulo amerita
la realizacion de BACAF guiado por US en base a sus caracteristicas ecogréaficas y clinicas
(Buda, 2021).

Caracteristicas pos Ultrasonido sugestivas de Malignidad

Calcificaciones

Las calcificaciones tiroideas pueden ocurrir tanto en enfermedad benigna y maligna. Las
calcificaciones pueden ser clasificadas como microcalcificaciones, calcificaciones gruesas y
calcificaciones periféricas. Las microcalcificaciones tiroideas son Cuerpos de psammoma,
los cuales son depdsitos calcificados redondeados y laminares de 10-100 um. Estas son una
de las caracteristicas mas especificas de malignidad tiroidea con una especificidad del 85-
95% y un Valor predictivo Positivo de 41-94%. Las microcalcificaciones se encuentran en el
29-59% de todos los carcinomas primarios, mas frecuentemente en carcinoma papilar. En
US, aparecen como focos hiperecogénicos puntiformes de menos de 1 mm de diametro, sin
sombra acustica.

Las calcificaciones gruesas se encuentran comunmente en bocio multinodular. Sin embargo,
cuando esta en nodulos solitarios pueden estar asociados con malignidad en casi 75%. Las
calcificaciones gruesas pueden coexistir con las microcalcificaciones en cancer papilar y son
el tipo mas comun de calcificacion en cancer medular. En US, las calcificaciones gruesas
miden mas de 1 mm de didmetro y causan sombra acustica posterior. Las calcificaciones
periféricas son unode los patrones mas cominmente vistos en bocio multinodular, pero
tambien puede verse en malignidad.

Margenes, contorno y forma



El halo o anillo hipoecogénico alrededor del nddulo tiroideo es producido por una capsula de
tejido conectivo fibroso, un parénquima tiroideo comprimido e infiltrado inflamatorio
cronicos. Un halo completamente uniforme alrededor de un nodulo es altamente sugestivo
de benignidad, con una especificidad del 95%. Sin embargo, en mas de la mitad de los
nodulor benignos, el halo es ausente. Ademas 10-24% de los carcinomas papilares tienen ya
sea un halo completo o incompleto.

Un nodulo tiroideo se considera mal definido cuando mas del 50% de su borde no es
claramente demarcado. Ademas, los nodulos pueden ser clasificados de acuerdo a sus
contornos como liso y redondos o iregulares y espiculados. Un margen irregular y mal
definido en un tumor tiroideo sugiere infiltracion maligna del parénquima tiroideo sin
formacion de pseudocapsula. Sin embargo, la sensibilidad de mérgenes mal definidos y
margenes irregulares varia ampliamente (53-89% y 7-97% respectivamente). La
especificidad de margenes mal definidos también es variable. Por lo tanto, a menos que se
observe una franca invasion mas alla de la capsula, la apariencia sonografica de los margenes
del nodulo es un rasgo no confiable para determinar beningnidad o malignidad. La forma del
nodulo tiroideo es un rasgo sonografico potencialmente Gtil que no ha sido descrito
extensamente en la literatura. Se han encontrado que un nodulo tiroideo solido que es mas
alto que ancho tiene una especificidad para malignidad del 93%.

Nodulo Hipoecogenido soido.

Los nddulos malignos tanto en carcinoma y linfoma aparecen tipicamente sélidos e
hipoecogenicos cuando se compara con el parénquima moral. La combinacion de estas
caracteristicas tiene una sensibilidad del 87% para deteccion de malignidad. Pero tiene baja
especificidad (entre 15y 27%). Esta apariencia esta presente en 55% de los nddulos benignos.
Cuando un nddulo es marcadamente hipoec6geno, con una apariencia mas oscura que los
musculos infrahioideos, la especificidad sube a 94%, pero la sensibilidad disminuye en 12%.
Marcada hipoecogenicidad es sugerencia de alta malignidad (Nachiappan, Metwalli, &
Hailey, 2014).

Basado en recientes metaanalisis que evallUan la precisién de US en la prediccion de cancer
tiroideo, se ha evidenciado que las caracteristicas con las razones de probabilidades
diagnésticas (Diagnostic Odds Ratio (DOR)) mas altas para predecir malignidad fueron una
forma ““mas alta que ancha™ (11.1%) y calcificaciones internas (6.8%), mientras que una
apariencia espongiforme (12%) y quistica (6.8%) mas probablemente predice benignidad.
Otros estudios también incluyen la ausencia de halo periférico (7.1%), microcalcificaciones
(6.8) y bordes irregulares (6.1%). También se ha reportado que Radiologos expertos se
desempefian mejor en la interpretacion de las calcificaciones internas que los colegas menos
experimentados. (14.5% vs 5.4%).



Clasificacion del Nodulo Tiroideo

Como no existe una Unica caracteristica ecografica que pueda predecir malignidad, la
aproximacion actual es la de combinar varios rasgos para aumentar el valor diagndstico del
US. Esto ha facilitado el desarrollo de sistemas estandarizados para el reporte de las
caracteristicas, en un intento por delinear grupos de caracteristicas asociadas a niveles de
riesgo especifico para malignidad. Basados en el concepto del ““patron clasico™, en el 2009,
Horvath y Asociados desarrollaron una herramienta para la clasificacion por US de nodulo
tiroideo conocida como Thyroid Imaging Reporting and Data System (TIRADS) (Li X. ,
2019). Este es un sistema similar al usado en imagen de mama (Breast Imaging Reporting
and Data System [BIRADS]), que consta de una escala de 6 puntos por estratificacion de
riesgo de malignidad. Acogido por la Sociedad Francesa de Endocrinologia en 2011, fue
posteriormente modificado en una versian mas facil de usar, la cual fue validada en un gran
estudio prospectivo (Zhang et al., 2015).

Desde su introduccidn, varias versiones de TIRADS han sido adaptadas por las Sociedades
Médicas Internacionales con el fin de estimar la evaluacion final y el manejo de lesiones
tiroideas. Entre las mas importantes estdn la Sociedad Coreana de Tiroides, la Sociedad
Americana De Endocrinologia Clinica, el Colegio Americano de Endocrinologia, la
Asociacion Italiana de Endocrinologia Médicay el Colegio Americano de Radiologia. Todas
estas guias clasifican los nddulos tiroideos basados en rasgos sospechosos por US en relacion
a composicion, ecogenicidad, forma, margenes y focos ecogenicos. Se han creado nuevas
guias, pero hasta ahora no existe consenso para seleccionar un sistema Unico. Se hacen
grandes esfuerzos multilaterales por parte de la comunidad médica internacional
comprometida con el manejo de nddulos tiroideos, hacia un sistema de estratificacion de
riesgo por US, lo cual proporcionaria alta sensibilidad y Valor Predictivo Negativo para el
diagnostico de carcinomas de tiroides clinicamente significativos.

En términos generales, los sistemas de clasificacion TIRADS reportan en promedio buena
Sensibilidad y Especificidad de 79% y 71%, respectivamente. Actualmente, las guias mas
recientes corresponden a las de la Asociacion Americana de Tiroides (ATA) de 2015, las
guias de la Asociacion Europea de Tiroides (EU TIRADS) de 2017, y las guias del Colegio
Americano de Radiologia (ACR TIRADS) de 2017. Las guias de la ATA 2015 (Tabla 3)
estratifican los nodulos tiroideos en 5 clasificaciones de riesgo: Alta sospecha (riesgo
estimado de malignidad de 70-90%), sospecha Intermedia (10-20%), Baja sospecha (5-10%),
Muy baja sospecha (<3%), y Benignos (quistes).

El sistema TIRADS de la ACR de 2017 (Tabla 5), es un sistema basado en puntaje, se asignan
puntos a las diferentes caracteristicas sonograficas, que incluye composicion del nédulo,
ecogenicidad, forma, margen y presencia de focos ecogénicos, estos puntos se suman y el
puntaje total es una indicacion del nivel de riesgo del TIRADS del nédulo; a mayor puntaje,
mayor riesgo de malignidad. Hay 5 niveles de estratificacion, TR1 benigno (riesgo estimado
de malignidad de 0.3%), TR2 No sospechoso (01.5%), TR3 sospecha leve (5%), TR4
Sospecha intermedia (~10%), TR5 Altamente sospechoso (35%) (Tessler, Middleton, &
Grant, 2017). EI EU-TIRADS 2017 (Tabla 3) es un sistema que utiliza 4 criterios, forma
irregular, margenes irregulares, microcalcificaciones y marcada hipoecogenicidad, las cuales



son clasificadas como altamente sospechoso, mientras que ecogenicidad leve en ausencia de
las cuatro caracteristicas es el criterio de riesgo intermedio.

La meta principal de EU TIRADS 2017 era desarrollar un sistema de clasificacion
simplificado, con el fin de reducir la variabilidad interobservador y mejorar la
reproducibilidad. Se basa en las categorias del ““patron clésico™ .

Estimated risk FNA size cutoff
Sonographic pattern US features of malignancy, % (largest dimension)

High suspicion Solid hypoechoic nodule or solid hypoechoic >70-90" Recommend FNA at =21 em
component of a partially cystic nodule
with one or more of the following features:
irregular margins (infiltrative, microlobu-
lated), microcalcifications, taller than wide
shape, rim calcifications with small extru-
sive soft tissue component, evidence
of ETE
Intermediate suspicion Hypoechoic solid nodule with smooth mar- 10-20 Recommend FNA at =1 c¢m
gins without microcalcifications, ETE,
or taller than wide shape
Low suspicion Isoechoic or hyperechoic solid nodule, or 5-10 Recommend FNA at =21.5¢m
partially cystic nodule with eccentric solid
areas, without microcalcification, irregular
margin or ETE, or taller than wide shape.

Very low suspicion Spongiform or partially cystic nodules with- <3 Consider FNA at 22 ¢cm
out any of the sonographic features de- Observation without FNA
scribed in low, intermediate, or high is also a reasonable option
suspicion patterns

Benign Purely cystic nodules (no solid component) <1 No biopsy”

US-guided FNA is recommended for cervical lymph nodes that are sonographically suspicious for thyroid cancer (see Table 7).

“The estimate is derived from high volume centers, the overall risk of malignancy may be lower given the interobserver variability in
sonography.

Aspiration of the cyst may be considered for symptomatic or cosmetic drainage.

ETE, extrathyroidal extension.

Tabla 3. Patrones Ecograficos, Riesgo Estimado de Malignidad y Guia para BACAF de
Nodulos Tiroideos

Existen 5 clasificaciones segun EU TIRADS 2017:

En EU TR1 no hay nddulo tiroideo.

EU TR2 incluye 2 patrones: Quiste puro/anecogeno y nddulo enteramente espongiforme. Son
considerados benignos y tiene Riesgo de malignidad cerca a 0%.

EU TR3 presenta forma oval, margenes lisos, isoecogeno o hiperecégeno sin ninguna
caracteristica de alto riesgo. Tiene un riesgo de malignidad de 2-4%.

EU TR 4 presenta forma oval, margenes lisos, levemente hipoecdgeno sin ninguna
caracteristica de alto riesgo. Riesgo estimado de malignidad de 6-17%.

EU TR 5 Ndédulos con al menos una de las siguientes caracteristicas: forma no ovalada,
margenes irregulares, microcalcificaciones y marcadamente hipoecogeno. Riesgo de
malignidad de 26-87%.

Tanto la ACR TIRADS y EU TIRADS son muy buenos para estratificar el riesgo de
malignidad de una determinada lesion tiroidea. Debido a las diferencias entre los sistemas,
se recomienda usarlos y declarar que sistema se utilizé en el reporte radioldgico para evitar
confusion y ofrecer un manejo estandarizado. Comparado con otros sistemas de



estratificacion, el principal proposito de EU TIRADS 2017 es ser un guia facil en el uso de
rasgos ecograficos especificos para detectar carcinoma de tiroides con una alta sensibilidad,
al mantener un alto Valor Predictivo Negativo, lo que reduciria procedimientos de BACAF
Innecesarios.
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Figura 4. Sistema ACR TIRADS 2017

Recientes estudios han reportado desempefios similares, sin embargo, el ACR TIRADS 2017
es el sistema que mejores resultados ha mostrado (ver Figura 4). Sin embargo, los autores
advierten que la seleccion de un sistema de TIRADS no puede basarse solamente en el
ntmero de biopsias que el sistema califica como innecesarias y en su eficacia diagnostica.
La variabilidad interobservador y la reproducibilidad en el tiempo, son también
consideraciones importantes, asi como lo es el ambiente en el cual va a ser utilizado (equipo,
operador, experiencia).



Category US features Malignancy
risk, %
EU-TIRADS 1: normal No nodules None
EU-TIRADS 2: benign Pure cyst =0
Entirely spongiform
EU-TIRADS 3: low risk Ovoid, smooth isoechoic/hyperechoic 2-4
No features of high suspicion
EU-TIRADS 4: intermediate risk ~ Ovoid, smooth, mildly hypoechoic 6-17
No features of high suspicion
EU-TIRADS 5: high risk Atleast 1 of the following features of high suspicion: 26-87

- Irregular shape
- Irregular margins
— Microcalcifications

- Marked hypoechogenicity (and solid)

EU-TIRADS, European Thyroid Imaging Reporting and Data System; US, ultrasound.

Tabla 4. Categorias EU TIRADS y Riesgo de Malignidad

Ademas, las caracteristicas sonograficas a evaluar, deben ser definidas en una manera que
sea clara y no ambigua para el operador que utiliza el sistema. En la Tabla 4 se mustran las
principales categorias de clasificacion de la EU TIRADS y su riesgo de maglignidad.

Avoided Sensitivity Specificity NPV
Biopsies (%) FN (FNR) TN (TNR) (95% Q1) (95% Q1) (95% d) DOR®
ACR TIRADS 268 (53.4) 6/268 (2.2%) 262/268 (97.8%) 83.3 (67.2-93.6) 562 (51.6-60.8) 97.8(95.2-99.2) 6.42 (2.62-15.72)
ATA 220 (43.8) 9/220(4.1%) 211/220 (95.9%) 75 (57.8-87.9) 453 (40.7-49.9) 95.9(92.4-98.1) 2.48 (1.14-5.39)
AACE/ACE/AME 175 (34 .9) 5/175(2.9%) 170/175 (97.1%) 86.1 (70.5-95.3) 365 (32.1-41.0) 97.1(93.5-99.1) 3.56(1.36-9.33)
— P EU-TIRADS 154 (30.7) 5/154 (3.2%) 149/154 (96.8%) 86.1 (70.5-95.3) 32 (27.8-36.4) 96.7 (92.6-98.9) 2.91 (1.11-7.64)
K-TIRADS 86 (17.1) 3/86 (3.5%) 83/86 (96.5%) 91.7 (77.5-98.2) 178 (14.4-21.6) 96.5 (90.2-99.3) 2.38(0.71-7.96)

Abbreviations: AUC, area under the receiver operating characteristic curve; FN, false negative; PPV, positive predictive value.

“The rate of avoided biopsies is significantly different between the US dassification systems (McNemar test: ACR TIRADS vs ATA, P=0.002; ATA vs AACE
ACE/AME, P < 0.001; AACE/ACE/AME vs EU-TIRADS, P < 0.001; EU-TIRADS vs K-TIRADS, P < 0.001).

bThe DOR measures the discriminatory power of a diagnostic test as compared with that of the reference standard. The value ranges from 0 to infinity,
with higher values indicating better performance.

Tabla 5. Capacidad de 5 Sistemas de Clasificacion para identificar nddulos cuyas BACAFs
podrian ser diferidos y para Discriminar entre Nodulos Beningnos y Malignos Ecogréfica.

El sistema también debe ser facil de utilizar en la rutina clinica. Por ejemplo, el ACR
TIRADS difiere de todos los otros sitemas en que es basado en una escala de puntos en lugar
de ser un patron de reconocimiento. Esta aproximacion puede ser considerada una tarea
excesivamente consumidora de tiempo, desgastante e impractica. En la Tabla 5 se presenta
una comparativa entre los 5 sistemas de clasificacion que se han desarrollado y se destacan

las categorias que se emplean para EU-TIRADS.



Inteligencia Artificial

El motivo del nacimiento de la Inteligencia Artificial data de varias décadas atrds, mas
especificamente en la década de 1940 con el nacimiento y desarrollo de la légica simbdlica
y de lo ciencia computacional digital, cuando se empezé a hacer la pregunta ¢pueden las
maquinas pensar?, ;que tan cerca estan las capacidades de las maquinas a las de los humanos?
Una conferencia en la Universidad de Darmouth precedidad por Jhon McCarthy en 1956
(McCarthy et al., 1956) explord esas preguntas y llevo al término que fue acufiado como
Inteligencia Artificial. Sin embargo, afios antes, en el articulo de Vannevar Bush ~“As we
may Think™", se proponia un sistema que amplificaria el conocimiento y entendimiento de
las personas. Cinco afios después (Bush, 1954), Alan Turing escribi6 un articulo acerca de la
idea de las maquinas siendo capaces de simular a los seres humanos y con la capacidad de
realizar cosas inteligentes, tales como jugar Ajedrez (Gunning, 2019).

La Inteligencia Artificial se ha definido como la rama de la Ciencia Computacional que se
encarga de crear sistemas basados en algoritmos, que desarrollen tareas complejas que
normalmente requieren inteligencia humana. Este es un termino muy amplio que implica una
amplia variedad de subgrupos y técnicas, las cuales se presentan en la Figura 5 (Dick, 2019).

O———— Inteligencia Artificial (Al)
O——————— Aprendizaje de Maquina (ML)
O -~ Aprendizaje Profundo (DL)

O—— Redes Neuronales

e

Figura 5. Técnicas y subgrupos de la Inteligencia artificial

Aprendizaje de Maquina (Machine Learning -ML). Es un subgrupo de la Inteligencia
Artificial, en el cual los algoritmos son entrenados para desempefiar tareas por aprendizaje
de patrones de datos en lugar de ser programados directamente (Janiesch et al., 2021). En el
aprendizaje de maquina clasico, los humanos expertos disciernen y codifican caracteristicas
que aparecen como distintivas en los datos, y se utilizan técnicas estadisticas para organizar
0 segregar los datos con base a esas caracteristicas (Figura 5). Por ejemplo, para el proposito
de analizar una imagen, un experto en procesamiento de imagenes puede programar un
algoritmo que descompone una imagen de entrada en elementos basicos de bordes,
gradientes, y texturas (Naga & Murphy, 2015). El anélisis estadistico de la presencia de esos
rasgos en una imagen determinada puede entonces ser utilizado para clasificar o interpretar
la imagen (Chen, 2018). El Machine Learning tipicamente inicia con el algoritmo del sistema
de ML que analiza las caracteristicas de la imagen que se cree son de importancia para
realizar la prediccidn o el diagnostico de interés. El algoritmo del sistema ML posteriormente



identifica la mejor combinacién de esas caracteristicas para clasificar la imagen o para
calcular alguna combinacién de la medicidon de la region expecificada en la imagen (Adebisi,
2020).
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Figura 6. Esquema Machine Learning

ML se enfoca principalmente en encontrar patrones. Las tareas de ML estan clasificadas en
tres categorias, esto depende del tipo de tarea: Supervisada, No supervisada, aprendizaje
por refuerzo (Choy, 2018). Con el objetivo de comprender de forma mas clara la estructura
del aprendizaje y esquema del Machine Learning, la Figura 6 se presenta un diagrama de la
estructura del algoritmo del Machine Learning.

En el aprendizaje supervisado, los datos que se proporcionan al algoritmo son etiquetados
durante la fase de entrenamiento (ej: benigno, maligno). Las salidas esperadas son
etiquetadas por expertos y sirven como la base verdadera (ground truth) para el algoritmo.
La meta del algoritmo es la de aprender una regla general que mapee las entradas hasta las
salidas. En ML, el ground truth se refiere a los datos que son asumidos como verdaderos.
Como parte de los ejemplos de algoritmos de aprendizaje supervisado se incluyen: Maquina
de Soporte Vectorial (SVM), arbol de decision (Decision Three), clasificador Bayes ingenuo
(naive Bayes), k-vecinos mas cercanos (k-nearest neighbor (KNN)), Bosque Aleatorio
(random forest), AdaBoost y los métodos de Redes Neuronales (Mahesh, 2018).

En el Aprendizaje No Supervisado los datos que se proporcionan al algoritmo de aprendizaje
no se etiquetan. La meta de la tarea de ML es encontrar en los datos las estructuras ocultas y
separar los datos en grupos. La diferencia clave es que la tarea es realizada sin que el
algoritmo tenga informacion de cuales son los grupos. El sistema del algoritmo determina
cuantos grupos hay y como separarlos. Ejemplos de aprendizaje No supervisado incluyen K-
medias (K-means), mean shift, propagacion de afinidad (affinity propagation), agrupamiento
jerarquico (hierarchical clustering), DBSCAN (density-based spatial clustering of
applications with noise), modelamiento Gaussian mixto, Campos aleatorios Markov,
ISODATA (iterative self-organizing data) y sistemas c-medias borrrosos (fuzzy C-means
systems) (Bi & Goodman, 2019).

En el aprendizaje por refuerzo, el programa desarrolla ciertas tareas en un ambiente dinamico
en el cual recibe retroalimentacion en términos de refuerzoz positivos y negativos. Se basa
en aprender de las consecuencias de lasinteracciones con un ambiente, sin que estas hayan
sido ensefiadas. Ejemplos de aprendizaje por refuerzo incluyen los sistemas Maja 'y Teaching-



Box (Chartrand, 2017). EI método de Red neuronal Artificial (RNA) (Figura 4) es un
algoritmo de ML de regresion y clasificacion, que modela las unidades de céalculo en
multiples capas para imitar la transmision de sefial y para aprender la arquitectura de las
neuronas y sinapsis del cerebro humano. Las RNAs estan inspiradas en la manera en que los
sistemas nerviosos bioldgicos procesan la informacion con un gran numero de elementos
procesadores altamente interconectados, los cuales son llamados neuronas, nodos o células
(Bi & Goodman, 2019).

Una neurona consta de dendritas, axon, cuerpo y sinapsis. La neurona integra varias sefiales
de entrada y cuando cierto umbral es conseguido, la célula libera una sefial de activacion a
través de su axon hacia las sinapsis con neuronas vecinas y asi, transmite la sefial de salida.
En el cerebro humano las neuronas intercambian informacidn por medio de sinapsis quimicas
y eléctricas. Sefiales complejas pueden ser codificadas por redes de neuronas con base en este
paradigma, por ejemplo, una jerarquia de neuronas en la corteza visual es capaz de detectar
bordes al combinar sefiales de receptores visuales independientes (Xuesi et al., 2020).

Las Redes Neuronales Artificiales (RNA) estan inspiradas en este proceso biologico. La
unidad béasica de una Red Neuronal Artificial, la neurona artificial o nodo, es un modelo
simplificado que imita el mecanismo basico encontrado en la neurona bioldgica. La neurona
artificial toma como entrada un set de valores que representan caracteristicas, cada una
multiplicado por un peso (valor) correspondiente. Las caracteristicas ponderadas se suman y
pasan a través de una funcion de activacion no lineal. De esta manera, una neurona artificial
produce una decision al ponderar un set de evidencias (Chartrand, 2017).

Aunque una neurona artificial es simple, las arquitecturas de una red neuronal, llamados
perceptrones multicapa, los cuales consisten en miles de neuronas, pueden representar
funciones lineales muy complejas. Estos perceptrones multicapa se construyen tipicamente
al ensamblar mdaltiples neuronas para formar una capa y al sobreponer capas, conectar la
salida de una capa al ingreso de la capa siguiente. Las primeras redes neuronales consistian
de pocas capas de profundidad (menos de 5), principalmente porque el poder computacional
no era suficiente para mas capas y debido a retos en la actualizacién de los pesos de manera
apropiada.

Estudios iniciales mostraron que las RNAs tenian notable desempefio en varios campos, pero
tenian limitaciones tales como disminucion en el minimo local durante la optimizacién y
sobre entrenamiento para determinados valores. Los cientificos intentaron utilizar estructuras
profundas para determinar soluciones, pero su compleja operacion y altos costos de
entrenamiento limitaron la capacidad para generar modelos exitosos.

Aprendizaje de la Representacion, el cual se muestra en la Figura 7 es un tipo de
aprendizaje de maquina en la cual no se utiliza programacién de caracteristicas; en lugar de
eso, el algoritmo aprende solo por su cuenta los mejores rasgos para clasificar los datos
porporcionados. Con suficientes ejemplos de entrenamiento, un sistema basado en
aprendizaje de representacion podria potencialmente clasificar la informacion mejor que con
caracteristicas programadas. El reto esta en como un sistema de aprendizaje de maquina
puede aprender caracteristicas potencialmente complejas directamente a partir de
informacion en bruto.



Aprendizaje Profundo (Deep Learning — DL) es un tipo de aprendizaje de la
representacion en la cual el algoritmo aprende una composicion de rasgos que reflejan una
jerarquia de estructuras en los datos. Las representaciones complejas son expresadas en
términos de representaciones mas simples. Estos sistemas de DL proponen una aproximacion
de principio a fin al aprender rasgos simples (tales como intensidad de la sefial, bordes y
texturas) como componentes de una caracteristica mas compleja tales como
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Figura 7. Analogia Conceptual entre los componentes de Neuronas Biologicas (a) y
neuronas artificiales (b)

formas, lesiones, u 6rganos, lo que genera, por lo tanto, un apalancamiento de la naturaleza
composicional de las imagenes (Torres et al., 2021).

El aspecto de profundidad del aprendizaje profundo se refiere a la arquitectura multicapa de
los perceptrones multicapa. La primera capa, llamada la capa de entrada, representan los
datos de entrada tales como intensidades individuales de pixeles, mientras la capa de salida
produce valores objetivo tales como un resultado de clasificacion. Las capas intermedias de
los perceptrones multicapa son llamadas capas ocultas, dado que estas no producen
directamente salidas visibles deseadas, sino que calculan representaciones intermedias de las
caracteristicas de entrada, que son Utiles en el proceso de inferencia (ver Figura 8). Cada capa
oculta esta compuesta de un grupo de neuronas, y cada neurona esta completamente
conectada a todas las neuronas de la capa anterior. La fuerza de cada conexion es cuantificada
con su propia carga. Para que la red genere las salidas correctas (ej: correcta deteccion y
clasificacion de hallazgos en imagenes), deberan establecerse las cargas a valores apropiados,
los cuales son estimados a través de un proceso de entrenamiento (Xuesi et al., 2020).



Al apilar multiples capas, una red puede representar una jerarquia de caracteristicas que se
encuentran en una progresiva composicion de caracteristicas de bajo nivel, al modelar niveles
conformados por niveles mas altos de abstracciones en los datos. El poder de composicion
de las arquitecturas profundas permite a las redes neuronales inferir decisiones con base en
conceptos abstractos. Algunas herramientas de algoritmo de Deep Learning son las redes
neuronales profundas, auto decodificadores apilados, maquinas de Boltszman profundas y
las redes neuronales convolucionadas. La mayoria de los algoritmos de DL son basados en
redes neuronales convolucionadas (Song et al., 2019).

Redes Neuronales Artificiales (RNAS).
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Figura 8. Representacion esquematica de las similaridades de una red neuronal Bioldgica,
Red Neuronal Artificial y Red Neuronal Convolucionada.

Red Neuronal Convolucionada (CNN).

La composicion de caracteristicas en las redes neuronales profundas es facilitada por una
propiedad comln a todas las imagenes naturales: las caracteristicas y las regularidades
locales dominan, de tal manera que partes mas complicadas pueden ser construidas a partir
de pequefias caracteristicas locales. Las Redes Neuronales Convolucionadas (CNN) explotan
la misma propiedad para procesar eficientemente entradas mas grandes y variables que con
los perceptrones multicapas. A diferencia de las CNN, los perceptrones multicapa se
desempefian pobremente en imagenes en las cuales el objeto de interés tiende a variar en
forma, orientacion y posicion, debido a que deben codificar representaciones redundantes
para los muchos arreglos en que esto resulte (Chartrand, 2017)

La CNN introduce robustez a esas variaciones al pasar cada detector de caracteristica sobre
cada parte de laimagen en una operacién de convolucion. Cada detector es limitado a detectar
caracteristicas locales en su entrada asignada, lo cual es aceptable para imagenes naturales.
De esta manera, las CNNs explotan la estructura de composicién de las imagenes naturales



de tal manera que cambios y deformidades de los objetos en las imagenes no afectan
significativamente el desempefio general de la red. Las CNNs realizan tareas complejas tales
como clasificacion de imagenes con un modelo de arquitectura eficiente basado en los
siguientes componentes: capas convolucionadas, capas de agrupacion (pooling) y capas
totalmente conectadas. La capa de entrada tiene neuronas arregladas para producir una
convolucion de una pequefia imagen (ej: kernel) con la imagen. El paso en donde los datos
de entrada son transformados en una salida atraves de esas capas es llamada propagacion
hacia adelante (Yang, 2020).

Capa Convolucionada

La capa convolucionada es un componente fundamental de la arquitectura de la CNN que
realiza extraccion de caracteristicas, el cual tipicamente consiste de una combinacion de
operaciones lineales y no lineales (Bi & Goodman, 2019).

Convolucion

La convolucion es un tipo especializado de operacion lineal usado para extraccion de
caracteristicas, a partir de un pequefio arreglo de nimeros, llamado un Kernel (peso), es
aplicado al dato de entrada, llamado un tensor y entrada. Se calcula un producto entre cada
elemento del Kernel y el tensor entrada en cada localizacion del tensor y sumado para obtener
el valor de salida en la posicidon correspondiente al tensor de salida llamado el mapa de
caracteristicas. Este procedimiento se repite aplicando multiples kernels para formar un
numero arbitrario de mapas de caracteristicas, los cuales representan las diferentes
caracteristicas de los tensores entrada, de esta manera los Kernels pueden ser considerados
como extractores de diferentes caracteristicas. Dos hiperparametros claves que definen la
operacion de convolucion son el tamafio y nimero de Kernels (Chen, 2018).

La caracteristica clave de una operacion de convolucion es la de compartir pesos, esto crea
un aprendizaje espacial de jerarquias de los patrones de las caracteristicas, lo que resulta en
la captura de un campo de vision progresivamente mas grande. Esto también aumenta la
eficiencia al reducir el niUmero de parametros por aprender en comparacion con las redes
neuronales totalmente conectadas. El proceso de entrenamiento de la capa convolucionada
de un modelo CNN consiste en identificar los Kernels que trabajen mejor para una tarea
determinada, a partir de una base de datos proporcionada. Los Kernels son los Unicos
parametros automaticamente aprendidos durante el proceso de entrenamiento de la capa
convolucionada (O'Shea & Nash, 2015).
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Figura 9 Integracion de Covolucion y Extraccion de Caracteristicas de la Imagen.

Funcién de Activacion No lineal

Las salidas de una operacion linear tales como una convolucion se pasan a una funcion de
activacion no linear. Aunque las funciones no lineares suaves, tales como funciones
sigmoides o tangentes hiperbolicas fueron usadas previamente por que son representaciones
matematicas del comportamiento de una neurona bioldgica, la funcion mas comun es la
unidad rectificada linear (ReL-U). Esta funcién de activacion es perfectamente linear para
entradas positivas, trasnmitiendolas sin cambios, y bloque las entradas negativas.

(Albawi et al., 2017).
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Capa de Agrupacion

Una capa de agrupacién proporciona una operacion tipica de submuestreo en el cual reduce
la dimensionalidad del mapa de caracteristicas con el fin de introducir una invariabilidad de
traslacion a pequefios cambios y distorsiones y disminuir el nUmero de pardmetros por
aprender. Cabe anotar que en la capa de submuestreo no hay parametros aprendidos (Gu &
Wan, 2018).

Agrupacion Maxima (Max Pooling)

La operacidn de agrupacion mas popular es el Max Pooling, el cual extrae parches del mapa
de caracteristicas, lo que permite extraer el maximo valor de cada parche y descartar el resto
de los valores (Yamashita et al., 2018).

Capa Totalmente Conectada

El mapa de caracteristicas de salida de la convolucion final es tipicamente aplanado, es decir
transformado a un arreglo unidimensional de ndmeros (o vector) y conectado a una 0 mas
capas totalmente conectadas, también conocidas como capas densas, en el cual cada entrada
esta conectada a cada salida por un peso a aprender. Una vez son creadas las caracteristicas
extraidas por las capas de convolucion y agrupadas por las capas de agrupacion, estas son
asignadas en un mapa, por parte de un subset de capas totalmente conectadas, a las salidas
finales de la red, tales como probabilidades de cada clase de tarea de clasificacion. La capa
totalmente conectada final tiene el mismo ndmero de nodos de salida que el nimero de clases.
Cada capa totalmente conectada es seguida por una funcién de activacion no lineal (ej. ReLU)
(Dick, 2019).

Ultima Capa de Activacion

La funcion de activacion aplicada a la ultima capa totalmente conectada es diferente de las
otras. Se neesita escoger una funcion de activacion apropiada para cada tarea (Albawi et al.,
2017).

Entrenamiento de una Red

El entrenamiento es un proceso que consiste en encontrar Kernels en las capas de
convolucion y pesos en las capas totalmente conectadas, los cuales minimicen las diferencias
entre las predicciones-salida y las etiquetas ““ground truth” de la base de datos de
entrenamiento. El algoritmo de propagacion reversa es el método utilizado para entrenar
redes neuronales, en este la funcion de pérdida y el algoritmo de optimizacién del gradiente
de descenso juegan roles esenciales. La funcion de pérdida calcula un modelo de desempefio
bajo ciertos kernels y pesos a través de propagacion frontal en una base de datos, y los
parametros a aprender, osea los kernels y pesos, son actualizados de acuerdo al valor de
pérdida, mediante un algoritmo de optimizacién Ilamado propagacion reversa y gradiente de
descenso, entre otros (Ma, 2017).



Datos y etiquetas Verdaderas (""ground truth™)

Los datos y etiquetas verdaderas son los componentes mas importantes en investigaciones
que aplican Deep Learning u otros métodos de ML. La cuidadosa recoleccion de datos y
etiquetas verdaderas, con las cuales se entrena y prueba el modelo es obligatorio para un
proyecto de DL exitoso, pero obtener datos etiquetados de alta calidad puede ser costoso y
consume mucho tiempo. Un set de entrenamiento se utiliza para entrenar la red, mientras que
se calculan los valores de pérdida, estos son calculados por medio de propagacién frontal y
los parametros a aprender son actualizados por medio de propagacion reversa (Song et al.,
2019).

Se utiliza un set de validacion para evaluar el modelo durante el entrenamiento, afinar
hyperparametros y realizar seleccion del modelo. Luego se emplea un set de prueba solo una
vez, con el fin de evaluar el desempefio del modelo final que fue afinado y seleccionado con
los respectivos sets de entrenamiento y validacion; se necesitan sets de validacion y prueba
separados porque entrenar un modelo siempre implica afinacion de sus hiperparametros y
seleccionar modelos. Para la parte final, se requiere un set de datos completamente no visto
para la evaluacion apropiada del desempefio del modelo, porque lo que realmente importa es
la evaluacion apropiada del desempefio del modelo en un set de datos nunca vistos antes
(Choy, 2018).

Estado del Arte

En una tarea de clasificacion, un objeto es asignado a una de las clases predefinidas. Un
namero de diferentes tareas de clasificacion existen en el dominio de la Radiologia tales
como: la clasificacidon de una imagen o un examen para determinar la presencia o ausencia
de anormalidad, clasificacion de anormalidades como benignas o malignas, clasificacion de
lesiones cancerosas de acuerdo a sus caracteristicas histopatolégicas y gendmicas (Bi &
Goodman, 2019; Yang, 2020; Al-Salam et al., 2021).

El método Deep Learning ha pasado a ser la metodologia de eleccion para clasificacion de
datos radiolégicos, la mayoria utilizan redes neuronales convolucionadas con un numero
variable de capas convolucionadas seguido por capas totalemente conectadas (Baldota &
Malathy, 2021). Ejemplos del uso de CNN incluyen: evaluacién de la presencia de
Enfermedad deAlzheimer en RM cerebral, clasificacion de gliomas en RM vy estratificacion
y pronostico de enfermedades en TC de torax en fumadores (Zhang, Zhou, & Zhao, 2017;
Chartrand, 2017; Choy, 2018; Yang, 2020).

La deteccion es una tarea de localizar y aislar un objeto en una imagen. En radiologia la
deteccidn es un paso importante en el proceso diagnoéstico, el cual identifica una anormalidad
(una masa o un nddulo), un organo, una estructura anatmica o una region de interés para
posterior clasificacion o segmentacion. Los modelos CNN se han utilizado para deteccion de
ganglios linfaticos toracoabdominales y deteccion de embolismo pulmonar en imagenes de
Angio TC pulmonar (Shin et al., 2016; Long et al., 2021).



También se ha utilizado para deteccion de masas en imagenes de tomosintesis digital de
mama. Las CNN también se han utilizado recientemente para deteccion de nodulo tiroideo
(Abdolali et al, 2020). La mayoria de estos estudios aun presentan resultados variados, 1os
que indica la necesidad de continuar en la investigacion de este campo (O'Shea & Nash,
2015). Las redes convolucionadas son un subtipo de red neuronal, que tiene sus caracteristicas
propias. Primero, es una red profunda, es decir tiene muchas capas, entre 10 a 30, pero en casos
extremos puede exceder las 1000 capas. Segundo, las neuronas estan conectadas de tal manera que
multiples neuronas comparten cargas. Esto le permite a la red desarrollar convoluciones
(apareamientos) de la imagen de entrada con los filtros (definidos por las cargas) (Shin et al., 2016).
Otra caracteristica especial de las CNNs es que, entre algunas capas, ellas realizan agrupacion, lo cual
hace a la red invariable a pequefios cambios de las imégenes. Finalmente, las CNNs utilizan
tipicamente una funcidn de activacion de las neuronas comparada con las tradicionales RNAs (Long,
Tang, & Pu, 2021).

La tipica arquitectura de la CNN esta construida sobre varias capas que le permiten aprender
representaciones jeraquicas de los rasgos de una imagen. Los rasgos en la primera capa de
representacion tipicamente representan la ausencia o presencia de bordes en orientaciones y
posiciones especiales en la imagen. La segunda capa tipicamente detecta tematicas al apuntar
a arreglos de bordes sin tener en cuenta pequefias variaciones en las posiciones del borde. La
tercera capa puede ensamblar las teméticas en combinaciones mas grandes que corresponden
a partes de objetos familiares, y capas subsecuentes pueden detectar objetos como
combinacidn de esas partes.

Aunque se puede explicar el proceso por el cual los algoritmos son construidos
matematicamente, la CNN todavia es considerada una "“caja negra™’, ya que es dificil
determinar como la red llega a su conclusion. Por ejemplo, no es comprendido como ensefiar
al computador a reconocer un érgano con base al brillo del pixel (ver Figura 11).
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Figura 11. Vision Humana Vs Vision Computacional.



Metodologia
Tipo de Estudio

Estudio de concordancia para evaluar la precision de deteccion y clasificacion de nédulos
tiroideos, a partir de imagenes de Ultrasonido de Tiroides interpretadas por Radiologos, al
emplear una prueba de tamizaje como el EU-TIRADS 2017.

Estudio de concordancia para comparar la capacidad de deteccion y clasificacion de nodulos
tiroideos, mediante imagenes de Ultrasonido de Tiroides interpretadas por Radi6logos y por
un algoritmo de Red Neuronal Convolucionada (CNN), al utilizar una prueba de tamizaje
(discriminatoria) como el EU-TIRADS 2017.

Poblacion/muestra de referencia.

Las imagenes que se emplearon en la investigacion fueron Imagenes de US de Glandula
Tiroides de pacientes que asisten al servicio de Radiologia de la Clinica FOSCAL, tanto de
pacientes que presenta la patologia, como de pacientes que no muestran signos de patologia
tiroidea.

Muestra elegible/ materiales

La Base de Datos de Imagenes como muestra elegible fue de imagenes US de Glandula
Tiroides, las cuales fueron adquiridas en escala de grises (Modo B). Este proceso de seleccion
se llevo a cabo a partir de 1 de junio 2019 hasta el 20 de julio de 2022. La base de datos
estuvo conformada inicialmente por 4000 imagenes de Ultrasonido de Glandula Tiroides, las
cuales no se encuentran etiquetadas, y son extraidas de los equipos de Ultrasonido del
Servicio de Radiologia (TOSHIBA APLIO 300,400) y del servidor del servicio de
Radiologia. Las iméagenes fueron adquiridas en cortes trasnversales y longitudinales y podran
ser una o multiples imagenes adquiridas por el Radiélogo que realiza el US, al utilizar un
transductor de alta frecuencia de 12-18 MHz.

Las imagenes fueron descargadas en formato DICOM, asignadas con un namero serial, y
almacenadas en un folder designado para procesamientos posteriores. Los nimeros seriales
son incluidos en una hoja de EXCEL disefiada para recolectar la informacion de los procesos
de clasificacion, entrenamiento, validacion y evaluacion del algoritmo de CNN. Para cada
imagen se llevo a cabo un proceso de conversion de formato, al ser llevada de imagen en
formato DICOM a JPG, de manera que facillitara los procesos de aprendizaje de la Red
Neuronal Covolucionada.

Se excluyeron del estudio las siguientes imagenes:



Iméagenes que presentaban muy mala calidad, que a criterio de los evaluadores, sea
dificil caracterizar, ya sea la presencia de tejido glandular tiroideo y/o de la imagen
nodular en tiroides.

Iméagenes que no correspondian a tejido glandular tiroideo (glandulas submaxilar y
parotida, ganglios linfaticos, lesiones extratiroideas,etc).

Iméagenes que tuvieran 2 o0 mas lesiones nodulares, en las cuales se pueda generar
confusion en la seleccion de la categoria del nodulo tanto para radiologos, como
para el modelo en las diferentes fases del desarrollo.

Imagenes que presentaban color diferente a la escala de grises (PW, CD,etc).

Requerimientos del Sistema

Un dispositivo ordenador con un procesador Intel® Core™ i7-8700 CPU @3.20GHz
(12 CPUs)

Menoria RAM de 16 GB

Sistema Operativo: Windows 10 Pro 64 bits

Stata v14.0

Softaware MATLAB 2021b

Libreria Deep Learning Toolbox

Libreria Convolitional Neural Network - ConvNet
Tarjeta de Video: NVIDIA GE FORCE GTX960m



Variables:

Variable Dependiente: No aplica

Variables Independientes: No aplica

NOMBRE DE LA VARIABLE

DEFINICION
OPERACIONAL

UNIDAD DE MEDIDA

O CATEGORIA

ESCALA DE
MEDICION

CLASIFICACION DEL NODULO

1. TIRADS

Clasificacion general del

parénquima de la
Glandula Tiroides.

a. TR 1-Ninguna
caracteristica
presente.

b. TR2- Presencia de
nodulo con
componente
quistico o
espongiforme

c. TR3-Noduloisoo
hiperecogeno, oval,

borde liso
d. TR4-Nodulo
levemente

Hipoecogeno, oval,

borde liso
e. TR5- Nodulo con

alguna de las

siguientes

caracteristicas:

1. Mas alto que
ancho

2. Marcadamen
hipoecogeno

3. Bordes
irregulares

4. microcalcificaci

ones

Cualitativa

Nominal

Politdmica

te

CARACTERISTICAS ECOGRAFICAS

2. LOCALIZACION DEL
NODULO TIROIDEO

Sitio anatomico de la

glandula tiroidea donde

se ubica el nédulo
biopsiado.

Lébulo tiroideo
derecho
Lébulo tiroideo
izquierdo
Istmo tiroideo

Cualitativa

Nominal

Politdmica




3.

COMPONENTE
INTERNO DEL
NODULO TIROIDEO

Descripcion ecografica
de las caracteristicas
fisicas del material del
cual se compone el
nddulo tiroideo
biopsiado.

Sélido (< 10%
quistico)
Quistico
Espongiforme
(agregacién de
multiples
componentes
micro quistes
qgue conforman >
50% del volumen
total del nédulo)
Mixto
predominanteme
nte sélido (> 10 <
50% quistico)
Mixto
predominanteme
nte quistico (>
50% quistico)
Material
ecogénico con
refuerzo acustico
posterior.

Cualitativa

Nominal

Politémica

4,

ECOGENICIDAD DEL
NODULO TIROIDEO

Nivel de reflexividad de
la lesion frente a las
ondas emitidas.

Hiperecégeno
(ecogenicidad
mayor a la del
parénquima
tiroideo sano)
Isoecdgeno
(similar al del
parénquima
tiroideo sano)
Hipoecdgeno
(reduccién de la
ecogenicidad
similar a la de los
musculos que
rodean la
tiroides)

Cualitativa

Nominal

Politdmica




contornos y tamafio.

5. MULTIPLICIDAD Numero de nédulos ) Cualitativa
tiroideos presentesen | 9 Un}'c"f‘ _
el momento de la b. Miltiple Nominal
realizacion de la biopsia. Dicotémica
6. MARGENES DEL Caracteristicas Cualitativa
o - a. Bien circunscritos
NODULO TIROIDEO ecograficas de los )
a. Microlobulados Nominal
bordes que componen
) - b. lIrregulares
el nédulo tiroideo c. Difusos Politémica
biopsiado. (borrosos)
7. CALCIFICACIONES Presencia de estructuras | 5 Ninguna Cualitativa
hiperecogenas en la b. Microcalcificacio N
. Politémica
lesién, ya sea en su nes (<1mm)
interior oen lacapsulay | c. Macrocalcificacio
gue corresponden a la nes (> 1mm)
acumulacion de calcio.
8. FORMA DEL NODULO | Aspecto ecografico del a. Mas alto que Cualitativa
TIROIDEO nddulo tiroideo ancho (AP > _
L . Nominal
biopsiado teniendo en transverso)
cuenta larelacion entre | b. M4ds ancho que Dicotémica
sus didametros alto (transverso >
transverso y AP)
anteroposterior.
9. HALO HIPOECOGENO | Anillo hipoecogeno que Cualitativa
PERIFERICO rodea el néduloy lo Presente
. Ausente Nominal
separa del tejido
tiroideo circundante. Dicotémica
10. ASPECTO GENERAL Aspecto ecogréfico de la Cualitativa
DE LA GLANDULA glandula tiroidea a. Aspecto normal ol
TIROIDEA teniendo en cuenta su b. Aspecto Anormal Nomina
estructura interna, Dicotémica

Tabla 6. Clasificacificacion EU-TIRADS 2017




Métodos.

Procesamiento de la imagen

Al tener en cuenta que la base de datos inicial fue de 4.000, estas pasaron por un proceso de
tratamiento de imégenes que las llevd a convertirse en una base de datos 21.000 imagnes,
esto se logros al aplicar procesamiento de imagenes para aumentar la base de datos con
técnicas de Data Augmentatition como voteo (Flip), rotacion a 90°, - 90° y mirror (espejo),
esto con el uso del Software Matematico MATLAB 2021b. Se asignaron 17.000 de iméagenes
para el proceso de entrenamiento, 4.000 de imagenes para validacion y 300 de imagenes para
evaluacion.

Anélisis de la Imagen

Las caracteristicas sonogréaficas de las imagenes de US de Tiroides para los procesos de
entrenamiento, validacion y de prueba fuerdn interpretadas de acuerdo al European Thyroid
Imaging Reporting and Data System (EU-TIRADS) desarrollado por la Asociacion Europea
de Tiroides (AET) (European Thyroid Association) en el afio 2017, por dos radidlogos
expertos (>15 afios de experiencia en US de Tiroides) del Servicio de Radiologia de la Clinica
FOSCAL. Para lograr una seleccion en conceso de 300 imagenes para evaluacion.

Previamente a los Radiélogos se le entregaron las ““Guias de la AET para la estratificacion
del riesgo de malignidad del Nodulo Tiroideo en adultos”™ (European Thyroid Association
Guidelines for Ultrasound Malignancy Risk Stratification of Thyroid Nodules in Adults: The
EU-TIRADS).

Las imagenes fueron clasificadas como EU TR1 (Normal), EU TR2 (n6dulo beningno), EU
TR3 (nédulo de bajo riesgo de malignidad), EU TR 4 (Riesgo intermedio) y EU TR 5 (Alto
riesgo). El radidlogo asignd una categoria EU-TIRADS a la imagen con el numero serial
correspondiente y el resultado asignado se guardo en la hoja de EXCEL descrita previamente.

Los radiélogos interpretaron de forma independientemente las imagenes de US de glandula
Tiroides, y solamente las imagenes en las que el consenso se clasificaron y escogieron para
hacer parte de la base de datos que serd utilizada para el estudio de (ground truth).



Entrenamiento de la Red

Para el proceso de entrenamiento de la Red Neuronal se emple0 el software MATLAB 2021b
y una base de datos de 17.140 imégenes que corresponden al 70% de setdata total, y se
desarrollaron procesos de entrenamiento con direrentes arquitecturas de red, de formas que
se lograse obtener al final del proceso una mejora en el accuracy del modelo seleccionado.
Para la seleccion de la red de entrnamiento se tuvo en cuenta al modelo RESNET con una
tasa de aprendizaje de 0.0001, en la cual se emplearon 15 épocas, un tamafio de imagen de
entrada de 227x227, una seleccion de area caracteristica de -60, 60; numero de observaciones
de 4086, numero de capas de convolucion de 25, el nimero de class o etiquetas fue de 5,
correspondiente a la clasificacion EU TIRADS 2017, el accuracy de este primer proceso de
entrenamiento fue de 45.64%. El entrenamiento tuvo una duracion de 455 minutos con 43
segundos, lo que se traduce aproximadamente en 7 dias con 59 minutos. En la Tabla 7 se
presenta un resumen del desempefio obtenido por la red y las caracteristicas principales de la
misma.

Entrenamiento 1
RESNET

Tasa de aprendizaje 0,0001
Epocas 15
OutSize [227,227]
MiniBatchSize 128
PixelRange [-60,60]
Scores 1022x5
Layer 25
InputSize [227,227]
NumObservations 4086
Imds 5108
NumClases 5
Accuracy 45,64%
Elapsed time 455 min 43 seg
Iteration 5100
iteration per Epoch 340

Tabla 7. Resultados de Entrenamiento de la Red Neuronal RestNet50

En la

Tabla 8 se presenta el desempefio de la red neuronal AlexNet, como parte de los procesos de
aprendizaje, para mejorar el accuracy se empled esta red al tener en cuenta los resultados de
trabajos desarrollados por Adebisi (2020). En esta red se logr6 un accuracy de 66.54% en el
mismo tiempo de entrenamiento, con 15 épocas y una tasa de aprendizaje de 0.0001, 5100
iteraciones y 340 iteraciones por época.

‘ Entrenamiento red 2 ‘




Alexnet
Tasa de aprendizaje 0,0001
Epocas 15
OutSize [227,227]
MiniBatchSize 128
PixelRange [-60,60]
Scores 1022x5
Layer 25
InputSize [227,227]
NumObservations 4086
imds labels 5108
NumClases 5
Accuracy 66,54%
Elapsed time 455 min 43 sec
Iteration 5100
iteration per Epoch 340

Tabla 8. Desempefio y caracteristicas de la Red AlexNet — Segundo Entrenamiento

Entrenamiento red 2
Alexnet

Tasa de aprendizaje 0,0001
Epocas 50
OutSize [227,227]
MiniBatchSize 128
PixelRange [-20,20]
Scores 510
Layer 25
InputSize [227,227]
NumObservations 4598
imds labels 5108
NumClases 5
Accuracy 71,37%
Elapsed time 732 min 43 seg
Iteration 15300
iteration per Epoch 306

Tabla 9. Caracteristicas y Resultado de Entrenamiento 3 — AlexNet

Para lograr una mejora en los resultados obtenidos, se realizO un trecer proceso de
entrenamiento con la Red AlexNet, como se muestrea en la Tabla 9, para estos procesos se
modificaron las épocas de 15 a 50, lo que permitié un aunmento en el desempefio con un



accuracy de 71.37%, con un tiempo de entrenamiento de 732 minutos con 43 seg (12 horas
con 13 min), con 15.300 iteraciones y 306 iteraciones por época.

En el proceso de un cuarto entrenamiento se hizo uso de la misma Red Neuronal
Convolucional, pero se modificé las épocas de 50 a 70, de manera que se logré un accuracy
de 73.90%, en un tiempo de entrenamiento de 1023 minutos (17.05 horas), se obuvo un total
de 21.420 iteraciones. Los resultados y caracteristicas se presentan en la

Tabla 10 se presenta un resumen de las caracteristicas del proceso de entrenamiento.

Entrenamiento red 3
Alexnet

Tasa de aprendizaje 0,0001
Epocas 70
OutSize [227,227]
MiniBatchSize 128
PixelRange [-20,20]
Scores 4285
Layer 25
InputSize [227,227]
NumObservations 4598
imds labels 21425
NumClases 5
Accuracy 73,90%
Elapsed time 1023 min
Iteration 21420
iteration per Epoch 306

Tabla 10. Caracteristicas del proceso del cuarto entrenamiento con la Red AlexNet

Entrenamiento red 4
Alexnet

Tasa de aprendizaje 0,0002
Epocas 50
OutSize [227,227]
MiniBatchSize 128
PixelRange [-20,20]
Scores 4285




Layer 25
InputSize [227,227]
NumObservations 4598

imds labels 21425
NumClases 5
Accuracy 84,90%
Elapsed time 8710 min 47 Seg
Iteration 34250
iteration per Epoch 685

Tabla 11. Caracteristicas del quinto entrenamiento Red AlexNet

En la Tabla 11 se resume el proceso de entrelamiento realizado con parte final de la etapa de
aprendizaje y entrenamiento de la Red Neuronal Convolucional, para este quinto
entrenamiento se obtuvo un accuracy de 84.90%, con un tiempo de entrenamiento de 8.710
minutos y 47 segundos, que equivalen aproximadamente a una duracion de entrenamiento y
aprendizaje de 6 dias con 1 hora.

Las imagenes seleccionadas por consenso fueron agrupadas por carpetas que corresponden a
las categorias asignada por el Radiologo. (Carpeta TR1, Carpeta TR2, Carpeta TR3, Carpeta
TR4, Carpeta TR5).

De cada carpeta se escogieron aleatoriamente, las correspondientes imagenes para los
procesos de entrenamiento, validacion y prueba. Ninguna imagen asignada a un determinado
proceso se utilizé en los subsiguientes procesos.

ARQUITECTURA DE LA CNN:
e Arquitectura de la Red AlexNet.

e A partir del Software Matlab 2021b se realizaron los procesos de aprendizaje,
entrenamiento y validacion de modelo al implementar

e Laentrada consiste en una imagen con una resolucion de 227x227 pixeles y 3 canales
de color (RGB)

e La informacion atraviesa 5 capas convolucionales (en negro) de neuronas ReLU y
tres capas de pooling (en azul).

e En la quinta capa de convolucidn existen ya 256 mapas diferentes, de una resolucién
de 13x13. Seguidamente se aplican 2 capas densamente conectadas de 4.096
neuronas, seguidas por 1 capa de salida de 1.000 neuronas, dotadas de una funcion
softmax.



e Cada neurona de la capa de salida representa un conjunto semantico diferente. Y su
valor de activacion sefiala la posibilidad de que la imagen de entrada pertenezca a
dicho conjunto semantico.

Tasa de entrenamiento de 0.002
Iteraciones: 34250

Layer i:l':’eo':; Filter size Stride Padding i ‘:‘a':a“‘"e ﬁiﬁﬁ;‘:‘"
Input - - - - 227 x 227 x 3

Conv 1 96 11x11 4 - 55 x 55 x 96 RelLU
Max Pool 1 - 3x3 2 - 27 x 27 x 98

Conv 2 256 5x5 1 2 27 x 27 x 256 RelU
Max Pool 2 - 3x3 2 - 13 x 13 x 256

Conv 3 384 3x3 1 1 13x13x 384 RelLU

Conv 4 384 3x3 1 1 13 x 13 x 384 ReLU

Conv 5 256 3x3 1 1 13 x 13 x 256 RelLU
Max Pool 3 - 3x3 2 - 6x6x256
Dropout 1 rate = 0.5 - - - 6 X 6 x 256

Tabla 12. Aquitectura de la Red Neuronal AlexNet

En la Tabla 12 se presentan la manera especifica, las principales caracteristicas de la
arquitectura de la Red AlexNet que se emple6 como base del modelo.

VALIDACION DE LA CNN

Una vez se logro el proceso de entrenamiento y aprendizaje de las caracteristicas de cada tipo
de TIRADS por parte del modelo, mediante MATLAB, se llevd a cabo un proceso de
validacion del desempefio del algorito, para esto se tomo el 30% restante de la base de datos,
el cual fue un total de 4.285, proceso en el cual, el algoritmo determinaba el nivel de
probabilidad de que la imagen de esta base de datos, no vista previamente, fuese un tipo de
TIRADS determinado



269 , Tir, 99.9% 29, Tir, , 100%

Figura 12. Validacion del Algoritmo de la Red Neuronal Convolucional

Como se muestra en la Figura 12 se presenta dos resultados de validacion del nivel de
eficiencia en del desempefio del modelo de la Red CNN empleado; en la imagen izquierda
se observa la TIR asigna coresponde a un TIR 5, con una probabilidad del 99.9%; en la
imagen de la derecha se visualiza una valoracion de TIR 1, con una probabilidad de acierto
del 100%

Prueba

Al tener en cuenta que se requerian resultados que validaran todo el proceso y el aporte que
desarrollaria la implementacién del modelo de la red neuronal con aprendizaje profundo,
establecio un proceso de prueba que involucro la presentacion secuencial de imagenes de
referencia, la cuales fueron catalogadas y seleccionadas previamente, de forma que fuese un
set de imagenes no visto por los radiélogos participntes ni por el modelo de la Red Neuronal
Convolucional. El proceso se llevo a cabo mediante un algoritmo de MATLAB que contenia
un set de 150 imagenes seleccionadas en consenso por un radiologo con experiencia mayor
a 10 afios. Las imagenes se presentaron en 2 sesiones separadas, las cuales contenian 75
imagenes, las cuales se presentaron de forma aleatoria, para que fueran evaluadas y
categorizadas por un Radiologo Senior, con mas de 10 afios de experiencia, un radiologo
Junior con menos de 10 afios de experiencia y un radiologo residente, que se encentra en su
ultimo afio de residencia. EI método mediante el cual se catalogaron las 150 imagen fue el
TIRADS basado en el EU TIRADS 2017. En la Figura 13 se presentan ejemplos de manera
en la que se presentaron las imagenes al grupo de radiologos, para que estos pudieran
categorizar y clasificar cada imagen de acuerdo a su experiencia como TIR1, TIR2, TIR3,
TIR4OTIR 5.
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Figura 13. Ejemplo de Grupo de Iméagenes presentadas a los Radiologos

Por otra parte, el mismo set de imagenes visto por el grupo de radiologios se presento al
algoritmo de la Red Neuronal Convolucional con estrategia Deep Lerning de forma aleatoria
de manera que se logrese ver y catalogar las imagenes por el modelo, en dos sesiones de 75
imagenes, para un total de 150 imagenes. En la Figura 14 se presentan la clasificacion y
probabilidad de acierto del modelo disefiado.
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Figura 14. Ejemplo evaluacién de TIRADS por Red CNN Deep Lerning

Los resultados obtenidos por el grupo de radiélogos Senior, Junior y Residente de ultimo afio
(R4) se tabularon mediante la herramienta EXCEL, de manera que estos resultados se
entregaron poesteriomente al epidemidlogo de apoyo al proyecto para que evaluase los
resultados obtenidos por el modelo Al y los radiologos.

Analisis estadistico / Medicion del desempefio:

Para la evaluacion de la variabilidad interobservador se calculara el coeficiente de correlacion
de Spearman y concordancia Gamma de Kruskall. Se considerara una concordancia perfecta
a partir de 91% segun los criterios de Kruskall y Kendall. Todas las pruebas estadisticas
tendran como referencia un nivel de significancia a = 0.05.



Se efectuard un andlisis secundario tomando como gold estandar el criterio binario de
malignidad/ no malignidad de radidlogo experto y se comparara la capacidad discriminatoria
(curva ROC y su area) y la validez de criterio del modelo CNN versus radidlogo no experto
y experto.

Para le evaluacion de validez de criterios y capacidad discriminatoria se calcularan valores
prediictivos positivo y negativo, especificidad, sensibilidad y razones de verosimilitud
positiva y negativa, teniendo en cuenta como prueba estandar criterio binario de malignidad/
no malignidad de radi6logo experto.

El anélisis de datos se llevo a cabo utilizando el software STATA, version 14.



Consideraciones Eticas

El presente estudio esta clasificado como investigacion sin riesgo, pues no se propone ningun
tipo de intervencion. La Investigacion se realizara bajo las consideraciones consignadas en
la Declaracion de Helsinki — 59a asamblea Seul 2008 y el Ministerio de Proteccion Social de
Colombia, Resolucion 8430 de 1993 y en la Ley 84 de 1989 - capitulo V afio 1993, como
son: respeto a su dignidad y la proteccion de sus derechos, bienestar, se protegera la
privacidad del individuo. Solo se limitara a recoger una informacion de iméagenes de
Ultrasonido de Glandula Tiroides realizadas en el servicio de Radiologia de la FOSCAL,
indicadas por el médico tratante. Esta informacion serd consignada en unos instrumentos

disefiados para tal fin.

Ademas de garantizar la confidencialidad de los datos y de la manipulacion adecuada de la
informacion, también se garantizara el derecho de la institucion y del servicio de Radiologia

a conocer los resultados.

La informacion registrada en la base de datos es absolutamente confidencial y sera conocida

solo por los investigadores, y solo se utilizara con fines investigativos y académicos.

Adicional a la resolucion 008430 este estudio se rige por disposiciones legales locales
vigentes, tales como la resolucion 1995 de 1999 y la ley estatutaria 1581 de 2012 con respecto
a la utilizacion de datos personales, en cuyo articulo 10, literal d) permite el tratamiento de
informacion “para fines historicos estadisticos o cientificos” sin necesidad de autorizacion

del titular (36).

La presente investigacion a pesar de ser sin riesgo, sera presentada ante el comité de ética de

la Clinica FOSCAL vy debe ser aprobada por el mismo para su realizacion.



Cronograma de actividades

Finalmente destacar que el proyecto completo tiene una duracién de 840 dias, con inicio el 1 de
Junio del 2019 y fin el 20 de julio del 2022.

MESES
N° ACTIVIDAD RESPONSABLE 1 2 3 4 6 7 10 | 11 | 12
Desarrollo Investigacio
Propuesta del .
Investigador /
1 Proyecto Y Plan de coinvestigador X
Trabajo
Introduccion a las
Investigador /
2 Tecnologias X | X |X
coinvestigador
implicadas
Disefio del
algoritmo de Investigador /
3 X | X | X
deteccién y coinvestigador
clasificacion
Desarrollo del
algoritmo de Investigador /
4 X
detecciény coinvestigador
Clasificacion
Recopilacion y
procesamiento de Investigador /
5 X
imagenes para el coinvestigador
proyecto
Entrenamiento,
validacion y Investigador /
6 X
prueba del coinvestigador
algoritmo
Tabulacion y/o
codificacidn y Investigador /
7 X
analisis de coinvestigador
resultados
Reuniones de Investigador /
8 X | X | X | X X X
seguimiento al coinvestigador y




desarrollo de

investigacion

Coordinador/
profesional de

Investigacion

Elaboracion de

Investigador /

9 coinvestigador
informe inicial
Presentacion de Investigador /
10
resultados coinvestigador
Elaboracion de Investigador /
11
productos coinvestigador
Redaccion y
Investigador /
12 | Defensa del
coinvestigador
Trabajo
Investigador /
13 | Socializacion

coinvestigador

Tabla 13. Cronograma de Desarrollo del Proyecto

Tabla 14. Presupuestos Totales del Proyecto

$ 11.000,000

$ 3.000,000

$ 3.000,000

$1.000,000

$ 18.000,000




RESULTADOS

Durante el tiempo de duracion del presente estudio, se afrontaron diferentes obstaculos y

dificultades:

Primero: La aplicacion inicial que se utilizo estaba disefiado en el lenguaje de programacion

PYTHON, a través del framework de desarrollo Django y contaba con una APl REST para

integrarse con otros microservicios.

El médulo de Front-end estaba desarrollado con la libreria Bootstrap, lo cual
convierte a la aplicacion, en una implementacion apta para ser usada en distintos tipos

de dispositivo.

Las imégenes que se suministraron al sistema fueron almacenadas en una base de
datos en la nube MySQL, esto para permitir su historial, migracién y constante
actualizacién, a la cual tendrian acceso exclusivo los médicos especialistas que
realizarian las pruebas para evaluar la precision del sistema con respecto al

diagndstico que da el radidlogo.

El motor de Machine Learning hacia uso de una Red Neuronal Convolucionada,
programada tambien en Python, con la ayuda de la libreria de aprendizaje automético

TensorFlow de Google.

Con esta estructura de red, hasta este punto del proceso del proyecto, se seleccionaron
alrededor de 1000 iméagenes y la precision diagnostica lograda fue del 65%. Este
trabajo fue utilizado como presentacién de trabajo de grado de la colaboradora, con
estudios en ingenieria de de sistemas llamado ““Sistema web de reconocimiento y
clasificacion de patologias a través de imagenes médicas basado en técnicas de

aprendizaje de maquina”” (Arias Trillos, 2019).

Segundo: Se decidio posteriormente, realizar el uso de diferentes redes convolucionales e

implementar el aprendizaje de transferencia o Transfer Learning, al utilizar tres modelos

diferentes:



VGG16, Xception y ResNet son 3 modelos de CNN que se entrenaron con la base de datos

de ImageNet y los modelos entrenados se pusieron a disposicion en Keras (biblioteca de

Redes Neuronales de Cdodigo Abierto escrita en Python).

Para implementar estos modelos en el proyecto, solo se tomd la base de los modelos
importados y se congeld la primera capa. Se construyeron nuevos bloques sobre el
bloque base, y se entrend al modelo para que se ajustara a los nuevos pesos. Al final

se descongel6 la base o primera capa y afin todo el modelo.

Posteriormente, se realizaron pruebas al emplear estas RNCs (VGG16, Xception y
ResNet). Con la red VGG16 se alcanz6 una precision de alrededor del 55.8%. al
utilizar la red Xception se alcanzo6 una precision de 55.4%. Al utilizar la red ResNet

la precision fue de 55.4%.

Con estos modelos, se recolectaron un total de 2000 imagenes, pero se detecto, en un
analisis retrospectivo, que existian imagenes tanto de glandula tiroides, imagenes de
glandulas submaxilar y pardtida, ganglios linfaticos cervicales, asi como estructuras
vasculares o lesiones extratiroideas que son rutinariamente evaluadas en un examen
de US de cuello y/o tiroides. Otro hallazgo en el analisis retrospectivo fue la
asignacion errénea de alrededor de un 10-15% de las imagenes en la categoria
incorrecta. Al incluir este tipo de imégenes en la fase de entrenamiento, se estaba
realizando sesgo de seleccidn, lo que condujo a que cualquiera de las redes neuronales
convolucionales seleccionadas, no extrajese las caracteristicas distintivas de la
glandula tiroides, y de los nodulos tiroideos de acuerdo a la categoria, lo cual no
permitia alcanzar la precision diagndstica suficiente para emplearla como modelo de

evaluacion y diagnostico.

Esta segunda fase del trabajo fue utilizada como documento de presentacion de proyecto de

grado para maestria de la colaboradora ingeniera de sistemas, llamado *~ Sistema para la



clasificacion y reconocimiento de iméagenes de ultrasonido en tiroides, basado en
técnicas de aprendizaje profundo para el apoyo en el proceso de diagnostico segun la
escala EU-TIRADS ", (Arias, 2022).

Tercero. Se decidié de esta manera en primera instancia, eliminar todas las imagenes que
no correspondian a la glandula tiroides, imagenes que tuvieran muy mala calidad, ya sea

por factores técnicos o de adquisicion de la imagen.

- De manera simultanea, se decidié aumentar sustancialmente el niUmero de imagenes
de glandula tiroides. Este proceso asociado a la aplicacion de técnicas de data
augmentation, logré incrementar el nimero de imégenes de glandula tiroides a
alrededor de 21.000 imagenes. Posteriormente, se recibio colaboracion para la
clasificacion de las imagenes del criterio de un radidlogo con conocimiento de la
clasificacion TIRADS 2017, para la asignacion adecuada de los nddulos tiroideos en
la categoria correcta.

- Se decidio utilizar nuevamente la RNC ResNet para entrenamiento y validacion,

proceso en el que se obtuvo una precision de 45%.

- Se evaluo en la literatura el desemperfio de la red AlexNet y evidenciamos que esta
red es una de las arquitecturas fundamentales para la tarea de deteccion de objetos y
clasificacion de imagenes. Segiin Khan & Yong (2018), se emple6 una arquitectura
Deep Learning basada en AlexNet, para la clasificacion médica de objetos
anatomicos, la cual gener6 un punto de quiebre significativo en el campo de Machine
Learning y vision computacional para tareas de reconocimiento visual y clasificacion;
es el punto en la historia en donde el interés por el Deep Learning aumentd

rapidamente. La arquitectura de AlexNet se muestra en la Figura 15.
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Figura 15. Estructura de la arquitectura de la red AlexNet.Recuoerado de
https://academic.oup.com/aje/article/188/12/2222/5567515

La primera capa convolucional, desarrolla convolucion y max pooling con normalizacion
local de la respuesta (LRN), cuenta con 96 diferentes filtros receptores que tienen un tamafio
de 11 x 11. Las operaciones de max pooling son desarrolladas con filtros 3x3 con un paso de
tamario de 2. Las mismas operaciones son desarrolladas en la segunda capa con filtros 5 x 5.
Los filtros 3 x 3 son utilizados en la tercera, cuarta y quinta capa convolucional con mapas
de 384, 384 y 296 caracteristicas. 2 capas completamente conectadas (FC) con dropout
seguido por una capa Softmax al final. Dos redes con estructura similar, y el mismo nimero
de mapas de caracteristicas son entrenados en paralelo para este modelo. 2 nuevos conceptos,

la LRN y el dropout son introducidos en esta red.

AlexNet tiene 3 capas de convoluciones y 2 capas completamente conectadas. Cuando se
procesa el set de datos de ImageNet, el nimero total de parametros de AlexNet puede ser
calculado, el nimero total de parametros y multiplos y acumulados (MAC) es de 61 millones
y 724 millones respectivamente. Se realizaron multiples afinamientos tanto en el nimero de

épocas y en la tasa de aprendizaje obteniendo diferentes resultados:

e Tasa de aprendizaje de 0,0001
e AlexNet: 15 épocas y 5.100 iteraciones  Accuracy 66,54%



AlexNet: 50 épocas y 32.100 iteraciones Accuracy 69,5%

AlexNet: 50 epocas y 15.300 iteraciones; Accuracy 71,37%

AlexNet: 70 épocas y 21.420 iteraciones; Accuracy 73,9%

Tasa de aprendizaje de 0,0002

AlexNet: 50 épocas, 34.250 iteraciones Accuracy 84,9%

Con la ultima configuracion de la red AlexNet, se decidio llevar el modelo a las fases de

validacion y prueba.

Los resultados de la prueba del modelo con la red AlexNet se muestran a continuacion:

IA Vs REFERENCIA REF
1 2 4 5 TOTAL
1 34 0 0 35
1A 2 50 1 0 51
3 1 2 18 a 0 21
4 1 13 0 14
5 0 0 a 1 28 29
TOTAL 35 52 20 15 28 150

7 DESACUERDOS
143 ACUERDOS

Tabla 15. Matriz de confusion entre modelo de 1Ay Gold estandar (REF)

Los resultados de desempefio de la red AlexNet se muestran a continuacion:

Correlacion (Spearman)

Valor p

Acuerdo

kappa

Valor p

ROC

ROC- IC 95%

Sensib

Especif

Correct/ Clasif|

RVP

RV

VPP

VPN

DOR

1A

96,4

<0.0001

95,33

0,94

<0.0001

0,996

(0,99-1)

100

99,18

99,3

122

0

0,97

1

INDETERM

Tabla 16. Desempefio y capacidad discriminatoria del modelo de 1A basado en AlexNet

El modelo reporta un area bajo la curva ROC de 0.996 (1C95%0.99-1); con sensibilidad del
100%, especificidad del 99.8%; Valor predictivo positivo del 97% y Valor predictivo

negativo de 100%. El acuerdo entre el modelo y el gold estandar es de 95.33 con un indice
de Kappa de 0.94 (p<0.0001) y una correlacion de Spearman de 96.4 (p<0.0001).
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Figura 16. Curva ROC y &rea bajo la curva del modelo de IA basado en AlexNet

Los resultados de la prueba del Residente de ultimo afio (R4) se muestran a continuacion:

RESIDENTE 4 Vs REFERENCIA REF
1 2 3 4 5 TOTAL
1 37 0 0 0
2 2 36 0 0 0
R4 3 7 23 4 3
4 0 2 7 5
5 0 1] 1 0 23
TOTAL 39 45 24 11 31 150
24 DESACUERDOS
126 ACUERDOS

Tabla 17. Matriz de confusion entre Residente de ultimo afio (R4) y Gold estandar (REF)

Los resultados de desempefio del Residente de ultimo afio (R4) se muestran a continuacion:

Correlacion (Spearman) | Valorp | Acuerdo | kappa | Valorp ROC |ROC- IC 95%| Sensib | Especif |Correct/ Clasiff RVP RVN VPP VPN DOR

R4 94,7 <0.0001 84 0,79 |<0.0001| 096 |(0,94-099)| 742 | 99,1 94 8829 | 026 | 9624 | 92 [1521(57-40,2)

Tabla 18. Desempefio y capacidad discriminatoria Residente de ultimo afio (R4)

El desempefio del Residente de ultimo afio (R4) reporta un area bajo la curva ROC de 0.96
(1C95%0.94-0.99), con sensibilidad del 74.2%, especificidad del 99.1%, Valor predictivo
positivo del 96.2% y Valor predictivo negativo de 92%. El acuerdo entre el Residente de
ultimo afio y el gold estandar es de 84 con un indice de Kappa de 0.79 (p<0.0001) y una
correlacion de Spearman de 94.7 (p<0.0001).
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Figura 17. Curva ROC y &rea bajo la curva del Residente de ultimo afio (R4).

Los resultados de la prueba del Radi6logo Junior se muestran a continuacion:

JUNIOR Vs REFERENCIA REF
1 2 3 4 5 TOTAL

1 41 1 0 0 0 42
JUNIOR 2 2 35 0 1 38
3 1 6 12 0 4 23
4 1 3 6 13 31
5 0 0 0 0 16 16
TOTAL 45 45 20 6 34 150

40 DESACUERDOS

110 ACUERDOS

Tabla 19. Matriz de confusién entre Radidlogo Junior y Gold estandar (REF)

Los resultados de desempefio del Radiélogo Junior se muestran a continuacion:

Correlacion {Spearman)| Valorp | Acuerdo | kappa | Valor p ROC |ROC- IC 95%| Sensib | Especif|Correct/ Clasif] RVP RVMN VPP VPN DOR

JUNIOR 90,2 <0.0001 | 733 | 06612 |<0.0001| 022 | (0,88-0,96)| 47,33 | 100 28 INDETERM| 1 100 | 867 | 7.9(3,7-16,8)

Tabla 20. Desempefio y capacidad discriminatoria Radiélogo Junior.

El desempefio del Radi6logo Junior reporta un area bajo la curva ROC de 0.92 (1C95%0.88-
0.96), con sensibilidad del 47.33%, especificidad del 100%, Valor predictivo positivo del
100% y Valor predictivo negativo de 86.7%. El acuerdo entre el Radiélogo Junior y el gold
estandar es de 73.3 con un indice de Kappa de 0.66 (p<0.0001) y una correlacion de
Spearman de 90.2 (p<0.0001).




Los resultados de la prueba del Radiologo Senior se muestran a continuacion:

Tabla 21. Matriz de confusion entre Radiologo Senior y Gold estandar (REF)
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Figura 18. Curva ROC y &rea bajo la curva del Radiologo Junior
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SENIOR Vs REFERENCIA REF
1 2 3 4 5 TOTAL
1 33 1 0 0 0 34
2 2 A0 2 2 1 47
3 0 16 1 0 17
4 0 p. 10 2 14
3 1 1 0 1 35 38
TOTAL 36 42 20 14 38 150

16 DESACUERDOS

134 ACUERDOS

Los resultados de desempefio del Radiologo Senior se muestran a continuacion:

Correlacion [Spearman)

Valor p

Acuerdo

kappa

Valor p

ROC

ROC- IC 95%

Sensib

Especif

Correct/ Clasif

RVP

RV

VPP

VPN

DOR

SENIOR

92,9

<0.0001

89,3

0,8614

<0.0001

0,97

(0,941-1)

92,11

97,32

96

34,38

0,08

00,88

97,7

18,1 (5,78-57.1

Tabla 22. Desempefio y capacidad discriminatoria Radiologo Senior.

El desempefio del Radi6logo Senior reporta un area bajo la curva ROC de 0.97 (IC95%
0.94-1), con sensibilidad del 92.11%, especificidad del 97.32%, Valor predictivo positivo
del 90.88% y Valor predictivo negativo de 97.7%. El acuerdo entre el Radidlogo Senior y
el gold estandar es de 89.3 con un indice de Kappa de 0.86 (p<0.0001) y una correlacion de
Spearman de 92.9 (p<0.0001).
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Figura 19. Curva ROC y &rea bajo la curva del Radiologo Senior.

A continuacion, se reporta el desempefio de todos los observadores, de forma que se incluye

el desempefio general de los Radidlogos.

0BS

Correlacion (Spearman)

Valor p

Acuerdo

kappa

Valor p

ROC

ROC- IC 95%

Sensib

Especif

Correct/ Clasif

RVP

RVN

VPP

VPN

DOR

SENIOR

92,9

<0.0001

833

0,8614

<0.0001

0,97

(0,841-1)

92,11

97,32

96

34,39

0,08

30,88

97,7

18,1 (5,78-57.1)

JUNIOR

90,2

<0.0001

733

0,6612

<0.0001

0,92

{0,88-0,26)

4733

100

BB

INDETERM

1

100

86,7

7.2 (3,7-16,8)

R4

94,7

<0.0001

B4

0,79

<0.0001

0,26

(0,94-0,99)

74,2

99,1

54

88,29

0,26

96,24

92

15,21 (5,7-40,2)

1A

96,4

<0.0001

95,33

0,4

<0.0001

0,96

{0,99-1)

100

99,18

99,3

122

0

97

100

INDETERM

RAD GRAL

92,60

82,20

0,77

0,95

71,21

98,81

92,67

10 89

0,45

95,71

92,13

Tabla 23. Desempefio general de observadores y modelo de IA basado en AlexNet

Al Analizar la informacion general del desempefio de los radidlogos se pudo establecer que:

En General, los Radiélogos presentan una alta capacidad discriminatoria, debido al

resultado obtenido en desempefio de los altos valores en el &rea bajo la curva ROC,

todos mayores a 0.9 y con un promedio general de 0.95. El Radi6logo Senior presenta,

entre el grupo de observadores humanos, la mayor area bajo la curva ROC seguido

muy cerca del Residente de ultimo afio.

La sensibilidad general de los Radiologos y Residente de dltimo afio (R4) es

moderada, con promedio general del 71,2%, al apreciar los valores mas altos con el

Radiologo Senior (93%). Tanto el R4 (74.2%) y en especial el radidlogo Junior




(47.3%), presentan valores de sensibilidad apenas aceptables, lo que indica
dificultades en la categorizacion de nodulos sospechosos, lo que puede dar como
resultado, una sobre estimacion de los nddulos y a su vez, asignar categorias mas altas
a nodulos con categorias menores.

Los Radidlogos presentan altos valores de especificidad, superiores al 95%, con un
valor promedio de 98.8%, lo cual indica que para nédulos que clasifiguen como
benignos (TR1 a TR3), es altamente probable que provenga de pacientes que no
necesiten ACAF.

Con respecto al acuerdo entre Radidlogos y el gold estandar, se puede describir como
un buen acuerdo (82.2), con niveles variables entre acuerdos moderado, bueno y muy
bueno, para Radidlogo Junior (73.3), Residente de Gltimo afio (84) y Senior (89.3)
respectivamente.

Los valores predictivos positivos de Radidlogos y residente de ultimo afio (R4) es
superior al 90% en promedio, especialmente para el Radidlogo Junior, el cual tiene
VPP del 100% y R4 con 96.2%, lo que indica que los radidlogos al evaluar y
categorizar un nédulo como sospechoso de malignidad (TR4 y TR5), la probabilidad
que el paciente efectivamente tenga patologia tiroidea maligna es muy alta.

Los valores predictivos negativos de Radidlogos y residente de ultimo afio (R4) es
alto, con promedio general de 92.1%, con valores especialmente altos para el
Radiologo Senior (97.7%), esto indica que el radidlogo Senior al evaluar y categorizar
un noédulo como benigno (TR1 a TR3), la probabilidad que el paciente efectivamente
tenga ausencia de patologia tiroidea maligna es muy alta. Hay una leve disminucion
en el VPN por parte del radiologo Junior, pero igual un nivel aceptablemente alto.
Puntualmente, el Radidlogo Senior muestra los niveles de Sensibilidad y VPN mas
altos, asi como los valores de RVN mas bajos, lo cual indica la mayor capacidad
discriminatoria tanto en nodulos benignos, nodulos sospechosos y su correcta
categorizacion, lo que disminuye la probabilidad de recomendar innecesariamente
ACAF a nodulos benignos, lo que aumenta la probabilidad de sugerir adecuadamente
ACAF en nbdulos sospechosos de malignidad. Esto evidentemente es un rasgo que

ha sido adquirido con la experiencia.



El Radidlogo Junior tiene los valores de especificidad y VPP mas altos, lo cual
muestra que la probabilidad de categorizar nddulos benignos de pacientes que no
presentan patologia es alta.

Hay que resaltar el desempefio del residente de ultimo afio (R4), el cual muestra muy
alta especificidad y VPP, a valores incluso mas altos que el del Radidlogo Senior,
muy cercanos a los del Radi6logo Junior, con un perfil discriminatorio muy similar.
Presenta ademas una mayor sensibilidad y VPN que el radiélogo Junior, teniendo una
mejor capacidad de categorizar nddulos sospechosos en pacientes con patologia

tiroidea.

Al analizar la informacion referente al modelo de RNC, basado en AlexNet se puede inferir

que:

Presenta una mayor concordancia con el gold estandar, esto al tener en cuenta el
desempefio de los observadores, especialmente en comparacion con Radiélogo Junior
y R4, y apenas levemente superior al acuerdo del Radidlogo Senior.

El area bajo la curva ROC del modelo es levemente mayor que el area bajo la curva
ROC de los demas observadores, lo cual indica capacidad discriminatoria similar o
ligeramente mayor que los radidlogos y R4.

El modelo presenta los mayores niveles de Sensibilidad y VPN, con respecto a los
otros observadores, con un perfil muy similar al del Radiélogo Senior.

Los valores de Especificidad y VPP son similares a los Radidlogos y R4.

Cuando se establecen puntos de corte para criterios de benignidad y malignidad, se asumié

que las categorias TIRADS 1,2 y 3 son considerados nédulos con riesgo de malignidad nula,

bajo e intermedio; y las categorias TIRADS 4 y 5 son consideradas nédulos con moderada

sospecha y altamente sospechosos de malignidad. Con estas consideraciones se midieron los

desemperios de todos los observadores al tener en cuenta como punto de corte TIRADS > 4.



Punto de corte zTR4

OBSERVADOR |ROC- IC 95%| Sensib | Especif | Correct/ Clasiff RVP | RVN | VPP | VPN

SENIOR 0,958 | 92,31 9592 24,6 226 | 0,08 | 031 | 036
JUNIOR 0,943 875 | 831 22,6 802 | 0,14 | 078 | 034
R4 0,964 | 83,33| 97,22 93,33 30 | 017 | 093 | 0oz
1A | 0988 | 9767 9907 98,67 1045 | 002 | 037 | 038

RAD GRAL 0,

(V=)
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LT = - X = N - e w,d o Wy

Tabla 24. Desempefio individual y general de observadores con punto de corte TIRADS >
4

Se puede evidenciar que las capacidades discriminatorias mediante analisis del area bajo la
curva ROC de los Radidlogos Senior y del modelo de 1A disminuyeron apenas 1 punto, es
decir mantuvieron su desempefio, el Radiélogo Junior aumentd 2 puntos y el residente de
ultimo afio (R4) mantuvo igual su desempefio. En general los radidlogos y R4 mejoraron en
1 punto la capacidad discriminatoria y en el modelo apenas se disminuyé (1 punto) o se
mantuvo igual, lo que indica mantenimiento de las capacidades de deteccidn en este punto

de corte.

Se observa un aumento en los valores de sensibilidad del Radiélogo Junior de alrededor de
40 puntos porcentuales (de 47.33% a 87.5%); el Residente de ultmo afio (R4) presentd un
aumento de 9 puntos porcentuales (de 74.2% a 83.3%). El radiologo Senior no presento
cambios en sus valores de Sensibilidad. EI modelo de IA tuvo una muy leve diminucion en

2 puntos porcentuales.

Los valores de Especificidad se mantienen similares en el Radiologo Senior, R4 y en el
modelo de IA, y diminuyen en el Radiolojo Junior en alrededor de 11 puntos porcentuales
(de 100% a 89.1%).



Esto indica que tanto en el Radidlogo Junior y el R4 al evaluar y categorizar nédulos como
TIRADS > 4, efectivamente los nddulos corresponden a estas categorias y ameritan ACAF,
aumentando la probabilidad de categorizarlos correctamente que cuando evaluan otras
categorias, especialmente en el Radiologo Junior, sin embargo, también el Radiologo Junior
puede presentar disminucion en la probabilidad de categorizar nédulos TIRADS < 4 como

nodulos benignos.

En promedio, cuando se estima punto de corte para determinar entre criterio binario de lesion
benigna o maligna, los radidlogos y el R4 muestran aumento significativo, principalmente,
en la Sensibilidad, con leve disminucion del Valor Predictivo Positivo. En las otras
mediciones, no se aprecian cambios significativos. EI Modelo de 1A mantiene su capacidad

discriminatoria sin cambios notables, indicando mayor consistencia.

La variabilidad interobservador fue evaluada. Aunqgue el protocolo de prueba presentaba 75
imagenes al azar de un grupo de 300 imagenes gold standard, se logro etiquetas visualizadas
por todos los observadores en alrededor de un 40-50% lo que nos permitio realizar analisis

de concordancia de la siguiente manera:

SENIOR

OBS Acuerdo | kappa |Valor p
S5x5 69,25 0,61 |<0.0001

5 xJ 76 0,69 |<0.0001
5XR 69,23 0,61 |<0.0001
5X | 100 1 |<0.0001

Tabla 25. Concordancia de observaciones con Radiologo Senior como referencia

MODELO DE INTELIGENCIA ARTIFICIAL (1A)

OBS Correlacion (Spearman)| Acuerdo | kappa |Valorp
I x5 0,97 91,67 0,88 |«<0.0001
I x ] 0,9 60,61 0,48 |<0.0001
IxR 0,91 82,14 0,76 |«D.0001

Tabla 26. Concordancia de observaciones con modelo de Inteligencia Artificial como
referencia



Al evaluar los resultados de las Tablas 25 y 26 se puede estabkcer que:

Hay muy poca variabilidad inter observador entre el Radidlogo Senior y el modelo
de IA con un acuerdo de 91,67, con un indice de Kappa de 0.89 y correlacion de
Spearman de 0.97 (p<0.0001) lo que reitera la similitud en la capacidad
discriminatoria del modelo y Radidlogo Senior.

La variabilidad inter observador que existe entre radidlogo Junior y R4 es mayor que
la existente con el modelo de 1A, con acuerdo de 76 e indice de Kappa de 0.69
(p<0.0001), para Radiélogo Junior y con acuerdo de 69.2 e indice de Kappa de 0.61
(<0.0001) para R4, lo cual muestra una variabilidad moderada a sustancial en estos 2

observadores.

Esta alta variabilidad inter observador evidenciada especialmente en Radiélogo
Junior y R4, se encuentra acorde con los datos existentes en la literatura, como
muestra el trabajo desarrollado por Park & Kim (2010) reportaron alta variabilidad
interobservador con indices de Kappa que oscilaban entre 0.32 a 0.64, acuerdos entre

aceptables a sustanciales

Al evaluar las observaciones de cada uno de los Radidlogos y del modelo de IA, podemos

extraer informacion referente a la cantidad potencial de biopsias sugeridas en nddulos

falsamente categorizados como nédulos sospechosos, que pudieron haber sido evitadas al

compararlas con el modelo de IA.

Se encontr6 que el menor numero de ACAF ordenados innecesariamente correspondieron a

Radiilogo Senior y R4, con un numero notablemente mayor en el Radiélogo Junior, lo que

en general representaria una disminucion en el numero de ACAF innecesarias de

aproximadamente un 13%.

De igual forma, se evalud la cantidad de ACAF que no se ordenaran en nédulos con sospecha

de malignidad (TR4 y TR5) en comparacion con el modelo de 1A y pudo establecer que el



R4 omitid aproximadamente un 14,3% de los procedimientos y los radiélogos Senior y Junior

presentaron omisiones del 5 y 8% respectivamente, con un valor promedio de ACAF

omitidas de alrededor del 9%.

REDUCCION EN ACAF INNECESARIAS| REALIZACION DE ACAF OMITIDAS
OBS | ACAF INNECESARIOS | ACAF OMITIDOS | VsIA % VsiA Vs 14 % Vs 1A #
SENIOR 7.69% (4/52) 7.69% (4/52) 5,37 3,01 5,37 3,01
JUN 30 % (12/40) 10% (4/40) 27,68 15,50 7,68 4,30
RES 7.14% (3/42) 16.66% (7/42) 4,82 2,70 14,34 8,03
LA 2.32% (1/43) 2.32% (1/43) 0,00 0,00 0,00 0,00
56 nodulos TR 4-5 TOTAL 12,62 7,07 ( 9,13 5,11

Tabla 27. ACAF innecesarias y omitidas de Observadores Vs modelo de 1A basado en

Alexnet

Los resultados obtenidos en la Tabla 27 indican que el modelo puede ayudar a los radiélogos

a mejorar la capacidad discriminatoria y mejorar el proceso de toma de decisiones, de modo

que puedan sugerir procedimientos de diagndstico (ACAF) en pacientes que realmente lo

ameritan.




Discusion

La mayoria de los nodulos tiroideos son lesiones benignas. ElI US es utilizado tipicamente
como el primer punto de diagnostico y también para la evaluacién y seguimiento de ndédulos
tiroideos, debido a que permite visualizar adecuadamente el parénquima y las lesiones en su
interior, sea de tipo quistico o solido. En comparacion con otras modalidades diagndsticas,
es libre de energia ionizante y es la modalidad més ampliamente disponible y con mejor
relacion costo beneficio. La evaluacion del nddulo tiroideo por US se realiza por parte del
radi6logo basado en caracteristicas visuales observadas en la imagen. Para este proposito se
utiliza la aproximacion TIRADS (Thyroid Imaging Reporting and Data System) para la

estratificacion del riesgo y categorizacion de nddulos benignos y malignos.

El sistema TIRADS fue desarrollado para mejorar la precision diagnostica de la evaluacion

convencional del nodulo tiroideo.

Existen maltiples versiones para el sistema TIRADS, una de las empleadas es la del Colegio
americano de radiologia ACR TIRADS, Kwak TIRADS, EUTIRADS, etc. Cada una de estas
versiones difieren, pero todas consideran caracteristicas visuales y de textura, tales como
bordes, forma, calcificacion, composicion, tamafio, ecogenicidad y producen un esquema de

puntaje que permiten al radiélogo evaluar la benignidad o malignidad de un nédulo.

El uso de TIRADS ha ayudado a estandarizar de alguna manera la evaluacion de nédulos
tiroideos por US. Sin embargo, aun existe una importante cantidad de variabilidad inter-

observador y subjetividad.

Con el fin de disminuir el componente subjetivo del diagndstico, se han propuesto diferentes
métodos de diagnostico asistido por computador (CAD). Estos métodos CAD utilizan varios
algoritmos de extraccion de caracteristicas y clasificacion para caracterizar los nodulos

tiroideos en benignos o malignos.



La inteligencia artificial podria aumentar la precision y limitar significativamente la
variabilidad inter-observador, al utilizar algoritmos matematicos estandarizados. En el rea
de la 1A, hay un enfoque cada vez méas intenso en las redes neuronales convolucionales (RCN.
La RNC, inicialmente propuesta por Fukushima, es un modelo de aprendizaje supervisado
que captura mapas no lineales entre la entrada y la salida. InceptionNet, VGGNet y AlexNet
son ejemplos de modelos de DL que han sido introducidos en la clasificacion de imagenes.

Generalmente las RNCs, son entrenadas sometiéndolas a algoritmos especificos de
segmentacion de iméagenes de nodulos tiroideos, de modo que al final de la fase de
entrenamiento las RNCs son capaces de analizar imagenes y sugerir una estratificacion de

riesgo en relacion al sistema TIRADS.

La mayoria de la literatura existente, evalta la precision diagnostica de diferentes tipos de
RNCs al compararlas con la precisién de radidlogos con diferentes tipos de experiencia.

La gran mayoria de los estudios reportan que las RNCs tienen una precision global por
encima del 90%, la cual no difiere mucho de la de radidlogos expertos. En especial, una parte
importante de estudios han demostrado una precision diagnostica mayor que la de radiologos
expertos y en algunos casos una superioridad de los radiodlogos expertos sobre los sistemas
de IA.

Zhu et al. (2021), seleccionaron 592 pacientes con 600 nddulos los cuales fueron incluidos
en las fases de entrenamiento, validacion y prueba interna. Desarrollaron un modelo Visual
Geometry Group 16T (VGG) basado en la arquitectura VGG-16 pero con un batch de
normalizacion adicional y capas de salida en adicion a las capas totalmente conectadas.
Realizaron una validacion cruzada para analizar el desempefio del modelo VGG 16T al
utilizar imagenes de US en escala de grises de 5 diferentes marcas de maquinas de US.

Para los datos internos, el modelo VGG-16T tuvo una sensibilidad del 87.43%, especificidad
del 85,43% y precision de 86,43%. Para los datos externos, el modelo VGG-16T logro un
area bajo la curva de 0.829 (IC 95% 0.77-0.87), un radi6logo con 15 afios de experiencia
logro un area bajo la curva de 0.705 (IC 95% 0.65-0.80), un radi6logo con 10 afios de
experiencia logro un area bajo la curva de 0.725 (IC 95% 0,65-0.79) y un radiélogo con 5

afios de experiencia logré un area bajo la curva de 0.66 (IC 95% 0.58-0.73). Los autores



concluyeron que el modelo VGG-16T tuvo alta especificidad, sensibilidad y precision para
diferenciar entre nddulos tiroideos benignos y malignos. Su desempefio diagndstico fue
superior al de radidlogos con experiencia, y proponen que este modelo puede asistir a los

radidlogos a diagnosticar cancer de tiroides.

A diferencia del estudio desarrollado para este proyecto, Zhu et al. (2021) tuvieron un nimero
pequefio de nddulos tiroideos, y solo utilizaron nddulos tiroideos de pacientes a los que se
les realizd aspiracion con aguja fina (ACAF) y/o resultado de patologia post cirugia, no
utilizaron ninguna clasificacion de las que actualmente se utilizan para la clasificacion de
nddulo tiroideo y solo se utilizo el criterio binario de benignidad y malignidad.

En nuestro estudio no se utilizaron reportes de aspiracion de aguja fina o de patologia, se
utilizé una clasificacion radioldgica (EUTIRADS) establecida, que ya ha sido evaluada con
aceptables valores de sensibilidad y especificidad. A pesar del bajo nimero de nddulos
utilizados, logré mejores valores de desempefio que radidlogos con diferentes grados de
experiencia.

Peng y cols desarrollaron el modelo ThyNet y se entrené con 18049 imagenes de 8339
pacientes (set de entrenamiento) de 2 hospitales en Chinay luego se utilizaron 2775 pacientes
como set total de prueba obtenidas de 7 hospitales. Todos los nédulos en los sets de
entrenamiento y prueba fueron confirmados por patologia. El desempefio diagnéstico de
ThyNet fue primero comparado con 12 radidlogos (set de prueba A); se desarrolld una
estrategia asistida por ThyNet para mejorar el desempefio diagnostico, en la cual ThyNet
asistio el diagnostico hecho por radiélogos utilizando imagenes de US (set de prueba B). la
estrategia asistida fue luego probada en tiempo real usando imagenes y videos (set de prueba
C). en un escenario simulado, se calculd el nmero de aspiraciones con aguja fina.

El area bajo la curva para diagndstico preciso de ThyNet (0.922 (IC95% 0,91-0,93)) fue
significativamente mas alto que el de los radiélogos (0.839 (IC95% 0,834-0,844)). Ademas,
la estrategia asistida con ThyNet mejoré el area bajo la curva de los radidlogos de 0,837
(cuando se diagnosticé sin ThyNet a 0,875 (0,871-0,88, p<0,0001) con ThyNet para revisar
imagenes y de 0,86 a 0,873 en la prueba clinica, la cual utilizaba imagenes y videos. En el
escenario simulado, el nimero de aspiraciones con aguja fina disminuy6 de 61.9% a 35,2%

usando la estrategia asistida, mientras que disminuyo el subdiagnostico de malignidad de



18,9% a 17%. Los autores concluyeron que la estrategia asistida con ThyNet mejord
significativamente el desempefio diagnostico de radidlogos y ayuda a reducir las aspiraciones
con aguja fina de nodulos tiroideos.

El estudio desarrollado, tiene algunas similitudes y diferencias con el estudio de Peng et al
(2021), entre ellos el numero de imagenes utilizadas es alto lo cual ayudaria a mejorar el
desempefio diagnostico al proporcionar un numero notable de imagenes para el
entrenamiento de la red. Los autores utilizaron un sistema de categorizacion de imagenes
basado en ACR TIRADS, el cual ha mostrado buen desempefio diagndstico. En el estudio se
utilizé la clasificacion EUTIRADS, la cual ha reportado desempefios comparables al de ACR

TIRADS con alto valor predictivo negativo.

Como otras clasificaciones, el EUTIRADS reporta un acuerdo Inter observador moderado a
sustancial, lo cual permitio utilizar esta clasificacion como método de tamizaje.

El 4rea bajo la curva para diagndéstico preciso de nuestro modelo fue 0.996 (1C95% 0,99-1),
con sensibilidad, especificidad, VPP y VPN de 100%, 99.18%, 0.91 y 1 (p<0.0001)
respectivamente. Asi mismo, el area bajo la curva para diagndstico preciso de los radiélogos
en general fue de 0.95 (1C95% 0.93-0.98), con sensibilidad y especificidad de 71.21% y
98.81%, con desempefio defi radiologo experto con area bajo la curva de 0.97 (1C 95% 0.94-
1) con sensibilidad y especificidad de 92.11% y 97.32%, lo que indica que el modelo presenta
los mejores desempefios discriminatorios sobre el desempefio de los radiélogos, en especial
sobre radiélogo Junior y Residente de ultimo afio, y con desempefios similares o levemente
menores en el radiolgo senior, lo cual muestra que el modelo puede ser utilizado para mejorar
la capacidad discriminatoria de radiélogos con menor experiencia o residentes en formacion.
El presente estudio reporté una disminucion del nimero de biopsias innecesarias de alrededor
del 12%, mientras que en el estudio de Peng et al (2021) fue de alrededor del 26%. También
de reporta en este estudio, una disminucion en el subdiagndstico de malignidad del 9%,
mientras que Peng et al. (2021) reporta un 2%. Esto también indica que el modelo puede
asistir al radi6logo en la toma de decisiones y de esta manera disminuir el numero de ACAF

a pacientes con nédulos benignos y recomendar ACAF a paciente con nédulos sospechosos.



Bai et al. (2020) propusieron un método automatico jerarquico de riesgo de nodulo tiroideo
basado en DL llamado red de estratificacion de riesgo (RS-Net). Este método incorpora la
experiencia médica basada en ACR TIRADS. Redes Neuronales Convolucionales basada en
GoogLeNet fueron utilizadas para clasificar las 5 categorias y asignar el puntaje respectivo.
De acuerdo a los puntos totales, se podia obtener el nivel de riesgo. Ademas, un set de datos
de 13.984 imégenes fue establecido para desarrollar y evaluar el método propuesto.
Utilizaron 14.531 imé&genes en entrenamiento y 3.633 imagenes en la prueba. Se
seleccionaron imagenes como estandar por parte de un radidlogo experto. Se considerd TR1
a TR3 como benignas y TR4 yTR5 como malignas. Los autores compararon los resultados
de este método con los resultados de los ecografistas. La precision del riesgo de
estratificacion (TR1 a TR5) del método propuesto es del 65% Y el error promedio absoluto
es de 0,54 (EPA). EI EPA de los puntos totales es 1,67.

La correlacién de Pearson de esta la investigacion como método de evaluacion y la
evaluacion del radidlogo fue de 0,84. El desempefio para la clasificacion maligna y benigna
reportd precision, sensibilidad, especificidad, VPP y VPN fueron 88%, 98%, 79.1%, 80.5%
y 97,5% respectivamente. Los valores de desempefio del radidlogo para precision,
sensibilidad, especificidad fueron 88,5%, 98,3%, 80%.

El nivel de estratificacion de riesgo de nodulo tiroideo de esta investigacion, es comparable
al de un radidlogo senior. Los resultados claramente probaron la efectividad de RS-Net. Este
modelo tiene gran potencial en la aplicacion clinica de estratificacion inteligente del riesgo
de nodulos tiroides basado en imagenes de US.

En este estudio utilizaron parametros de poblacion de iméagenes y método de evaluacién de
las imagenes Gold estandar por parte de radidlogo experto, sin embargo, utilizaron la
clasificacion de ACR TIRADS como clasificacién de base para categorizar los nddulos
tiroides, a diferencia nosotros utilizamos los parametros de EU-TIRADS 2017, siendo estas
2 clasificaciones las que han reportado los mejores datos de desempefio diagndstico.

El nimero de imdagenes seleccionadas fue alrededor de la mitad del nimero que
seleccionamos en nuestro estudio. En el presente estudio nosotros también utilizamos el
criterio de radiélogo para categorizar las imagenes seleccionadas para el entrenamiento de la

red AlexNet, y se utilizé el criterio de radiologo experto para la seleccion de las imagenes



Gold estandar utilizadas en la prueba. Nuestros valores de desempefio diagnostico son
mejores que el de radidélogos con moderada experiencia, y valores de desempefio similar al

de radi6logo senior.

En el trabajo de wei y cols se propuso un modelo ensamblado de Deep learning de
clasificacion de nddulos tiroideos (EDLC-TN) posterior a localizacion precisa. Se compar6
el desempefio diagndstico con otros cuatro de los mejores algoritmos de Deep learning y con
tres radidlogos de acuerdo a criterios de ACR TIRADS. EDLC-TN habia sido pre entrenado
y probado con un set de datos de imagenes de US de tiroides que contenia 26.541 imagenes
obtenido en 4 diferentes centros médicos con imagenes que diferian en estilo, claridad y
maquinas de US y la precision de este método logro llegar al 98,51%. EDLC-TN demostrd
el valor més alto de area bajo la curva ROC, sensibilidad, especificidad y precision entre 5

algoritmos.

El desempefio promedio de los radidlogos obtuvo una precision, sensibilidad y especificidad
de 95.43%, 93.45% y 85.94% y la del método EDLC-TN fue de 93. %, 93.1% y 94%.

Al combinar EDLC-TN con modelos y radiologos la precision, sensibilidad y especificidad
fue de 96.5%, 97.1% y 95.5%.

Esta red representa una plataforma generalizada que podria potencialmente ser utilizada para
imagenes médicas de multiples centros médicos.

Nuevamente al igual que en nuestro estudio, el uso de un importante nimero de iméagenes,
adecuadamente seleccionadas y clasificadas, ayuda a las redes neuronales convolucionales a
extraer mayor numero de caracteristicas para posteriormente mejorar su desempefio
discriminatorio. Los valores de desempefio diagndstico, a saber, precision, sensibilidad y
especificidad son mas altos en nuestro estudio, lo cual nos indica que la red convolucional
escogida recibid los parametros de extraccion adecuados y ha sido entrenada lo suficiente

para poder categorizar las imagenes de tiroides adecuadamente.

La mayoria de las lineas de investigacion utilizan las clasificaciones TIRADS existentes

como punto de partida para entrenar a las redes en el reconocimiento de las caracteristicas de



cada nddulo tiroideo y posteriormente, durante la prueba para generar la categoria de
estratificacion de riesgo correspondiente a la imagen evaluada. Sin embargo, hay estudios
que utilizan otro tipo de patrones morfolédgicos diferentes a los ya mencionados, con tasas de

desempefio similares.

En el estudio de Gomes et al. (2020), se buscaba reducir la subjetividad en el proceso
diagndstico al utilizar caracteristicas gemetrico-morfologicas (GM) que reprepresentan las
caracteristicas visuales de nddulos tiroideos que apoyan a los radidlogos en la toma de
decision, al proveerlos con informacién y evidencia matematica para apoyar la actual

clasificacion TIRADS con una capa extra de objetividad.

Se extrajeron un total de 27 caracteristicas GM, de imagenes obtenidas de una base de datos
de libre acceso de nddulos tiroideos en US, que posteriormente con métodos de data
augmentation generaron 3188 imagenes. De este set general se escogieron 11 caracteristicas
significativas relacionadas al TIRADS utilizando MATLAB2018b. Cada caracteristica fue
etiquetada por un radiélogo experto (O=benigna y 1=maligna) y se evallo el desempefio de
las caracteristicas seleccionadas utilizando la técnica de Machine Learning (ML) llamada
Random Forest Classifier (RFC) tomado Python 3.7. Las caracteristicas GM en conjunto con
el RFC, resultaron en la clasificacion de nédulos tiroideos con altos valores de precision,
sensibilidad y especificidad. Se compararon los resultados obtenidos con otros métodos de
extraccion y clasificacion de caracteristicas basados en forma y el desempefio fue
significativo, con precision, sensibilidad y especificidad de 99,3%, 99,3% y 99,2%. Esto
significa que cada caracteristica extraida pudo ser distinguida correctamente.

Los autores concluyen que la adicion de este método GM al método de caracteristicas
basados en forma puede actuar como un sistema diagnostico asistido por computador (CAD)
para radiélogos, al proporcionarles una validacion de las caracteristicas visuales del TIRADS
utilizadas para la categorizacién de nddulos tiroideos por US, lo que reduce variabilidad Inter
observador y subjetividad diagndstica.

Al igual que en este estudio, nuestro estudio también hizo uso de técnicas de data

augmentation tales como volteo, texturizacion y mirroring. Por lo contrario, en nuestro



estudio utilizamos las guias de clasificacion de EUTIRADS, la cual se basa en 4
caracteristicas que son forma, margenes, ecogenicidad y calcificaciones y categorizamos su
riesgo de malignidad de 1 a 5 basados en estas caracteristicas morfoldgicas. Otro dato
importante es que contamos con nuestra propia base de datos local, adquiridas directamente
del servicio de Radiologia de la clinica FOSCAL, lo cual nos permitio y nos permitira seguir
aumentando progresivamente el nimero de imégenes. También hicimos uso del software
MATLAB 2021b como método de extraccion de caracteristicas de los nédulos tiroideos
durante la fase de entrenamiento. Logramos obtener valores de desempefio similares a este
estudio lo cual nos muestra la importancia de la adecuada seleccion de las imagenes para
entrenamiento, y de la red de extraccion la cual le proporciono a nuestro modelo las

herramientas necesarias para su alta capacidad discriminatoria.

Ye et al. (2020) propusieron un método radiolégico de no segmentacion para la
categorizacion de lesiones tumorales tiroideas benignas y malignas, utilizando imégenes de
US en modo B. Con este método se buscaba combinar las ventajas de la informacion
morfologica proporcionada por el US con redes neuronales convolucionales para la
extraccion automatica de caracteristicas y precisa categorizacion.

Comparado con el método de extraccion de caracteristicas tradicional, este método extrajo
caracteristicas directamente del set de datos sin la necesidad de operaciones manuales o de

segmentacion.

Se recolectaron 861 iméagenes de nddulos benignos y 740 imagenes de nddulos malignos para
la fase de entrenamiento. Una red neuronal convolucional profunda VGG-16 fue construida
para analizar los datos de la prueba que incluian 100 iméagenes de nédulos malignos y 109
imagenes de nddulos benignos. Se realizé una validacion cruzada para el entrenamiento y
prueba del clasificador. Los resultados mostraron que el método tuvo una precision de
86.12%, sensibilidad de 87% y una especificidad de 85,32%, un area bajo la curva ROC de
0,91. Este método demostré un desempefio diagnostico comparable con el resultado
reportado por un radiélogo experto basado en el ACR TIRADS (precision:87.56%,
sensibilidad 92% vy especificidad de 83.49%, el area bajo la curva ROC fue 0.88. El analisis
estadistico mostrd que no hay diferencia significativa entre el algoritmo y el resultado



reportado por el radidlogo experto. La ventaja automatica de este método sugirid una

potencial aplicacion en el diagnostico de cancer tiroideo asistido por computador.

En nuestro estudio, de igual manera, se utilizaron redes neuronales convolucionales para
realizar el proceso de extraccion de caracteristicas basados en las caracteristicas morfoldgicas
de EUTIRADS. El nimero de imagenes recolectadas fue mucho mayor en nuestro estudio lo
cual le da la posibilidad al modelo de extraer y reconocer mas facilmente las caracteristicas
de cada nddulo. La combinacion de asignacion adecuada de imagenes de nodulos en la
correcta categoria durante la fase de entrenamiento asociada al robusto disefio de la red
neuronal convolucional, lo que permiti6 obtener los niveles de desempefio que actualmente

estamos reportando, logrando desempefio igual y/o superior a radiélogo experto.

En el estudio realizado por Nguyen et al. (2020) promovieron un método diagnéstico de
nodulo tiroideo basado en US, utilizando inteligencia artificial basado en el anélisis tanto de
dominios de frecuencia y espaciales. Ademas, ellos propusieron el uso de pérdida de la
funcién de entropia cruzada binaria ponderada para el entrenamiento de la red convolucional
(maltiples redes de ResNet e InceptionNet), la cual es eficiente en reducir el overfitting
causado por los efectos de muestras de entrenamiento desbalanceadas de las clases objetivo
en la fase de entrenamiento. A través de experimentos utilizando un set de datos publico, se
pudo confirmar la superioridad de nuestro método al compararlo con métodos actuales. Este
método de maultiples redes obtuvo una precisién, sensibilidad y especificidad de 91.12%,
93.35% y 65.4%.

En nuestro estudio se utilizé una de las redes mas frecuentemente utilizadas para las tareas
de clasificacion, la cual es la red AlexNet que contiene 62 millones de pardmetros y para
aprender esta enorme cantidad de parametros, se requiere un alto poder de hardware, asi
como también una gran cantidad de datos para entrenamiento. En nuestro estudio se
utilizaron unidades centrales de procesamiento de alto desempefio y también se utilizaron
alrededor de 17000 imagenes para la fase de entrenamiento gracias a la disponibilidad
permanente de imagenes del servicio de radiologia de la clinica FOSCAL lo cual ayudo a
que esta red convolucional produjera los resultados obtenidos. Ellos probaron que su método

podria dar sugerencia/predicciones a los radiologos cuando se diagnostican nodulos tiroideos



En este estudio retrospectivo de Yoon et al (2021), se incluyeron 155 nédulos tiroideos
indeterminados de 154 pacientes, a quienes se les realizd ACAF guiado por ecografia. Se
adquirié una imagen de cada lesion y se disefiaron regiones de interés (ROI) cuadrados que
cubrian el nédulo completo utilizando el programa Paint de Windows 7. Se extrajeron
caracteristicas de textura por algoritmos de analisis de textura implementados en MATLAB
2019b. Se utilizé el modelo de regresion logistica LASSO para seleccionar las caracteristicas

predictivas mas utiles y se realizo validacién cruzada.

Se construyeron 2 modelos de prediccion, al usar andlisis de regresion logistica
multivariables: un modelo basado en variables clinicas y otro basado en variables clinicas
con el puntaje de radiomica.

La capacidad de prediccion de los 2 modelos fue evaluada con areas bajo la curva de ROC.
Se seleccionaron 15 caracteristicas de las 730 caracteristicas de textura que eran candidatas.
Las caracteristicas radiomicas fueron construidas con un puntaje radiomico, utilizando las
caracteristicas seleccionadas. En el andlisis de regresion logistica multivariado, el puntaje
radiomico mas alto fue asociado con malignidad (OR=10.92, p<0.001). el area bajo la curva
de prediccion de malignidad del modelo compuesto de variables clinicas con radiomica fue
significativamente mas alto que el modelo compuesto solo de variables clinicas (0.839 Vs
0.583).

En este estudio concluyen que las caracteristicas radiomicas cuantitativas de US pueden
ayudar a predecir malignidad en los nédulos tiroideos con citologia indeterminada.

A diferencia, en nuestro estudio se seleccionaron imagenes de tiroides en pacientes con y sin
patologia tiroidea independiente de si posteriormente se les realizaba ACAF; también el
numero de imagenes fue mucho mayor que el que utilizaron en este estudio.

En nuestro estudio se realizé una seleccion de atencion al area de interes lo cual hace que
nuestro modelo desestime lesiones fuera del parénquima tiroideo y se enfoca en analisis
especifico a nivel intra tiroideo. También nosotros utilizamos MATLAB V2021b como red

para la extraccion y posterior identificacion de las caracteristicas de distincidn del nddulo.



En el estudio de Wang et al (2020), propusieron un método de Deep Learning llamado multi
instance Learning, que utiliza multiples imagenes de US en una evaluacion como la entrada.
Se propuso una red de extraccion, una red de agregacion de caracteristicas basada en atencion
para integrar automaticamente los rasgos extraidos de multiples imagenes en una sola
evaluacion, utilizando diferentes vistas de los nodulos para mejorar el desempefio de
reconocimiento de nodulos malignos en imégenes de US, y una red de clasificacion. Se
utilizaron maltiples capas de las redes convolucionales Inception-ResNet-v2 para evaluar la
capa ideal para ubicar la red de agregacion.

Para entrenar y evaluar el método propuesto se construy6 un set de datos de 7.800 imagenes
de US.

Los resultados demostraron una precision, sensibilidad y especificidad de 87.32%, 90.06% y
84.22%. Este método logré desempefio comparable con métodos de estado del arte par el
diagnéstico de imagenes de US. Cuando se compard el método con el desempefio de
radiologos, la precision y sensibilidad fueron de 82,20 y 72.18% respectivamente.

Este método fue capaz de diagnosticar nddulos tiroideos basado en multiples imagenes de
US en una evaluacion.

Este estudio nuevamente demuestra que las redes convolucionales son las estrategias de 1A
mas utilizadas actualmente, sin embargo, en este estudio las imagenes escogidas solo fueron
seleccionadas con criterio de benigno vs maligno y no se utilizd ninguna de las
clasificaciones TIRADS que existen actualmente para asi poder establecer un mejor punto
de comparacion con nuestro estudio. Sin embargo, este método es muy interesante ya que en
la practica clinica diaria se toman mdaltiples imagenes del mismo nddulo para mejor
evaluacion, y este método utiliza esas multiples imagenes en una sola evaluacion para generar

el resultado de nédulo benigno/maligno.

El metaanalisis de Zhao et al. (2019) sugiere que la sensibilidad de los sistemas CAD es
similar a la de radiélogos expertos, pero presentan menor especificidad y razon de
probabilidad diagndstica que la de radidlogos expertos. También reporta una considerable

heterogeneidad de sensibilidad y especificidad entre los estudios, la cual se puede deber a la



diversidad de aspectos metodologicos entre los estudios y a diferencias basicas entre los

pacientes incluidos.

Adicionalmente, estos estudios reportan que las RNCs presentan mejores resultados que
radidlogos Junior con menos de 5 afios de experiencia, especialmente en relacion a la
especificidad. En general estos estudios estan de acuerdo en sugerir que los sistemas CAD
pueden ser una herramienta efectiva para aumentar la eficacia diagnostica de la evaluacion
de nddulo tiroideo por radidlogos con menos experiencia. Ademas, algunos estudios
muestran que la precision diagnostica de radiologos senior asistidos por sistemas CAD es
mas alta que la de radidlogos sin asistencia y que la del sistema CAD. Asi mismo en nuestro
estudio decidimos realizar la evaluacion no solo con radi6logos Junior y Senior sino también
con Residente de radiologia de Gltimo afio, lo cual también nos permite evaluar el nivel de
aprendizaje y experiencia previo a la adquisicion del titulo profesional como radidlogo, asi

como también ser una asistencia a residentes para la evaluacion de nddulos tiroideos.

Sin embargo, todavia no es claro en el analisis de la literatura cual de los sistemas de 1A tiene
la mejor precision diagnostica, lo que nos llamo la atencién para enfocarnos en este tipo de
estudio y seleccionar una RNC que nos permitiera desarrollar el mayor desempefio posible.
Otro dato importante a tener en cuenta es que la literatura muestra que los algoritmos
entrenados con base en sistemas TIRADS tienen alta especificidad en comparacion con
aquellos que utilizan el criterio benigno o maligno con referencia histopatoldgica; razén por
la cual decidimos escoger un sistema de clasificacion TIRADS, en este caso el EUTIRADS
2017, el cual ha reportado buen desempefio diagndstico entre los diferentes sistemas
existentes. Independientemente del nivel actual de los sistemas de IA, un elemento de
evidencia que ha emergido de todos estos estudios, incluido el nuestro, es la futura
implementacion de la IA integrada con la interpretacion del radidlogo, asi como también el

impacto en la carga laboral y eficiencia.

Previos estudios han indicado que los algoritmos de aprendizaje profundo superaron a
radi6logos en relacion a algunos descenlaces clinicos. Sin embargo, el escenario del modelo

de 1A como aplicacién Unica no es practico para el uso clinico. Las decisiones del mundo



real deben ser supervisadas por clinicos aun si la IA reporta mejor desempefio. Por lo tanto,
se infiere que el rol més importante de los modelos de 1A es en mejorar la precision

diagnostica al asistir a los radidlogos en la toma de decisiones.

Basados en nuestros hallazgos, podemos hacer algunas recomendaciones para la
implementacion de sistemas de IA en la préctica clinica. Primero, nuestro modelo de RNC
demostré ventajas en la precision diagndstica, especialmente para radiélogos junior y
residente de ultimo afio. La interpretacion de imagenes frecuentemente es sujeto de
variabilidad inter observador significativa, especialmente para radiélogos junior y residente
de altimo afio, con sensibilidades entre 40 a 100% Y especificidad entre 50-100%.

El presente estudio reportd un buen acuerdo Inter observador con indice de Kappa de 0,69 y
0,61 en radiodlogo Junior Y Residente de altimo afio con respecto a la valoracion del
radi6logo Senior; con buen acuerdo Inter observador e indices de Kappa de 0.89, 0.48 y 0.76
para radiélogo Senior , Junior y residente de Gltimo afio con respecto a la valoracion de
nuestro modelo de RNC, lo cual muestra un acuerdo Inter observador entre radidlogo senior
e IA casi perfecto con muy poca variabilidad, acuerdo Inter observador moderado entre
radidlogo junior e 1A, con la mayor variabilidad y un acuerdo Inter observador sustancial
entre residente R4 e A con variabilidad moderada. Nuestro modelo de RNC proporcionaria
una segunda opinion consistente en las evaluaciones de nddulo tiroideo, lo cual aumentaria

la precision de radidlogos junior y residentes.

Es de conocimiento general que la Inteligencia Artificial no tomara el lugar del Radidlogo
en los afos siguientes. Sin embargo, si pueden obtener beneficio de las soluciones basadas
en IA para extender su entendimiento de nodulos tiroideos en la practica diaria. La
introduccion del método DL en la prediccion de cancer tiroideo proporcionaria un numero
de beneficios in la préactica clinica. Primero, nuestra solucién basada en RNC producira
predicciones consistentes para la misma imagen. De esta manera la variabilidad podria ser
disminuida de manera importante o incluso ser eliminada. Segundo, la aplicaciéon de un
algoritmo de DL podria acelerar el diagnéstico de nddulo tiroideo, lo cual podria aumentar

la capacidad diagndstica de US en nuestro departamento de radiologia.



El cancer de tiroides tiene una tasa de supervivencia a 5 afios de 98.2% y baja morbilidad. Al
tener in modelo de 1A con valor predictivo negativo mayor al 90%, seria util al evitar biopsias
innecesarias sin aumentar la morbilidad o mortalidad. Hay que tener en cuenta que millones
de biopsias de tiroides son realizadas anualmente basadas en criterios subjetivos para
descubrir cancer de tiroides en un muy pequefio porcentaje de la poblacion, con una técnica
invasiva la cual puede ser no diagndstica en 1 de cada 7 ocasiones. La estrategia de toma de
decision de ACAF asistida por A podria ser importante para evitar biopsia innecesaria. Con
las guias de EUTIRADS, utilizadas en este estudio, los nédulos Tirads 2 y 3 no necesitan
ACAF lo cual presenta un VPN de 98%. Entre el 15-30% de los ACAF reportaran categoria
cito patologica incierta. EI VPP del ACAF es de 77-95%. Por lo tanto, el VPP en este estudio
es del 97%, podria recomendar cirugia sin la necesidad de ACAF podria ser posible. Con la
asistencia del modelo al radi6logo, nédulos TR 4 y 5 podrian obtener VPP mayores al 97%
y tener una modesta ventaja de reduccién de malignidad omitida.

Como dato general nuestro modelo podria reducir en aproximadamente un 12% el nimero
de biopsias innecesarias, reduciendo asi los riesgos asociados a ACAF, y asi mismo se le
disminuyé el su diagndéstico de malignidad en un 9% de pacientes, a quienes podrian ser sub

clasificados pero que requeririan biopsia, aumentando el desempefio diagnaostico.

Variabilidad interobservador similar a la literatura: acuerdo sustancial
e Modelo RNC: * Mas alta concordancia
* Similar/> capacidad discriminatoria (ROC)
* > Sensibilidad, similar especificidad
*>RVPy <RVN
* Similar VPP y VPN
* Muy buen acuerdo con Senior
* Acuerdo moderado con Junior y sustancial con R4.



Limitaciones

Este estudio selecciond imégenes de US de nddulo tiroideo estaticas, lo cual representa
adquisicién de imagenes que no necesariamente captan la textura y la ecogenicidad del
nodulo completamente. Durante la préctica diaria los Radi6logos realizan las ecografias de
tiroides sin tener en cuenta el contexto académico y de investigacion, lo cual puede disminuir
la calidad de las imagenes. Tambien hay que tener en cuenta que la evaluacion de las
imagenes de tiroides es un proceso cognitivo dinamico que se basa en la evaluacion en tiempo
real de las diferentes caracteristicas del parénquima tiroideo y de las lesiones
intraparenquimatosas. La evaluacién simple de iméagenes puede subestimar el desempefio del
radidlogo al eliminar parte de su rutina normal de evaluacion.

Los estudios en los cuales se han utilizado imagenes estaticas han reportado desempefios
similares entre los modelos de RNC y los de diferentes niveles de radidlogos. De hecho,
algunos estudios reportan superioridad de los modelos sobre el desempefio de radidlogos

incluyendo radidlogos expertos.

En el metaanalisis de Xu et al (2019), (Computer-Aided Diagnosis Systems in Diagnosing
Malignant Thyroid Nodules on Ultrasonography: A Systematic Review and Meta-Analysis,
2019) el cual selecciond alrededor de 19 estudios, observaron que los sistemas DL reportan
desempefios de areas bajo la curva ROC y DOR de 0.93 y 40.12 versus desempefios de
radiologos de 0.92 y 44.88, lo cual demuestran resultados comparables. Estos resultados
podrian estar relacionados con el tamafio de las muestras de imagenes en los sets de
entrenamiento en la mayoria de los estudios, con rangos entre 594 a 6228 iméagenes.
Normalmente se requieren miles de imagenes bien seleccionadas para poder desarrollar
sistemas de alto desempefio. En este mismo metanalisis, seleccionaron 5 estudios en los
cuales se utilizaron imagenes en tiempo real, el desemperio de los sistemas y de los radidlogos
fueron similares en sensibilidad, especificidad, curvas ROC y DOR, sin embargo, cuando se
realizaron andlisis individuales encontraron que los radidlogos expertos superaron a los
sistemas DL en sensibilidad (0.79 vs. 0.21; p = 0.008), especificidad (0.96 vs. 0.84, p = 0.016)
o0 en valor predictivo positivo (0.93 vs. 0.83, p =0.076). En resumen, estos estudios mostraron

precision diagnostica comparable a la de radidlogos con 5 a 20 afios de experiencia, sin



embargo, los radiologos expertos pueden retener una ventaja diagndstica sobre sistemas de

DL en la evaluacion en tiempo real.

Otra limitante a tener en cuenta son los puntos de corte rigidos, lo cual puede subestimar el
desempefio diagnostico de los radiologos. En la practica clinica diaria los radidlogos evaluan
las imégenes de glandula tiroides bajo criterios de cualquiera de las diferentes clasificaciones
TIRADS existentes, y adicionalmente, utilizan procesos cognitivos no establecidos para
detectar diferencias en los diferentes componentes morfologicos de los nédulos. Al estar bajo
un entorno diferente y bajo diferentes condiciones de evaluacion de imagenes, puede hacer
que los radiélogos se sientan presionados a limitarse solo a la aplicacion de los criterios de
la categorizacion establecida.

Durante el desarrollo del estudio, a medida que iba aumentando el nimero de imagenes, la
red convolucional requeria mayor poder de computo para poder continuar extrayendo las
caracteristicas de las iméagenes que progresivamente se iban afiadiendo. Este escenario en
ciertas ocasiones generd dificultades para igualar o superar el poder computacional necesario
para el procesamiento de la informacidn. Asi mismo, gener6 algunos retrasos en tiempo, pero
esto a su vez nos permitié adquirir mayor numero de imagenes, lo cual es acorde e incluso
superior a cantidades de iméagenes descritos en otros estudios. A su vez, para poder
incrementar el desempefio diagndéstico de la red, debemos seguir afiadiendo mayor capacidad
de computo a la vez que queremos seguir aumentando el nimero de imagenes. En la literatura
esta descrito que, al combinar diferentes redes convolucionales, esto podria hacer la red
fusionada mas robusta y con mayor capacidad de extraccion y de categorizacion de los

nddulos tiroideos.

Adicionalmnete, no todos los radiologos tienen la experiencia o el mismo grado de
experiencia en la aplicacion de la clasificacion EU-TIRADS. La mayoria de radiologos
utilizan otras clasificaciones tales como la clasificacion ATA 2015y EU TIRADS 2012, en
las que las categorias pueden ser algo diferentes o en las que las categorias estan divididas
en subgrupos, como por ejemplo la categoria 4, la cual se encuentra dividida en 4a, 4b 'y 4c

y que en la clasificacion EUTIRADSb2017 ya no existe, generando posibles confusiones



sobre asignacion de nodulos ya sea solo a categorias 4 y 5, sin niveles intermedios o
subgrupos. Esta situacion también podria subestimar o sobreestimar la categorizacion de los
nodulos y alterar el desempefio discriminatorio de los radiologos.



Conclusiones

Nuestro modelo de Red Neuronal Convolucional basado en AlexNet presenta un nivel de
precision muy alto, ligeramente superior al desempefio de un Radiologo Senior, con una gran

capacidad discriminatoria.

El presente trabajo ofrece un sistema de asistencia diagnostica que puede aumentar
significativamente la precision diagnostica de radiologos para la diferenciacion vy
categorizacion de nodulo tiroideo, reduciendo de manera notable la variabilidad
interobservador y potencialmente disminuyendo el numero de aspiraciones con aguja fina

innecesarias.
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